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1 Einleitung

Die Menge an Informationen, die uns durch aktuelle Technologien zur Verfiigung ste-
hen, ist immens und nimmt immer mehr zu. Der Begriff Informationen ist in diesem
Zusammenhang jedoch missverstindlich, denn im Grunde handelt es sich zum grofien
Teil um unstrukturierte und unkategorisierte Daten. Als Informationen im engeren Sin-
ne bezeichnet man nur Daten, die in einem bestimmten Kontext relevant sind. Auf die
Anfrage bei einer typischen Internet-Suchmaschine bekommt man beispielsweise oft sehr
viele Seiten, doch welche der gelieferten Dokumente enthalten tatséchlich relevante Da-
ten? Nur diese relevanten Daten erfiillen das Informationsbediirfnis des Anfragenden.

Die Suche nach relevanten Dokumenten in einer Dokumentkollektion (Ranking) und
die untberwachte Klassifikation einer Dokumentkollektion (Clustering) sind klassische
Themen des Information Retrieval. Die fiir diese Aufgaben eingesetzten Systeme un-
terscheiden sich hinsichtlich des zugrundeliegenden Retrieval-Modells und der daraus
resultierenden Anwendungsgebiete. Die vorliegende Arbeit betrachtet Modelle, die mit
versteckten Variablen (engl: hidden variables) arbeiten und erldutert deren Funktions-
weise, Vor- und Nachteile, Einsatzgebiete und Grenzen.

1.1 Gliederung

In diesem Kapitel werden Problemstellungen und die Motivation vorgestellt. Das folgen-
de Kapitel erlautert Grundlagen, die fiir das Verstandnis des Themas notwendig sind
und zeigt einen klassischen Losungsansatz fiir die genannten Probleme, der als Basis
die weiterfiihrenden Methoden Anwendung findet. Kapitel 3 beschreibt Losungen mit
versteckten Variablen und erklédrt die Systeme LSI und PLSI genauer. In Kapitel 4 wird
ein im Rahmen dieser Arbeit entwickeltes Softwaremodul vorgestellt, welches die im vo-
rigen Kapitel genannten Systeme implementiert und mit dem die folgenden Experimente
durchgefiihrt wurden. Kapitel 5 beschreibt diese Experimente zur Evaluierung der Sys-
teme LST und PLSI. Kapitel 6 fasst die Ergebnisse zusammen und gibt einen Ausblick
auf weitere Entwicklungen auf diesem Themengebiet.



1.2 Motivation

1.2 Motivation

Um in umfangreichen Dokumentsammlungen eine gezielte Suche nach Informationen
zu ermoglichen, ist eine aufwendige Pflege der Daten notwendig. Klassischerweise wird
zur Verwaltung ein Index oder Register mit Metainformationen angelegt, beispielsweise
Karteikarten in Bibliotheken. Dieser Ansatz wurde auch auf die elektronische Daten-
verwaltung iibertragen, birgt aber einige systemimmanente Probleme. So miissen Meta-
daten vor der Nutzung spezifiziert werden, sind dann oft schwer erweiterbar und ihre
Verwaltung und Synchronisierung mit dem bezeichneten Datenbestand erfordert zusétz-
lichen Aufwand. Sie begrenzen auch die Mdoglichkeiten, Anfragen zu formulieren: Wenn
beispielsweise das Erscheinungsjahr eines Dokuments nicht notiert ist, kann man nicht
danach suchen. Ebenso ist eine in natiirlicher Sprache formulierte Anfrage nur iiber die
Vermittlung eines Menschen erfiillbar. Ein Vergleich aufgrund der tatsichlichen Daten
(also des Textes der Dokumente) ist selten moglich, so kann man beispielsweise auf eine
Anfrage mit einem bestimmten Text keine Arbeiten finden, die dhnliche Themen be-
handeln. Die Kategorisierung ist aufwendig, nicht standardisiert und basiert zumeist auf
althergebrachten Ontologien, die méglicherweise nicht mehr zeitgeméf sind. Die gesamte
Verwaltung muss dauerhaft von Menschen {iberwacht werden.

Neuere Entwicklungen versuchen den Metadaten-Ansatz mit ausdrucksstarken Auszeich-
nungsmechanismen und modernen Verfahren des maschinellen Lernens zu verbessern,
Stichwort Semantic Web. Voraussetzung bleibt jedoch, dass diese Metadaten vorhanden
sind bzw. neu erstellte Daten mit reichhaltigen Metainformationen versehen werden.
Obwohl inzwischen sehr intelligente Ideen entwickelt wurden, dies dem Autor der Daten
soweit wie moglich zu erleichtern (z.B.tagging) oder gar ihn selbst davon zu befreien
und dies allen zu iiberlassen (social tagging), entstehen wahrscheinlich immer noch die
meisten Daten ohne Metainformation.

Man kann wohl behaupten, dass die meisten Daten heute in unstrukturierter und un-
kategorisierter Form ohne Metainformation vorliegen. Fir solche Daten werden, seit
Computer in der Datenverwaltung Einsatz finden, automatische Analyseverfahren entwi-
ckelt. Aufbauend darauf lassen sich Such- und Kategorisierungsalgorithmen entwickeln,
die viele der o.g. Aufgaben erledigen kénnen. Eine typische Web-Suchmaschine kann
als simples aber eingéngiges Beispiel herhalten: Auf eine Anfrage, formuliert in weni-
gen Stichworten, erhélt man viele Ergebnisdokumente. Die wenigsten dieser Ergebnisse
sind von vornherein mit Stichworten versehen, sie werden aufgrund eines Vergleichs der
Suchworte mit dem Inhalt aus einer grofen Kollektion (dem Web) ausgewéhlt. Dabei
speichert die Suchmaschine nicht nétigerweise alle Dokumente komplett um sie bei ei-
ner Anfrage zu durchsuchen, vielmehr wurde ein Index erstellt, der mit der Suchanfrage
verglichen wird und bei einer hohen Ahnlichkeit einen Verweis auf das indexierte Doku-
ment liefert. Dieser Index wird bei nahezu allen heutigen Suchmaschinen automatisch



1.3 Suche in einer Dokumentkollektion

aus den Inhalten der Dokumente generiert. Die Qualitdt der Ergebnisse zu verbessern
ist ein zentrales Anliegen vieler Forschungsbemiihungen in diesem Bereich.

Die Analyse natiirlichsprachlicher Dokumente ist ein Forschungsgebiet, das Elemente
aus Linguistik und Informatik vereint. Die entwickelten Verfahren finden Anwendung
im Maschinellen Lernen und im Information Retrieval. Diese Arbeit beschéftigt sich mit
Methoden zur semantischen Analyse von Dokumenten und darauf aufbauender Indexie-
rung.

1.3 Suche in einer Dokumentkollektion

Die Suche in einer Dokumentkollektion kann als Kernproblem des Information Retrieval
(IR) aufgefasst werden. Ein Nutzer mit einem Informationsbediirfnis stellt eine Anfrage
an ein IR-System, daraufhin wertet dieses die Anfrage aus und liefert Ergebnisse. Sind
die Ergebnisse zusétzlich hinsichtlich ihrer Relevanz zur Anfrage geordnet, bezeichnet
man dies als Ranking. Anfrage und zu durchsuchende Dokumente miissen dafiir in eine
Form gebracht werden, die einen Vergleich ermoglicht. Die Einheit aus formalisierter
Anfragemenge, formalisierter Dokumentmenge und Vergleichsfunktion bezeichnet man
im IR als Dokumentmodell (s. Abschnitt 2.1).

1.4 Automatische Kategorisierung

Die Suche in Dokumentsammlungen ist vielleicht die anschaulichste, aber ldngst nicht
die einzige Anwendungsmoglichkeit fiir IR-Systeme. Ein weiteres wichtiges Gebiet ist die
automatische Kategorisierung, das Clustering, deren Ziel es ist, eine Dokumentkollektion
in verschiedene Kategorien aufzuteilen, ohne dass jedoch ein festes Klassifikationsschema
vorgegeben wire. Ein Clusteringsystem soll die einer Kollektion innewohnende Struktur
selbst erkennen und die Aufteilung vornehmen, man bezeichnet das Clustering daher
auch als uniiberwacht. Um diese Aufgabe zu erfiillen, muss ein solches System in der
Lage sein, die Ahnlichkeit zwischen Dokumenten zu berechnen. Auf dieser Basis kénnen
dann Gruppen von untereinander &hnlichen Dokumenten gebildet werden.

Die Ahnlichkeit kann dabei durchaus unterschiedlich definiert sein, beispielsweise kénnte
man Dokumente thematisch oder nach Genre gruppieren. Das Dokumentmodell muss in
diesen Féllen die nétigen Informationen bieten. Oft lassen sich gute Ergebnisse auch nur
durch die Kombination verschiedener Dokumentmodelle erreichen.



2 Grundlagen

Dieses Kapitel fithrt wichtige Begriffe ein und stellt das Vektorraummodell als klassisches
Retrievalmodell vor.

2.1 Dokumentmodell

Um Dokumentmodell und Retrievalsysteme einzufithren, muss zunéchst zwischen rea-
len Dokumenten und der Représentation zur maschinellen Verarbeitung unterschieden
werden.

2.1.1 Begriffsdefinition

Reales Dokument Im Rahmen dieser Arbeit werden ausschliefSlich Textdokumente be-
trachtet. Ein Dokument d besteht aus einer Menge von Worten, Satzzeichen, Sonderzei-
chen und Leerzeichen. Der Text der vorliegenden Arbeit bildet beispielsweise ein solches
reales Dokument. Eine Dokumentkollektion wird mit D bezeichnet.

Dokumentreprasentation Zur maschinellen Verarbeitung von Dokumenten miissen diese
in einer addquaten Form reprasentiert werden, hier dargestellt durch d. Die Dokumen-
treprasentation wird auch als formales Dokument bezeichnet. Eine Kollektion formaler
Dokumente ist entsprechend dargestellt mit D

Anfrage Eine Anfrage ¢ (engl: query) besteht analog zum realen Dokument aus Worten.
Dies kann eine in Stichworten formulierte Suchanfrage oder ein ganzes Dokument sein.
Die Menge aller Anfragen sei Q. Eine formale Anfrage q ist, analog zur Dokumentrepra-
sentation, die Représentation der Anfrage zur maschinellen Verarbeitung.

Das Dokumentmodell ist entscheident fiir die Qualitédt eines IR-Systems. Die formale
Definition eines Dokumentmodells laut [Ste07] ist:

Definition 1 (Dokumentmodell)
Sei D eine Menge von Dokumenten und () eine Menge von Anfragen. Ein Dokument-
Modell fiir D,Q ist ein Tupel (D, Q, pr), dessen Elemente wie folgt definiert sind:



2.1 Dokumentmodell

1. D ist die Menge der Représentationen der Dokumente d € D. In d € D kénnen
Layout-, logische und semantische Sicht codiert sein.

2. Q ist die Menge der formalisierten Anfragen.

3. R ist ein Retrieval-Modell und formalisiert ein Prinzip, ein Paradigma oder eine
linguistische Theorie.
Auf der Grundlage von R ist die Retrieval-Funktion pg(q,d) definiert. Sie quan-
tifiziert die Systemrelevanz zwischen einer formalisierten Anfrage q € Q und einer
Dokumentreprisentation d € D:
PR Q xD—R
Die von pgr berechneten Werte heiflen Retrieval-Werte (Retrieval Status Value,
RSV).

Man versteht unter dem Begrift Dokumentmodell also nicht nur eine Dokumentreprésen-
tation, wie man dies umgangssprachlich annehmen kénnte, sondern die Gesamtheit aus
Dokument- und Anfragereprasentation sowie einer Funktion, die einen quantifizierbaren
Zusammenhang zwischen beiden liefert.

2.1.2 Anforderungen an ein Dokumentmodell

Formale Anforderungen: Der Inhalt der realen Dokumente d soll von den Reprisen-
tationen d moglichst gut, also mit wenig Informationsverlust, abgebildet werden. Der
Vergleich zwischen Dokumenten, hinsichtlich einer Ahnlichkeits- oder Diskriminierungs-
funktion, muss moglich sein. Dokumentmodelle kénnen auch geschaffen werden um ganz
bestimmte Informationen zu reprisentieren, wenn dies im Retrievalsystem gefragt ist.

Praktische Anforderungen: Man kann ein Modell hinsichtlich seiner Effektivitdt und
Effizienz betrachten. Das Modell muss so beschaffen sein, dass ein darauf basierendes
Retrievalsystem seine Aufgabe effektiv durchfithren kann, d.h. es muss iiberhaupt in
der Lage sein, das gewiinschte Ergebnis zu erzielen. Weiterhin sollte ein Retrievalsystem
nach Moglichkeit effizient arbeiten, also die Ressourcen, meist Zeit und Speicherplatz,
effizient nutzen. Je nach Einsatzzweck kann die Effizienz unterschiedlich definiert sein.
Bei der Suche in einer Kollektion gilt es beispielsweise, in einer kurzen Zeit so viele
relevante und so wenig irrelevante Dokumente wie moglich zu liefern. Daflir muss auch
das zu Grunde liegende Dokumentmodell effizient maschinell verarbeitbar sein.



2.2 Vektorraummodell

2.2 Vektorraummodell

Ein klassisches Dokumentmodell ist das Vektorraummodell [Sal75]. Die im folgenden be-
trachteten Modelle basieren auf Ideen, die mit dem Vektorraummodell entwickelt wur-
den, daher ist das Verstdndnis dieses Modells eine wichtige Grundlage.

2.2.1 Dokumentreprasentation und Retrievalfunktion

Das Vektorraummodell ist ein termbasiertes Dokumentmodell, d.h. ein Dokument d € D
wird auf eine Menge von Indextermen abgebildet.

Indexterm  Als Indexterm ¢ wird hier ein Element eines formalen Dokuments bezeichnet.
Indexterme werden in einem Prozess der als Indexierung bezeichnet wird aus den
Worten der Dokumente einer Kollektion berechnet.

Die Komponenten eines Dokumentmodells laut Definition 1 sind im Vektorraummo-
dell:

FEine formales Dokument d ist dargestellt als Vektor v der Dimension n, wobei jede
Dimension ¢ mit 0 < ¢ < n einen Indexterm ¢; und der Wert v; dessen Gewicht (s.
Abschnitt 2.2.2) reprasentiert. Der Vektor wird auch als Dokumentvektor bezeichnet.

Eine Anfrage q wird analog zur Dokumentrepriasentation ebenfalls als Vektor darge-
stellt.

Als Retrieval-Funktion pr(q, d) wird die Cosinusdhnlichkeit verwendet, d.h. der Cosinus
des Winkels ¢ zwischen zwei Dokumentvektoren. Der Cosinus ist berechenbar iiber die
Definition des Skalarproduktes zwischen zwei Vektoren v und w mit dem eingeschlosse-
nen Winkel ¢.

viw = v - [[wl| - cos (¢) (2.1)
T
viw

cos (p) = ———— (2.2)

[l - fw

Wenn v und w normalisiert sind, gilt ||v|| = ||w|| = 1 und somit:

n
cos (@) = viw = Zvi -W; (2.3)

=1



2.2 Vektorraummodell

Die Cosinusihnlichkeit bietet gegeniiber anderen méglichen Ahnlichkeitsfunktionen wie
beispielsweise der euklidischen Distanz eine Unabhingigkeit von der Grofle des Textes
(und daraus resultierenden Léange des Vektors) und hat einen definierten Wertebereich
zwischen 0 (sehr unahnlich) und 1 (sehr ahnlich).

Dabei wird die Annahme zu Grunde gelegt, dass die Vektorraum-Représentation eines
Dokuments als Sammlung von Indextermen die Information des realen Dokuments gut
genug abbildet. FEin gewisser Teil der Original-Information geht natiirlich verloren, bei-
spielsweise die Reihenfolge der Worte im Text. Die Reprasentation eines Dokuments als
ungeordnete Sammlung von Termen enthélt implizit die vereinfachende Annahme der
bedingten Unabhéngigkeit (engl: conditional independence) zwischen den Termen.

Die Abbildung 2.1 S. 8 zeigt schematisch die Représentation von Dokumenten als Do-
kumentvektor und die Evaluation von Ahnlichkeiten im Vektorraummodell.

2.2.2 Termgewichtung

Eine sehr simple Herangehensweise zum Aufbau von Termvektoren ist es, nur einzutra-
gen, ob ein Term in einem Dokument vorhanden ist, oder nicht. Dies wird als Boolsches
Modell bezeichnet. Solch ein Modell hat jedoch wenig Aussagekraft. Die Idee der Term-
gewichtung ist, fiir ein Dokument wichtige Terme hervorzuheben wihrend unwichtige
Terme weniger Beachtung finden. Die Gewichtung der Indexterme ist fiir den Informa-
tionsgehalt des Dokumentmodells von entscheidenter Bedeutung.

Es existieren verschiedene Methoden (s. [Fer03], [BY99]), an dieser Stelle werden die
beiden Verfahren vorgestellt, die fiir die weiteren Betrachtungen relevant sind, Termfre-
quenz (tf) und Termfrequenz-Inversdokumentfrequenz (¢ fidf).

Termfrequenz

Mit der Termfrequenz wird der Ansatz verfolgt, dass ein Term, der in einem Dokument
héufig vorkommt, fiir dieses Dokument wichtiger ist als ein seltener Term. Die Termfre-
quenz tf(t;,d;) gibt an, wie oft Term ¢; in Dokument d; vorkommt, ein Term bekommt
also fiir ein bestimmtes Dokument ein stérkeres Gewicht, je héufiger er ist.

Termfrequenz-Inversdokumentfrequenz

Mit der Inversdokumentfrequenz wird der Ansatz verfolgt, dass ein Term zur Unter-
scheidung von Dokumenten wichtiger ist, je seltener er ist. Die Dokumentfrequenz df (¢;)



2.2 Vektorraummodell

Dokumentkollektion - formale Dokumente geometrische Interpretation
. und Ahnlichkeitsberechnung

A
d;

indexing

¢ d;

Abbildung 2.1: Schematische Darstellung der Représentation von Dokumenten und der
Evaluierung der Dokumentédhnlichkeit im Vektorraummodell.

gibt an, in wie vielen Dokumenten d Term ¢; vorkommt. Dieser Wert bezieht sich al-
so, im Gegensatz zur Termfrequenz, auf die gesamte Kollektion. Um das Diskriminie-
rungspotenzial eines Terms herauszustellen, benutzt man die invertierte Dokumentfre-
quenz idf (t;), multipliziert sie zur Termfrequenz tf(¢;) und erhélt die Termfrequenz-
Inversdokumentfrequenz ¢ fidf (¢;).

idf(t;) = In (leT(‘t*)il) (2.4)
tfidf (t;) = tf(t;) - idf (t:) (2.5)

Die Gewichtung mit ¢ fidf kombiniert die Ideen der Termfrequenz und der Inversdoku-
mentfrequenz. Ein Term wird somit stéarker gewichtet, wenn er nur in wenigen Doku-
menten insgesamt vorkommt. Umgekehrt werden Terme abgewertet, die in vielen Doku-
menten vorkommen. Die t fidf-Gewichtung ist allgemein ein stérkeres Maf als ¢ f, da sie
Wissen iiber die gesamte Kollektion mit einberechnet.

2.2.3 Stoppwortentfernung

Beim Indexieren einer Dokumentkollektion werden iiblicherweise Worte ignoriert, die
haufig oder statistisch gleich verteilt auftreten und deshalb fiir den Informationsgehalt
eines Dokuments irrelevant sind. Die Stoppwortentfernung ist sprachspezifisch und wird
meist anhand einer Stoppwortliste durchgefiihrt. In der deutschen Schriftsprache zédhlen
zu den Stoppworten beispielsweise bestimmte und unbestimmte Artikel (der, die, das,
ein, eine, ...).



2.3 Evaluierung von Retrieval-Modellen

2.2.4 Stammformreduktion

Beim Indexieren einer Dokumentkollektion kann man die Worte auf ihre Stamm- oder
Grundform reduzieren (engl: stemming), somit werden mehrere Worte auf einen Term
abgebildet. Damit ldsst sich die Anzahl der generierten Indexterme reduzieren. Aller-
dings ist damit auch ein gewisser Informationsverlust verbunden. Je nach Retrieval-
Anwendung muss man abwégen ob der Einsatz der Stammformreduktion sinnvoll ist.

2.2.5 Term-Dokument-Matrix

Die Dokumentvektoren werden zu einer Matrix der Dimension m x n (m Terme, n Doku-
mente) zusammengefasst. Diese Matrix wird entsprechend als Term-Dokument-Matrix
(TDM) bezeichnet. Eine TDM représentiert also eine Dokumentkollektion. Die Darstel-
lung als Matrix bietet die Moglichkeit, verschiedene mathematische Verfahren auf die
Dokumentkollektion anzuwenden, u.a. basiert das in Abschnitt 3.2 gezeigte Modell auf
einer Matrix-Faktorzerlegung. Matritzen stellen auch einen effizient implementierbaren
und verarbeitbaren Datentyp fiir Computersysteme dar.

2.3 Evaluierung von Retrieval-Modellen

Um die Performanz eines Retrieval-Modells zu messen, gibt es verschiedene Methoden.
In den Experimenten zu dieser Arbeit wird das F-Measure verwendet, ein Mittelwert
aus den Gutemaflen Precision und Recall [Sal68]. Ein wichtiger Begriff auf den sich
diese Groflen beziehen, ist die Relevanz.

Definition 2 (Relevanz)

Die Relevanz eines Dokuments fiir eine Anfrage ist eine Relation r : DxQ — {0,1} wobei
D = {dy,ds,...,dy} die Menge der Dokumente und Q die Menge der formalisierten
Anfragen bezeichnet ([Ste07]).

Relevanz ist also ein Ma# fiir die Ubereinstimmung zwischen einer formalisierten Anfrage
und einem Dokument. In der dargestellten einfachen Form ist ein Dokument hinsichtlich
einer Anfrage relevant (1) oder nicht (0).

2.3.1 Precision

Betrachtet wird die Menge der auf eine Anfrage gelieferten Dokumente. Sei die Teilmenge
der relevanten Dokumente a und die Teilmenge der nicht relevanten Dokumente b. Die
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Precision berechnet sich dann aus

precision = (2.6)

a+b

Precision stellt ein Maf fiir die Genauigkeit der Antwortmenge dar, je geringer der Anteil
der irrelevanten Dokumente desto hoher die Precision.

2.3.2 Recall

Betrachtet wird die Menge aller Dokumente. Sei die Teilmenge der relevanten Dokumente
in der Antwortmenge a und die Teilmenge der relevanten Dokumente, die nicht in der
Antwort enthalten sind ¢. Der Recall berechnet sich dann aus
a
a—+c

recall = (2.7)
Recall stellt also ein Maf} fiir die Vollstédndigkeit der Antwortmenge dar, je mehr der
insgesamt relevanten Dokumente in der Antwortmenge enthalten sind, desto héher der
Recall.

Der Recall ist teilweise schwierig zu bestimmen. Bei einer Suche im Web ist die Anzahl
der relevanten Dokumente beispielsweise nicht bestimmbar. Bei der Giitemessung einer
automatischen Kategorisierung wie in den Experimenten in Kapitel 5 ist die korrekte
Kategorisierung jedoch bekannt und der Recall kann in die Berechnung aufgenommen
werden.

2.3.3 F-Measure

Als F-Measure wird das gewichtete harmonische Mittel aus Precision und Recall be-
zeichnet:

= (1 + @) - precision - recall (2.8)

a - precision + recall

Uber den Parameter « lisst sich dabei eine Gewichtung zwischen Precision und Recall
vornehmen, Werte zwischen 0 und 1 geben der Precision hoheres Gewicht, Werte grofler
1 bevorzugen den Recall. Beispielsweise gibt der Wert a = % der Precision ein dreifach
hoheres Gewicht gegeniiber dem Recall.

Es existieren eine Reihe weitere Retrieval-Giitemafle. In den im Rahmen dieser Ar-
beit durchgefithrten Experimenten (Kap. 5) wurde jedoch ausschliefllich das F-Measure
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angewendet, genauer gesagt F) (in den Reuters-Experimenten) und F:i (im Spock-
3
Experiment), daher wird auf andere Mafe nicht eingegangen.

2.4 Kritik termbasierter Modelle

FEin Vorteil termbasierter Retrievalmodelle wie dem Vektorraummodell ist, dass sich die
Terme einfach, direkt und automatisiert aus dem natiirlichsprachlichen Text erzeugen
lassen. Das Dokumentmodell liefert ausreichend Information um gute Retrievalergebnis-
se zu erzielen, verschiedene Termgewichtungsverfahren kénnen die Performanz noch be-
trachtlich erh6hen. Die Berechnungen sind einfach und effizient implementierbar. Term-
basierte Modelle finden aus diesen Griinden Verwendung in vielen Retrievalsystemen.

Termbasierte Modelle weisen jedoch auch einige Nachteile auf. Zunéchst sind technische
Nachteile zu nennen. Bei der Indexierung grofier Dokumentkollektionen (> 1.000 Doku-
mente) entstehen trotz Stopwortentfernung und Stemming sehr viele Indexterme. Deren
Anzahl ist natiirlich von der Beschaffenheit der Kollektion abhéngig, handelt es sich et-
wa um Artikel eines Nachrichtendienstes oder aus wissenschaftlichen Publikationen ist
das Vokabular weitaus préaziser und kleiner als bei typischen Web-Dokumenten. Auch
die Lange der Dokumente wirkt sich auf die Anzahl der Terme aus. Als Beispiel sei auf
die Tabelle 5.2 S. 46 verwiesen.

Dennoch wird die Dimension des Vektorraumes schnell sehr grofl, wihrend die entste-
henden TDM sehr diinn besetzt sind, d.h. zu einem grofien Teil Nullwerte enthalten, weil
jedes einzelne Dokument nur einen Bruchteil der insgesamt indexierten Terme enthélt.
Die hohe Dimension verringert die Geschwindigkeit bei der Ahnlichkeitsberechnung, weil
sehr grofle Vektoren zu multiplizieren sind. Auflerdem wird ungewolltes Rauschen in den
Daten erzeugt, welches die Retrievalperformanz senkt. Die diinn besetzten Matritzen er-
fordern aufwendige Datenstrukturen zur Speicherung, denn auch die Nullwerte belegen
Speicherplatz. Da typische TDM zum groflien Teil Nullwerte enthalten, wird sehr viel
Speicher verschwendet, wenn man diese Werte mit im Speicher hélt.

Auch abseits der technischen Betrachtung finden sich Nachteile. Die natiirliche Spra-
che, in der die meisten Dokumente formuliert sind, ist nicht sehr formell, dafiir ist sie
semantisch sehr reichhaltig. Die Bedeutung eines Textes erschliesst sich erst aus dem Zu-
sammenwirken der lexikalischen Einheiten, ein Wort kann beispielsweise in verschiede-
nen Kontexten unterschiedliche Bedeutung haben. Die recht einfache Herangehensweise,
Terme zu zdhlen, kann diese termiibergreifenden Zusammenhénge nicht auflésen. Zwar
haben die Terme etwas mit der Semantik (Bedeutung) des Inhalts zu tun, aber es ist
nicht ausreichend, sie einzeln zu betrachten.

11
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Bestimmte Phanomene natiirlicher Sprachen, wie unterschiedliche Worte mit dhnlicher
Bedeutung oder mehrdeutige Worte, beeintréchtigen die Ergebnisse der einfachen term-
basierten Modelle.

Eine Herangehensweise zur Losung der o.g. Problematik besteht darin, die Information,
die im Zusammentreffen der Terme verborgen liegt, auszunutzen. Dafiir wurden Mo-
delle entwickelt, die darauf basieren, die TDM hinsichtlich der impliziten Semantik der
Texte zu analysieren. Ziel ist es, die Dokumentrepréisentation vom Termraum in einen
Konzeptraum zu tiberfithren, der bei geringerer Dimension den Informationsgehalt des
Termraumes behélt und zusétzlich die semantische Vergleichbarkeit von Dokumenten
ermoglicht.

Zwei dieser Modelle, Latent Semantic Analysis und Probabilistic Latent Semantic Ana-
lysis sind Gegenstand dieser Arbeit und werden im folgenden Kapitel genauer betrach-
tet.

12



3 Retrievalmodelle mit versteckten Variablen

Dieses Kapitel erlautert zwei Retrievalmodelle, die auf dem Vektorraummodell basieren
und dabei die im Text verborgene semantische Information auszunutzen versuchen.

3.1 Idee semantischer Analyseverfahren

Termbasierte Retrievalmodelle haben systembedingte Grenzen bei der Auswertung von
Suchanfragen und dem Vergleich von Dokumenten. Ein Nutzer, der eine Suchanfrage
stellt, hat normalerweise eine bestimmte Vorstellung des Gesuchten, muss diese aber
mit Worten formulieren. Einzelne Worte einer natiirlichen Sprache geben jedoch nur un-
zuverlassige Hinweise auf das tatsédchlich Gemeinte. Inhaltliche Miflversténdnisse sind in
der sprachlichen Kommunikation an der Tagesordnung. Die Semantik eines Textes ist
nicht explizit aus den Worten erkennbar, sie offenbart sich dem Leser durch das kontextu-
elle Zusammenwirken lexikalischer Strukturen. Zur Interpretation benutzen menschliche
Leser auch common sense. Letzteres steht einem Computer nicht zur Verfiigung. Es be-
steht aber die Hoffnung, dass die semantische Information in den Terminterdependenzen
mit geeigneten Analysemethoden verwendbar gemacht werden kann.

3.1.1 Problemstellungen bei natiirlicher Sprache

Bestimmte Aspekte der natiirlichen Sprache erschweren das Erkennen der Semantik.
Besondere Aufmerksamkeit verdienen Synonyme und Homonyme.

Als Synonyme werden hier ganz allgemein verschiedene Begriffe mit gleicher Bedeutung
bezeichnet. So sind beispielsweise die Begriffe Bedeutung und Semantik in diesem Text
synonym. Synonyme senken den Recall von Termbasierten Retrievalsystemen. Wenn
beispielsweise die Anfrage mit Worten formuliert wird, die in den gesuchten Dokumenten
nicht vorkommen weil dort andere, bedeutungsgleiche Begriffe verwendet werden, werden
diese Dokumente auch nicht gefunden.

Als Homonyme werden Worte bezeichnet, die unterschiedliche Bedeutungen haben. Bei
reinem Term-Vergleich senken Homonyme die Precision eines Retrieval-Systems, da auch
Dokumente geliefert werden, die zwar die Suchworte enthalten, diese aber nicht im kon-
textuellen Sinne des Suchenden stehen. Typische Beispiele fiir Homonyme sind Jaguar
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(Bezeichnet ein Auto? Oder eine Raubkatze?) oder auch LaTeX, das Textsatzsystem mit
dem diese Arbeit erstellt wurde.

Fiir beide Probleme gibt es keine zufriedenstellenden vollautomatischen Losungen. Es
existieren Ansétze, das Synonym-Problem mit Thesauri zu 16sen und Homonyme mit
eingeschranktem Vokabular und menschlicher Vermittlung im Indexing zu vermeiden,
der Erfolg solcher Methoden ist allerdings beschrankt.

3.1.2 Losungsansatz mit semantischer Analyse

Hier setzen die neuen Modelle an. Basierend auf der Annahme, dass die Terme eines
Dokuments durchaus mit der Bedeutung des Textes in Zusammenhang stehen, wurden
Analysemodelle entwickelt, die diese in den Terminterdependenzen “versteckte” Bedeu-
tung extrahieren und verfiigbar machen. Die extrahierten semantischen Entitdten werden
als Konzepte oder Aspekte bezeichnet, je nach dem wissenschaftlichen Bereich aus wel-
chem sie hervorgegangen sind. Die Bezeichnung Konzept wurde von Wissenschaftlern mit
informationstechnischem Hintergrund geprégt [Dee90], wéirend die Bezeichnung Aspekt
aus der Linguistik stammt [Hof99).

Die Idee des semantic indexing ist, Dokumente hinsichtlich ihrer Zugehorigkeit zu solchen
semantischen Entitdten zu indexieren. Ausgehend von der Information einer TDM, in
der die Dimensionen des Suchraumes von Termen aufgespannt sind, werden semantische
Analysemodelle angewendet um einen Konzeptraum aufzustellen und die Dokumentvek-
toren in diesen zu uUberfiihren.

Das resultierende Konzeptraummodell soll dabei bestimmten Anforderungen geniigen.
Es soll die Information des Termraummodells, vor allem auch in geringeren Dimensio-
nen, moglichst vollstdndig erhalten und zusétzliche Information iiber die semantische
Ahnlichkeit der Dokumente bieten.

Zu beachten ist, das die semantischen Entitédten nicht mit festen Begriffen belegt wer-
den konnen, so wie ein menschlicher Leser das wahrscheinlich tun wiirde. Es ldsst sich
also nicht unbedingt eine fiir den Menschen sinnvolle Kategorisierung o.4. anhand der
Konzepte vornehmen, daher ist auch der Begriff “Konzept” etwas irrefithrend. Genau
genommen sind die Konzepte vollkommen abstrakt, es ldsst sich nicht einmal genau
definieren, was ein Konzept eigentlich ist.

Die beiden im folgenden betrachteten Modelle LSI und PLSI unterscheiden sich hinsicht-
lich der Vorgehensweise, mit der semantische Informationen aus den TDM gewonnen
werden und der daraus resultierenden Beschaffenheit des semantischen Raumes.
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3.2 Latent Semantic Indexing (LSI)

3.2 Latent Semantic Indexing (LSI)

Dieses Verfahren wurde 1990 von Deerwester et. al. vorgestellt [Dee90]. Die Entwickler
adressieren die in Abschnitt 3.1 genannten Probleme und présentieren einen algebrai-
schen Losungsansatz auf Basis einer Faktoranalyse der TDM. Zur Faktorisierung wird
die Singuldrwertzerlegung eingesetzt.

3.2.1 Singularwertzerlegung

Die hier aufgezeigte Definintion der SVD folgt der Darstellung in [Ste07]. Ausgangspunkt
sei eine m x n Matrix A,, , mit m > n vom Rang 7.

Rang Der Rang einer Matrix A entspricht der maximalen Anzahl linear unabhéngiger
Zeilen oder Spalten. Fiir eine Matrix A,, ,, gilt stets rang(A) < minm, n.

Die Singuladrwertzerlegung von A ist definiert als
ASEP ysvT (3.1)
dabei gilt

e Sist 7 x r diagonal, mit r < min(m,n) und Sgo > Sgq > S;r(0 < ¢ < r). Die
Eintrége auf der Hauptdiagonalen von S sind die Singuldrwerte von A, absteigend
nach Grofle geordnet.

e U ist eine m x r Spalten-orthonormale Matrix.
o V7T ist eine r x n Zeilen-orthonormale Matrix.

Die Singuldrwerte sind die Quadratwurzeln der Eigenwerte von AAT bzw. AT A. Dies
lasst sich wie folgt zeigen:

Mit 3.1 (unter Beachtung von (AB)T = BTAT) gilt

ATA = (UsV)T(USVT) = vsuTusv” = vs?vT (3-2)
AAT = (usvTy(usvT)T = usvTvsu? = us?u” (3-3)
A P USVT lisst sich als Summe von Vektorprodukten darstellen:

A = si(uvl) + so(uevl) + .. 4 s.(u,vh) (3.4)
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3.2 Latent Semantic Indexing (LSI)

Die Spalten von U werden als linksseitige, die Spalten von V als rechtsseitige Singulér-
vektoren von A bezeichnet.

Es gilt weiterhin: die Spalten von V sind Eigenvektoren von ATA, die Spalten von U
sind Eigenvektoren von AAT.

Rangapproximation

Fiir die Matrix A mit dem Rang r lisst sich eine approximierte Matrix A’ mit dem Rang k
berechnen, indem man von den (geordneten) Singulérwerten s,, auf der Hauptdiagonalen
von S nur die ersten k Werte beachtet:

A =US, VL (3.5)

Dabei gilt: Fiir alle Matritzen X,;, , mit dem Rang hochstens k ist A’ die Matrix, die A
hinsichtlich der Frobenius-Norm am besten approximiert.

Die Frobenius-Norm ist definiert wie folgt:

A = X[F =)D (A — Xy)? (3.6)
i=1j—1

Die Rang-k-Approximation A’ der Matrix A stellt also eine hinsichtlich der kleinsten
Fehlerquadrate optimale Approximation dar.

3.2.2 Anwendung zur semantischen Analyse

Die in Abschnitt 3.2.1 gezeigte Matrixfaktoranalyse wird nun auf eine Term-Dokument-
Matrix angewendet.

Sei Ay, », eine TDM mit m Termen und n Dokumenten. Die Matrix ATA (Gleichung 3.2)
ldsst sich interpretieren als Dokument-Dokument-Ahnlichkeitsmatrix, ein Eintrag a; ; re-
prisentiert die Ahnlichkeit von Dokument 7 zu Dokument j, denn ajj = di-d;r (der Ein-
trag a; ; entspricht also bei normalisierten Vektoren d der Kosinuséhnlichkeit (Kap. 2.3)).
Analog lisst sich die Matrix AAT (Gleichung 3.3) als Term-Term-Ahnlichkeitsmatrix in-
terpretieren.

Die aus der Singularwertzerlegung (s. Gleichung 3.1 S. 15) resultierenden Matritzen U
mit der Dimension m xr und V' mit der Dimension r x n werden als Term-Konzept- und
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mxn mxr r X r r x n
51 : . :
: Konzeptraumindex :
A Sﬂ) U 52"*_ S VT der Doiumente :
— : von A
(Rang r) )
s
Term-Dokument- Term-Konzept- Singuldrwerte Konzept-Dokument-

Matrix Matrix (Konzeptgewichte) Matrix

Abbildung 3.1: Singuldrwertzerlegung einer Term-Dokument-Matrix mit Interpretation
der resultierenden Faktoren.

Konzept-Dokument-Abbildungen interpretiert. Die der Gréfle nach absteigend geordne-
ten Singuldrwerte s konnen als Gewicht der Konzepte interpretiert werden. Abbildung
3.1 S. 17 zeigt diese Anwendung schematisch.

Der Vektorraum V7 wird als Konzeptraum bzw. Konzeptindex interpretiert. Dort ist
jedes Dokument d durch einen Dokumentvektor d der Dimension r reprasentiert, wenn r
der Rang der urspriinglichen Term-Dokument-Matrix war. Mit der in 3.2.1 vorgestellten
Approximation durch weglassen der r» — k kleinsten Singuldrwerte erhélt man den k-
dimensionalen Vektorraum V7, ebenso den Term-Konzeptraum Uy,. Die Approximation
wird also zur Dimensionsreduktion eingesetzt.

Abbildung 3.2 S. 18 verdeutlicht, wie die Rang-k-Approximation eingesetzt wird, um die
Dimension des Konzeptraumes zu verringern.

Fiir den Einsatz in einem Retrievalsystem ist es essenziell, dass die Moglichkeit des Ver-
gleichens nicht nur auf die Dokumente, die zum urspriinglichen Dokumentraum gehoérten,
beschrankt ist, sondern auch auf unbekannte Dokumente und Anfragen erweitert werden
kann.

Ein neues Dokument oder eine Anfrage, die als Termvektor q der Dimension m x 1
vorliegt, lasst sich iiber eine lineare Abbildung in die Darstellung fiir den Konzeptraum
q’ projizieren:

d =q"UsS;" (3.7)

Abbildung 3.3 S. 18 zeigt die Projektion eines neuen Dokuments in den Konzeptraum.

Ein solches neues Dokument wird, da es in der urspriinglichen Dokumentmenge nicht
enthalten ist, auch als Pseudodokument bezeichnet. Die Matrix P = U;CS/,:1 wird also als
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mxn m x k k x k k xn

(Rang k)

© dimensionsreduzierte
. Konzeptraumdarstellung

Rang-k-Approximation
von A

Abbildung 3.2: Anwendung der Rang-k-Approximation zur Dimensionsreduktion des
Konzeptraumes.

mx n mx 1 m x k kx k k x n k x1
......................... _ 5
Y —_—
—_ T
A X Uk Sy Vi
Sk
qY
q Projektion

Abbildung 3.3: Projektion eines neuen Dokuments in den LSI-Konzeptraum.

Projektionsmatrix fir neue Dokumente und Anfragen verwendet. Die Ergebnisse konnen
im Konzeptraum mit allen iiblichen Vektorraum-Retrievalfunktionen evaluiert werden,
beispielsweise der Cosinusdhnlichkeit (Kap. 2.3).

Die in Gleichung 3.7 S. 17 gezeigte Projektion wird als “einfalten” (engl: fold-in) von
neuen Dokumenten in den Konzeptraum bezeichnet. Dabei werden laut [Dee90] die ein-
gefalteten Dokumente im Konzeptraum beim Zentroiden ihrer enthaltenen Terme plat-
ziert.

Ebenso lasst sich ein neuer Term-Konzept-Vektor t’ einfalten:

t' =t7Vv,S, ! (3.8)

So wird es moglich, dem Konzeptraum weitere, in der urspriinglichen Kollektion nicht
enthaltene oder aus Effizienzgriinden zunéchst nicht beachtete Terme hinzuzufiigen. Ana-
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log zu eingefalteten Dokumenten wird ein eingefalteter Term beim Zentroiden der ent-
haltenden Dokumente platziert.

Der Konzeptraum kann somit erweitert werden, was als wichtige Eigenschaft hinsichtlich
des Berechnungsaufwandes der Singuldrwertzerlegung angesehen wird. Hierbei ist aber
zu beachten, dass sich der Konzeptraum mit jedem eingefalteten Dokument verdndert
und die Approximation weniger optimal wird. Ab einer bestimmten Anzahl neuer Doku-
mente ist es notig, den gesamten Konzeptraum zu reindexieren. Theoretisch miisste dies
sogar schon bei jedem einzelnen eingefalteten Dokument geschehen, um die Approximie-
rung optimal zu halten, das ist jedoch in der Praxis aufgrund des hohen Aufwands nicht
realisierbar. Es gibt Arbeiten, die sich mit diesem Problem beschéiftigen. Beispielsweise
werden in [Ber94] Verfahren vorgestellt, die den Konzeptraum neu berechnen ohne eine
komplette Singuldrwertzerlegung durchzufiihren.

Im Rahmen dieser Arbeit spielt die Erweiterung des Konzeptraumes keine Rolle. In den
Experimenten in Kap. 5 wird ein LSI-Modell trainiert und die daraus resultierende Pro-
jektionsmatrix genutzt um von der Trainingsmenge verschiedene Dokumentkollektionen
in den Konzeptraum zu projizieren. Die so entstehenden Pseudodokumente werden im
Konzeptraum nur evaluiert und tragen nicht zu dessen Erweiterung bei.

3.2.3 LSI-Dokumentmodell

Die Komponenten des LSI-Dokumentmodells laut Definition 1 stellen sich also wie folgt
dar:

e Eine formales Dokument d ist dargestellt als Dokumentvektor v der Dimension k,
wobei jede Dimension ¢ mit 0 < ¢ < k ein Konzept und der Wert v; die Zugehorig-
keit des Dokuments zu diesem Konzept bezeichnet.

o FEine Anfrage q wird analog zur Dokumentreprésentation ebenfalls als Vektor im
Konzeptraum dargestellt.

o Als Retrieval-Funktion pr(q,d) wird die Cosinuséhnlichkeit verwendet.

3.2.4 LSI als maschinelles Lernverfahren

Die Singulérwertzerlegung einer TDM kann als Training eines LSI-Modells interpretiert
werden. Dabei werden die verborgenen Konzepte gelernt und in der Projektionsmatrix
gespeichert. Mit der Projektionsmatrix wird ein Konzeptraum definiert. Die Trainings-
menge sollte reprasentativ fiir die gesamte Kollektion sein, um eine hohe Retrievalper-
formanz im Konzeptraum zu erreichen.
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3.2.5 Laufzeitverhalten

Der Berechnungsaufwand fiir LSI hiangt vollstindig von der SVD ab. Allgemein be-
triigt die Komplexitiit fiir eine Matrix mit m Zeilen und n Spalten O(min(m?n, mn?)).
Es existieren jedoch verschiedene Algorithmen zur Berechnung der SVD, die fiir unter-
schiedliche Ausgangsdaten optimiert sind, beispielsweise fiir diinn besetzte Matritzen.

Diese Algorithmen weisen ein besseres Laufzeitverhalten auf.

Die Projektion eines Term-Dokument-Vektors der Dimension m in einen Konzeptraum
der Dimension k hat den Aufwand O(m?k). Die Projektion einer Kollektion mit n Do-
kumenten erfordert entsprechend O(m?kn). Hierbei ist zu beachten, dass die Dimension
des Konzeptraumes meist sehr viel geringer ist als die Dimension des Termraumes, also
m > k.

3.2.6 Kritik

Das LSI-Modell bietet einige Vorteile gegeniiber dem Termbasierten Modell. Verschie-
dene Experimente der Entwickler (vgl. [Dee90]) und weitere Arbeiten bis heute zeigen,
dass die Matrixfaktorisierung mittels Singuldrwertzerlegung genutzt werden kann, um
automatisiert latente semantische Informationen in einer TDM zu erkennen und zur
Indexierung nutzbar zu machen.

Die Konzeptraumreprésentation der Terme lésst sich verwenden um Synonyme zu ent-
decken, d.h. das Modell liefert eine implizite Verwendungsmoglichkeit als Thesaurus.
Homonyme werden zwar erkannt, allerdings nicht mit zufriedenstellendem FErfolg. Die
Erkennung von Homonymen ist einer der Schwachpunkte von LSI, welcher in der Wei-
terentwicklung zu PLSI (s. Abschnitt 3.3) besonders adressiert wird.

Dokumente und Anfragen werden durch Projektion in den Konzeptraum semantisch
erweitert, d.h. die explizit formulierten Worte werden um eine implizite Bedeutung an-
gereichert und das Retrieval im Konzeptraum kann auch hinsichtlich dieser Information
erfolgen. Es gibt weiterhin Arbeiten ([Lan98]) die untersuchen, wie gut Latent Semantic
Analysis in der Lage ist, menschliches Allgemeinwissen hinsichtlich des Sprachgebrauchs
abzubilden.

Eine sehr interessante Anwendung des LSI-Modells wird in [Wei05] angesprochen. Dort
wird gezeigt, wie ein LSI-Modell mehrsprachiges Retrieval ermdglicht: Indem verschiede-
ne Sprachversionen eines Dokuments hinsichtlich der Analyse als ein einzelnes Dokument
behandelt werden, lassen sich, mit einer Suchanfrage in einer der verwendeten Sprachen,
auch Dokumente aller anderen Sprachen finden.
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Beim Clustering im LSI-Konzeptraum zeigt sich, dass eine sehr geringe Dimension fiir
die Dokumentvektoren zu sehr guten Ergebnissen fithrt, wobei die Information des ur-
spriinglichen Termraumes erhalten bleibt und semantisch erweitert wird (s. Kapitel 5).

Aus algorithmischer Sicht basiert LSI mit der Singuldrwertzerlegung auf einem mathe-
matisch gut ergriindeten Verfahren, welches ein vorhersagbares Ergebnis liefert. Der
Berechnungsaufwand ist allerdings sehr hoch (vgl. Abschnitt 3.2.5).

Auflerdem weist das Modell weitere Negativpunkte auf. Die Singuldrwertzerlegung er-
zeugt negative Eintrige in der Projektionsmatrix, was sich auf die Beschaffenheit des
Konzeptraumes auswirkt und beim Einsatz der Cosinusdhnlichkeit beachtet werden
muss.

Die Funktionsweise von LSI ist bisher wissenschaftlich nur ansatzweise erkundet. Es gibt
einige Arbeiten, die sich mit einer genaueren Analyse befassen, beispielsweise [Pap98].
Die vorliegenden Erklarungen basieren auf Theorien (vgl. [Ste07]). Es wird beispiels-
weise angenommen, dass sich in der Term-Dokument-Matrix durch natirlichsprachliche
Phé&nomene wie Synonyme und wiederholte Phrasen lineare Abhéngigkeiten bilden, die
sich wiederum als latente semantische Konzepte interpretieren lassen. Bei der SVD wer-
den diese linearen Abhéngigkeiten aufgelost, die berechneten Konzeptmatritzen sind
Spalten- bzw. Zeilenorthonormal (also frei von Linearkombinationen). Welche Phéno-
mene tatsédchlich als semantische Konzepte interpretiert werden ist nicht bekannt.

LSI kann kein generatives Modell fiir den Zusammenhang von Dokumenten und Ter-
men einer Kollektion aufweisen. Die Verwendung der Singuldrwertzerlegung induziert
laut [Hof99] eine Gaufische Normalverteilung der Term-Dokument-Kookkurrenzen (d.h.
gemeinsames Auftreten), die aber wissenschaftlich nicht begriindbar ist.

Weiterhin sind die errechneten semantischen Konzepte abstrakt, lassen sich also bei-
spielsweise nicht mit Begriffen gleichsetzen. Somit kann man fir ein Dokument nur
sagen, dass es zu gewissen Teilen den Konzepten 1, 2 und 3 angehort, aber nicht wofiir
diese stehen.

Ein grofles und bisher ungelostes Problem ist die Wahl des richtigen Parameters k (s.
Abschnitt 3.2.1) fiir die Dimensionsreduktion. Dieser Wert muss als Modellparameter
vorgegeben werden und beeinflusst den Erfolg des Retrieval entscheidend (s. Kap. 5).
Der richtige Wert ist abhéngig von der Zusammenstellung der Kollektion, es existieren
keine dem Autor bekannten Regeln fiir die Wahl oder Anpassung des Wertes.

Eine interessante Arbeit, die sich mit einer Erklarung fiir LSI und der Wahl der Dimen-
sion beschéftigt ist [Bas05]. Die Autoren untersuchen die Verteilung der Term-Term-
Verwandtschaft (s. auch Gleichung 3.3 S. 15) iiber das gesamte Dimensionsspektrum
und zeigen, dass das Verhéltnis zwischen Termen in der Form dieser Verwandtschafts-
kurve, bezeichnet als curve of relatedness scores, ersichtlich ist. Sie zeigen auch, dass es
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keine optimale Dimension fiir alle Termpaare gibt und stellen Algorithmen vor, die statt
einer fixen Dimensionswahl auf Basis der relatedness curve arbeiten.

Es ist zu erwarten, dass die Vorteile von LSI besonders dann zum Tragen kommen,
wenn die Dokumentkollektion fest ist oder sich nur geringfiigig dndert. Auf offenen,
stark dynamischen Kollektionen sollten die Ergebnisse schwach sein. Das hingt u.a.
damit zusammen, dass es auf solchen Kollektionen schwierig ist, eine reprasentative
Trainingsmenge zu definieren. Auflerdem erzeugen solche Kollektionen beim Indexing ein
sehr umfangreiches Vokabular, das auf Grund der Komplexitéit des SVD-Algorithmus
stark reduziert werden miisste, um das Training in annehmbarer Zeit durchfithren zu
koénnen. LSI ist deshalb z.B. fiir Web-Suchmaschinen ungeeignet.

3.3 Probabilistic Latent Semantic Indexing (PLSI)

Dieses Verfahren, vorgestellt 1999 in [Hof99], stellt eine Weiterentwicklung von LSI dar.
Ausschlaggebend fiir die Entwicklung waren folgende Kritikpunkte an LSI:

e LSI basiert nicht auf einem fundierten Sprachmodell

e mit der Verwendung der SVD wird eine Verteilung der Term-Dokument - Kook-
kurrenzen zugrundegelegt, die wissenschaftlich nicht zu rechtfertigen ist

e LSI kann zwar das Problem der Synonyme erfolgreich angehen, aber das Modell
weist Probleme im Umgang mit Homonymen auf

Wihrend bei LSI eine TDM mit Mitteln der Linearen Algebra analysiert wird, wobei
offen bleibt, wie die beobachtbaren Daten eigentlich zustande kommen, ist der Ausgangs-
punkt der Uberlegungen zu PLSI der Versuch, die Kookkurrenzen von Dokumenten und
Worten in einer Dokumentkollektion mathematisch zu erschlieflen. Dabei wird ein statis-

tischer Ansatz gewéhlt und ein Modell aufgestellt, welches diese Zusammenhénge durch
bedingte Wahrscheinlichkeiten abbildet.

3.3.1 Aspektmodell

Das in [Hof99] benutzte statistische Modell zur ErschlieBung der Zusammenhénge von
Worten und Dokumenten wird als Aspect Model [Hof98] bezeichnet. Das Aspect Model
ist ein generatives Modell. Es erklart das Auftreten eines Wortes in einem Dokument
damit, dass das Wort von dem Dokument mit einer bestimmten Wahrscheinlichkeit ge-
neriert wird. Grundlegende Idee ist dariiber hinaus die Erweiterung der beobachtbaren
Kookkurrenz von Dokumenten und Worten P(d,w) mit einer unbeobachteten Variable
z€Z=A{x,...,z;}. Jede Kookkurrenz P(d,w) wird mit einem z assoziiert. Die unbe-
obachteten Variablen z werden als latente Konzepte interpretiert.
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3.3 Probabilistic Latent Semantic Indexing (PLSI)

Der Prozess, in dem Dokumente d Worte w generieren, ist im Aspektmodell wie folgt
formuliert:

1. Wéhle ein Dokument mit der A-priori-Wahrscheinlichkeit P(d)
2. Generiere ein Konzept mit der bedingten Wahrscheinlichkeit P(z|d)
3. Generiere ein Wort mit der bedingten Wahrscheinlichkeit P(w|z)

Dokumente generieren also Konzepte und diese wiederum generieren die Worte. Bildlich
dargestellt ist dieser Prozess in Abbildung 3.4 S. 24.

Das Zusammentreffen von Dokumenten und Worten ist explizit beobachtbar und wird
beispielsweise bei der Indexierung einer Dokumentkollektion quantifiziert (vgl. Abschnitt
2.2.1). Diese Kookkurrenz ausgedriickt als Wahrscheinlichkeit P(d,w) ist darstellbar
als

P(dw) = P(d)P(w|d), P(w|d) = Y P(wlz) (3.9)
zeZ

Durch eine Umformung unter Anwendung des Bayestheorems

pisj) - PEIDPE)

P(d)
1
ZGZ;P wl|z)P(z|d)P(z )P(d)

erhélt man die zu 3.9 dquivalente Darstellung

=> P(z )P(d|2) (3.10)

z€Z

Die Darstellung 3.10 ist im Hinblick auf Worte w und Dokumente d symmetrisch, dieser
Umstand ist fiir die Anwendung vorteilhaft.

Die A-priori-Wahrscheinlichkeit P(z) sowie die bedingten Wahrscheinlichkeiten P(w|z)
und P(d|z) stellen die Parameter des PLSI-Modells dar. Ziel einer Berechnung ist es
nun, fiir diese Parameter Werte zu finden, so dass die bekannten Kookkurrenzen P(d,w)
moglichst gut approximiert werden.

23
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Abbildung 3.4: Prinzip der Generierung von Dokument-Wort-Kookkurrenzen im
Aspektmodell (Quelle: [Wei05]).

Voraussetzung fiir die Berechnung ist die Annahme, dass in Abhéngigkeit von der laten-
ten Klasse z die Worte w unabhéngig von den Dokumenten d generiert werden (Annahme
der bedingten Unabhéngigkeit).

3.3.2 Maximum Likelihood Schatzung

Das Teilgebiet der Statistik, das sich mit dem Problem des Schéitzens von unbekannten
Parametern einer Grundgesamtheit auf Basis einer Stichprobe beschéftigt, nennt man
inferentielle Statistik. Mit dem Aspektmodell wird die Kookkurrenz von Worten und
Dokumenten auf ein solches Problem abgebildet. Eine Schitzung der Modellparameter,
die das Modell dem tatséchlichen System optimal anpasst, wird als Maximum Likelihood
Schétzung (engl: Mazimum Likelihood Estimation, MLE) bezeichnet.

Der englische Begriff Likelihood wird oft als Wahrscheinlichkeit iibersetzt, diese Uber-
setzung ist aber nicht korrekt, da die Wahrscheinlichkeit anders definiert ist.
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Likelihood

Der Begriff Likelihood bezeichnet den Grad der Anpassung der Parameter eines auf Basis
beobachteter Daten (z.B. Experimentergebnisse, Stichproben) erstellten Modells an die
tatsdchlichen Parameter eines Systems, welches diese Daten erzeugt hat. Als Mazimum
Likelihood werden die Modellparameter bezeichnet, die die beobachteten Daten am wahr-
scheinlichsten erzeugen. Die Likelihood-Funktion L beschreibt die Likelihood-Verteilung
im Parameterraum. Das Maximum Likelihood kann auf analytischem Wege berechnet
werden, wenn es moglich ist, das Extremum der Likelihood-Funktion zu bestimmen.
Dafiir missen aber die Modellparameter bekannt sein.

Zu beachten ist dabei, dass man aus dem Maximum Likelihood nicht auf die realen
Parameter schliessen kann, diese bleiben weiterhin unbekannt. Einerseits kann man nur
die Ergebnisse einer begrenzten Anzahl von Experimenten untersuchen, andererseits kon-
nen die Parameter des Modells nur einen Teil der Komplexitat des tatsdchlichen Systems
abbilden. Durch Verwendung bestimmter statistischer Methoden kénnen die Modellpa-
rameter beliebig genau den beobachteten Daten angepasst werden, was allerdings auch
einen beliebig hohen Aufwand erfordert.

Im Falle des Aspektmodells sind zudem unbeobachtete Parameter, entstanden durch die
Einfiihrung der latenten Klassen z, einzuberechnen. Das Maximum Likelihood kann fiir
solche komplexe Problemstellungen nicht auf analytischem Wege berechnet werden. Die
Standardmethode zur Berechnung des Maximum Likelihood unter Beachtung unbeob-
achteter Parameter ist ein iteratives Optimerungsverfahren, das als Erwartungsmazimie-
rung (engl: Expectation Maximization, EM) bezeichnet wird.

3.3.3 Expectation Maximization

Der Expectation Maximization-Algorithmus wird wie folgt beschrieben [Bor04]: Eine
EM-Iteration besteht aus zwei Schritten, Ezpectation (E) und Mazimization (M). Im
E-Schritt werden die unbeobachteten Parameter auf Grundlage der beobachteten Da-
ten und der aktuellen Schatzung der Modellparameter geschétzt. Im speziellen Fall der
ersten Iteration wird fiir die Modellparameter oft eine zufillige Belegung gewéhlt. Im
M-Schritt wird die Likelihood-Funktion maximiert, unter der Annahme dass die unbe-
kannten Parameter bekannt sind. An Stelle der unbekannten Parameter wird hier die
Schatzung aus dem E-Schritt verwendet. Es lasst sich beweisen dass dieses Verfahren
konvergiert, weil in jeder Iteration das Likelihood erhoht wird.

Angewendet auf das Problem der Wort-Dokument-Kookkurrenz (s. auch 3.10) werden
in [Hof99] die folgenden Gleichungen entwickelt:
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E-Schritt:
_ P(2)P(w|z)P(d|z)
P(z|dw) = P P(w|)P(d7) (3.11)
ez
M-Schritt:
P(wl|z) « Z n(dw)P(z|d,w) (3.12)
deD
P(d|z) Z n(d,w)P(z|d,w) (3.13)
weW

P(z) x Z Z n(dw)P(z|d,w) (3.14)

deD weW

Dabei bezeichnet n(d,w) die Anzahl des Auftretens von Term w in Dokument d, also die
Termfrequenz tf.

3.3.4 PLSI als maschinelles Lernverfahren

Die Optimierung der Parameter P(z), P(d|z) und P(w|z) durch den EM-Algorithmus
auf Grundlage der beobachteten Daten P(d,w) wird als Training eines PLSI-Modells
interpretiert. Dabei wird die Charakteristik der Dokumentkollektion gelernt, die zum
Training eingesetzt wird. Ein in diesem Zusammenhang auftretendes Problem ist, dass
die Parameter zu sehr auf die Trainingsmenge angepasst werden. Diesen Effekt bezeich-
net man als Uberanpassung (engl: Owverfitting). Uberangepasste Parameter sind zu sehr
auf die Trainingsmenge, die nur eine Auswahl der Grundgesamtheit darstellt, speziali-
siert und liefern schlechte Ergebnisse fiir Dokumente, die nicht in der Trainingsmenge
enthalten sind.

Bezogen auf die Likelihood-Funktion L hat man mit iiberangepassten Parametern ein
lokales Maximum gefunden. Allgemein sollen die Parameter aber so gewahlt sein, dass
das Modell die Grundgesamtheit gut abbildet, man bezeichnet das Modell dann als gut
generalisierend. Man mochte optimalerweise das globale Maximum von L finden.

Um Uberanpassung zu vermeiden, wird iiblicherweise eine zweite Kollektion aus der
Grundgesamtheit erstellt und die Parameter wéhrend des Trainings auf dieser Valida-
tionsmenge tiberpriift. Wenn sich die Anpassung auf der Validationsmenge von einer
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Iteration zur folgenden verschlechtert, hat man eine Uberanpassung auf die Trainings-
menge erkannt und kann das Training abbrechen.

Benuzt man die in 3.3.3 gezeigten Formeln zum Training, werden die Parameter von
Iteration zu Iteration stark verindert und Uberanpassung kann auftreten. In [Hof99]
wird daher auch ein modifiziertes Verfahren vorgestellt, das Uberanpassung erkennt und
in diesem Falle die Anpassungsgeschwindigkeit der Parameter absenkt, um zu vermeiden
dass sich der Algorithmus in lokalen Maxima von L “verfangt”. Dieses Verfahren wird
als Tempered Ezxpectation Mazximization bezeichnet.

3.3.5 Tempered Expectation Maximization

In [Nea98| wird gezeigt, dass die Ergebnisse des EM-Algorithmus analog durch Minimie-
rung einer Funktion, bekannt als Helmholtz free energy erreicht werden kénnen. Diese
Funktion basiert auf Beobachtungen physikalischer Systeme, denen zufolge mittels kon-
trollierter, langsamer Erhitzung oder Abkiihlung von Werkstoffen gleichméfigere, glat-
te Oberflachenstrukturen entstehen. In [Hof99] wird die Helmholtz free energy fiir das
Aspektmodell definiert:

Fg=— ﬂZn(d]w) Z P(z;dw)log P(d,w|z)P(z) (3.15)

d,w z
+ Z n(d|w) Z P(z;dw)log P(z; dw)
d,w z
[P(2)P(d]z) P(w]2))’

P(zdw) =
( ) ;[P(Z’)P(dIZ’)P(wlz’)]ﬁ

(3.16)

Der Parameter $ mit Werten < 1 dampft den Einfluss der A-posteriori-Wahrscheinlichkeiten
bzw. verringert die Anpassungsgeschwindigkeit. Mit 5 = 1 unterscheidet sich dieses Ver-
fahren nicht von der Vorgehensweise in Abschnitt 3.3.3. Der Algorithmus wird wie folgt
angewendet:

1. Setze 0 = 1 und fiihre EM durch bis Overfitting auftritt.
2. Verringere § = 10 mit n < 1 und fithre eine TEM-Iteration aus.

3. Solange sich die Performanz auch auf den Validationsdaten verbessert, fahre fort
mit TEM-Iterationen, ansonsten fahre fort mit Schritt 2.

4. Stoppe wenn 3 einen bestimmten Wert unterschreitet und weitere Iterationen die
Performanz nur noch unwesentlich verbessern.
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3.3.6 PLSI-Dokumentmodell

Die Parameter P(z), P(w|z) und P(d|z) lassen sich in Matrixschreibweise formulieren
und den Matritzen des LSI-Modells (s. Abschnitt 3.2.1) entsprechend interpretieren:

P(z) = diag(P(2k)) ke = Sk (3.17)
P(w|z) = (P(wjlzk))jk = Uk (3.18)
P(d|z) = (P(dilzk))ik = Vi (3.19)

3.18 ist interpretierbar als Term-Konzept-Mapping und 3.19 als Dokument-Konzept-
Mapping. Die Diagonalmatrix 3.17 enthélt die A-priori-Wahrscheinlichkeiten fiir die la-
tente Klassen z. Die transponierte Matrix 3.19 ist als Konzeptraum interpretierbar, in
dem die Dokumente als Dokumentvektoren der Dimension k dargestellt sind.

Um Anfragen ¢ in den Konzeptraum zu tiberfithren, werden die Parameter P(w|z) eines
trainierten Modells verwendet und per Expectation Maximization die bedingten Wahr-
scheinlichkeiten P(z|q), also die Konzepte, welche die Anfrage am wahrscheinlichsten
generieren wiirden, berechnet (vgl. [Wei05]).

_ P(elg)Pul2)
SR I UTE) (820)

%n(q,w)P(Zlq,w)
PED) = o) P w)

(3.21)

Die Komponenten des PLSI-Dokumentmodells laut Definition 1 stellen sich also wie folgt
dar:

e Eine formales Dokument d ist dargestellt als Dokumentvektor v der Dimension &,
wobei jede Dimension ¢ mit 0 < ¢ < k ein Konzept und der Wert v; die bedingte
Wahrscheinlichkeit P(z;|d) bezeichnet.

o FKine Anfrage q wird analog zur Dokumentreprésentation ebenfalls als Vektor im
Konzeptraum dargestellt.

o Als Retrieval-Funktion pr(q,d) wird die Cosinuséhnlichkeit verwendet.
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3.3.7 Aufwand

Jeder einzelne Schritt des EM-Algorithmus ist abhingig von der Anzahl der Dokumen-
te d, Worte w und latenten Konzepte z (vgl. Abschnitt 3.3.3). Damit ergibt sich ein
Aufwand von O(dwz). Allgemein lisst sich die Laufzeit mit O(N?) abschitzen. Da es
sich um einen iterativen Algorithmus handelt, kann auch die Anzahl der Iterationen mit
einbezogen werden, diese ist hinsichtlich des Algorithmus aber als zuvor festgelegte Kon-
stante anzusehen, die, ebenso wie die vier Schritte fiir eine Iteration, in der Abschétzung
iiblicherweise nicht explizit aufgefiihrt ist.

3.3.8 Kiritik

Mit dem Aspektmodell ist eine solide mathemathische Grundlage fiir die Dokument-
Wort-Kookkurrenzen definiert. Experimente auf verschiedenen Kollektionen zeigen, dass
das Modell in der Lage ist, auch in Féllen in denen LSI versagt, gute Ergebnisse zu
bringen. So wird beispielsweise in [Hof99] die Fahigkeit zur Erkennung und korrekten
Auflésung von Homonymen demonstriert. Die wesentlichen Designziele sind somit er-
fillt.

Negative Kritikpunkte und Ansétze fir weitere Verbesserungen werden in [Ble03] an-
gefiihrt. PLSI definiert das statistische Modell nur fiir die Dokumentkollektion, mit der
das Modell trainiert wird. Damit ist nicht geklart, wie Dokumente auflerhalb der Trai-
ningskollektion gewichtet werden sollen. Die Anzahl der Parameter ist abhéngig von der
Grofe der Trainingskollektion, was wiederum zu Problemen mit Uberanpassung fiihrt,
die bei PLSI nicht komplett beseitigt werden kénnen.

3.4 Gegeniiberstellung LSI - PLSI

Beide Verfahren basieren auf dem Vektorraummodell, zeigen Moglichkeiten zur seman-
tischen Analyse und konnen zur automatischen Indexierung von Dokumenten in einem
Konzeptraum eingesetzt werden. Die Herangehensweise ist jedoch sehr unterschiedlich.
Die Unterschiede sollen hier noch einmal dargestellt werden.

LSI basiert mit der Singularwertzerlegung auf einem Matrixfaktorisierungsverfahren und
definiert kein Modell mit dem Dokumente oder Worte generiert werden. Im Gegensatz
dazu basiert PLSI von vornherein auf einem solchen generativen Modell und macht sich
statistische Verfahren zu nutze. Die Singuldrwertzerlegung ist ein deterministischer Algo-
rithmus, wiahrend der EM-Algorithmus nichtdeterministisch ist und bei wiederholten Ex-
perimenten nur tendenziell die gleichen Ergebnisse liefert. Die optimale Approximierung
ist bei LSI uber die Frobenius-Norm definiert wihrend PLSI das Maximum Likelihood
heranzieht.
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3.5 Allgemeine Kritik

Beide vorgestellten Retrievalmodelle mit versteckten Variablen zeigen gegeniiber den
Termbasierten Modellen signifikante Verbesserungen in der Retrievalperformanz. Sie
sind jedoch deutlich komplexer in der Anwendung und das Training ist sehr aufwen-
dig. Daraus ergibt sich fiir beide Verfahren die gleiche Einschréinkung hinsichtlich des
Einsatzgebietes. Auf geschlossenen, statischen Dokumentkollektionen sind die Resulta-
te sehr gut, weil die Modelle mit représentativen Teilmengen trainiert werden koénnen.
Auf dynamischen und stark heterogenen Kollektionen wie etwa dem Web ist dies nicht
moglich, hier sind die Methoden praktisch unbrauchbar.
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4 Softwaremodul fur aitools

Im Rahmen dieser Arbeit wurde ein Framework entwickelt, das die vorgestellten Modelle
implementiert und in den Experimenten (s. Kapitel 5) Anwendung fand. Dieses Kapitel
behandelt den Aufbau und die Benutzung des Frameworks.
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Abbildung 4.1: Schematischer Aufbau des LVM-Frameworks

4.1 Aufbau

Das Framework ist in Java implementiert. Kernkomponenten sind Klassen, die verschie-
dene Vektorraummodelle implementieren und Methoden darauf zur Verfiigung stellen.
Die vorgestellten Klassen befinden sich, solange nicht anders angegeben, im Package
de.aitools.latentvariablemodels.lvmcomponents. Das Framework ist als Komponente fiir
das aitools IR-Framework der Professur Web Technology and Information Systems an
der Bauhaus-Universitat Weimar konzipiert und nutzt einige der darin vorhandenen
Funktionalitdten. Das System wurde vor allem entwickelt um Experimente schnell und
einfach durchfithren zu kénnen.



4.1 Aufbau

Die Abbildung 4.1 S. 31 zeigt den schematischen Aufbau des Frameworks. Die wichtigen
Klassen werden in Abschnitt 4.1.2 erldutert.

4.1.1 Referenzierte Bibliotheken

Auf eine Implementation der grundlegenden Algorithmen, SVD fiir LSI (s. Abschnitt
3.2.1) und TEM fir PLSI (s. Abschnitt 3.3.5), wurde im Rahmen dieser Arbeit verzichtet,
stattdessen wurden auf externe Bibliotheken zuriickgegriffen.

Singularwertzerlegung

Fir die Singuldrwertzerlegung existieren eine Reihe verschiedener Implementationen.
In diesem Falle wird die Implementation aus dem Java-Matrix Package Jama, verfiig-
bar unter http://math.nist.gov/javanumerics/jama/Jama-1.0.2.jar (letzter Zu-
griff: 3.5.2008), eingesetzt. Dokumentation, Quellcode und weitere Informationen zu die-
sem Paket sind ebenfalls unter der angegebenen URL verfiighar.

Tempered Expectation Maximization

Fiir den TEM-Algorithmus gibt es nur sehr wenige Implementationen. Verwendet wur-
de eine Referenzimplementation aus dem Paket PennAspect, verflighbar unter http:
//www.cis.upenn.edu/datamining/software_dist/PennAspect/pal-01.jar (letzter
Zugriff: 3.5.2008) und dokumentiert in [Sch03].

aitools

Verschiedene Hilfsklassen und Algorithmen aus dem aitools-Framework wurden genutzt.
Dazu gehoren die abstrakte Klasse VectorRepresentation und deren Implementationen
CompressedDoubleVector und NDimensionalPoint, die die Cosinuséhnlichkeit implemen-
tieren, die Graphstruktur UndirectedGraph und eine Implementation des Clusteringal-
gorithmus MajorClust.

4.1.2 Klassenhierarchie der Vektorraummodelle

VectorSpaceModel

Die abstrakte Basisklasse VectorSpaceModel stellt einen allgemeinen Vektorraum dar
und bildet somit den kleinsten gemeinsamen Nenner aller beschriebenen Modelle. Die
Elemente dieses Raumes sind formale Dokumente. Jeder Vektorraum besitzt zusatzlich
ein eigenes Vokabular. Der Zugriff auf die Dokumente des Vektorraumes kann einzeln,
als Collection oder als Matrixdarstellung erfolgen. Weiterhin lésst sich die Anzahl der
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4.1 Aufbau

Dokumente, die Dimension des Vektorraums und das Vokabular erfragen. Von Vector-
SpaceModel sind zwei weitere abstrakte Klassen abgeleitet, TermSpaceModel und Con-
ceptSpaceModel.

TermSpaceModel

Die Klasse TermSpaceModel implementiert einen Vektorraum, dessen Dokumente durch
Termvektoren représentiert werden. Die Termvektoren werden durch die aitools-Klasse
CompressedDoubleVector implementiert, da diese Klasse eine effizientere Speicherung
diinn besetzter Vektoren erlaubt. Die erweiterte Funktionalitdt umfasst den Zugriff
auf die Dokumentfrequenz der Terme und eine auf der Dokumentfrequenz basieren-
de Dimensionsreduktionsmethode. Abgeleitet von TermSpaceModel sind konkrete Klas-
sen, deren Termvektoren mit Termfrequenz (TfTermSpaceModel) oder Termfrequenz-
Inversdokumentfrequenz ( TfIdfTermSpaceModel) gewichtet sind.

SemanticSpaceModel

Die Klasse SemanticSpaceModel implementiert einen Vektorraum, dessen Dokumente
durch Konzeptvektoren représentiert werden. Die Konzeptvektoren sind durch die ai-
tools-Klasse NDimensionalPoint implementiert. Eine konkrete Konzeptraumimplemen-
tierung stellt die abgeleitete Klasse LsiConceptSpaceModel dar.

TfTermSpaceModel

Die Klasse TfTermSpaceModel implementiert einen Vektorraum, dessen Dokumente durch
t f-gewichtete Termvektoren reprasentiert werden. Ein Objekt dieser Klasse stellt den
Ausgangspunkt fiir alle Experimente dar, die direkte Erstellung eines TfTermSpace-
Model aus einer realen Dokumentkollektion wird vom TfIndexer geleistet. Aus einem
TfTermSpaceModel-Objekt 1asst sich ein TfldfTermSpaceModel-Objekt erzeugen und mit
einem der beiden Termraummodelle konnen die Konzeptraummodelle trainiert werden.

TfldfTermSpaceModel

Die Klasse TfldfTermSpaceModel implementiert einen Vektorraum, dessen Dokumente
durch tfidf-gewichtete Termvektoren représentiert werden. Ein TfldfTermSpaceModel-
Objekt lasst sich aus einem TfTermSpaceModel-Objekt erzeugen. Die Klasse bietet kaum
erweiterte Funktionalitit, sie dient vor allem der Ubersicht bei Experimenten.

LsiSemanticSpaceModel

Die Klasse LsiSemanticSpaceModel implementiert einen Vektorraum, dessen Dokumente
durch LSI-Konzeptvektoren reprasentiert sind. Zusétzlich enthélt ein LsiSemanticSpace-
Model ein Objekt der Klasse LsiSemanticSpaceDefinition, welches den Konzeptraum defi-
niert. Ein LsiSemanticSpaceModel wird mit einem TermSpaceModel trainiert, dabei wird
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4.1 Aufbau

das TermSpaceModel als Term-Dokument-Matrix interpretiert, mittels Singularwertzer-
legung analysiert, die resultierenden Matritzen gespeichert und der Konzeptraumindex
erstellt. Einem existierenden LsiSemanticSpaceModel-Objekt konnen TermSpaceModel-
Objekte iibergeben werden, die dann automatisch in den Konzeptraum projiziert werden.
Als zusétzliche Funktionalitat lasst sich die Dimension des Konzeptraumes festlegen.

PlsiSemanticSpaceModel

Die Klasse PlsiSemanticSpaceModel implementiert einen Vektorraum, dessen Dokumen-
te durch PLSI-Konzeptvektoren représentiert werden. Es verhélt sich ansonsten analog
zum LSI-Konzeptmodell. Die Definition des Konzeptraumes wird in einem PlsiSemanti-
cSpaceDefinition-Objekt gehalten. Beim Training miissen mehrere Parameter iibergeben
werden (s. Abschnitt 4.2.2 S. 35), u.a. muss die Dimension des Konzeptraumes bereits
beim Training festliegen.

4.1.3 Konzeptraumdefinitionsklassen

Die Klassen LsiSemanticSpaceDefinition und PlsiSemanticSpaceDefinition werden ge-
nutzt, um trainierte Modelle zu serialisieren. Sie enthalten je ein Objekt der Klassen LSI
bzw. PLSI und ein LvmVocabulary-Objekt. LSI und PLSI kapseln die tatséchlichen
Trainingsfunktionen und die Trainingsergebnisse, d.h. die Matritzen U,S,V im Falle
von LSI und die trainierten Parameter P(z), P(z|w), P(z|d) (ebenfalls in Matrixdarstel-
lung) im Falle von PLSI. Die Definitionsklassen werden weiterhin eingesetzt um Objekte
der Konzeptraummodelle damit zu initialisieren. Die so erstellten Konzeptraum-Objekte
sind leer bis die Dokumente eines Termraum-Objekts hinzugefiigt werden, welche dabei
automatisch in den Konzeptraum projiziert werden.

4.1.4 Vokabular

Die Klasse Luvm Vocabulary speichert das Vokabular, welches beim Indexieren eines Term-
raummodells erstellt wird. Beim Training eines Konzeptraummodells wird das Vokabular
in die Konzeptraumdefinition iibernommen. Dies ist wichtig, um die Konsistenz von se-
rialisierten Konzeptmodellen und neu indexierten Testkollektionen zu gewahrleisten. Die
Testkollektionen, die in den Konzeptraum projiziert werden sollen miissen mit dem glei-
chen Vokabular indexiert werden wie die Trainingskollektion des Konzeptraummodells,
damit die Termvektoren zur Projektionsmatrix kompatibel sind.
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4.2 Anwendungsbeispiele

4.1.5 Indexer

Die Klasse TfIndezer ist fir die Erstellung eines TfTermSpaceModel aus einer Kollektion
realer Dokumente zustdndig. Dabei wird das Vokabular fiir das Vektorraummodell mit
erzeugt. Als weitere wichtige Funktion leistet der Tflndexer im Zusammenspiel mit einem
iibergebenen Vokabular die konsistente Indexierung von neuen Dokumenten, die einem
bestehenden Konzeptraummodell hinzugefiigt werden sollen.

4.2 Anwendungsbeispiele

Dieser Abschnitt soll einige konkrete Beispiele zeigen, wie das LVM-Framework zu be-
nutzen ist.

4.2.1 Indexierung einer Dokumentkollektion

Listing 4.1: Indexierung einer Dokumentkollektion

TfIlndexer indexer =
new TfIndexer (Stemmer.createStemmer (Locale .ENGLISH) ,
Locale .ENGLISH, false);
for (String s : collection) indexer.addDocument(s);
TfTermSpaceModel tf = indexer.indexTf();

Die Plaintextdokumente der Kollektion collection werden dem Indexer iibergeben, die
Methode indexTf() liefert ein TfTermSpaceModel-Objekt. Soll ein bestehendes Vokabu-
lar beim Indexing verwendet werden, wird die Methode indexTf(Lvm Vocabulary voc)
aufgerufen.

4.2.2 Training der Konzeptraummodelle

LSI

Listing 4.2: Training eines LSI-Modells

LsiSemanticSpaceModel 1lsi =
LsiSemanticSpaceModel . analyze (TermSpaceModel tm) ;

LsiSemanticSpaceModel 1si =
LsiSemanticSpaceModel . train (TermSpaceModel tm) ;

LsiSemanticSpaceDefinition def = lsi.getDefinition ();
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4.2 Anwendungsbeispiele

Das Beispiel zeigt zwei Moglichkeiten, ein LSI-Modell zu trainieren. In beiden Fallen
wird eine TDM des iibergebenen Termraummodells erstellt und darauf eine Singular-
wertzerlegung durchgefiihrt. Die Methoden unterscheiden sich im Resultat, der Aufruf
von analyze() liefert ein Konzeptraummodell, in dem die Dokumente des Termraum-
modells verfiigbar sind, der Aufruf von train() liefert einen leeren Konzeptraum, dem
Dokumente hinzugefiigt werden kénnen. In beiden Fallen kann mit getDefinition() auf
die Konzeptraumdefinition zugegriffen werden.

PLSI

Listing 4.3: Training eines PLSI-Modells

PlsiSemanticSpaceModel 1si =
PlsiSemanticSpaceModel . train (
TfTermSpaceModel train ,
TfTermSpaceModel validate ,
int restarts,
int latentClasses,
int maxIterations

) ;

Analog zum LSI-Training gibt es die Methoden analyze() (mit allen Parametern die
auch fiir train() notig sind und gleichen Resultaten wie bei LSI erklért) und getDefi-
nition(), die hier nicht noch einmal gesondert aufgefithrt werden. Das Training eines
PLSI-Modells ist deutlich aufwendiger. Der TEM-Algorithmus benétigt zunédchst au-
Ber der Trainingsmenge auch eine Validationsmenge, beide miissen die selbe Dimension
haben (d.h. gleiche Anzahl Dokumente und Terme). Die Validationsmenge ist nétig,
um Uberanpassung zu erkennen (s. Abschnitt 3.3.5 S. 27). Zum Training muss hier ein
t f-gewichtetes Termmodell verwendet werden, die t fidf-Gewichte fithren bei der Multi-
plikation mit mehreren Wahrscheinlichkeiten zu einem Unterlauf des Zahlentyps. Dieses
Problem kénnte mit einer passenden Skalierung umgangen werden. Der Algorithmus ist
weiterhin darauf ausgelegt, mehrmals mit zufdlligen Werten gestartet zu werden, um
vielleicht ein besseres lokales Maximum der Likelihood-Funktion zu finden (s. Abschnitt
3.3.4 S. 3.3.4). Die Anzahl der Restarts wird beim Training angegeben, empfohlen ist
ein Wert von mindestens 3. Hohere Werte konnen zu einem besseren Ergebnis fiihren,
sie verlangern aber die Laufzeit des Trainings erheblich.

Auch die Anzahl der latenten Klassen bzw. Dimensionen des Konzeptraumes muss
schon beim Training angegeben werden. Dies unterscheidet das PLSI-Training vom LSI-
Training, dort wird ein Modell mit dem vollen Rang der Trainings-Matrix erstellt und
die gewiinschte Dimension kann beim trainierten Modell gewéhlt werden. Dieser Aspekt
erschwert das Experimentieren mit PLSI, denn um das Verhalten in verschiedenen Di-
mensionen zu evaluieren muss fiir jede Dimension einzeln ein Modell trainiert werden.
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4.2 Anwendungsbeispiele

Die gewiinschte Anzahl latenter Klassen beeinflusst zudem die Laufzeit des Trainings,
zwar weniger stark als die Anzahl der Restarts, aber dennoch merklich.

Zuletzt muss noch ein Wert flir die maximale Anzahl der Iterationen angegeben werden.
Prinzipiell stoppt der TEM-Algorithmus abhéngig von dem 3-Wert (s. Abschnitt 3.3.5),
die maximalen Iterationen beeinflussen den Algorithmus dann, wenn der Wert zu gering
gewdhlt ist und der voreingestellte Abbruchswert fiir # nicht erreicht wird.

Der 3-Wert wird mit 1.0 gestartet und beim Auftreten von Uberanpassung mit dem
Multiplikator 0.92 verringert bis zu einem Minimum von 0.6. Diese Werte sind im
PennAspect-Paket vorgegeben und wurden weder modifiziert noch iiber die Schnittstelle
zum Training eines PLSI-Modell exportiert.

Zeitaufwand fir das Modelltraining

An dieser Stelle soll eine praktische Betrachtung des Zeitaufwandes beim Training statt-
finden. Obwohl beide Algorithmen eine dhnliche Komplexitétsklasse haben (s. Abschnitte
3.2.5 und 3.3.7) zeigen sich starke Unterschiede in der Trainingszeit.

Konzeptmodell Dimension der Trainingsmatrix Trainingsdauer

LSI 1000 x 1000 1m35s
LSI 9998 x 2129 5h23m36s
PLSI (30) 1000 x 1000 28m05s
PLSI (40) 1000 x 1000 36m32s
PLSI (50) 5185 x 1750 17h31m?25s

Tabelle 4.1: Trainingszeit fiir ausgewihlte LSI- und PLSI-Konzeptmodelle. Der Wert

in Klammern bei PLSI zeigt die Anzahl der latenten Klassen fiir die das Modell trai-
niert wurde. Die Zeiten wurden auf einem aktuellen Rechner gemessen (PIV, 3GHz, 2GB
RAM).

Tabelle 4.1 zeigt, dass das LSI-Training fiir kleine Trainingsmengen recht schnell geht.
Viele Experimente wurden mit Modellen durchgefiihrt die etwa die Ausmafle des ers-
ten Beispiels, 1000 x 1000 haben. Dies entspricht einer Reuters-Kollektion mit 1000
Dokumenten und einer Dokumentfrequenzreduktion von 20 (s. Tabelle 5.2 S. 5.2). Das
zweite LSI-Beispiel zeigt die Trainingszeit fiir die umfangreichste Spock-Instanz (s. Be-
schreibung der Experimente in Abschnitt 5.2.4), dieses Training dauert erheblich langer.
Obwohl bei den Reuters-Experimenten groflere Kollektionen moglich gewesen wiaren,
wurde darauf weitgehend verzichtet um die Ergebnisse mit PLSI vergleichen zu kénnen.
Bei PLSI ist schon das Training auf kleinen Trainingsmengen sehr zeitaufwendig. Die
Werte fiir PLSI sind zudem nur fiir einen Start des Algorithmus gemessen, bei mehreren
Restarts muss der entsprechende Faktor hinzugerechnet werden.
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4.2 Anwendungsbeispiele

4.2.3 Konzeptindexerstellung

Listing 4.4: Konzeptindexerstellung

LsiSemanticSpaceModel 1si =
LsiSemanticSpaceModel . createFromDefinition (
LsiSemanticSpaceDefinition def);
lsi.addTermVectors (tsm) ;

Das Beispiel zeigt, wie ein LSI-Modell aus einer Konzeptraumdefinition erstellt wird. Die-

ses Modell enthélt noch keine Dokumente. Mit der Methode addTerm Vectors(TermSpaceModel
tsm) werden die Termvektoren des spezifizierten Termraummodells in den Konzeptraum
projiziert. Eine Methode gleichen Namens wird auch vom PlsiSemanticSpaceModel an-
geboten.

4.2 4 Clustering und F-Measure-Berechnung

Die Evaluierung im Konzeptraum geschieht iiber die Hilfsklasse ClusterTools, welche
die Methode getF'measure(VectorSpaceModel vsm) anbietet. Diese Methode clustert alle
Dokumente im iibergebenen Modell, vergleicht das Ergebnis mit einem zuvor per Clus-
terTools.setReferenceClustering(Clustering c) festgelegten Referenzclustering, berechnet
das F-Measure und liefert dieses zuriick.
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5 Experimente

Mit den folgenden Experimenten soll die Leistungsfihigkeit der in Kapitel 3 eingefiihrten
semantischen Indexierungsmethoden als Basis fiir ein Clustering im Vergleich mit Stan-
dardverfahren, d.h. ¢ f- und ¢ fidf-gewichtetes Termraummodell, untersucht werden.

5.1 Fragen

Neben der hauptsichlichen Frage, wie performant ein Konzeptmodell im Vergleich mit
den Termraumindexierungsverfahren ist, sollen einige weitere Aspekte untersucht wer-
den:

Bei welcher Dimension liefert ein Modell mit latent semantischen Variablen das beste
Ergebnis? Die Frage nach der richtigen Dimension und ihrer moéglichen Abschétzung im
voraus gehort zu den schwierigsten Aspekten bei den latent semantischen Methoden und
kann auch hier nicht beantwortet werden. Die optimale Dimension ldsst sich nur durch
Experimente herausfinden.

Wie gut wird die Information des Termraummodells beim Training eines Konzeptraum-
modells ibernommen und wie wirken sich verschiedene Termgewichtungsmethoden aus?
Die Aussagekraft des Termraummodells, mit dem ein Konzeptraummodell trainiert wird,
soll in diesem erhalten bleiben. Es ist daher zu vermuten, dass ein stérkeres Term-
raummodell beim Training auch zu einer besseren Performanz des Konzeptraummodells
fiihrt. Es bietet sich aber auch die Moglichkeit, beim Training und der zu projizierenden
Testkollektion verschiedene Termgewichtungsverfahren einzusetzen. Lésst sich mit einer
solchen Kombination ein besseres Ergebnis erzielen?

Weiterhin soll betrachtet werden, wie sich die Methoden auf Kollektionen mit unter-
schiedlicher Charakteristik verhalten, beispielsweise auf Kollektionen die sehr dhnliche
oder sehr verschiedene Themen abdecken.



5.2 Experimentbeschreibung

5.2 Experimentbeschreibung

Dieser Abschnitt soll dazu dienen, die Experimente nachvollziebar zu beschreiben.

5.2.1 Clustering

Clustering bezeichnet die uniiberwachte automatische Kategorisierung einer Menge von
Dokumenten. Dies wird als eine spezielle Retrieval-Anwendung angesehen.

Die Evaluation der Methoden beschrinken sich im Rahmen dieser Arbeit auf Cluste-
ringexperimente. Obwohl weitere Versuche, besonders hinsichtlich der Fahigkeit zur se-
mantischen Anfrageerweiterung wiinschenswert wéren, wurde darauf aus zwei Griinden
verzichtet. Zum einen wurden solche Experimente schon in den einfiihrenden Arbeiten
([Dee90], [Hof99]) und seitdem in vielen weiteren Arbeiten durchgefiihrt, die Ergebnisse
sind gut dokumentiert. Zum anderen sind die Experimente wegen der Laufzeit der zu-
grunde liegenden Algorithmen (Singulédrwertzerlegung und Expectation Maximization,
s. auch Abschnitt 3.2.5 und 3.3.7) sehr zeitaufwendig. Die Anwendung der Konzeptraum-
indexierung als Grundlage fiir das Clustering von Dokumentkollektionen wurde hingegen
bisher selten untersucht.

5.2.2 Betrachtung hinsichtlich der praktischen Anwendbarkeit

Im Falle von LSI dienen trainierte Modelle als Projektion, der implizit berechnete Kon-
zeptindex der Trainingskollektion wird ignoriert. Uber diese Projektion wird fiir die
Testkollektionen ein Konzeptindex erstellt und geclustert. Diese Vorgehensweise wurde
gewdhlt, da sie als einzige praktisch anwendbar erscheint. Als Anwendungsbeispiel sei an
dieser Stelle die Dokumentsammlung eines Unternehmens genannt. Es ist viel zu aufwen-
dig, die gesamte Sammlung zu analysieren, ein Modell muss mit einem représentativen
Auszug trainierbar sein und damit soll ein Konzeptindex fiir die weiteren Dokumente
erstellt werden kénnen. Im Falle von PLSI wurde analog vorgegangen. Die Methode,
einen PLSI-Konzeptindex fiir neue Dokumente zu berechnen (s. Gleichung 3.21 S. 28),
wurde jedoch aufgrund des zu hohen Aufwands fiir den EM-Algorithmus modifiziert,
Konzeptgewichte werden hier mittels der im Modelltraining gelernten Wahrscheinlich-
keiten direkt berechnet (s. Abschnitt 5.3.3).

5.2.3 Testkollektionen

Die Experimente wurden mit zwei verschiedene Dokumentkollektionen durchgefiihrt,
zum einen dem Reuters-Korpus, zum anderen dem Spock-Trainingskorpus. Die gewéhl-
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ten Kollektionen adressieren verschiedene problematische Fille, wie im folgenden erlau-
tert wird.

Reuters

Auf dem Reuters-Korpus wurde ein Grofiteil der Experimente im Rahmen dieser Arbeit
durchgefiihrt. Es handelt sich dabei um eine kategorisierte Sammlung von Nachrich-
tenartikeln, die von der Nachrichtenagentur Reuters speziell fiir die Forschungsarbeit
bereitgestellt und héufig in Experimenten referenziert wird. Der Reuters-Korpus wird
als Beispiel fiir eine abgeschlossene Kollektion angesehen. Die Dokumente sind von pro-
fessionellen Journalisten erstellt, das verwendete Vokabular und die Lange der Artikel
entsprechen einem gewissen Standard. Die thematische Einordnung des Inhalts ist fest-
gelegt und soll als Kategorisierungsgrundlage dienen.

Mit dem Reuters-Korpus werden im Rahmen dieser Arbeit vier verschiedene Charakte-
ristika simuliert, die Dokumentkollektionen aufweisen kénnen:

1. Kollektionen mit &hnlicher Anzahl Dokumente in den Themengebieten und ver-
schiedenen Themen. Ein Beispiel wire eine Sammlung von wissenschaftlichen Do-
kumenten der Gebiete Informatik, Biologie und Geschichte, wobei fiir jedes Thema
1000 Dokumente vorliegen.

2. Kollektionen mit unterschiedlicher Anzahl Dokumente in jedem Themengebiet und
verschiedenen Themengebieten. Ein Beispiel wiren die Sammlung aus Punkt 1 mit
500, 1000 und 1500 Dokumenten in den einzelnen Fachgebieten.

3. Kollektionen mit dhnlicher Dokumentanzahl in den Kategorien und sehr dhnlichen
Themen. Ein Beispiel wire eine Sammlung von Dokumenten iiber Algorithmen-
theorie, Maschinelles Lernen, Information Retrieval und Programmiersprachen mit
jeweils 1000 Dokumenten.

4. Kollektionen mit unterschiedlicher Dokumentanzahl in den Kategorien und &hnli-
chen Themen. Ein Beispiel wére die Kollektion aus Punkt 3 wenn 200, 600, 1200
und 2000 Dokumente in den einzelnen Kategorien vorliegen.

Es ist zu erwarten, dass LSI und PLSI auf diesen Kollektionen eine bessere Performanz
gegeniiber dem Vektorraummodell mit ¢f- und tfidf-Gewichten liefern (s. Abschnitt
3.5).

Um vergleichbare und allgemeingiiltige Experimentergebnisse zu erhalten, wurden ver-
schiedene Mafinahmen getroffen.

Fiir jede der vier o.g. Kollektionscharakteristika wurden aus dem Reuters-Korpus 10
Kategorien gewéhlt. Die Zusammensetzung der einzelnen Experimente ist in Tabelle 5.1
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S. 42 dargestellt. Die Experimente werden der Einfachheit halber mit den Kiirzeln exp0,
expl, exp2 und exp3 bezeichnet.

o exp0: verschiedene Kategorien, gleiche Clustergrofe
o expl: dhnliche Kategorien, gleiche Clustergrofie
e exp2: verschiedene Kategorien, ungleiche Clustergrofie

e expd: dhnliche Kategorien, ungleiche Clustergrofie

Die Experimente exp0 und exp2 enthalten nicht 10 vollkommen verschiedene Kategorien,
da der zur Verfiigung stehende Teil des Reuters-Korpus nur 4 Hauptkategorien (CCAT,
ECAT, GCAT, MCAT) enthilt, die wiederum in mehrere Unterkategorien aufgeteilt
sind. Die Kollektionen wurden daher mit einer Mischung aus allen Hauptkategorien
zusammengestellt. Expl und exp3 sind nicht nur aus Unterkategorien einer Hauptkate-
gorie aufgebaut, weil keine Hauptkategorie 10 Unterkategorien mit ausreichend vielen
Dokumenten aufweist. Die gewiinschten Charakteristika werden dennoch ausreichend
gut abgebildet.

Fiir exp0 und expl wurden 100 Dokumente aus jeder Kategorie gezogen, bei exp2 und
expd lag die Anzahl der Dokumente zwischen 20 und 230. Die genaue Zusammensetzung
findet sich im Anhang in Tabelle B.1 S. 83. Insgesamt enthélt jede Kollektion 1000

Dokumente.

Experiment Kategorien

exp0 C11, C21, €33, E11, E71, G15, GSCI, GSPO, M12, M14
expl Ell, E12, E211, E311, E511, E71, M11, M12, M131, M14
exp2 C11, C21, €33, E11, E71, G15, GSCI, GSPO, M12, M14
exp3 Ell, E12, E211, E311, E511, E71, M11, M12, M131, M14

Tabelle 5.1: Kategorieauswahl fiir die verschiedenen Kollektionscharakteristiken auf dem
Reuters-Korpus

Fiir jedes Experiment (exp0 — exp3) wurden iiber 20 Testkollektionen (bezeichnet als
coll0 — coll20) mit den in Tabelle 5.1 gezeigten Kategorieverteilungen zufillig aus dem
Reuters-Korpus zusammengestellt. Das bei den Experimentergebnissen angegebene F-
Measure wurde als Durchschnittswert auf je 20 Testkollektionen ermittelt.

Die Experimentkollektionen festzulegen, statt bei jedem Experimentdurchlauf neue Kol-
lektionen zuféllig mit der gewiinschten Verteilung zusammenzustellen, erwies sich im
Laufe der Experimente in mehrerer Hinsicht als sinnvoll. Erstens dauert die Erstellung
einer Kollektion eine gewisse Zeit. Zweitens ist es ausreichend ein Referenzergebnis ein-
mal auszurechnen. Drittens erlaubt es einen fairen Vergleich zwischen verschiedenen
Experimenten.
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Spock Trainingskorpus

Eine weitere Dokumentkollektionscharakteristik wird mit dem Trainingskorpus der Spock
Challenge betrachtet. Diese Challenge, initiiert im Friihjahr 2007 von den Betreibern der
Personensuchmaschine spock.com (http://www.spock.com), hatte zur Aufgabe, Websei-
ten, die Personennamen enthalten, tatsdchlichen Personen zuzuordnen. Dieses Problem
ist interessant und schwierig, da ein Name kein eindeutiger Hinweis auf eine Person ist.
Zur Unterscheidung mehrerer Personen gleichen Namens miissen Dokumentmodelle ent-
wickelt werden, die zusétzliche Information aus den Dokumenten fiir einen Vergleich ver-
fligbar machen. Die Spock Challenge konnte ein Forschungsteam der Bauhaus-Universitat
Weimar fiir sich entscheiden.

Der Trainingskorpus umfasst 25.000 HTML-Dokumente und wurde mit der korrekten
Kategorisierungsinformation geliefert. Er wird im Rahmen der folgenden Experimente
verwendet, da er einen kategorisierten Auszug des Web darstellt (die Bezeichnung “re-
prasentativer Querschnitt” ist im Kontext des WWW eher unangebracht). Der Fokus
liegt darauf, die Dokumente Personen zuzuordnen und aufgrund der Dokumentinforma-
tionen verschiedene Personen mit gleichem Namen korrekt auseinanderzuhalten (person
resolution problem), eine vollkommen andere Aufgabe also, als die thematische Katego-
risierung bei den Reuters-Experimenten.

Auf dieser Kollektion ist ein schlechtes Resultat der Konzeptraummodelle zu erwarten,
da, wie schon zitiert (s. Abschnitt 3.5), die Anwendung auf solchen heterogenen Kollek-
tionen sehr schwierig ist.

5.2.4 Experimentablauf
Reuters-Experimente

Alle Experimente folgen einem festen Ablauf. Es wird vorausgesetzt, dass fiir die Testkol-
lektionen eine korrekte Kategorisierung, also ein Referenzclustering, bekannt ist, welches
zum Vergleich mit dem berechneten Clustering herangezogen wird.

1. Die Dokumente einer Testkollektion werden indexiert und zu einer TDM zusam-
mengefasst.

2. Fir die Dokumente wird ein Konzeptraumindex erstellt.

3. Auf Basis der Ahnlichkeitsinformation im Konzeptraum wird ein Ahnlichkeitsgraph
erstellt. Als Maf} dient die Cosinusahnlichkeit (s. Abschnitt 2.3).

4. Der Ahnlichkeitsgraph wird mit MajorClust geclustert.
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5. Das Resultat wird mit dem Referenzclustering verglichen und auf dieser Basis das
F-Measure berechnet.

Die F-Measure-Berechnung erfolgt mit F} (s. Abschnitt 2.3.3), Precision und Recall
gehen zu gleichen Teilen in das Ergebnis ein.

Spock-Experiment

Die Aufgabe der Spock-Challenge wurde von der Spock-Projektgruppe im SS2007 gelost,
indem der gesamte Korpus in Gruppen von Dokumenten aufgeteilt wurde, die den je-
weils gleichen Namen enthalten. Eine solche Dokumentgruppe wurde als Spock-Instanz
bezeichnet. Jede Instanz wurde einzeln analysiert und geclustert. Die Ergebnisse wurden
zusammengefasst und das F-Measure mit einem Evaluationsskript und einem Referenz-
clustering, welche der Trainingskollektion beilagen, bestimmt.

Analog wurde im Rahmen dieser Arbeit vorgegangen. Fiir jede Instanz wurde ein Kon-
zeptraumindex berechnet und ein Clustering erstellt. Das F-Measure wird auf die gleiche
Weise bestimmt wie im Spock-Projekt, es ist hier mit dem Faktor o = % gewichtet, Pre-
cision wird also gegeniiber Recall bevorzugt. Dies ist begriindet durch die Vorgabe von
spock.com und der Vergleichbarkeit zu den Ergebnissen des Forschungsprojekts.

Der Spock-Trainingskorpus enthélt 44 Instanzen, die iiber 1000 verschiedene reale Per-
sonen referenzieren. An Dokumenten findet sich darin, einfach gesagt, fast alles was das
Web zu bieten hat: Firmenseiten, Seiten 6ffentlicher und wissenschaftlicher Institutionen,
Private Seiten, Onlineshops, Blogs, Foren etc. Um ein LSI-Modell fir den Spock-Korpus
zu trainieren, musste eine reprasentative Auswahl getroffen werden. Hierfiir wurde die
umfangreichsten Instanz gewéhlt. Dieser Vorgehensweise lag die Annahme zugrunde,
dass sich in dieser Instanz, die mit 2129 Dokumenten ca. 11,7% der Gesamtdokumente
abdeckt, die Verteilung des gesamten Korpus hinreichend genau widerspiegelt. Aus dieser
Instanz wurde eine Projektion erstellt, die im Experiment zur Konzeptindexberechnung
flir alle Instanzen herangezogen wurde.

5.2.5 Experimentparameter

Als Clusteringalgorithmus kommt in allen Experimenten MajorClust zum Einsatz ([Ste99]).
Zur Optimierung des Clustering wird das interne Cluster-Validity-Measure Ezpected
Density eingesetzt ([Ste03]). MajorClust ist kein deterministischer Algorithmus, das Re-
sultat kann von Experiment zu Experiment auf den gleichen Testkollektionen leicht
abweichen. Diese Eigenschaft ldsst sich aber vernachlissigen, da jeweils das Ergebnis
mehrerer Tests gemittelt wird.
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In den Experimenten wurden verschiedene Parameter variiert um zu evaluieren, wie sich
optimale Ergebnisse erzielen lassen. Diese sollen im folgenden erldautert werden.

Vokabularreduktion

Beim Erstellen der TDM wurden Stemming (Snowball-Stemmer) und Stopwordelimina-
tion angewendet (vgl. Abschnitt 2.2). Dennoch entstehen beim Indexing sehr viele Terme
(s. Tabelle 5.2 S. 46) und der Aufwand zur Analyse der resultierenden TDM wére zu
hoch. Deshalb wurde die Dimension der Dokumentvektoren bereits in einem Vorberei-
tungsschritt reduziert, indem ein Dokumentfrequenz (df)-Schwellwert vorgegeben und
alle Terme mit geringerer df entfernt wurden. Das heifit, aus dem Vokabular wurden
seltene Terme entfernt.

Die Anwendung dieser Reduktion ist hinsichtlich des moglichen Informationsverlusts im
Zusammenhang mit den semantischen Analysemethoden problematisch, da zu erwarten
wére, dass diese von einem reichhaltigen Termraum profitieren. Theoretisch bedeutet
die Reduktion auch einen Informationsverlust fiir die Standardmethoden, denn seltene
Terme haben ein hohes Diskriminierungspotential. Die Referenzergebnisse (Abschnitt
5.3.1) zeigen aber, dass sich durch diesen Reduktionsschritt im Vektorraummodell Per-
formanzvorteile ergeben. Zu erkléren ist dieser Effekt mit dem reduzierten Rauschen in
den Daten.

Ein zu hoher Reduktionswert sollte vermieden werden, weil damit Dokumente, die nur
aus seltenen Termen bestehen, verloren gehen. Die Grenze lag auf den untersuchten
Kollektionen bei einer df-Reduktion von 30. Die meisten Experimente wurden mit einer
Reduktionsstufe von 20 durchgefiihrt.

Es wurde ebenfalls der Ansatz verfolgt sehr hdufige Terme zu entfernen. Die Idee war,
zusétzlich zu den schon wéhrend des Indexing entfernten Stopworten weitere Terme mit
geringer Diskriminationskraft zu entfernen. Das Ergebnis wurde jedoch in allen Fallen
schlechter. Eine Erklarung dafiir ware, dass Konzeptraummethoden aus haufigen Termen
starke Konzepte extrahieren kénnen. Bei den Referenzergebnissen verhindert die ¢ fidf-
Gewichtung, dass haufige Terme einen zu starken Einfluss haben.

Tabelle 5.2 zeigt die Anzahl der indexierten Terme auf den Testkollektionen unreduziert
und mit den Reduktionsstufen 10, 20 und 30. Im Falle der Reuters-Experimente exp0
— exp3 sind die Werte gemittelt {iber 20 Kollektionen, fiir Spock ist exemplarisch die
Termanzahl der umfangreichsten Instanz aufgezeigt.

Die Werte sind grafisch dargestellt in der Abbildung A.1 S. 70. Es ist zu sehen, das schon
die Reduktion der Terme mit geringerer df als 10 die Groéfle des Vokabulars deutlich
verringert. Trotz des Informationsverlustes steigt die Retrievalperformanz.
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Experiment Dokumente Indexterme Indexterme nach Reduktion
df 10 df 20 df 30

exp0 1000 14105 1900 1035 694

expl 1000 9593 1441 832 568

exp2 1000 12750 1697 922 621

exp3 1000 8811 1344 782 534

Spock (Instanz 3) 2129 220804 17357 9998 7258

Tabelle 5.2: Durchschnittliche Termanzahl nach Indexierung der Experimentkollektionen
und mit verschiedenen Reduktionsstufen

Die Tabelle 5.2 zeigt auch die Charakteristik der Kollektionen. Die aus &hnlichen The-
mengebieten zusammengestellten Reuters-Experimente expl und exp3 weisen ein deut-
lich kleineres Vokabular auf als die Kollektionen aus verschiedenen Themengebieten.
Die Spock-Instanz weist im Gegensatz zu den Reuters-Kollektionen ein sehr umfang-
reiches Vokabular auf, welches schon auf der ersten Reduktionsstufe deutlich stérker
reduziert wird als die Reuters-Vokabulare. Diese Charakteristik kann als typisch fiir
Web-Dokumente angesehen werden, die Daten enthalten sehr viel Rauschen und sind
schwerer zu verarbeiten.

Dimension bzw. Anzahl latenter Klassen

Dieser Parameter ist besonders bei LSI fiir das Resultat ausschlaggebend. Es wurden
viele Experimente in verschiedenen Dimensionen ausgewertet um einen optimalen Wert
zu finden. Interessant wére eine Methode, die es erlaubt die optimale Dimension aus der
Beschaffenheit der Kollektion oder aus dem Ergebnis der Analyse zu ermitteln. Eine sol-
che Methode ist jedoch bisher nicht bekannt. Dies ist einer der schwierigsten Punkte im
Umgang mit latent semantischen Retrievalverfahren, denn mit der falschen Einstellung
kann man schlechte Ergebnisse erhalten, wie die Experimente zeigen.

Schwellwert fiir Ahnlichkeitsgraph (S)

Dies ist eine globale Optimierungsmethode fiir den Ahnlichkeitsgraph. Beim Erstellen
des Graphen werden Werte unterhalb eines bestimmten Schwellwerts ignoriert. Damit
wird das Rauschen in den Daten minimiert und der Clusteringalgorithmus unterstiitzt
und beschleunigt. Um herauszufinden, wo dieser Wert anzusetzen ist, wird die Ahnlich-
keitswertverteilung auf einer Kollektion untersucht. Problematisch dabei ist jedoch, dass
damit Knoten isoliert werden kénnen, wenn alle Kanten unterhalb des Schwellwerts lie-
gen. Diese Knoten wiirden beim Clustering ignoriert werden und somit die Performanz
senken. Der Schwellwert wird bei der Beschreibung der Experimente mit S bezeichnet.
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KNNGraph (KN N)

Auch diese Methode ist eine Optimierung des Ahnlichkeitsgraphs. Fiir jeden Knoten
im Graph werden die starksten Kanten behalten, unabhéngig von ihrem Gewicht. Die
Anzahl der zu behaltenden Kanten wird als Parameter angegeben. Im Gegensatz zum
globalen Schwellwert ist diese Methode besser, da sie eine lokale Optimierung vornimmt.
Der gewihlte Wert wird bei den Experimenten mit K NN bezeichnet.

5.2.6 Training der Konzeptraummodelle

Fiir jedes Reuters-Experiment wurden Kollektionen der in Abschnitt 5.2.3 genannten
Charakteristiken erstellt und daraus Term-Dokument-Matritzen berechnet. Es wurden
Varianten mit ¢ f- und ¢ fidf-Gewichten untersucht. Die TDM wurden einer df-Reduktion
unterzogen, um die Rechenzeit beim Training zu verringern.

Fiir das Spock-Experiment wurde wie in Abschnitt 5.2.4 beschrieben die umfangreichs-
te Instanz zum Training eines Modells verwendet. Die Erfahrungen aus den Reuters-
Experimenten fanden hier Anwendung, so dass weniger mit verschiedenen Parametern
experimentiert wurde.

Erste LSI-Experimente wurden mit Modellen durchgefiihrt, die mit weniger Dokumen-
ten (500), aber auch geringerer df-Reduktion (5) trainiert wurden. Es stellte sich heraus,
dass Modelle, die mit gréfleren Trainingsmengen und héherer df-Reduktionsrate trainiert
wurden, zu besseren Ergebnissen fiihrten. Der Grund hierfiir ist wahrscheinlich in der zu
geringen Anzahl an Dokumenten zu suchen. Die Trainingskollektion sollte genug Doku-
mente enthalten, um alle in der gesamten Kollektion vorkommenden wichtigen Konzepte
abzubilden. Vor diesem Hintergrund stellt sich die Frage, wie viele Dokumente zum trai-
nieren eines LSI-Modells fiir eine Kollektion einer bestimmten Groéfie nétig sind.

Fir PLSI-Modelle wurde ebenso vorgegangen. Da jedoch die Laufzeit des Trainings we-
sentlich hoher ist (s. Tabelle 4.1 S. 37) und zudem fiir jede zu untersuchende Dimension
ein einzelnes Modell trainiert werden muss, konnten weniger PLSI-Experimente durch-
gefiihrt werden.
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5.3 Experimentergebnisse

Dieser Abschnitt zeigt die Resultate, die bei der Evaluation der verschiedenen Modelle
erzielt wurden.

5.3.1 Ergebnisse der Reuters-Experimente
Referenzergebnisse Vektorraummodell

Die Abbildungen 5.1 und 5.2 zeigen die besten Ergebnisse, die sich mit ¢f- und tfidf-
gewichteten Vektorraummodellen bei entsprechender Parametrisierung erzielen liessen.
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Abbildung 5.1: F-Measures (y-Achse) fiir Reuters-Kollektionen beim Clustering eines
Vektorraummodells mit ¢ f-gewichteten Dokumentvektoren, S 0.3, KNN 50 in den df-
Reduktionsstufen 0 — 30 (x-Achse)

Interessant ist die Feststellung, dass die tfidf-Gewichtung nicht signifikant bessere Er-
gebnisse liefert als tf, bei den Kollektionen mit dhnlichen Themen (expl und exp3)
ist das Resultat sogar deutlich schlechter. Beide Verfahren profitieren von der Reduk-
tion der Terme mit geringer Dokumentfrequenz, tfidf sogar sehr deutlich. In beiden
Féllen wurde das beste Resultat mit einem K NN-Wert von 50 erzielt. Der globale
Ahnlichkeitsgraph-Schwellwert S liefert fiir ¢f mit einem recht hohen Wert von 0.3 ein
optimales Ergebnis, fiir ¢ fidf mit einem geringeren Wert von 0.1. Ein Blick auf die Ver-
teilung der Ahnlichkeitswerte im Vektorraummodell in Abschnitt A.2 S. 71 zeigt, dass
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Abbildung 5.2: F-Measures (y-Achse) fiir Reuters-Kollektionen beim Clustering eines
Vektorraummodells mit ¢ fidf-gewichteten Dokumentvektoren, S 0.1, KNN 50 in den df-
Reduktionsstufen 0 — 30 (x-Achse)

sich bei tfidf-Gewichtung die Ahnlichkeiten sehr viel stirker in geringeren Bereichen
konzentrieren, das erklért die Wahl des optimalen Schwellwertes.

5.3.2 Ergebnisse LSI

In den Experimenten mit LSI wird untersucht, wie sich die Wahl der Gewichtung der
Trainingsmenge und der Gewichtung der projizierten Dokumentvektoren auswirkt und
welche Dimension ein optimales Ergebnis liefert. Die LSI Modelle wurden mit ¢f- und
t fidf-gewichteten TDM trainiert, jeweils mit einer df-Reduktion von 20. Die Testkol-
lektionen wurden dann ebenfalls mit ¢f und ¢ fidf gewichtet und in den Konzeptraum
projiziert.

Zunichst wird die Verteilung der Ahnlichkeitswerte im LSI-Konzeptraum in verschie-
denen Dimensionen analysiert, s. die Abbildungen in Abschnitt A.3 S. 73. Dabei ist
auffillig, dass negative Cosinusédhnlichkeiten auftreten. Dies ist begriindet durch die Sin-
guldrwertzerlegung, bei der negative Eintrage in der Projektionsmatrix entstehen.

Weiterhin ist interessant, dass sich in geringen Dimensionen die Masse der Ahnlichkeits-
werte bei dem Wert 1 konzentriert. Der Effekt ist deutlich stérker, wenn das LSI-Modell
mit einer tf-gewichteten TDM trainiert wird. Bei hoheren Dimensionen stellt sich eine
Verteilung um den Wert 0 ein.
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Weiterhin wird die Verteilung der Singuldrwerte untersucht, s. die Abildungen in Ab-
schnitt A.5 S. 81. Hier fallt auf, dass sich die Singuldrwerte bei einem mit ¢ f-Gewichten
trainierten LSI-Modell deutlich von einem mit ¢ fidf-Gewichten trainierten Modell unter-
scheiden. Bei der Singuldrwertverteilung lasst sich auch untersuchen, ob ein Zusammen-
hang zwischen den Werten und der optimalen Dimension besteht. Die Idee ist, dass die
Singuldrwerte ein Gewicht der Konzepte représentieren. Die richtige Dimension kénn-
te dann an einer markanten Stelle in der Verteilungskurve liegen, beispielsweise wo
die Singuldrwerte einen bestimmten Wert unterschreiten, der Unterschied eines Wer-
tes zum néchsten nicht mehr signifikant ist oder wo der Abfall der Kurve am stérksten
ist. Beim Vergleich der Singularwertverteilungen mit den Clusteringergebnissen (s. Ab-
schnitt 5.3.2) lasst sich jedoch keine dieser Hypothesen bestatigen. Allenfalls liegt der
Bereich, in dem die Verteilungskurve nicht mehr signifikant féllt in der Nahe der opti-
malen Dimension.

Graphparameter bei LSI-Experimenten

Verschiedene Versuche mit Variationen des Ahnlichkeitsschwellwertes S im Bereich 0.1
bis 0.5 haben ergeben, das dieser praktisch keine Auswirkungen auf das Ergebnis hat.
FEin solches Resultat ist auch bei der Betrachtung der Cosinusdhnlichkeitsverteilung im
LSI-Konzeptraum schon absehbar (s. Abschnitt A.3). Fiir den K N N-Parameter wurde
ein Optimum bei 50 ermittelt.

Kollektionen mit 10 Themen

Die Abbildungen 5.3 — 5.6 zeigen die Ergebnisse der LSI-Experimente. Dargestellt sind
jeweils die Resultate in den Dimensionen 5 — 40. Hier sind mehrere interessante Feststel-
lungen zu treffen:

Allgemein ist eine sehr niedrige Dimension ausreichend um sehr gute Ergebnisse zu erzie-
len. Dabei ist entscheidend, wie die Trainingsmenge gewichtet ist. Bei einem Modell, das
mit ¢ f-Gewichten trainiert wurde, liegt die optimale Dimension bei 20 — 25, bei einem
Modell das mit tfidf trainiert wurde, liegt sie sogar bei 10, was der tatsdchlichen Anzahl
der Themen entspricht. Die Eigenschaft, dass mit tfidf trainierte Modelle schon in ge-
ringeren Dimensionen bessere Ergebnisse liefern, scheint typisch zu sein. Die Gewichtung
der Testdaten hat sehr viel weniger Einfluss auf das Ergebnis als die Gewichtung der
Trainingsmenge.

Die Resultate in der optimalen Dimension sind, verglichen mit den Referenzergebnissen
des Vektorraummodells (Abschnitt 5.3.1 S. 48), signifikant besser.

Die mit tfidf trainierten Modelle liefern bessere Resultate als die tf-trainierten. Dies
spricht dafiir, das im LSI-Modell die Aussagekraft des Vektorraummodells erhalten
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Abbildung 5.3: F-Measures (y-Achse) fiir Reuters-Kollektionen beim Clustering eines
LSI-Modells, trainiert mit einer ¢ f-gewichteten TDM. Die Testkollektionen wurden eben-
falls mit ¢f gewichtet. Die x-Achse zeigt die Dimensionen.
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Abbildung 5.4: F-Measures (y-Achse) fiir Reuters-Kollektionen beim Clustering eines
LSI-Modells, trainiert mit einer ¢ f-gewichteten TDM. Die Testkollektionen wurden mit
tfidf gewichtet. Die x-Achse zeigt die Dimensionen.
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Abbildung 5.5: F-Measures (y-Achse) fiir Reuters-Kollektionen beim Clustering eines
LSI-Modells, trainiert mit einer ¢ fidf-gewichteten TDM. Die Testkollektionen wurden mit
tf gewichtet. Die x-Achse zeigt die Dimensionen.
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Abbildung 5.6: F-Measures (y-Achse) fiir Reuters-Kollektionen beim Clustering eines
LSI-Modells, trainiert mit einer ¢ fidf-gewichteten TDM. Die Testkollektionen wurden mit
tfidf gewichtet. Die x-Achse zeigt die Dimensionen.
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bleibt. Das durchschnittlich beste Ergebnis liefert eine Kombination aus ¢ fidf-trainiertem
Modell und t f-gewichteten Testdaten. Dies weist darauf hin, dass die Stérken zweier Ge-
wichtungsmodelle kombiniert werden kénnen.

In zu geringen Dimensionen ist das Ergebnis erwartungsgemaf schlecht, es steht nicht
genug Information zur Verfiigung. Auch in héheren Dimensionen werden die Ergebnisse
wieder schlechter. Dies konnte ein Hinweis darauf sein, dass mit dem Hinzunehmen der
hoéheren Dimensionen die Daten stérker verrauscht werden oder aber, dass das Modell
auf die Trainingskollektion iiberangepasst ist. Daraus konnte man folgern, dass in den
geringeren Dimensionen die generellen Konzepte codiert sind, wéhrend in den héheren
Dimensionen spezialisierte Konzepte hinzukommen, die das Ergebnis auf Daten aufler-
halb der Trainingsmenge verschlechtern.

Um herauszufinden ob eine geringere Reduktion der Trainingsdaten die Ergebnisse be-
einflusst, wurde ein LSI-Modell mit einer t fidf-gewichteten TDM und df-Reduktion 10
trainiert. Das Ergebnis ist in Abbildung 5.7 S. 53 zu sehen. Es unterscheidet sich nicht si-
gnifikant von dem vergleichbaren Ergebnis eines mit df-Reduktion 20 trainierten Modells
(Abb. 5.5 S. 52).

0.8 T T T T T T T T
exp0 o=
expl ===
exp2
[
0.7 exp3
0.6 |- ‘ ‘ ‘
N ‘ ‘ ‘ ‘ -
N ‘ ‘ ‘ ‘ |
D ‘ ‘ ‘ ‘ -
D ‘ ‘ ‘ ‘ |
0.1 frry ‘ ‘ ’ ‘ =

5 10 15 20 25 30 35 40

Abbildung 5.7: F-Measures (y-Achse) fiir Reuters-Kollektionen beim Clustering eines
LSI-Modells, trainiert mit einer ¢ fidf-gewichteten TDM mit df-Reduktion 10. Die Testkol-
lektionen wurden mit ¢f gewichtet. Die x-Achse zeigt die Dimensionen.
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Umfangreichere Kollektionen

Um zu untersuchen, wie die auf 1000 Dokumenten trainierten LSI-Modelle auf umfang-
reichere Kollektionen skalieren, wurden mit der bekannten Verteilung Kollektionen von
2000 und 3000 Dokumenten erstellt. Die ebenfalls bekannten, auf 1000 Dokumenten ba-
sierenden LSI-Modelle, wurden genutzt um einen Konzeptraumindex zu erstellen und
die groBleren Kollektionen zu clustern.

Die Abbildungen 5.8 und 5.9 zeigen die Referenzergebnisse fiir die Kollektionen mit
2000 und 3000 Dokumenten. Erwartungsgeméfl werden die Ergebnisse mit einer hoheren
Dokumentanzahl schwécher.

Die Abbildungen 5.10 und 5.11 zeigen, dass das LSI-Modell auf umfangreicheren Kollek-
tionen gute Ergebnisse liefert. Dies ist fiir die praktische Anwendbarkeit von entscheiden-
der Bedeutung. Auch die Verschlechterung des Ergebnisses in héheren Dimensionen ist
hier nicht so stark ausgeprigt, was gegen die o.g. Theorie der Uberanpassung spricht.

Auch fiar die Experimente mit umfangreicheren Kollektionen wurde getestet, ob Trai-
ningsmengen mit geringerer df-Reduktion bessere Ergebnisse liefern. Die Ergebnisse un-
terschieden sich jedoch nicht signifikant von den hier gezeigten Ergebnissen und werden
daher nicht extra aufgefihrt.
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Abbildung 5.8: F-Measures (y-Achse) fiir Reuters-Koll. mit 2000 Dok. beim Clustering
eines Vektorraummodells mit ¢f (links) und ¢ fidf (rechts)-gewichteten Dokumentvekto-
ren, S 0.3, KNN 50, jeweils in den df-Reduktionsstufen 0 — 30 (x-Achse)
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Abbildung 5.9: F-Measures (y-Achse) fiir Reuters-Koll. mit 3000 Dok. beim Clustering
eines Vektorraummodells mit ¢f (links) und ¢ fidf (rechts)-gewichteten Dokumentvekto-
ren, S 0.3, KNN 50, jeweils in den df-Reduktionsstufen 0 — 30 (x-Achse)
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Abbildung 5.10: F-Measures (y-Achse) fiir Reuters-Koll. mit 2000 Dok. beim Clustering
eines LSI-Modells, trainiert mit ¢ fidf-Gewichten mit df-Reduktion 20. Die Testkollektio-
nen wurden mit ¢f gewichtet. Die x-Achse zeigt die Dimensionen.
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Abbildung 5.11: F-Measures (y-Achse) fiir Reuters-Koll. mit 3000 Dok. beim Clustering
eines LSI-Modells, trainiert mit ¢ fidf-Gewichten mit df-Reduktion 20. Die Testkollektio-
nen wurden mit ¢f gewichtet. Die x-Achse zeigt die Dimensionen.

Kollektionen mit 20 Themen

Um zu untersuchen, wie gut LSI auf Kollektionen mit gréBerer Bandbreite an Themen ar-
beitet, wurden die Versuche mit LSI auf Reuters-Kollektionen mit 20 ausgewahlten The-
mengebieten ausgeweitet. Es werden die gleichen vier Kollektionscharakteristika unter-
sucht wie bei den 10-Themen-Experimenten. Wie bei den vorherigen Experimenten wur-
den Testkollektionen mit 1000 Dokumenten erstellt und davon unabhéngig LSI-Modelle
mit ebenfalls 1000 Dokumenten und der gleichen Themencharakteristik trainiert.

Die Abbildungen 5.12 und 5.13 zeigen die Referenzergebnisse. Die Resultate sind er-
wartungsgeméafl schwécher alls bei 10 Themen. Die t fidf-Gewichte zeigen hier in allen
Reduktionsstufen leichte Vorteile gegeniiber ¢f.

Wie bei den Experimenten mit 10 Themen wurden allen Kombinationen aus Gewich-
tung der Trainingsmenge und der Testmenge evaluiert. Die Abbildungen 5.14 und 5.15
zeigen die Ergebnisse einmal mit tf-gewichteter Trainingsmenge und einmal mit ¢ fidf-
gewichteter Trainingsmenge, in beiden Féllen wurden t f-gewichtete Dokumentvektoren
projiziert. Auf die Darstellung der Ergebnisse t fidf-gewichteter projizierter Dokument-
vektoren wird verzeichtet, da sie sich nicht signifikant unterscheiden.

Auftillig ist hier, dass die Ergebnisse des ¢ f-trainierten LSI Modells sich kaum von den
Referenz-F-Measures unterscheiden, die Ergebnisse des tfidf-trainierten Modells aber
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Abbildung 5.12: F-Measures (y-Achse) fiir Reuters-Koll. mit 20 Themen beim Cluste-
ring eines Vektorraummodells mit ¢ f-gewichteten Dokumentvektoren, S 0.3, KNN 25 in
den df-Reduktionsstufen 0 — 30 (x-Achse)
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Abbildung 5.13: F-Measures (y-Achse) fiir Reuters-Koll. mit 20 Themen beim Cluste-
ring eines Vektorraummodells mit ¢ fidf-gewichteten Dokumentvektoren, S 0.1, KNN 50 in
den df-Reduktionsstufen 0 — 30 (x-Achse)
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deutlich besser sind. Die schon in den vorherigen Beispielen gezeigte Charakteristik,
dass t fidf-trainierte Modelle schon bei geringeren Dimensionen starke Ergebnisse liefern,
bestétigt sich. Die Verschlechterung der Ergebnisse in hoheren Dimensionen ist hier
deutlich schwécher ausgepragt. Weitere Experimente bis Dimension 100 haben ergeben,
dass die Resultate nur sehr langsam schlechter werden. Der Bereich an Dimensionen in
dem eine gute Retrievalperformanz méoglich ist, ist also deutlich gréfler. Es gibt jedoch
weiterhin eine optimale Dimension.
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Abbildung 5.14: F-Measures (y-Achse) fiir Reuters-Koll. mit 20 Themen beim Clus-
tering eines LSI-Modells trainiert mit einer ¢ f-gewichteten TDM. Die Testkollektionen
wurden mit ¢f gewichtet. Die x-Achse zeigt die Dimensionen.
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Abbildung 5.15: F-Measures (y-Achse) fiir Reuters-Koll. mit 20 Themen beim Cluste-
ring eines LSI-Modells trainiert mit einer ¢ fidf-gewichteten TDM. Die Testkollektionen
wurden mit ¢f gewichtet. Die x-Achse zeigt die Dimensionen.

59



5.3 Experimentergebnisse

5.3.3 Ergebnisse PLSI

Ein PLSI-Modell lie8 sich nur mit ¢f-gewichteten TDM trainieren und das Training
dauert um ein Vielfaches linger als das Training eines LSI-Modells (s. Tabelle 4.1 S.
37), daher wurden hier weitaus weniger Experimente durchgefithrt. Die benutzte Im-
plementation (s. Abschnitt 4.1.1) bietet keine Funktionalitidt um eine Anfrage oder ein
neues Dokument in den Konzeptraum zu bringen. Der in Abschnitt 3.3.6 vorgeschlage-
ne Ansatz, Konzept-Dokument-Wahrscheinlichkeiten per EM zu berechnen erschien zu
aufwendig, daher wurde ein eigener Ansatz implementiert:

Die Parameter P(z) und P(w|z) eines trainierten Modells werden verwendet um fiir einen
Dokumentvektor mit den Termgewichten n(d,w) die Darstellung P(d|z) zu berechnen:

P(d|z) = P(z) Zn(d,w)P(w[z)‘v’z (5.1)

Fiir die Dokumentvektoren, die auf diese Weise in den PLSI-Raum iiberfiithrt werden,
kann als Termgewicht aufler ¢ f auch wieder t fidf benutzt werden. Der berechnete Wert
entspricht nicht mehr einer definierten Wahrscheinlichkeit, eignet sich aber dennoch zur
Evaluation im Konzeptraum.

Die Analyse der Ahnlichkeitsverteilung im Konzeptraum (Abschnitt A.4 S. 79) zeigt eine
Streuung iiber den gesamten Bereich. Im Gegensatz zu LSI entstehen hier keine negativen
Ahnlichkeiten. Die Ahnlichkeitsverteilung lisst auch vermuten, dass der Graphschwell-
wert S wenig Einfluss auf das Ergebnis hat, wa sich in verschiedenen Experimenten mit
S zwischen 0.2 und 0.5 bestétigte. Das Modell zeigte sich auch recht robust gegeniiber
Anderungen des K NN-Wertes, erst mit zu geringen Werten unter 30 verschlechterte
sich die Retrievalperformanz deutlich.

Die Abbildung 5.16 und 5.17 zeigen die Ergebnisse auf den Reuters-Kollektionen mit
10 Themen fiir PLSI-Modelle trainiert mit 30 — 50 latenten Klassen. Unter 30 latenten
Klassen sind die Ergebnisse deutlich schwécher, fiir hohere Werte konnten aufgrund der
Laufzeit des EM-Algorithmus, die von der Anzahl latenter Klassen abhéngt, keine Mo-
delle trainiert werden. Aus dem gleichen Grund konnten auch keine Modelle fiir Versuche
mit 20 Themen trainiert werden.

Es zeigt sich, dass die Ergebnisse mit ¢ fidf-gewichteten Dokumentvektoren bei den Ex-
perimenten mit dhnlichen Themengebieten teilweise signifikant besser sind, wahrend die
Performanz auf den Kollektionen mit verschiedenen Themen recht &hnlich ist. Auch mit
dem PLSI-Modell lassen sich also durch Kombination verschiedener Gewichtungsverfah-
ren bessere Ergebnisse erzielen.
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Abbildung 5.16: F-Measures (y-Achse) fiir Reuters-Koll. beim Clustering eines PLSI-
Modells, trainiert mit einer ¢ f-gewichteten TDM. Die Testkollektion wurden mit ¢f ge-
wichtet. Die x-Achse zeigt die Dimensionen.
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Abbildung 5.17: F-Measures (y-Achse) fiir Reuters-Koll. beim Clustering eines PLSI-
Modells, trainiert mit einer ¢ f-gewichteten TDM. Die Testkollektion wurden mit ¢ fidf
gewichtet. Die x-Achse zeigt die Dimensionen.
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Das durchschnittlich beste Ergebnis wird mit 30 latenten Klassen erzielt, der Effekt der
Abschwéchung bei héheren Werten ist hier nicht beobachtbar. Das erklért sich dadurch,
dass das Modell beim Training mit der jeweils gewiinschten Anzahl latenter Klassen
ein optimales Ergebnis anndhert. Damit relativiert sich auch das bei LSI bestehende
Problem der optimalen Dimension.

Umfangreichere Kollektionen

Ebenso wie die LSI-Modellen wurden auch die PLSI-Modelle hinsichtlich ihrer Fahigkeit
untersucht, auf umfangreichere Dokumentkollektionen zu skalieren. Die Abbildungen
5.18 und 5.19 zeigen die Ergebnisse. Diese sind, wie schon bei LSI, besser als die Refe-
renzergebnisse, es gelten hier also die gleichen Aussagen hinsichtlich der Anwendbarkeit,
die bereits bei der Betrachtung von LSI getriffen wurden.
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Abbildung 5.18: F-Measures (y-Achse) fiir Reuters-Koll. mit 2000 Dokumenten beim
Clustering eines PLSI-Modells, trainiert mit ¢ f-Gewichten mit df-Reduktion 20. Die Test-
kollektionen wurden mit ¢ fidf gewichtet. Die x-Achse zeigt die Dimensionen.

Zu allen PLSI-Ergebnissen muss erwihnt werden, dass im Vergleich zu LSI wesentlich
weniger Zeit fiir die Optimierung zur Verfiigung stand. Die Werte sind trotzdem sehr gut
und es ist zu erwarten, dass mit mehr Aufwand noch bessere Ergebnisse erzielt werden
koénnen.
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Abbildung 5.19: F-Measures (y-Achse) fiir Reuters-Koll. mit 3000 Dokumenten beim
Clustering eines PLSI-Modells, trainiert mit ¢ f-Gewichten mit df-Reduktion 20. Die Test-
kollektionen wurden mit ¢ fidf gewichtet. Die x-Achse zeigt die Dimensionen.
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5.3.4 Spock-Experiment

Das Referenzergebnis fiir Spock (Abb. 5.20) zeigt deutliche Vorteile bei ¢ fidf-Gewichtung
der Dokumentvektoren. Zu beachten ist hier der negative Einfluss der df-Reduktion. Auf
einer heterogenen Kollektion ist die Diskriminierungsinformation seltener Terme wich-
tig.

Uberraschend ist das starke Ergebnis des LSI-Experiments (Abb. 5.21). Die als Trai-
ningsmenge gewahlte umfangreichste Instanz, gewichtet mit ¢ fidf und df-reduziert mit
20, liefert offenbar ausreichend Konzeptinformation fiir den ganzen Korpus. Die Dimensi-
on bei der die besten Ergebnisse erzielt werden ist allerdings sehr hoch, maximal moglich
ist 2129, dieser Wert entspricht der Anzahl der Dokumente in der Trainingsmenge. Ge-
gentiber den knapp 10000-dimensionalen Term-Dokumentvektoren ist es trotzdem eine
Reduktion um den Faktor 5.
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tf RO tfR10 tfR20 tf R30 tfidfRO tfidfRI0O tfidfR20 tfidfR30

Abbildung 5.20: Spock Referenz-F-Measures fiir tf- und t fidf-gewichtete Dokument-
vektoren, jeweils bei den Reduktionsstufen 0, 10, 20 und 30. Fir die ¢ f-gewichteten Versu-
che wurde der Threshold bei 0.3 angesetzt, fir die ¢ fidf-gewichteten bei 0.1, KNN in allen
Féllen bei 50.

o

Auf dem Spock-Korpus wurde auch ein PLSI-Experiment durchgefiihrt. Die Trainings-
menge wurde aus 1750 Dokumenten der schon bei LSI gewéhlten Spock-Instanz zusam-
mengestellt, der Grund hierfiir ist die Notwendigkeit einer gleich dimensionierten Valida-
tionsmenge, wofiir die zweitgroBite Spock-Instanz gewahlt wurde, die etwa den genannten
Umfang hat. Das Modell wurde mit 50 latenten Klassen trainiert, die Trainingszeit belief
sich auf iiber 17 Stunden (s. Tabelle 4.1 S. 37). Das Ergebnis des Clusterings war ein
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Abbildung 5.21: Spock F-Measures fiir ein LSI-Modell, trainiert aus den ¢ fidf-
gewichteten Dokumentvektoren der umfangreichsten Spock-Instanz. Dargestellt sind die
Dimensionen 1200-2000.

F-Measure unter 0.1, also so schlecht, dass es hier nicht grafisch dargestellt werden muss.
Dieser Misserfolg hat verschiedene Griinde, der wichtigste ist jedoch wahrscheinlich die
viel zu geringe Anzahl der latenten Klassen. Einen Wert zu wahlen, der im Bereich der
besten Ergebnisse von LSI liegt, hatte den Zeitrahmen eines Experiments deutlich ge-
sprengt. Die weiteren Parameter, die beim Training eines PLSI-Modells variiert werden
konnen, konnten nicht einmal in den Reuters-Experimenten vollstdndig untersucht wer-
den. Dieses Beispiel zeigt, dass PLSI deutlich schwieriger zu benutzen und damit auch
noch ein Stiick praxisferner ist, als LSI.

5.3.5 Weiterfiihrende Untersuchungen

Die Experimente kénnten hinsichtlich der folgenden Fragen fortgefiihrt werden:

o Wie wirken sich andere Termgewichtungen auf das Training eines LSI-Modells aus?

o Wie gut generalisiert das LSI-Modell auf den Spock-Testkorpus und bringt es viel-
leicht weitere Nutzinformation in das bestehende Spock-System?

Dartiber hinaus wére es interessant, das Modell auf anderen Korpora mit erweiterten
Moglichkeiten zu testen, besonders auf solchen, die Anfragen und erwiinschte Ergebniss-
mengen definieren.
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6 Zusammenfassung

In dieser Arbeit werden Methoden zur semantischen Textanalyse vorgestellt und deren
Anwendung zur Erstellung eines Konzeptraumindex fiir Dokumentkollektionen beschrie-
ben. Die Einleitung beschreibt das allgemeine Problem der Indexerstellung zur Unter-
stiitzung der Suche und Verwaltung einer Dokumentsammlung. Kapitel zwei stellt ein
klassisches automatisches Indexierungsverfahren vor und motiviert die weitere Entwick-
lung, indem Grenzen des Systems gezeigt werden, die mit neuen Verfahren iiberwunden
werden kénnen. Das folgende Kapitel stellt zwei Methoden vor, die in der Lage sind,
Konzepte hinter den Texten zu erkennen und die Dokumente entsprechend dieser Kon-
zepte zu indexieren. Diese Verfahren, Latent Semantic Indexing und Probabilistic Latent
Semantic Indexing, werden diskutiert und einander gegeniibergestellt. Im weiteren Ver-
lauf wird ein Framework vorgestellt, welches die beiden Verfahren implementiert und fiir
Experimente genutzt wird.

Die Experimente beziehen sich auf ein spezielles Problem des Information Retrieval, die
automatische uniiberwachte Kategorisierung einer Dokumentkollektion. Die Performanz
von Dokumentmodellen auf Basis eines Konzeptindex wird auf verschiedenen Doku-
mentsammlungen mit dem Standardmodell verglichen. Es zeigt sich, dass die Konzep-
traummodelle in der Lage sind, auf bestimmten Kollektionen deutlich bessere Ergebnisse
zu liefern. Es werden auch die Probleme angesprochen, dabei besonders die schwierige
Wahl der richtigen Parameter um optimale Ergebnisse zu erzielen und die hohe Laufzeit
des Modelltrainings. Es wird gezeigt, wie der Aufwand mit einer Datenreduktion vor
dem Training verringert werden kann und dass sich der Informationsverlust bei diesem
Prozess nicht sehr negativ auswirkt. Die Experimente zeigen somit, dass eine praktische
Anwendbarkeit der Modelle durchaus gegeben ist. Auf kleineren, homogenen Dokument-
sammlungen reicht ein représentativer geringer Teil der Dokumente aus um ein Modell
zu trainieren, das in der Lage ist, gute Clusteringergebnisse zu liefern. Dies wird mit
den Experimenten auf dem Reuters-Korpus gezeigt. Die Ergebnisse sind iibertragbar,
z.B. auf den Dokumentbestand kleiner Unternehmen oder spezialisierter wissenschaftli-
cher Institute oder auch eine private Dokumentsammlung, beispielsweise die Artikel im
eigenen Weblog.

Ein interessantes Ergebnis ist das unerwartet gute Abschneiden von LSI auf dem Spock-
Challenge-Trainingskorpus. Ublicherweise wird angenommen, dass die Konzeptraumver-
fahren auf einer sehr heterogene Kollektion wie dem WWW versagen. Der Spock-Korpus
ist sicher damit nicht vergleichbar, sollte aber ein dhnlich schwieriges Problem abbilden.



6 Zusammenfassung

Es sieht so aus, als wére LSI in der Lage, bei bestimmten Problemstellungen auch auf sol-
chen Kollektionen sehr gute Ergebnisse zu bringen. Eine vorstellbare Anwendung ergibt
sich in einem Bereich, der im Mittelpunkt des Interesses vieler Gewerbetreibender im
Internet steht — der kontextsensitiven Werbung. Automatische Systeme, welche semanti-
sche Informationen nutzen, kénnen Anzeigen gezielter auswéhlen. Daher ist zu vermuten,
das Techniken wie LSI und PLSI durchaus auch im Interesse der groffen Suchmaschinen-
betreiber stehen, wenn auch nicht zum Nutzen der Websuche.

Obwohl das Problem des Berechnungsaufwandes aufgrund seiner Natur auch mit ver-
besserter Computertechnik nicht zu beheben ist, lasst es sich dennoch entschérfen. Die
Auswahl einer guten représentativen Trainingsmenge ist wichtiger, als einfach nur mog-
lichst viele Dokumente zum Training zu verwenden. Das zweite wichtige Problem, das
Finden der richtigen Dimension fiir optimale Ergebnisse, relativiert sich mit dem Schritt
zu PLSI, wo ein optimales Ergebnis fiir eine gewiinschte Dimension berechnet wird, so-
lange diese nicht zu gering gewéhlt ist. Aktuelle Arbeiten wie [Bas05] zeigen auch fiir
LSI Moglichkeiten, diese Schwierigkeit zu umgehen und betrachten die Problematik aus
einer interessanten neuen Perspektive. Die Forschung im Bereich der semantischen Ana-
lyseverfahren bietet noch viele Moglichkeiten und die Methoden selbst werden sicher
stiarkere Verbreitung finden.
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A Analyse der Daten

A.1 Verteilung der Dokumentfrequenzen

Die Abbildung A.1 zeigt die Verteilung der Dokumentfrequenzen fiir die vier Reutersex-
perimente.
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Abbildung A.1: Verteilung der Dokumentfrequenz fiir die Reuters-Experimente exp0-
exp3. An der y-Achse ist die Anzahl der Terme abgetragen, die x-Achse zeigt die Doku-
mentfrequenz im Bereich 0 — 35, eingetragen sind auch die Reduktionsstufen 10, 20 und
30.
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A.2 Cosinus-Ahnlichkeitswerte im Vektorraummodell

Die Abbildungen A.2 bis A.5 zeigen die Verteilung der Cosinuséhnlichkeitswerte fiir die
Reuters-Experimentkollektionen im Vektorraummodell, jeweils links mit ¢ f-Gewichtung,
rechts mit ¢ fidf-Gewichtung auf verschiedenen df-Reduktionsstufen (0, 10, 20 und 30).
Fiir jede Kollektionscharakteristik wurde eine Testkollektion analysiert, die anderen zei-
gen dhnliche Werte.
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Abbildung A.2: Verteilung der Cosinusdhnlichkeiten im Vektorraummodell, links ¢ f,
rechts t fidf mit df-Reduktion 0
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Abbildung A.3: Verteilung der Cosinusdhnlichkeiten im Vektorraummodell, links ¢f,
rechts t fidf mit df-Reduktion 10
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Abbildung A.4: Verteilung der Cosinusdhnlichkeiten im Vektorraummodell, links ¢ f,
rechts t fidf mit df-Reduktion 20
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Abbildung A.5: Verteilung der Cosinusdhnlichkeiten im Vektorraummodell, links ¢ f,

rechts t fidf mit df-Reduktion 30
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A.3 Cosinus-Ahnlichkeitswerte im LSI-Raum

Die folgenden Abbildungen zeigen die Verteilung der Cosinus-Ahnlichkeitswerte fiir die
Reuters-Experimentkollektionen im semantischen LSI-Raum. Fiir jede Kollektionscha-
rakteristik wurde eine Kollektion analysiert, die anderen zeigen &hnliche Werte. Die
linken Abbildungen wurden aus tf-gewichteten TDM erzeugt, die rechten aus tfidf-
gewichteten. Reduktionsstufe fiir die TDM war 20.

LSI trainiert mit ¢f

Cosinus-Ahnlichkeitswerte fiir projizierte Kollektionen in den Dimensionen 5, 10, 20,
40 und 80. Das LSI-Modell wurde mit einer tf-gewichteten TDM trainiert. Die linken
Darstellungen zeigen das Resultat aus projizierten tf-gewichteten Dokumentvektoren,
rechts wurden ¢t fidf-gewichtete Dokumentvektoren projiziert.
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Abbildung A.6: Verteilung der Cosinusdhnlichkeiten einer in den LSI-Konzeptraum pro-
jizierten Kollektion. Das LSI-Modell wurde mit ¢ f-Gewichten trainiert. Dargestellt ist Di-
mension 5.
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Abbildung A.7: Verteilung der Cosinusdhnlichkeiten einer in den LSI-Konzeptraum pro-
jizierten Kollektion. Das LSI-Modell wurde mit ¢ f-Gewichten trainiert. Dargestellt ist Di-
mension 10.
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Abbildung A.8: Verteilung der Cosinusdhnlichkeiten einer in den LSI-Konzeptraum pro-
jizierten Kollektion. Das LSI-Modell wurde mit ¢ f-Gewichten trainiert. Dargestellt ist Di-
mension 20.
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Abbildung A.9: Verteilung der Cosinusdhnlichkeiten einer in den LSI-Konzeptraum pro-
jizierten Kollektion. Das LSI-Modell wurde mit ¢ f-Gewichten trainiert. Dargestellt ist Di-

mension 40.
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Abbildung A.10: Verteilung der Cosinusdhnlichkeiten einer in den LSI-Konzeptraum
projizierten Kollektion. Das LSI-Modell wurde mit ¢ f-Gewichten trainiert. Dargestellt ist

Dimension 80.
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LSI trainiert mit ¢ fidf

Cosinus-Ahnlichkeitswerte fiir projizierte Kollektionen in den Dimensionen 5, 10, 20, 40
und 80. Das LSI-Modell wurde mit einer tfidf-gewichteten TDM trainiert. Die linken
Darstellungen zeigen das Resultat aus projizierten tf-gewichteten Dokumentvektoren,
rechts wurden t fidf-gewichtete Dokumentvektoren projiziert.
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Abbildung A.11: Verteilung der Cosinusdhnlichkeiten einer in den LSI-Konzeptraum

projizierten Kollektion. Das LSI-Modell wurde mit ¢ fidf-Gewichten trainiert. Dargestellt
ist Dimension 5.
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Abbildung A.12: Verteilung der Cosinusdhnlichkeiten einer in den LSI-Konzeptraum

projizierten Kollektion. Das LSI-Modell wurde mit ¢ fidf-Gewichten trainiert. Dargestellt
ist Dimension 10.
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Abbildung A.13: Verteilung der Cosinusdhnlichkeiten einer in den LSI-Konzeptraum
projizierten Kollektion. Das LSI-Modell wurde mit tfidf-Gewichten trainiert. Dargestellt

ist Dimension 20.
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Abbildung A.14: Verteilung der Cosinusdhnlichkeiten einer in den LSI-Konzeptraum
projizierten Kollektion. Das LSI-Modell wurde mit ¢ fidf-Gewichten trainiert. Dargestellt

ist Dimension 40.
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Abbildung A.15: Verteilung der Cosinusdhnlichkeiten einer in den LSI-Konzeptraum
projizierten Kollektion. Das LSI-Modell wurde mit tfidf-Gewichten trainiert. Dargestellt

ist Dimension 80.
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A.4 Cosinus-Ahnlichkeitswerte im PLSI-Raum

Die folgenden Abbildungen zeigen die Verteilung der Cosinus-Ahnlichkeitswerte fiir die
Reuters-Experimentkollektionen im semantischen PLSI-Raum. Fiir jede Kollektionscha-
rakteristik wurde eine Kollektion analysiert, die anderen zeigen dhnliche Werte. Reduk-
tionsstufe fiir die Trainings-TDM war 20.
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Abbildung A.16: Verteilung der Cosinuséhnlichkeiten einer Kollektion im PLSI-

Konzeptraum. Das PLSI-Modell wurde mit ¢ f-Gewichten trainiert. Dargestellt ist Dimen-
sion 10.

12000

10000

exp2 -
o3, 9000
10000
8000

7000 |
8000 |-

6000 |-

6000 |- 5000 |

...... 4000 -
4000 -
3000 [

2000 |-
2000 |-

1000 -

Abbildung A.17: Verteilung der Cosinusdhnlichkeiten einer Kollektion im PLSI-

Konzeptraum. Das PLSI-Modell wurde mit ¢ f-Gewichten trainiert. Dargestellt ist Dimen-
sion 20.
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Abbildung A.18: Verteilung der Cosinusdhnlichkeiten einer Kollektion im PLSI-
Konzeptraum. Das PLSI-Modell wurde mit ¢ f-Gewichten trainiert. Dargestellt ist Dimen-
sion 30.
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Abbildung A.19: Verteilung der Cosinuséhnlichkeiten einer Kollektion im PLSI-
Konzeptraum. Das PLSI-Modell wurde mit ¢ f-Gewichten trainiert. Dargestellt ist Dimen-
sion 40.
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Abbildung A.20: Die ersten 50 Singuldrwerte einer SVD einer ¢ f-gewichteten TDM
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Abbildung A.21: Die ersten 50 Singuldrwerte einer SVD einer ¢ fidf-gewichteten TDM
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B Zusammenstellung der Reuters-Experimente

Gewahlte Reuters-Klassen:

o CCAT (Corporate/Industrial): C11 (Strategy/Plans), C21 (Production/Services),
C33 (Contracts/Orders)

o ECAT (Economics): E11 (Economic Performance), E12 (Monetary/Economic),
E211 (Expenditure/Revenue), E311 (Industrial Production), E511 (Balance of
Payments), E71 (Leading Indicators)

o GCAT (Government/Social): G15 (European Community), GSCI (Science and
Technology), GSPO (Sports)

o MCAT (Markets): M12 (Bond Markets), M14 (Commodity Markets), M11 (Equity
Markets), M131 (Interbank Markets)

Dokumente Dokumente
exp0 exp2‘ expl exp3

C11 100 20 El1 100 20
C21 100 150 | E12 100 150
C33 100 70 E211 100 70
El1 100 230 | E311 100 230
ET1 100 70 E511 100 70
G15 100 30 ET1 100 30
GSCI 100 50 M11 100 50
GSPO 100 100 | M12 100 100
M12 100 200 | M131 100 200
M14 100 80 Mi14 100 80

Tabelle B.1: Kategorieauswahl und Anzahl der Dokumente fiir die Reuters-Experimente
exp0 — exp3



C Notation und Abkiirzungen

Zeichen  Bedeutung

d, d; Dokument

D Menge von Dokumenten

q,q; Anfrage (Query)

Q Menge von Anfragen

t,t; Term (Indexterm)

T Menge von Termen

w, W; Wort

w Menge von Worten

tf Termfrequenz

df Dokumentfrequenz

tfidf Termfrequenz-Inversdokumentfrequenz
d Dokumentreprasentation

D Menge von Dokumentreprasentation
q Représentation einer Anfrage (formalisierte Anfrage)
Q Menge formalisierter Anfragen

\% Vektor (Spaltenvektor)

vl Transponierter Vektor (Zeilenvektor)
2 i-te Komponente eines Vektors

A A, Matrix

m,n Zeilen, Spalten einer Matrix

A’ modifizierte Matrix

R Retrievalmodell

PR Retrieval-Funktion

deD d ist enthalten in D

AB Matrixmultiplikation

TDM Term-Dokument-Matrix

IR Information Retrieval

LSI Latent Semantic Indexing

PLSI Probabilistic Latent Semantic Indexing
LSA Latent Semantic Analysis
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