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Zusammenfassung

Textklassifikation ist eines der wichtigsten Teilgebiete des maschinellen Ler-
nens. Dabei ist der Annotationsaufwand gerade im Multi-Label Bereich sehr
hoch. Active Learning versucht diesen zu reduzieren, indem es nur die infor-
mativsten Beispiele abfragt und annotieren lasst. Multi-Label Active Learning
ist bisher jedoch deutlich weniger erforscht als der Single-Label Bereich. In
diesem werden neue Querystrategien zudem vorwiegend auf relativ einfachen
Datensétzen getestet. Wahrenddessen ist das Problem irrelevanter Daten, also
solcher denen bei der Annotation kein Label zugeordnet werden kann, bisher
im Multi-Label Bereich nicht erforscht worden. In dieser Arbeit habe ich dafiir
drei Textdatensétze mit vielen irrelevanten Beispielen gesucht und angepasst,
um ein Testszenario fiir drei aktuell relevante Multi-Label Querystrategien zu-
sammenzusetzen. Diese Arbeit zeigt, dass die Multi-Label Textklassifikation
wie erwartet ein schweres Klassifikationsproblem darstellt. Weiterhin funktio-
nieren auch die getesteten Querystrategien auf den Textdatensdtzen nicht gut
und haben Probleme, die irrelevanten Beispiele zu identifizieren. Daher bietet
Active Learning in diesen Szenarien keinen Vorteil. Es scheint jedoch Fakto-
ren wie Labelanzahl und -verteilung zu geben, die die Klassifikationsqualitéat
stérker beeinflussen als der Anteil irrelevanter Daten.



Inhaltsverzeichnis

1 Einleitung

2 Hintergrund
2.1 Multi-Label Klassifikation . . . . . . . . . ... ... ... ...
2.1.1 Klassenimbalance . . . . . . . ... ... ... ... ...
2.1.2 Metriken . . . . ...
2.1.3 Transformer . . . . . . . . .. ...
2.2 Active Learning . . . . . . . ..o
2.2.1  Querystrategien . . . . . .. ..o

3 Active Learning mit irrelevanten Beispielen
3.1 TIrrelevante Beispiele . . . . . . . . ... ...
3.2 Active Learning mit irrelevanten Beispielen . . . . . . . . . . ..

4 Experiment
4.1 Datensdtze . . . . . . . ... e
4.2 Auswertung der Experimente . . . . . . ... ... ... ...
4.3 Evaluation der Querystrategien . . . . . .. ... .. ... ...
431 Auftbau. ... ... ...
4.3.2 Ergebnisse . . . . . ...
4.4 Variation des irrelevanten Anteils . . . . . . . ... ... .. ..
4.4.1 Aufbau. .. .. ...

5 Diskussion der Experimente
5.1 Evaluierung der Querystrategien . . . . . . . . . . ... ... ..
5.2 Variation des irrelevanten Anteils . . . . . .. .. ... ... ..

6 Fazit

Literaturverzeichnis

11

12
12
16
17
17
18
22
22
23

27
27
29

32

33



Kapitel 1

Einleitung

Textklassifikation ist eines der wichtigsten Felder des modernen maschinellen
Lernens. Textdaten sind dabei in grofsen Mengen im Internet erhéltlich. Die-
se Daten sind jedoch im Fall von aus Onlineforen gescrapeten Daten in der
Regel noch ungelabelt. Gerade das Labeln von Textdaten stellt aber einen
grofsen Ressourcenaufwand dar. Zuséatzlich gehoren Texte oft nicht nur zu ei-
ner Kategorie, sondern zu mehreren. So konnte zum Beispiel ein Filmzitat
welches sowohl Freude als auch Uberraschung ausdriickt den Emotionskate-
gorien “Freude” und “Uberraschung” zugeordnet werden. Daher kénnen solche
Daten oft nicht nur mit einem, sondern mehreren Labeln beschrieben wer-
den. Solche sogenannten Multi-Label Datensitze stellen einen noch grofseren
Annotationsaufwand dar, da nicht nur eine passende Kategorie fiir einen Da-
tenpunkt gefunden werden muss, sondern fiir jede Kategorie beziehungsweise
jedes Label gepriift wird ob dieses zum Beispiel passt.

Active Learning versucht diesen Aufwand zu verringern. Dazu wird vor
Beginn der Klassifikation nur ein kleiner Teil der Daten von Expert:innen an-
notiert. Ausgehend von diesem Pool gelabelter Daten wird ein Klassifikator
in mehreren Iterationen trainiert, wahrend sogenannte Querystrategien immer
neue, fiir das Active Learning System moglichst informative Beispiele auswéah-
len und den Expert:innen zur Annotation iibergeben. Dadurch sollen nur die
informativsten Beispiele gelabelt werden und der Annotationsaufwand verrin-
gert sich deutlich.

Trotz der hohen Prévalenz von Multi-Label Datensétzen fokussiert sich
ein grofser Teil der Active Learning Forschung vor allem auf den Bereich der
Single-Label Klassifikation [Ein-Dor et al., 2020, Margatina et al., 2021, Raj
and Bach, 2022, Zhang et al., 2022|. Nur wenige neue Querystrategien fiir
Multi-Label Datensétze [Reyes et al., 2018] werden erforscht. Dabei werden
diese aber oft auf den gleichen Daten und kaum in schwierigeren Szenarien
getestet.
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Gerade das Klassenimbalanceproblem [Chawla et al., 2004|, welches auf-
tritt, wenn eine oder mehrere Klassen beziehungsweise Label deutlich ofter
vertreten sind als andere, beeintriachtigt bekanntermafen die Klassifikations-
qualitdt maschinellen Lernens [Henning et al., 2023]. Dennoch wird es selten
spezifisch thematisiert [Wertz et al., 2022]. Zusétzlich ist das an das Klassenim-
balanceproblem angrenzende Problem irrelevanter Beispiele [Mazzoni et al.,
2006] im Multi-Label Bereich noch tiberhaupt nicht erforscht. Irrelevante Bei-
spiele sind hier Beispiele welchen keine Kategorie zugeordnet werden kann.
Diese tauchen, weil sie zur eigentlichen Klassifikationsaufgabe keine Informa-
tionen beitragen, in den meisten gelabelten Datensétzen nicht auf. Bei Active
Learning konnen solche Beispiele jedoch nicht ausgeschlossen werden und stel-
len daher ein potentielles Problem fiir die Klassifikation und insbesondere die
Beispielauswahl der Querystrategien dar.

Da das Problem jedoch auch in den bei der Evaluation betrachteten Daten-
sdatzen nicht vorkommt, sind meines besten Wissens nach bisher keine Multi-
Label Querystrategien auf solchen Daten getestet worden.

Daher versuche ich mit dieser Arbeit folgende Forschungsfragen zu beant-
worten:

1. Wie gut funktioniert Active Learning auf Multi-Label Datensétzen mit
vielen irrelevanten Beispielen, gemessen am F1-Score?

2. Kann man durch das Beobachten verschiedener Metriken wie dem Anteil
der irrelevanten Beispiele und der Labelimbalance konkrete Probleme in
der Auswahl der Beispiele identifizieren?

3. Wie wirkt sich das Verhéltnis von relevanten zu irrelevanten Beispielen
(95:5, 80:20, 65:35, 50:50, 35:65, 20:80, 5:95) auf die Klassifikationsqua-
litdt aus?

Zur Beantwortung dieser Fragen entwerfe ich ein Experimentsetup fiir drei der
relevantesten Multi-Label Querystrategien, welches diese auf neuen, von mir
zusammengetragenen Datensétzen testet, die viele irrelevante Beispiele bein-
halten. Um den Einfluss der irrelevanten Beispiele besser einzuschéitzen und die
dritte Frage zu beantworten, fiihre ich ein zweites Experiment durch, in dem
der Anteil irrelevanter Beispiele in einem der Datenséitze variiert wird. Auch
hier evaluiere ich die Leistungen aller Querystrategien in diesen Szenarien.



Kapitel 2

Hintergrund

Um ein realistischeres Szenario herzustellen, ist es sinnvoll Textklassifikation in
einem Multi-Label Setting zu betrachten. Ein Filmzitat, das mit den Emotio-
nen “Freude” und “Uberraschung” annotiert werden soll, ldsst sich so abbilden.
Das ist in einem Single-Label Szenario nicht einfach méoglich.

2.1 Multi-Label Klassifikation

Anders als bei der Bindren und Multi-Class Klassifikation wird einem Beispiel
bei der Multi-Label Klassifikation nicht eine spezifische Klasse zugeordnet.
Stattdessen gibt es eine Menge an sogenannten Labeln. Aus dieser wird fiir
jedes Beispiel ausgewahlt, welche dieser Label zu ihm passen. Ein Datenpunkt
kann daher nicht nur durch ein Label sondern auch durch mehrere gleichzeitig
oder keine beschrieben werden.

Formell bedeutet das, dass einem Beispiel x; aus einer gesamten Labelmen-
ge Y eine Labelmenge Y; C Y zugeordnet wird.

2.1.1 Klassenimbalance

Der negative Einfluss von Imbalance in der Klassenverteilung auf die Klas-
sifikation im maschinellen Lernen ist ein viel und lang erforschtes Problem
|[Chawla et al., 2004]. Das Problem verschérft sich intuitiv bei Multi-Label
Daten, da sich durch die hohe Anzahl an Labels und Labelkombination auch
deutlich mehr Mdoglichkeiten fiir das Auftreten von Imbalance zwischen Labels
ergeben [Charte et al., 2013|. Die meisten Ansétze zur Losung des Problems
beschéftigen sich hierbei mit Under- und Oversampling und erreichen damit
gute Ergebnisse [Charte et al., 2013, Tahir et al., 2012].
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2.1.2 Metriken

Der F;-Wert wird zur Einschiatzung der Klassifikationsqualitiat benutzt.
Dieser bezeichnet das harmonische Mittel zwischen Precision und Recall. Wo-
bei Precision den Anteil richtig positiv klassifizierter Beispiele an allen positiv
klassifizierten Beispielen bezeichnet, und Recall den Anteil richtig positiv klas-
sifizierter Beispiele an allen positiven Beispielen bezeichnet.

2 - precision - recall 2tp
F1 — —

= 2.1
precision + recall 2tp+ fp+ fn (21)

Der F1-Wert liegt zwischen 0 und 1. Dabei bezeichnet 1 perfekte Precision und
Recall, wahrend 0 das schlechtmdglichste Ergebnis darstellt.

Die normalisierte Shannon-Entropie [Shannon, 1948| wird zur Einschét-
zung der Labelimbalance genutzt.

> ey PW)n(p(y))
In(|Y])

Horm = — (2.2)
Wobei p(y) den Anteil der Beispiele der betrachteten Daten bezeichnet, die
dieses Label tragen. Die Shannon-Entropie wird durch den Logarithmus der
Anzahl der Klassen geteilt um den Wert zu normalisieren und Werte zwischen
0 und 1 zu erzeugen. Eine hohe Entropie zeigt dabei eine gleichméfige Label-
verteilung an.

Labelkardinalitit (LCARD) und Labeldichte (LDENS) [Tsouma-
kas and Katakis, 2007] sind weitere Metriken, die auch zur generellen Ein-
schatzung der Datensitze dienen. Die Labelkardinalitdt berechnet sich aus
dem Durchschnitt der Anzahl der Label Y pro Beispiel ¢ im Datensatz.

1 n
LCARD = — Y; 2.
CARD =~ " |V 23)

i=1

Sie gibt einen generellen Uberblick iiber die Anzahl an Labels, die ein Beispiel
tragt. Die zweite Metrik berechnet sich aus der durchschnittlichen Anzahl an
Labels geteilt durch die maximale Anzahl an Labeln.

|Yi|
Y

1 n
LDENS = — 2.4
-1y 24

i=1

Die Labeldichte gibt besonders im Vergleich weitere Einsichten in die Beschaf-
fenheit des Labelraums.
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2.1.3 Transformer

Zur Klassifikation der Daten stimme ich BERT [Devlin et al., 2018| fein ab.
Das transformerbasierte [Vaswani et al., 2017| Klassifikationsmodell wurde auf
grofien, englischsprachigen Textkorpora vortrainiert. Es besitzt in der Basis-
konfiguration 12 Schichten und damit insgesamt 110 Millionen Parameter. Ich
benutze hier die “uncased” Version, die die Grofs- und Kleinschreibung nicht
beachtet.

2.2 Active Learning

Textklassifikation ist ein Feld des maschinellen Lernens, welches grofse Da-
tenmengen benotigt. Diese sind zwar gerade in Form von gescrapeten Texten
aus Onlineforen in riesiger Anzahl verfiigbar, jedoch ist der Grofsteil dieser
Daten nicht annotiert. Gerade Multi-Label Daten stellen einen grofsen Auf-
wand in der Annotation dar, da die erhdhte Anzahl an Labeln im Gegensatz
zum Single-Label Setting auch die Annotationsaufgabe deutlich erschweren.
Dadurch bringt die Annotation von Multi-Label Textdaten einen sehr grofen
Aufwand mit sich.

Ein Ansatz, um diesen Aufwand an Zeit und Ressourcen zu verringern,
ist Active Learning. Active Learning macht durch eine Querystrategie, welche
selbststandig Beispiele auswéhlt, die annotiert und klassifiziert werden sollen,
Supervised Learning moglich, wenn nur wenige gelabelte Beispiele vorhanden
sind. Somit soll der Annotationsaufwand verringert werden, da nicht alle Bei-
spiele im Vorhinein ausgewertet werden miissen.

Im Active Learning gibt es dabei mehrere Ansétze, hier werde ich mich
auf den Poolbasierten Ansatz [Lewis and Gale, 1994] fokussieren, bei dem ein
grofser Pool nicht annotierter Daten Sy vorhanden ist und dieser immer wieder
durch die Querystrategie abgefragt wird, um neue Beispiele zu selektieren, die
einem kleineren Pool annotierter Beispiele S hinzugefiigt werden.

Bei diesem Ansatz wird anfangs zumeist zuféllig eine Anzahl nicht annotier-
ter Beispiele ausgewéhlt, um den Klassifikator initialisieren zu kénnen. Diese
werden durch Expert:innen gelabelt und dem Pool annotierter Daten hinzuge-
fiigt. Aus diesem Pool wird dann zum ersten Mal das Klassifikationmodell trai-
niert. Anschlieffend nutzt eine Querystrategie eine Auswahl aus Variablen wie
zum Beispiel den Vorhersagen des Klassifikators fiir den ungelabelten Pool |Li
and Guo, 2013| und der Struktur des Labelraums [Reyes et al., 2018, um nach
festgelegten Kriterien eine bestimmte Anzahl an Datenpunkten auszuwéhlen.
Die selektierten Beispiele werden wiederum von Expert:innen annotiert und
ebenfalls dem Pool annotierter Beispiele hinzugefiigt. Hierauf wird das Klassi-
fikationsmodell nun erneut trainiert, um neue Vorhersagen und Werte fiir die
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néchste Active Learning Iteration zu erzeugen.

Diese Schritte werden so lange wiederholt, bis bestimmte Abbruchkriterien
erreicht sind und das Active Learning System stoppt. Das einfachste dieser
Kriterien, welches auch in dieser Arbeit genutzt wird, ist das Erreichen ei-
ner bestimmten Anzahl an Iterationen. Vlachos [2008] und Laws and Schiitze
[2008] schlagen jedoch auch komplexere Kriterien vor, welche sich zum Beispiel
an der Klassifikationsqualitdt und der Beispielauswahl orientieren.

2.2.1 Querystrategien

Querystrategien sind fiir die Auswahl der Beispiele wihrend der Active Lear-
ning Iterationen zustédndig. Durch sie wird eine Bewertung c berechnet, die
genutzt wird um ein Ranking der nicht annotierten Beispiele aufzustellen. Die
meisten Querystrategien werten fiir dieses Ranking die informativsten Beispie-
le am hochsten aus [Reyes and Ventura, 2018|. Aus diesem Ranking wird dann
eine bestimmte Anzahl noch nicht gelabelter Beispiele ausgewéhlt.

Hierbei gibt es zwei Strategien. Die sogenannten myopischen Querystrate-
gien [Li and Guo, 2013, Reyes et al., 2018] sind dafiir optimiert, jeweils einzelne
Beispiele auszuwéhlen. Dies ist gerade bei groken Datenmengen und Transfor-
mermodellen ineffizient. Letztere benotigen sehr viel Zeit, um neu trainiert zu
werden und profitieren somit davon, dass weniger Active Learning Iterationen
mit hoheren Querygréfen durchgefithrt werden. Deshalb werden myopische
Strategien in vielen Experimenten so angepasst, dass sie greedy die n besten
Beispiele ihres Rankings auswéhlen. Durch diese Anpassung lauft man jedoch
Gefahr, dass die ausgewéhlten Beispiele untereinander starke Redundanz zei-
gen.

Sogenannte Batch-Mode Querystrategien sind wiederum fiir die Auswahl
von mehreren Beispielen auf einmal optimiert. Sie wenden weitere Kriterien
an, um Diversitat unter den ausgewéahlten Beispielen zu garantieren und somit
eine grofere Breite an Informationen zu bieten [Chakraborty et al., 2011, Reyes
and Ventura, 2018, Zhang et al., 2014]. Diese Strategien bendtigen jedoch fiir
ihre Berechnungen deutlich mehr Zeit und Ressourcen |[Reyes and Ventura,
2018|, da im Gegensatz zu myopischen Strategien ganze Mengen von Beispielen
ausgewertet werden miissen und nicht nur einzelne Beispiele.

Aufgrund dieser erhdhten Zeit- und Ressourcenintensitit werden fiir das
Experiment in dieser Arbeit nur myopische Strategien genutzt, die jedoch meh-
rere Beispiele auf einmal auswéhlen.

Welche Kriterien zur Erstellung des Rankings genutzt werden, und wie diese
gewichtet werden, ist stark von der Auswahl der Querystrategie abhéingig. Fiir
die in dieser Arbeit genutzten werden diese hier nun kurz vorgestellt.
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Label Cardinality Inconsistency (LCI) ist eine von Li and Guo [2013]
vorgeschlagene Querystrategie, die die Labelkardinalitdt der Beispiele nutzt
um deren Informationsgehalt einzuschétzen. Dafiir wird die prognostizierte
Labelanzahl der individuellen, ungelabelten Beispiele mit der Labelkardinalitét
des Pools gelabelter Beispiele verglichen.

[SLl
1
c(zi) = ||| — EA] >yl (2.5)
Jj=1 9

Um den Vergleichswert ¢ bei einem Beispiel x; zu bestimmen, wird dafiir die
euklidische Distanz der beiden Werte berechnet, wobei j hier alle Beispiele aus
St bezeichnet.

Je hoher die Distanz der beiden Werte ist, desto unterschiedlicher und somit
informativer wird das jeweilige Beispiel gewertet.

Adaptive Active Learning (AAL) wurde ebenfalls von Li and Guo [2013]
vorgestellt und verbindet LCI mit Uncertainty Sampling. Uncertainty Samp-
ling ist eine der frithesten und einfachsten Gruppen von Querystrategien im
Active Learning und wurde bereits viel erforscht.

1
maziey (|pi — (1 — pa)l)

Die hier genutzte Version des Uncertainty Sampling definiert sich, indem
fiir jedes Beispiel x; das Label, welches die grofste Spanne zwischen der posi-
tiven und negativen Vorhersage des Klassifikators besitzt, herausgesucht wird.
Das Inverse dieser Spanne wird als Maf ¢y fiir das Ranking der Beispiele
genutzt. Ein hoherer Wert steht hierbei fiir eine geringere Spanne bei der La-
belvorhersage, da der innere Teil der Gleichung 2.6 immer zwischen null und
eins liegt. Kleinere Spannen beziehungsweise unsicherere Vorhersagen fiithren
also zu hoheren Bewertungen durch das Uncertainty Sampling.

Die beiden Teile der Querystrategie werden nach der Berechnung aller Wer-
te zu gleichen Teilen verkniipft und gleichwertig betrachtet. Somit wird bei
jedem Beispiel sowohl die Distanz der Labelkardinalitat als auch die generelle
Unsicherheit in der Labelvorhersage des Beispiels gewertet.

(2.6)

o) =

Category Vector Inconsistency and Ranking of Score (CVIRS) ver-
bindet ebenfalls zwei Metriken und wurde von Reyes et al. [2018] aufgestellt.

Die erste Metrik wird als Ranglistenproblem beschrieben. Hier wird fiir
jedes ungelabelte Beispiel z; fiir jedes zugehorige Label [ die Unsicherheit der
Vorhersage m;; bestimmt.
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mg = (‘pil - (1 - pil)‘) (2-7)

Hier steht p;; fiir die vom Klassifikator bestimmte Wahrscheinlichkeit, dass
ein Beispiel x; dem Label [ zugeordnet wird. Diese Unsicherheitsspannen m
werden nun fiir jedes Label unabhéngig in Ranglisten 7; eingeordnet, welche
um das erste Maf zu berechnen, mit Bordas Methode [Dwork et al., 2001] als
s(i) zusammengefasst werden. Beispiele mit kleinen Unsicherheitsmargen m
werden dabei hoher eingeordnet als Datenpunkte deren Marge grofser ist.

Der zweite Teil der Bewertung beschéftigt sich mit der Beschaffenheit des
Labelraums. Die Methode vergleicht dafiir die vorhergesagten Label der unge-
labelten Beispiele mit den bekannten echten Labeln der gelabelten Beispiele.
Dabei berechnet sie die Distanz der Labelvektoren und rankt die Beispiele
dementsprechend. Das basiert auf der Annahme, dass der Labelraum der un-
gelabelten Beispiele dem der gelabelten Beispiele dhnlich ist. Daher werden
die Beispiele, die die grofste Distanz zum bisher bekannten Labelraum besit-
zen durch das zweite Maf v(i) am hochsten eingeordnet, da sie vermeintlich
die meisten Informationen beinhalten, da ihre Labelstruktur sich stark von der
bekannten unterscheidet.

c(x;) = s(i) - v(i) (2.8)

Zuletzt werden die beiden Metriken multiplikativ verbunden. Dies ist mog-

lich, da beide Mafse die als am informativsten eingeschétzten Beispiele mit den

hochsten Werten belegen. Somit sind auch die von der Querystrategie aus-

gewihlten Beispiele jene, welche im Wert ¢ die hochsten Werte zugeordnet
bekommen.
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Active Learning mit irrelevanten
Beispielen

Aktuelle Forschung zu Textklassifikation im Multi-Label Active Learning zeigt,
dass es oft kaum besser als Random Sampling funktioniert [Wang and Liu,
2023, Wertz et al., 2023]. In extrem imbalancierten Szenarien werden viele
Strategien laut Wertz et al. [2022] sogar von Random Sampling outperformt.
Gleichzeitig konzentriert sich die Erforschung neuer Querystrategien vor allem
auf den selben Pool von Multi-Label Datensétzen [Li and Guo, 2013, Reyes
et al., 2018, Wang and Liu, 2023]. Diese bestimmten Daten sind somit schon
sehr gut einschitzbar und bringen eine gute Basis um neue Strategien zu ver-
gleichen. Sie bieten jedoch kaum neue Einsichten in die Funktionalitit von
Active Learning Systemen in der echten Welt.

3.1 Irrelevante Beispiele

Ein Problem, welches im Multi-Label Active Learning Bereich gar nicht er-
forscht wurde, sind irrelevante Beispiele. Ein Beispiel wird dabei als irrelevant
bezeichnet, wenn ihm bei der Annotation keine Label zugeordnet wurden. Es
ist sehr wahrscheinlich, dass diese Beispiele in Daten aus der realen Welt hau-
fig auftreten. Beispielsweise gibt es bei der Annotation von Filmzitaten mit
Emotionen auch viele Beispiele, die keine Emotionen ausdriicken. Diesen kann
dann kein Emotionslabel zugeordnet werden. Das Problem tritt des Weiteren
noch stérker auf, wenn die Arten und Ausdrucksweisen von Hate Speech in
Internetforen wie gab.com untersucht werden sollen. Hier zeigt ein grofser Teil
aller Beitrage voraussichtlich keine Vorkommnisse von expliziter Hate Speech.
Diese Beitriage sind dann im Kontext der Klassifikationsaufgabe irrelevant.
Irrelevante Beispiele sind eine Erweiterung des Imbalanceproblems, da sie
die Labelverteilung der Beispiele verschieben und so im Verhéltnis zur Gesamt-
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zahl der Beispiele fiir jedes Label weniger Daten vorhanden sind, auf denen ein
Klassifikator trainiert werden kann.

Irrelevante Beispiele bringen somit keine wirkliche Informationen iiber die
Unterscheidung der Label und somit das eigentliche Klassifikationsproblem mit
sich und scheinen der Qualitit der Klassifikation dadurch intuitiv sogar schad-
lich zu sein. Daher wird dieses Problem in Szenarien ohne Active Learning
umgangen, indem solche Beispiele direkt bei der Erstellung der Trainingsda-
tensédtze gefiltert werden. Das ist in einem Active Learning Szenario jedoch
nicht mdglich, da die echten Label der Daten im Voraus nicht bekannt sind.
Der vorherige groffe Annotationsschritt wird im Active Learning explizit um-
gangen um Zeit und Ressourcen zu sparen. Stattdessen werden die Daten in-
nerhalb der Active Learning Iterationen annotiert. Zu diesem Zeitpunkt kann
realistisch nicht mehr nach irrelevanten Beispielen gefiltert werden, weil die
Querystrategien ohne das Wissen um die echten Label der Beispiele Daten
auswahlen und somit nicht einfach nach relevanten Beispielen gefiltert werden
kann.

Auch eine Filterung nach dem Annotationsprozess erscheint nicht wirklich
sinnvoll, da die Beispielwahl durch die Querystrategien zu diesem Zeitpunkt
schon abgeschlossen ist. Ein mogliches Verfahren in diesem Szenario wére, dass
weniger Beispiele als geplant an den Klassifikator weitergegeben werden. Das
kénnte im Extremfall bedeuten, dass, wenn keins der ausgewéahlten Beispiele
Label triagt, dem Klassifikator auch keine Beispiele iibergeben wiirden und er
erneut auf den gleichen Beispielen trainiert werden miisste. Diese Moglichkeit
ist nicht erstrebenswert und das Vorgehen daher nicht sinnvoll einzusetzen.

Ein zweites Vorgehen ist, vor dem néchsten Trainingsschritt so lange weitere
Beispiele abzufragen, bis eine bestimmte Mindestanzahl relevanter Beispiele
ausgewéhlt wurde. Hierfiir miissen jedoch potentiell alle Rankings mehrmals
unter Einbezug der jeweils neu gelabelten Beispiele neu berechnet werden. Dies
bringt gerade bei ressourcenintensiven Strategien wie CVIRS unter Umstédnden
einen grofen Rechenaufwand mit sich. Auflerdem miissten die neuen Daten
alle annotiert werden, was dem Ziel von Active Learning, so wenige Daten wie
moglich zu annotieren, entgegenwirkt.

Aus diesen Griinden ist eine Filterung irrelevanter Beispiele in einem Ac-
tive Learning Szenario nicht sinnvoll umzusetzen. Laut Mazzoni et al. [2006]
schaden diese Daten in Active Learning Szenarien jedoch, da Random Samp-
ling in mehreren Multi-Class Szenarien durch ihr Vorhandensein nicht mehr
iibertroffen wurde.

Irrelevante Beispiele sind deshalb ein relevantes Problem fiir die Klassifi-
kation in Active Learning Szenarien. Sie erhohen voraussichtlich die Schwie-
rigkeit der Klassifikation deutlich, da sie wie beim Klassenimbalanceproblem
die Labelhdufigkeit stark verringern kénnen. Anders als bei sonstiger Imbalan-
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KAPITEL 3. ACTIVE LEARNING MIT IRRELEVANTEN BEISPIELEN

ce geschieht das jedoch fiir alle Klassen gleichméfsig. Auferdem unterscheidet
sich das Problem insofern vom herkémmlichen Klassenimbalanceproblem im
Multi-Label Setting, als dass es nicht einige Label gibt, fiir die deutlich mehr
Positivbeispiele vorhanden sind als fiir andere, sondern dass es fiir alle Label
mehr Negativbeispiele gibt. So produziert dieses Problem voraussichtlich kein
Bias, welches einem Label zugute kommt, sondern vor allem einen Bias gegen
alle Label. Dies kénnte jedoch Label, die sowieso wenig vorhanden sind, starker
treffen als haufige Label. Deren Beispiele konnten dann durch Querystrategien
noch leichter iibersehen werden als sonst, da sie von einer Fiille an irrelevanten
Beispielen iiberschattet werden. Die Hinzufiigung dieses Problems stellt da-
her voraussichtlich eine deutlich Erschwerung der herkémmlichen Multi-Label
Active Learning Szenarien dar.

3.2 Active Learning mit irrelevanten Beispielen

Trotz dieser Probleme wurde der Einfluss irrelevanter Beispiele auf Active Lear-
ning bisher kaum erforscht und es ist mir keine Multi-Label Querystrategie
bekannt, die auf solchen Datensétzen getestet wurde. Mazzoni et al. [2006]
ist meines besten Wissens nach die einzige Arbeit, die sich mit irrelevanten
Beispielen im Active Learning beschéftigt. Darin werden allerdings nur Multi-
Class und keine Multi-Label Szenarien betrachtet.

Es existiert zudem keine Benchmark, mit der Multi-Label Querystrategien
in Szenarien mit vielen irrelevanten Beispielen verglichen werden kénnen.

An dieser Stelle habe ich angesetzt, indem ich Datensétze mit vielen irre-
levanten Beispielen gesammelt und daraus ein Experimentsetup fiir die Que-
rystrategien LCI, AAL und CVIRS aufgebaut habe. Da solche Datensétze in
annehmbarer Qualitdt und Grofe aus den oben genannten Griinden sehr rar
sind, musste ich hier auch andere Datensétze anpassen, um diese den Anfor-
derungen gerecht werden zu lassen.

Des Weiteren ist der konkrete Einfluss verschiedener Anteile irrelevanter
Beispiele auf die Multi-Label Klassifikation kaum bekannt. Dazu habe ich in
einem zweiten Experiment das Verhiltnis irrelevanter und relevanter Daten
auf einem einzelnen Datensatz variiert.
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Experiment

Fiir das Experiment wurden mehrere grofte Datensétze mit vielen irrelevanten
Beispielen gesucht und ausgewéhlt. Aus diesen wurde mit Hilfe der small-text
Bibliothek [Schroder et al., 2021] in Python ein Active Learning Experimentse-
tup fiir die Querystrategien LCI, AAL und CVIRS erstellt, um deren Effektivi-
tat auf Datensdtzen mit vielen irrelevanten Beispielen zu evaluieren. In einem
zweiten Active Learning Experiment wurde der Einfluss des Anteils irrelevan-
ter Beispiele auf die Klassifikation getestet, indem dieser auf einem Datensatz
variiert wurde.

4.1 Datensatze

Da bei maschinellem Lernen, das kein Active Learning nutzt, die Klassen- be-
ziehungsweise Labelverteilung a priori bekannt ist, kann diese in den meisten
Féllen so angepasst werden, dass sie die Klassifikation nicht beeintrachtigt. Da-
bei konnen auch irrelevante Beispiele entfernt werden. Daher ist der Grofteil
der Multi-Label Datensétze und somit auch der herkommlich zur Evaluation
von Querystrategien genutzten Multi-Label Datensétze auf diese Weise opti-
miert. Solche herkémmlich gebrauchten Datensétze sind somit fiir das Experi-
ment nicht anwendbar und es miissen andere Daten genutzt werden.

Fiir die Auswahl passender Datensétze gelten zwei Kriterien, um sie von
den weiter verbreiteten Daten abzugrenzen.

Erstens ist es wichtig, dass sie eine ausreichende Anzahl an Beispielen bein-
halten, damit umfangreiche Auswahlmdglichkeiten fiir die Querystrategien ge-
geben sind. Hier wurde eine ungefihre Abgrenzung von mindestens 20.000
Beispielen pro Datensatz gewahlt.

Zweitens soll der Anteil irrelevanter Beispiele erheblich sein. Dafiir wurde
die Grenze bei etwa einem Drittel irrelevanter Beispiele gesetzt. Datensétze,
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die einen geringeres Maf an Irrelevanz zeigen, wurden fiir das Experiment nicht
betrachtet.

Da die Auswahl geeigneter Datenséitze schon durch diese Einschriankungen
sehr gering war, wurden keine weiteren Anforderungen an die Labelanzahl und
-verteilung gestellt. Generell ist zu erwarten, dass die Klassifikationsqualitit
mit steigender Labelanzahl sinkt, da die Komplexitiat des Klassifikationspro-
blems steigt.

4.1.1 Gab Hate Korpus

Das Gab Hate Korpus [Kennedy et al., 2022| ist ein Datensatz aus Posts
des amerikanischen Kurznachrichtendiensts gab.com. Der Datensatz beinhal-
tet 27.665 Dokumente, welche mit diversen hierarchischen Labeln zum Thema
Hate Speech und Zielgruppen dieser annotiert sind. Aus dieser Labelmenge
wurden jedoch, wegen fehlender Ubereinstimmung zwischen den annotieren-
den Personen bei den anderen Labeln, nur die drei top-level Label “assaults
on human dignity” (HD), “call for violence” (CV) und “violent/offensive” (VO)
ausgewdhlt. [Kennedy et al., 2022|

Nur etwa zwolf Prozent aller Dokumente sind mit mindestens einem der drei
Label versehen. Daher konnen knapp 88% der Daten als irrelevant bezeichnet
werden.

Der Datensatz hat also eine ausreichende Anzahl an Daten und viele irre-
levante Dokumente. Er ist daher fiir das Experiment geeignet, wobei er durch
die geringe Labelanzahl eine relativ einfache Klassifikationsaufgabe darstellt.
Dies wird vermutlich durch den hohen Anteil irrelevanter Beispiele erschwert.

4.1.2 Subtitle Sentiments

Subtitle Sentiments (urspriinglich xed en_fi) ist ein von Ohman et al. [2020]
veroffentlichter Datensatz bestehend aus mit Emotionen annotierten Filmzita-
ten, welche aus dem OPUS OpenSubtitle Korpus entnommen wurden.

Diese sind zwischen etwa vier Zeichen und drei Sétzen lang. Sie sind nach
Plutchiks Theorie der Emotionen [Plutchik, 1980] mit den acht Labeln “anger”,
“anticipation”; “disgust”, “fear”, “joy”, “sadness”, “surprise” und “trust” versehen.
Zuséatzlich wurde das Label “neutral” hinzugefiigt, um Elemente abzudecken,
die keine der Emotionen zeigen. Alle Elemente wurden ohne Kontextwissen
iiber die Herkunft der Zitate ausgewertet. Daher sind sie fiir eine maschinelle
Auswertung, die den Kontext der korrespondierenden Filme nicht einbezieht,
geeignet.

Neutrale Elemente werden hier als irrelevant betrachtet, da sie keine der
Emotionen beinhalten. Das Label wurde somit fiir das Experiment entfernt.
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Insgesamt wurden 9.675 Elemente als neutral bewertet, wahrend 17.528 mit
mindestens einer Emotion annotiert wurden. Somit sind etwa 35,5% des Da-
tensatzes als irrelevant einzuschétzen.

Mit einer dhnlichen Anzahl an Datenpunkten wie das Gab Hate Korpus,
jedoch unterschiedlicher Labelverteilung und einem deutlich niedrigeren Pro-
zentsatz irrelevanter Daten, eignet sich dieser Datensatz gut fiir das Experi-
ment.

4.1.3 ArXiv Paper Abstracts

Der arXiv Paper Abstracts Datensatz [Paul and Rakshit, 2021] wurde auf
besteht aus einer Sammlung der Titel und Abstracts von Papern die auf der
Plattform arXiv veroffentlicht wurden. Diese sind mit den jeweiligen arXiv
Kategorien annotiert.

Der Datensatz enthélt 41.125 Dokumente, die mit mindestens einem von
147 arXiv Kategorielabeln annotiert sind. Urspriinglich enthielt der Datensatz
zusitzliche Label welche nicht in der offiziellen Labeltaxonomie! vorhanden
waren. Diese wurden jedoch vor der Nutzung entfernt, um eine moglichst ein-
heitliche Annotationsqualitéit zu erreichen. Das héufigste dieser verbliebenen
Label ist “cs.C'V”. Dieses Label ist fiir etwa ein Drittel der Daten das einzige
Label, das diesen zugeordnet ist. Wahrend der urspriingliche Datensatz keine
der Definition von irrelevanten Daten entsprechenden Beispiele enthélt, lasst
sich durch das generelle Entfernen dieses Labels von allen Daten ein solcher,
den Kriterien entsprechender Datensatz herstellen. Dessen Anteil irrelevanter
Daten betragt dann etwa 34%.

Die Labelverteilung des resultierenden Datensatzes ist weiterhin sehr un-
balanciert. Einige Label sind mehr als 1.000 Mal vorhanden, wahrend viele
nur ein Mal vorkommen. Das héufigste Label kommt 23.303 Mal vor. Dies
erschwert die Klassifikationsaufgabe stark.

Des Weiteren sind die Beispiele des Datensatzes deutlich langer als die der
zwei Vorherigen. Es ergeben sich Satzldngen von bis zu 565 Token. Diese Linge
iiberschreitet die maximale Menge von Token die BERT fiir ein Beispiel aufneh-
men kann. Da dies jedoch weniger als 0,1% Prozent der Daten betrifft, kann
diese Inkompatibilitdt vernachlassigt werden. Die betroffenen Daten werden
durch BERT automatisch bei der maximalen Lénge von 512 abgeschnitten.

Durch diese Anpassungen und Betrachtungen lasst sich sagen, dass der
Datensatz mit einem Anteil irrelevanter Daten von 34% und einer Gesamtzahl
iiber 40.000 Beispielen fiir das Experiment geeignet ist. Er bietet auch durch
die hohe Anzahl an Labeln und deren hohe Imbalance eine deutlich schwerere
Klassifikationsaufgabe als die vorherigen zwei Datensétze.

Thttps://arxiv.org/category _taxonomy
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Name Beispiele Label Irrel. LCARD LDENS
Gab Hate Korpus 27.665 3 0,88 0,1543 0,0514
Subtitle Sentiments 27.203 8 0,36 0,8242 0,103

arXiv Paper Abstracts 41.125 146 0,34 1,4345 0,0098

Tabelle 4.1: Vergleich der in den Experimenten genutzten Datensétze. Anzahl der
Datenpunkte (Beispiele), Anzahl der Label (Label), Anteil irrelevanter Daten (Irrel.),
Labelkardinalitédt (LCARD), Labeldichte (LDENS).

4.1.4 Analyse und Vergleich der Datensatze

Die drei Datensétze sind, unterscheiden sich trotz der Auswahlkriterien, die
sie alle erfiillen, in anderen Metriken stark voneinander. So besitzt das Gab
Hate Korpus mit fast 90% den grofiten Anteil an irrelevanten Beispielen. Die
anderen beiden Datensétze kommen nur auf etwa ein Drittel.

Die Labelkardinalitdt ist bei den Datensétzen mit hoherer Anzahl an La-
beln ebenso hoher als bei den Datensétzen mit weniger Labeln. Das ldsst sich
unter anderem dadurch erklaren, dass der Subtitle Sentiments Datensatz und
der arXiv Paper Abstracts Datensatz deutlich weniger irrelevante Beispiele
besitzen. Dadurch sind in diesen Datensammlungen mehr Datenpunkte mit
mindestens einem Label annotiert. Dies steigert die Labelkardinalitiat deut-
lich.

Auferdem kénnen Beispiele in den beiden letzten Datensétzen mit mehr als
drei Labeln annotiert werden. Gleichzeitig ist das jedoch die hochste Anzahl
von Labeln, die ein Beispiel aus dem Gab Hate Korpus tragen kann. Auch das
kénnte einen Grund fiir den Unterschied der Labelkardinalitdten darstellen.

Ein anderes Bild zeigt sich bei der Betrachtung der Labeldichte. Wahrend
der arXiv Paper Abstracts Datensatz etwa die zehnfache Labelkardinalitat des
Gab Hate Korpus aufzeigt, fallt die Labeldichte im gréferen Datensatz bei
nur einem Fiinftel der Labeldichte des Gab Hate Korpus deutlich geringer aus.
Im arXiv Datensatz sind Datenpunkte gemessen an der maximalen Anzahl
der Label mit deutlich weniger Labeln annotiert. Daraus lasst sich schliefien,
dass hier mehr Beispiele als im Gab Datensatz ausgewertet werden miissen,
um iiberhaupt fiir jedes Label ein Beispiel zu finden. Es ist also insgesamt
schwieriger, Informationen iiber Label zu sammeln. Dadurch erschwert sich
die Klassifikationsaufgabe des arXiv Datensatzes gegeniiber den anderen Da-
tensatzen.

Der Subtitle Sentiments Datensatz hat wiahrenddessen die grofte Label-
dichte. Dies erwéchst hier im Vergleich mit dem Gab Hate Korpus vermut-
lich ausschlieflich aus dem gréferen Anteil an relevanten Beispielen. Bei einer
Hochrechnung der Labeldichte des Gab Hate Korpus, wenn dieser nur 33%
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irrelevanter Daten beséife, ergibt sich eine deutlich héhere Labeldichte als die
des Subtitle Sentiments Datensatzes.

Abschliefiend lasst sich hier also sagen, dass das Gab Hate Korpus abgese-
hen von seinem hohen Anteil an irrelevanten Daten eine relativ einfache Klas-
sifikationsaufgabe reprasentiert. Die irrelevanten Daten konnten diese jedoch
deutlich erschweren.

Die voraussichtlich mit Abstand komplexeste und schwerste Klassifikati-
onsaufgabe stellt hier der arXiv Paper Abstracts Datensatz dar. Dies liegt vor
allem an der grofsen Imbalance der Label, der geringen Labeldichte und der
generell hohen Anzahl an Labeln. Hier sind die schlechtesten Ergebnisse zu
erwarten.

Der Subtitle Sentiments Datensatz lasst sich mit seiner Komplexitat zwi-
schen den anderen Datensétzen einordnen. Durch die hohere Labelanzahl als
die des Gab Hate Korpus und die im Vergleich mit diesem niedrige Label-
dichte scheint er deutlich schwerer als dieser zu klassifizieren zu sein. Er stellt
aber gleichzeitig durch die hohere Labelkardinalitdt und -dichte, sowie relativ
balancierte Klassenverteilung und niedrigere Labelanzahl eine deutlich leich-
tere Klassifikationsaufgabe dar als der arXiv Paper Abstracts Datensatz. Aus
diesen Griinden wird er als ausreichend schwere aber nicht zu komplexe Klas-
sifikationsaufgabe fiir die Variation des irrelevanten Anteils ausgewéhlt.

4.2 Auswertung der Experimente

Die Berechnung der Fj-Scores unterscheidet sich bei der Multi-Label Klassi-
fikation von der herkémmlichen Methode, da nicht nur ein sondern mehrere
Label betrachtet werden. Hier gibt es zwei einfache Methoden um den Wert
anzupassen.

Die erste Moglichkeit besteht darin, global alle richtig positiven, richtig
negativen und falsch negativen Klassifikationen zu sammeln, um aus diesen
direkt den Fj-Score zu berechnen. Diese Methode nennt sich Micro-Fj.

Die zweite Moglichkeit ist der Macro-F} und besteht darin den Fi}-Score
separat fiir jedes Label zu bestimmen und dann deren Durchschnitt zu berech-
nen. Dies legt ein groferes Gewicht auf die richtige Klassifikation der einzelnen
Label und favorisiert im Vergleich mit dem Micro-F) die Label, die im Daten-
satz weniger oft vorhanden sind.

Da in diesen Datensétzen durch die irrelevanten Beispiele eine generelle
Imbalance herrscht und es dadurch generell mehr negative Beispiele fiir jedes
Label gibt, ist ein Bias gegen alle Label zu erwarten. Dadurch sind global
viele richtig negative Einschiatzungen zu erwarten, wodurch der Micro-Fj-Score
favorisiert und voraussichtlich ein besseres Ergebnis suggerieren wiirde.
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Ein realistischeres Bild zeigt in diesem Fall der Macro-F}-Score, da durch ihn
keine der Klassen unterreprésentiert werden und der Einfluss der irrelevanten
Beispiele verringert wird.

Daher wird hier fiir die Auswertung der Active Learning Simulationen der
Macro- F-Score genutzt.

Die Shannon-Entropie nutzt fiir die Berechnung ausschlieflich die positiv
ausgewerteten Label und lasst somit irrelevante Beispiele aufsen vor. Sie ist
nach der Normalisierung daher gut fiir die Einschatzung der Klassenimbalance
unabhéngig der irrelevanten Beispiele geeignet.

Gemeinsam mit dem Anteil der irrelevanten Beispiele und der Labelkardi-
nalitdt wird sie zur Auswertung der abgefragten Beispiele pro Query verwen-
det.

4.3 Evaluation der Querystrategien

Das erste Experiment dient zur Einschétzung der generellen Leistung von Ac-
tive Learning Algorithmen in schwereren Szenarien als den bisher geteteten |Li
and Guo, 2013, Reyes et al., 2018|. Aufserdem soll ein erster Einblick in den
Einfluss irrelevanter Beispiele auf die Klassifikation und die Beispielauswahl
der Querystrategien gewahrt werden. Dafiir werden die ausgewéhlten Strate-
gien auf den vorgestellten Daten ausgefiithrt und getestet.

4.3.1 Aufbau

Im Laufe des ersten Active Learning Experiments werden die Datenséitze Gab
Hate Korpus, Subtitle Sentiments und arXiv Paper Abstracts mit der Random
Baseline und den Querystrategien LCI, AAL und CVIRS kombiniert. Daraus
ergeben sich insgesamt neun Kombinationen der Variablen im Experiment.

Fiir jede Kombination werden insgesamt 20 Active Learning Iterationen
ausgefiihrt. In jedem der 20 Durchléaufe wird zuerst eine Query ausgefiihrt, in
der die jeweilige Querystrategie anhand der vorherigen Klassifikation jeweils
50 Beispiele auswahlt, die von ihr als wichtigste oder informativste Beispie-
le bewertet werden. An dieser Stelle werden dem Active Learning Modell die
wahren Label der abgefragten Datenpunkte aus dem Datensatz offenbart, um
den Annotationsschritt durch Expert:innen zu simulieren. Diese nun gelabel-
ten Beispiele werden dann dem existierenden Pool solcher hinzugefiigt. Auf
diesem Pool wird dann das Klassifikationsmodell BERT Base Uncased trai-
niert. Dessen Ausgaben und Vorhersagen werden fiir die Query der néchsten
Active Learning Iteration genutzt.

Die maximale Tokenanzahl wird fiir die beiden kleineren Datensétze auf 128
Tokens beschrankt. Diese Lange schlieftt mehr als 99% der Daten des Gab Hate
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Korpus ein, wahrend sie sogar den gesamten Subtitle Sentiments Datensatz
abdeckt. Bei der Verarbeitung des arXiv Paper Abstracts Datensatzes musste
die maximale Tokenanzahl aufgrund der lingeren Textdaten auf 512 erhdéht
werden. Auch hier wird von dieser Langeneinschrinkung nach der Anpassung
nur noch ein Bruchteil der Daten beeintrachtigt.

Vor der ersten Query wird das Modell auf einem zuféllig gewdhlten Pool aus
gelabelten Beispielen trainiert, um die notigen Parameter fiir die anschliefsen-
de Auswahl der Beispiele durch die Querystrategien bereitstellen zu kénnen.
Der anféngliche Pool gelabelter Beispielen betréagt beim Gab Hate Korpus und
dem Subtitle Sentiments Datensatz 50 Beispiele. Aufgrund der deutlich gro-
fseren Anzahl an Labeln beim arXiv Paper Abstracts Datensatz startet dieser
mit einem Pool von 300 gelabelten Beispielen, welches ungefahr der doppelten
Anzahl an Labeln in diesem Datensatz entspricht.

In den spéteren Abfragen wird die Querygrofe zwischen den Datensétzen
nicht angepasst, um Vergleichbarkeit herzustellen. Des Weiteren sind die ge-
nutzten Querystrategien nicht fiir grofse Beispielzahlen optimiert und wiirden
mit grofseren Querys kaum Verbesserungen zeigen.

Zur Ausfiihrung der Active Learning Iterationen wird die Small-Text Bi-
bliothek genutzt. Diese stellt die benétigten Querystrategien und das Klassifi-
kationsmodell bereit.

Um den Einfluss zufélliger Parameter einzuschrinken und ein reproduzier-
bares Ergebnis zu ermoglichen, wird das Experiment fiir die Variablenkom-
binationen des ersten Teils und alle Verhiltnisse des zweiten Teils insgesamt
zehn Mal durchgefiihrt. Eine Ausnahme bildet hier der arXiv Paper Abstracts
Datensatz, welcher durch die hohe Anzahl an Labeln einen grofsen Zeitauf-
wand in der Klassifikation und Bewertung durch die Querystrategien darstellt.
Um diesen Zeitaufwand einzuschrénken wurden hier nur fiinf Wiederholungen
ausgefiihrt. Die Auswertung erfolgt dann auf den Durchschnittswerten aller
dadurch entstehenden Resultate.

4.3.2 Ergebnisse

Querystrategie
Datensatz Random LCI CVIRS AAL
Gab Hate Korpus 0,287 0,32 0,323 0,276

Subtitle Sentiments 0,108 0,105 0,104 0,102
arXiv Paper Abstracts  0,0056  0,0056 0,0057 0,0057

Tabelle 4.2: Macro-Fi-Wert fiir alle Kombinationen aus Datensétzen und Que-
rystrategien nach der letzten Active Learning Iteration.

18



KAPITEL 4. EXPERIMENT
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Abbildung 4.1: Macro-F; Lernkurven der Querystrategien auf den drei Testdaten-
sitzen. Die ausgefiillten Fldchen um die Kurven représentieren dabei die Standard-
abweichung.

Der Macro-Fj-Wert féllt bei allen Datensétzen und Querystrategien, wie in
Tabelle 4.2 zu sehen, sehr niedrig aus. Dabei ist der Wert des Gab Datensat-
zes mit Abstand am hochsten, wihrend der Wert des arXiv Datensatzes wie
erwartet ein Bruchteil der anderen betragt.

Aus Abbildung 4.1 wird ersichtlich, dass der Wert bei allen Kombinatio-
nen im Laufe der Versuche gleichméfig ansteigt, wobei jedoch die Starke des
Anstiegs vom Datensatz abhéngt. Die Leistung auf dem Gab Datensatz steigt
dabei am starksten um bis zu 0,15. Das stellt fast eine Verdopplung des F-
Scores dar. Der geringste Anstieg liegt mit etwa 0,0013 beim arXiv Datensatz.
Prozentual stellt dies ein Wachstum von etwa 28% dar. Der Subtitle Sentiments
Datensatz zeigt einen Zuwachs des Macro-Fi-Scores von 0,027 beziehungweise
etwa 33%.

Somit wéachst der Fi-Score des Gab Datensatzes sowohl absolut, als auch
prozentual am schnellsten und der des arXiv Paper Abstracts Datensatzes am
langsamsten.

Die Leistung der individuellen Querystrategien hebt sich wihrenddessen
nur marginal voneinander ab. Auf dem Gab Datensatz zeigt Tabelle 4.1, dass
LCI und CVIRS deutlich besser als die Random Baseline und AAL funktio-
nieren. Bei den beiden ersteren Konfigurationen féllt der F}-Wert nach der
letzten Iteration ungefidhr so hoch aus wie die Summe des Durchschnitts der
Random-Konfiguration und deren Standardabweichung. Der Abstand zwischen
den beiden Querystrategien ist hier jedoch vernachléssighar.

Aus dem ersten Diagramm der Abbildung 4.1 geht jedoch hervor, dass
alle Querystrategien bis zur letzten Iteration sehr dhnliche Ergebnisse wie die
Random Baseline zeigen. Die Zufallsstrategie erreicht auch schon vor LCI und
CVIRS eine dhnlich hohe Spitze im F;-Wert wie diese.

Die Standardabweichung der Random-Konfiguration bleibt wie zu erwarten
ungefahr gleich. Lediglich in den Iterationen zwischen 750 und 850 abgefragten
Beispielen sinkt sie kurz deutlich, steigt danach jedoch wieder an. Wahrend-
dessen sinkt sie bei den Strategien LCI und CVIRS vor allem wéhrend der
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letzten sechs Iterationen deutlich.

Der Macro-Fi-Wert der Kombination mit der AAL Strategie ist im Ge-
gensatz zu den anderen getesteten Strategien geringer als der der Baseline.
Er steigt ab ungeféhr 600 Beispielen nicht mehr bedeutend an, sondern zirku-
liert um einen Wert von ungefahr 0,29. Die zugehorige Standardabweichung
schwankt wéhrend des gesamten Experiments stark und sinkt auch in den
letzten Iterationen kaum.

Auch im Subtitle Sentiments Datensatz besitzt die Konfiguration der AAL
Strategie das niedrigste Endergebnis, wihrend die Random Baseline das beste
erzielt. Diese Unterschiede sind jedoch sehr gering. Die Querystrategien heben
sich im Laufe des Experiments nicht voneinander ab. Auch die Standardab-
weichung bleibt iiber das gesamte Experiment stabil.

Auf dem arXiv Paper Abstracts Datensatz bleiben alle Strategien in fast
allen Stadien des Experiments hinter der Baseline zuriick. Nur in den letz-
ten zwei Iterationen zeigen CVIRS, LCI und AAL in Abbildung 4.1 sichtbare
hohere Werte als die Baseline. Diese sind jedoch im Kontext des Mafstabs
unbedeutend. Die Standardabweichung ist hier im Vergleich zu den anderen
beiden Datenséatzen relativ gering und bleibt ebenso iiber das gesamte Expe-
riment etwa gleich.

Analyse der Querys

Die Analyse der abgefragten Beispiele pro Query, vergleiche Abbildung 4.2,
zeigt zusétzlich, dass sich das Auswahlverhalten der Querystrategien kaum
voneinander abhebt. Der Anteil der abgefragten irrelevanten Beispiele ist bei
allen Kombinationen relativ stabil und dndert sich kaum. Der Wert schwankt
hierbei jeweils etwa um den Wert des gesamten Datensatzes. Die Querystra-
tegien zeigen hier jedoch mehr Varianz und generell eine héhere Abweichung
vom Mittelwert als die Random Baseline.

Beim Gab Hate Korpus und dem Subtitle Sentiments Datensatz werden
durch die Querystrategien durchschnittlich mehr irrelevante Beispiele ausge-
wahlt als durch die Zufallsstrategie. Dieser Effekt ist auf dem zweitem Daten-
satz stirker zu sehen als auf den Gab Daten. Die AAL Strategie hat hierbei
die niedrigsten Spitzen.

Ein anderes Bild zeigt sich beim arXiv Paper Abstracts Datensatz, wo
durch alle Querystrategien eher weniger irrelevante Beispiele abgefragt werden.
Die CVIRS Strategie schwankt hier anfangs noch sehr in ihrer Beispielauswahl,
pegelt sich jedoch in den letzten Querys mehr auf Werte ein, die niedriger als
die Baseline liegen. LCI fragt von Anfang an relativ stabil weniger irrelevante
Beispiele ab. Der Anteil irrelevanter Beispiele die die AAL Strategie abfragt,
ist das ganze Experiment relativ sprunghaft, wahlt aber durchschnittlich auch
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Abbildung 4.2: Zusammensetzung der abgefragten Beispiele pro Query fiir alle
Kombinationen aus betrachteten Querystrategien und Datensétzen auf den drei Da-
tensétzen, gemessen am Anteil der irrelevanten Beispiele (Anteil irrelevant) der La-
belkardinalitiat und der normalisierten Entropie.

weniger irrelevante Bespiele als die Baseline aus.

Fast alle Kombinationen fragen jedoch in der letzten Query weniger irrel-
vante Beispiele ab als die Baseline. Die einzige Ausnahme hiervon ist die LCI
Strategie auf dem Gab Datensatz.

Auch die normalisierte Entropie ist bei allen Datensétzen relativ gleich-
bleibend. Sie liegt bei allen Konfigurationen durchschnittlich leicht unter dem
Wert der vollsténdigen Daten.

Die Entropiewerte der getesteten Querystrategien, zu sehen in der dritten
Spalte in Abbildung 4.2, auf dem Gab Hate Korpus und dem arXiv Datensatz
lassen sich kaum von der Random Baseline unterscheiden. Hierbei sind die
Werte des Gab Datensatzes jedoch mit einer Spanne von 0,5 bis 0,7 deutlich
breiter gefachert als die des arXiv Datensatzes mit einer Verteilung zwischen
etwa 0,35 und 0,44.

Auf dem Subtitle Sentiments Datensatz zeigen beide Querystrategien je-
doch niedrigere Werte als die Baseline. Diese sind fiir den Grofsteil des Expe-
riments relativ stabil um ungefdhr 0,03 niedriger als die Werte der Baseline.
Wiéhrend der letzten Iterationen 16st sich diese Verbindung jedoch und die
Verteilung erscheint deutlich zufalliger.
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4.4 Variation des irrelevanten Anteils

Das zweite Experiment dient dazu, den Einfluss irrelevanter Daten auf die
Klassifikation beim Active Learning genauer zu testen. Hierfiir wird der Anteil
irrelevanter Beispiele in einem Datensatz variiert und die Effektivitat der Acti-
ve Learning Simulationen mit verschiedenen irrelevanten Anteilen beobachtet.
Fiir diese Evaluation habe ich den Subtitle Sentiments Datensatz ausgewéhlt,
da seine Komplexitéit zwischen der der anderen beiden Datensétze liegt. Dies
wird auch durch die Ergebnisse des ersten Experiments bestéatigt.

4.4.1 Aufbau

Um den Anteil irrelevanter Beispiele im Subtitle Sentiments Datensatz zu va-
riieren, wird der Datensatz vor Beginn der Active Learning Simulation jeweils
so neu zusammengestellt, dass sich im resultierenden Datensatz 5%, 20%, 35%,
50%, 65%, 80% oder 95% irrelevanter Daten befinden. Um dies zu bewerkstel-
ligen wird aus dem Teil der Daten, der im urspriinglichen Datensatz fiir das
erwiinschte Verhéltnis zu viel vorhanden ist, zufillig eine passende Anzahl Bei-
spiele ausgewahlt. Fiir die Auswahl wird stratifiziertes Sampling anhand der
Labelmengen der Beispiele wie von Sechidis et al. [2011] vorgeschlagen genutzt.

Bei den Anteilen irrelevanter Beispiele zwischen 95% und 35% liegt der ge-
wiinschte Anteil iiber dem gegebenen Anteil im Datensatz. Daher werden die
relevanten Beispiele undersamplet, wahrend die vollstéandige Anzahl irrelevan-
ter Beispiele genutzt wird. Bei den beiden anderen Konfigurationen mit 20%
und 5% irrelevanter Beispiele liegt der gewiinschte Anteil irrelevanter Beispiele
unter dem realen und die irrelevanten Beispiele werden undersamplet.

Durch diese Art des Samplings besitzen die Datensédtze unterschiedliche
Gesamtgrofen. Die hochste Anzahl an Beispielen besitzt der Datensatz mit ei-
nem Anteil von 35% irrelevanter Beispiele mit 26.966, die geringste besitzt der
Datensatz mit 95% irrelevanten Daten mit 10.184 Datenpunkten. Dies stellt ei-
ne sehr groke Spanne dar, welche das Experiment negativ beeinflussen konnte.
Sollte die Anzahl der Beispiele eine Auswirkung auf die Klassifikation haben,
ist zu erwarten, dass die kleineren Datensétze durch die geringere Anzahl an
Beispielen unproportional schlechtere Macro-F-Werte zeigen.

In Kombination mit den vier Querystrategien Random, LCI, AAL und
CVIRS ergeben sich durch das Sampling 28 Konfigurationen, welche nach dem
jeweiligen Anteil irrelevanter Beispiele gesammelt in sieben Gruppen betrach-
tet werden. Fiir jede dieser Konfigurationen wird wie in Abschnitt 4.3.1 be-
schrieben ein Active Learning Experiment mit jeweils 20 Iterationen simuliert.
Auch hier werden die durchschnittlichen Ergebnisse aus jeweils zehn Laufen
betrachtet.
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Abbildung 4.3: Macro-F} Lernkurven der getesteten Querystrategien auf den neu
gesampleten Datensétzen mit 5% bis 95% irrelevanter Daten, hier gekennzeichnet
mit Irrel.: 0,05 bis Irrel.: 0,95.

4.4.2 FErgebnisse

Im zweiten Experiment unterscheidet sich der Macro-F;-Score zwischen den
verschiedenen Anteilen irrelevanter Beispiele kaum. Der Wert wéchst wie in
Abbildung 4.3 zu sehen bei allen Experimenten von etwa 0,08 auf etwa 0,105
an. Dieser Wert entspricht etwa den Ergebnissen auf dem Subtitle Sentiments
Datensatz aus dem ersten Experiment (sieche Abbildung 4.1). Entgegen diesem
Trend stehen die Werte aus den Experimenten mit 35%, 50% und 95% irre-
levanter Daten. Hier wichst der Macro-F'1-Score von etwa 0,07 auf etwa 0,1
an.

Die Fi-Werte aller Konfigurationen auf den letzten drei Datenséitzen zeigen
sich insgesamt etwas sprunghafter als die der restlichen Datensétze.

Analyse der Querys

Die abgerufenen Anteile irrelevanter Beispiele gleichen in allen Experimenten
etwa dem jeweiligen Anteil irrelevanter Daten im Trainingdatensatz. Die Que-
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Abbildung 4.4: Zusammensetzung der abgefragten Beispiele pro Query fiir die ge-
testeten Querystrategien auf den neu gesampleten Datensatzen mit weniger als 35%
irrelevanten Daten, gemessen am Anteil irrelevanter Beispiele, der Labelkardinalitét
und der normalisierten Entropie.

rystrategien zeigen hier keine bedeutenden Unterschiede. Generell lésst sich
beobachten, dass die Querystrategien alle tendenziell mehr irrelevante Beispie-
le abrufen als die Random Baseline.

Am stéarksten ist dieser Effekt in der Gruppe der Simulationen mit 35%
irrelevanten Beispielen zu sehen. Hier weichen die Querystrategien teilweise um
mehr als 15 Prozentpunkte vom erwarteten Wert von 35% ab. Am starksten ist
dieser Effekt bei der LCI Strategie zu sehen. Die anderen Strategien iibersteigen
hier keine Abweichung von 10%

Auf den beiden Datensétzen mit den wenigsten irrelevanten Daten in Ab-
bildung 4.4 zeigt sich bei allen Querystrategien im Laufe des Experiments ein
leichter Aufwértstrend im Anteil der abgefragten irrelevanten Daten. Die kon-
sistentesten Abweichungen zeigen sich dabei in der Gruppe mit 20% irrelevan-
ten Beispielen. Hier weichen alle drei Querystrategien in der zweiten Halfte der
Experimente mindestens um etwa 5 Prozentpunkte von der Random Baseline
ab.

Je hoher der Anteil irrelevanter Beispiele in den Datensétzen, desto weniger
stark zeigt sich dieser Effekt. Wahrend die echten Querystrategien LCI, AAL
und CVIRS bei 80% irrelevanten Daten in den letzten Querys hohere Anteile
irrelevanter Daten abfragen, bewegen sie sich im Rest des Experimentsverlauf
sehr nah an der Baseline.
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Abbildung 4.5: Zusammensetzung der abgefragten Beispiele pro Query fiir die
getesteten Querystrategien auf den neu gesampleten Datensétzen mit 35% oder mehr
irrelevanten Daten, gemessen am Anteil irrelevanter Beispiele, der Labelkardinalitét
und der normalisierten Entropie.
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Der letzte Datensatz zeigt wiederum keine bedeutenden und konsistenten
Abweichungen von der Baseline. Die Querystrategien fragen hier durschschnitt-
lich etwa den gleichen Anteil irrelevanter Daten ab wie die Baseline und zeigen
dabei auch keine grofen Spitzen.

Analog sinkt auch die Labelkardinalitit mit steigendem Anteil irrelevanter
Beispiele. Sie spiegelt auch die Irregularitdten der Querystrategien, die beim
Anteil der abgerufenen irrelevanten Beispiele auftreten, wider.

Die Klassenverteilung innerhalb der Querys scheint iiber die meisten Kon-
figurationen hinweg relativ stabil. Die Querystrategien liegen bei allen Konfi-
gurationen zwischen 5% und 50% irrelevanter Daten etwa drei bis sechs Hun-
dertstel unter dem Wert der normalisierten Entropie der Baseline. Die Konfi-
guration mit 65% irrelevanten Daten zeigt am Ende eine grofere Spanne, wo
AAL und LCI jeweils 7,5 und 10 Hunderstel unter der Baseline liegen (Abbil-
dung 4.5). Bei der Konfiguration mit 80% irrelevanten Daten féllt der Wert der
normalisierten Entropie der Querstrategien deutlich weiter unter die Baseline.
Hier liegt er teilweise fast 15 Hunderstel unter dem Kontrollwert.

Des Weiteren lasst sich beobachten, dass die durchschnittliche normalisierte
Entropie mit einem steigenden Anteil irrelevanter Daten sinkt. Wahrend sich
die Entropie in den ersten zwei Datensétzen relativ konsistent im Bereich von
0,95 bewegt, sinkt sie im dritten Datensatz auf durchschnittlich etwa 0,93-
0,94 fiir die Querystrategien, wihrend die Baseline hier bei 0,95 bleibt. In den
folgenden zwei Datensétzen mit 50% und 65% irrelevanten Beispielen sinkt die
Entropie weiter um jeweils etwa 0.02 auf respektive etwa 0,92 und 0,9. Hier
fallen jedoch nicht nur die echten Querystrategien, sondern auch die Werte der
Random Baseline ab. Ein deutlich groferer Abfall der normalisierten Entropie
zeigt sich bei 80% irrelevanten Daten. Hier sinkt die Klassenbalance auf Werte
um etwa 0,8. Aufserdem entwickelt sich hier eine deutlich hohere Instabilitéit
des Werts. Wahrend er sich vorher in einem Experiment im Bereich von etwa
5 Hundertsteln verdndert hat, gibt es hier eine Spanne von Werten von 0,7 bis
etwa 0,93. So springt die normalisierte Entropie von LCI in den letzten drei
Querys von etwa 0,7 auf etwa 0,92 und fallt wieder zuriick auf etwa 0,73. Diese
Entwicklung setzt sich im Datensatz mit 95% irrelevanten Daten deutlich fort.
Der Durchschnitt liegt hier bei etwa 0,6 mit einer Spanne von Werten zwischen
0,41 und 0,8. Dies entspricht ungefahr der achtfachen Spanne der ersten fiinf
Datensatze.

Mit steigendem Anteil der irrelevanten Daten sinkt hier also die Klassen-
balance. Dieser Effekt zeigt sich aber erst in den letzten Datensétzen wirklich
bedeutend.

Es ist keine klare Korrelation zwischen dem Ergebnis des Macro-F'1-Scores
und den verschiedenen Metriken zur Queryauswertung zu erkennen.
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Diskussion der Experimente

Auch wenn Active Learning in keinem der Experimente Vorteile gegeniiber der
Random Baseline gezeigt hat, lassen sich einige Erkenntnisse aus den Versu-
chen ablesen. Der generell niedrige Fj-Wert zeigt, dass die getesteten Daten-
sitze schwer zu 16sende Probleme darstellen.

5.1 Evaluierung der Querystrategien

Wie erwartet, stellt sich der Gab Hate Korpus als leichteste Klassifikationsauf-
gabe heraus und zeigt somit die besten Ergebnisse. Wahrenddessen funktio-
niert die Klassifikation des arXiv Paper Abstracts Datensatzes am schlechtes-
ten. Der Subtitle Sentiments Datensatz siedelt sich erwartungsgeméfs dazwi-
schen an.

Active Learning

Entgegen der Erwartungen zeigt sich jedoch in keinem der drei Datensétze des
ersten Experiments, dass die Querystrategien die Klassifikation unterstiitzen.
Sie heben sich in Bezug auf den F}-Wert weder bedeutend von der Baseline
noch voneinander ab. Das entspricht den Ergebnissen von Wertz et al. [2022]
fiir extrem imbalancierte Szenarien. Daher ist dieses Ergebnis zumindest fiir
die Klassifikation des arXiv Datensatzes plausibel. Die anderen Datensétze zei-
gen jedoch genauso kein funktionierendes Active Learning, obwohl sie deutlich
einfachere Probleme darstellen.

Die Endergebnisse des Gab Hate Korpus’ in Tabelle 4.2 suggerieren zwar,
dass LCI und CVIRS die Baseline iibertreffen, tun dies aber nicht wirklich. Die
Konfiguration der Random Baseline erreicht schon einige Iterationen friither bei
ahnlicher Standardabweichung einen hoéheren F}-Wert als die Endergebnisse
der beiden genannten Strategien. Danach fillt sie wieder auf einen niedrigeren
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Wert als den der beiden Strategien ab. Diese Entwicklungen kénnen daher als
zufallsbedingt eingeschétzt werden, da sich die Strategien auch im sonstigen
Verlauf des Experiments nicht bedeutend von der Random Baseline unter-
scheiden. Dieser Schluss wird aufserdem dadurch unterstiitzt, dass die AAL
Strategie, welche sonst sehr dhnliche Ergebnisse wie die anderen Strategien
liefert, hier sogar hinter der Baseline zuriickbleibt.

Im Subtitle Sentiments Datensatz zeigt sich das umgekehrte Ergebnis, da
die Baseline die Querystrategien zu iibertreffen scheint. Auch diese Entwick-
lung kann aber dem Zufall zugeschrieben werden.

Bezogen auf die erste Forschungsfrage lésst sich also sagen, dass die Klas-
sifikation sehr schlechte Ergebnisse produziert. Active Learning funktioniert
in diesem Szenario nicht wirklich und bringt keinen erheblichen Vorteil in der
Klassifikation, da die Kombinationen in denen die Querystrategien eingebun-
den sind in ihrer Klassifikationsqualitdt keinen bedeutenden Unterschied zur
Baseline zeigen.

Funktionsweise der Querystrategien

Die Querystrategien scheinen die Beispiele in Hinsicht auf Irrelevanz genau-
so zufallig auszuwéhlen wie die Baseline. Wahrend sie um dem Klassifikator
den meisten Informationsgehalt zu liefern, vermutlich weniger irrelevante Bei-
spiele auswahlen sollten, zeigt sich kein solcher Trend. Der grofte Unterschied
zwischen Baseline und Querystrategien ist dabei im Subtitle Sentiments Da-
tensatz zu sehen, wo durch die Strategien jedoch mehr irrelevante Beispiele als
von der Baseline abgerufen werden. Auch hier zeigen die Querystrategien also
nicht den erwiinschten Effekt.

In Hinsicht auf die Klassenverteilung bieten die Querystrategien ebenso
keinen Vorteil gegeniiber der Baseline. Dies zeigt sich in den normalisierten
Entropie pro Query, die hier fiir alle Querystrategien dhnlich oder niedriger
liegt als die der Baseline. Der Gab Datensatz zeigt hier jedoch deutlich grofere
Schwankungen in der Klassenimbalance pro Query als die anderen Datensétze.
Das lédsst sich vermutlich durch den hohen Anteil irrelevanter Beispiele erkla-
ren. In einer Query von 50 Beispielen sind bei 12 Prozent relevanten Beispielen
durchschnittlich nur 6 relevante Datenpunkte vorhanden. Durch diese geringe
Stichprobengrofie ergibt sich bei zufélliger Auswahl eine grofe mogliche Vari-
anz in der Klassenverteilung.

Auch bei der normalisierten Entropie zeigt sich der eindeutigste Trend ent-
gegen der Baseline jedoch beim Subtitle Sentiments Datensatz. In diesem be-
sitzen alle Querys der echten Querystrategien eine grofere Imbalance als die
Zufallsstrategie.

Somit ist der Subtitle Sentiments Datensatz der, der in allen Metriken zur
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Analyse der Querys die klarsten Ergebnisse zeigt. Daher stellt sich die Frage,
worin sich der Datensatz von den anderen unterscheidet. Innerhalb dieser drei
Datensitze tragt er die hochste Labeldichte und normalisierte Entropie. Wah-
rend die Wichtigkeit einer balancierten Klassenverteilung bekannt ist [Wertz
et al., 2022], ist der Einfluss der Labeldichte bisher kaum erforscht worden.
Daher léasst sich hier keine klare Aussage treffen, ob eine der beiden Metriken
diesen Unterschied in der Klassifikation auslost.

Generell lasst sich aus den gemessenen Metriken nicht ablesen, dass die
Querystrategien informationsreichere Beispiele abrufen als die Baseline. Daher
hat Active Learning auch in der Beispielauswahl nicht funktioniert und die
zweite Forschungsfrage kann ebenfalls mit nein beantwortet werden.

5.2 Variation des irrelevanten Anteils

Allgemein lasst sich zum zweiten Active Learning Experiment sagen, dass der
Anteil irrelevanter Beispiele entgegen den Erwartungen in diesem Szenario kei-
nen Einfluss auf die Hohe des Macro-F;-Werts und somit die Klassifikations-
qualitdt hat. Zwar zeigt der Datensatz mit dem hochsten Anteil irrelevanter
Beispiele das niedrigste Ergebnis, ein dhnliches wird aber auch auf den Daten-
satzen mit 35% und 50% irrelevanten Daten erreicht.

Der grofite Unterschied der sich bei den grofseren Anteilen irrelevanter Da-
ten abbildet ist, dass die Fj-Scores der Active Learning Simulationen auf den
Datensétzen zwischen 65% und 95% deutlich sprunghafter sind als auf den
Datenséatzen mit weniger irrelevanten Beispielen. Das gleicht der Beobachtung
des Gab Hate Korpus im ersten Experiment, welcher auch deutlich grofere
Spriinge in der Klassifikation gezeigt hat als die anderen Datensétze.

Die Datensétze mit weniger irrelevanten Beispielen zeigen aufserdem deut-
lich, dass die Querystrategien mehr irrelevante Beispiele abrufen als die Ba-
seline. Dieser Trend verschwindet jedoch immer weiter, je mehr irrelevante
Beispiele vorhanden sind. Dies konnte daran liegen, dass selbst bei einer ge-
zielten Auswahl kaum mehr irrelevante Beispiele abgefragt werden kénnen. Bei
zufilliger Auswahl sind in einer Query auf dem letzten Datensatz durchschnitt-
lich 48 von 50 Beispielen irrelevant. Dieser Wert léasst sich kaum noch weiter
steigern. Generell bestétigt dies das Negativergebnis fiir Active Learning aus
dem ersten Experiment, da die Querystrategien ihren Zweck nicht erfiillen.

Des Weiteren féllt die normalisierte Entropie der Querys je mehr irrele-
vante Beispiele vorhanden sind. Wahrend der Wert in den ersten Datensatzen
noch kleine Spriinge macht, sinkt die Klassenbalance pro Query in den letz-
ten zwei Datensdtzen mit groferen Schritten. Auferdem wird die gemessene
Entropie mit steigendem Anteil irrelevanter Daten auch immer sprunghafter.
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Es ist wahrscheinich, dass auch hier wie beim Gab Hate Korpus die sinkende
Anzahl relevanter Beispiele pro Query und somit die Stichprobengrofe fiir die
normalisierte Entropie der Grund fiir diese Entwicklung ist.

Einfluss irrelevanter Beispiele

Zur dritten Forschungsfrage lésst sich sagen, dass der Einfluss irrelevanter Bei-
spiele auf die Klassifikationsqualitdt in diesen Szenarien kaum erkennbar ist.
Das konnte an weiteren Problemen liegen, die den Einfluss der irrelevanten
Daten iiberschatten. So wird die Leistung der Querystrategien auch deutlich
von der generell schlechten Klassifikationsqualitdt beeinflusst, da sie auf de-
ren Vorhersagen beruhen und diese zur Entscheidung, welche der Beispiele
abgerufen werden sollen, gebrauchen. Weitere einflussreiche Faktoren die die
Klassifikation und Querystrategien beeinflussen kénnten, sind die Labelanzahl
und -verteilung.

Der Anteil irrelevanter Daten scheint aber zumindest leichten Einfluss auf
die Stabilitat des F}-Werts zu haben.

Auferdem beeinflusst er die Effektivitdt der Querystrategien. Bei niedri-
gen Anteilen irrelevanter Beispiele zeigen sie noch Unterschiede zur Baseline,
auch wenn diese nicht die erhofften sind. Bei héheren Anteilen irrelevanter Da-
ten verschwinden diese Unterschiede jedoch und die Querystrategien scheinen
sowohl in Bezug auf den Anteil irrelevanter Beispiele als auch auf die Klasse-
nimbalance immer sprunghafter in ihrer Beispielauswahl.

Limitierungen

Eine der Limitierungen des zweiten Experiments ist, dass die Datensétze sich
nicht nur in ihrem Anteil an irrelevanten Beispielen unterscheiden, sondern
auch unterschiedliche Gesamtzahlen an Beispielen haben. Generell sind immer
so viele relevante Beispiele wie bei diesem Anteil irrelevanter Beispiele mog-
lich in den Datensétzen vorhanden. Wéhrend in den beiden Datensétzen mit
5% und 20% irrelevanter Beispiele alle 17.528 moglichen relevanten Beispiele
enthalten sind, sinkt ab dem Datensatz mit 35% irrelevanter Daten mit steigen-
dem Anteil letzterer die Anzahl an relevanten Beispielen, wahrend die Anzahl
irrelevanter Beispiele gleich bleibt. Die urspriingliche Erwartung war hier, dass
die Klassifikationqualitdt, gemessen anhand des Macro-Fi-Scores mit zuneh-
mendem Anteil irrelevanter Beispiele sinkt. Auferdem scheint es intuitiv, dass
die Klassifikation ebenfalls mit sinkender Anzahl relevanter Beispiele an Effek-
tivitat verliert. Wie in den Lernkurven jedoch zu beobachten ist, unterscheidet
sich der Macro-F}-Wert der neu zusamengestellten Datensdtze nur marginal.
Gerade im Vergleich der Kurven der irrelevanten Anteile von 35% und 50%,
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wo sich der erste grofe Abfall relevanter Beispiele ereignet, zeigt sich kaum ein
Unterschied in den Ergebnissen.

Der konsistenteste Unterschied der Kurven ist die hohere Sprunghaftigkeit
der F;-Werte bei den Datensatzen mit mehr als 50% irrelevanten Daten. Diese
Datensétze sind generell die kleinsten, da sie alle weniger als 15.000 Beispiele
besitzen, wahrend die anderen Datensétz als mehr als 18.500 Datenpunkte
beinhalten. Diese Diskrepanz konnte eine Ursache fiir die erhohte Instabilitét
sein. Sie lédsst sich jedoch ohne weitere Experimente nicht sicher vom Einfluss
der vielen irrelevanten Beispiele abgrenzen.

Um diese Bedenken endgiiltig zu eliminieren, miisste ein weiteres Experi-
ment durchgefiihrt werden, in dem die Groke der Datensétze gleich gehalten
wird, und ausschlieflich der Anteil irrelevanter Beispiele variiert wird. Hier
ldsst sich jedoch anhand der gemessenen Daten kein klarer Einfluss der Daten-
satzgrofe ablesen.
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Fazit

In dieser Arbeit habe ich drei Textdatensédtze mit grofsem Anteil irrelevan-
ten Daten gesucht und zusammengestellt, um ein Experimentsetup fiir Active
Learning Simulationen fiir das Problem vieler irrelevanter Beispiele zusammen-
zusetzen. Auf diesem habe ich die drei Multi-Label Querystrategien LCI, AAL
und CVIRS angewendet.

Die Evaluation des Experiments zeigt, dass die Klassifikationsqualitat gene-
rell sehr schlecht ausfallt. Dieses Ergebnis war durch die hohe Komplexitat der
Datensétze zu erwarten. Auferdem funktioniert jedoch auch Active Learning
selbst auf diesen Daten nicht, da es keinen bedeutenden Vorteil gegeniiber der
Baseline erreicht. Es ist daher fiir die Klassifikation der Multi-Label Textdaten
in diesem Szenario nicht sinnvoll anwendbar.

Dabei scheint das Vorhandensein irrelevanter Daten hier aber keinen grofien
Einfluss auf das Ergebnis der Klassifikation und die Leistung der Active Lear-
ning Simulationen zu haben. Anders als zunéchst angenommen, sind irrelevan-
te Beispiele auf den hier evaluierten Daten nicht das einflussreichste Problem.

Die Querystrategien unterscheiden in ihrer Auswahl die irrelevanten Bei-
spiele dabei nur bei einem der Datensétze von den relevanten. Auch dort exis-
tiert dieser klare Unterschied jedoch nur bei Anteilen irrelevanter Beispiele
unter 50%. Die Strategien scheinen also das Potential zu haben, irrelevante
Beispiele zu detektieren, tun dies aber unter Anderem aufgrund anderer Fak-
toren in der Klassifikation hier nicht.
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