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Motivation

Die Clusteranalyse (kurz: Clustering) hat als eine Technik des Data Mi-
ning das Ziel, in beliebigen Datenmengen Strukturen zu finden und Zu-
sammenhénge aufzudecken. Zu diesem Zweck ist bereits eine Vielzahl an
Clusteralgorithmen entwickelt worden, welche sich durch unterschiedliche
Vorgehensweisen und Strategien auszeichnen. Aufgrund dieser Strategien
lassen sich die Algorithmen in eine Taxonomie verschiedener Paradigmen
einordnen.

Der Algorithmus MajorClust ist ein solcher Clusteralgorithmus, welcher der
Kern der erfolgreichen Suchmaschine AlSearch [17] ist. Obwohl die sehr
gute Leistung von MajorClust bekannt ist, wurde die Funktionsweise die-
ses Algorithmus noch nicht tiefgehend analysiert, weshalb er bislang keiner
Kategorie in der Clusteralgorithmen-Taxonomie sicher zugeordnet werden
konnte.

Hauptséchliches Ziel dieser Arbeit ist deshalb die Evaluierung von Ma-
jorClust im Hinblick auf Funktionsweise und Performance. Da MajorClust
Ahnlichkeit mit dichtebasierten Verfahren hat, wird er mit dem dichteba-
sierten Algorithmus DBSCAN verglichen. Dabei liegt der Schwerpunkt ins-
besondere auf der Beantwortung der folgenden Fragen:

e Wie verhilt sich das Clusterergebnis und die Performance von Ma-
jorClust im Vergleich zum dichtebasierten Clusteralgorithmus DB-
SCAN?

e Deuten die Clusterergebnisse darauf hin, dass MajorClust ebenfalls
dichtebasiert arbeitet?

MajorClust bietet gegeniiber anderen dichtebasierten Clusteralgorithmen
den Vorteil, dass er sowohl metrische Daten, als auch Ahnlichkeitsdaten
verarbeiten und clustern kann. Da Ahnlichkeitsdaten jedoch z. B. durch die
Multidimensionale Skalierung (MDS) in den euklidischen Raum eingebettet

X



X MOTIVATION

werden konnen, ist es fraglich, wie praktikabel dieser Vorteil tatséchlich ist.
Zusétzlich soll daher die Frage beantwortet werden:

e Wie stark beeinflusst die Einbettung der urspriinglichen Ahnlichkeits-
daten in den euklidischen Raum das Ergebnis der Clusteranalyse?

Gliederung der Arbeit

Kapitel 1 enthélt eine allgemeine Einfithrung in die Zielsetzung und Funk-
tionsweise der Clusteranalyse und stellt praktische Einsatzgebiete vor. In
Kapitel 2 werden die Begriffe Dichte und dichtebasiertes Clustering defi-
niert und erldutert. Kapitel 3 und 4 stellen die Algorithmen DBSCAN und
MajorClust vor, wobei jeweils auf die Strategie, die Funktionsweise und die
Performance eingegangen wird. Kapitel 5 présentiert eine Testumgebung
zur Evaluierung der Algorithmen und erldutert wesentliche Implementie-
rungsdetails. Kapitel 6 stellt Messungen und Ergebnisse zum Vergleich der
Algorithmen dar und interpretiert diese. In Kapitel 7 schliefllich werden
die Ergebnisse dieser Arbeit zusammengefasst und es wird ein Ausblick auf
verwandte Forschungsaufgaben gegeben.
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Kapitel 1

Einfiihrung in die
Clusteranalyse

Ein Teilbereich des Forschungsgebiets “Knowledge Discovery in Databases*
(KDD) ist das sogenannte Data Mining, welches das Ziel hat, Wissen und
Strukturen aus bestimmten Datenmengen zu extrahieren. Dabei wird ange-
nommen, dass sich das Wissen bereits in den Datenmengen befindet; mit
Hilfe des Data Minings soll es aufgedeckt werden.

Eine Technik des Data Minings ist die sogenannte Clusteranalyse, auch
numerische Taxonomie oder kurz Clustering genannt.

Dieses Kapitel bietet eine Einfiihrung in die Clusteranalyse anhand einer
beispielhaften Problemstellung in Abschnitt 1.1. Nach der formalen Defi-
nition von Clustering und Cluster in Abschnitt 1.2 und der Vorstellung
wichtiger Formate der Problemdaten in Abschnitt 1.3 wird in Abschnitt
1.4 ein erstes Beispiel einer Clusteranalyse gegeben. Nachdem in Abschnitt
1.5 Uberlegungen zur Komplexitit des Clusterproblems angestellt werden
schlieBt Abschnitt 1.6 mit einer Taxonomie géngiger Clusterstrategien.

1.1 Problemstellung

Der Ausgangspunkt bei der Problemstellung ist eine Menge von Daten (Ob-
jekten), welche verschiedene Eigenschaften aufweisen. Ziel der Clusterana-
lyse ist es, diese Objekte in Gruppen, die sogenannten Cluster, aufzuteilen.
Diese Gruppierung soll so gewihlt werden, dass Objekte innerhalb desselben

3



4 KAPITEL 1. EINFUHRUNG

Clusters untereinander moglichst dhnlich sind (Homogenitét innerhalb der
Cluster), Objekte aus unterschiedlichen Clustern jedoch moglichst unihn-
lich (Heterogenitét bei verschiedenen Clustern).

Die Ahnlichkeit zweier Objekte ergibt sich dabei durch Beriicksichtigung
der Eigenschaften, die die einzelnen Objekte aufweisen. Wie unterschiedlich
diese Eigenschaften sein kénnen, sollen die folgenden Beispiele zeigen.

Problem 1: Umzugkartons

Eine Familie ist im Begriff umzuziehen. Nach dem Aussortieren der nicht
mehr bendtigten Gegensténde gilt es nun die verbliebenen Gegenstidnde
moglichst zweckméafBig auf Umzugkartons zu verteilen.

Um dieses Problem zu 16sen, lassen sich verschiedene Eigenschaften der
Objekte (hier: Gegenstéinde) erfassen:

e Gewicht Beispiel: Gewichte nicht grofler als Belastbarkeit des Kar-
tons

e Form Beispiel: Gegensténde miissen in den Karton passen

e Art des Gegenstands Beispiel: Sonntagskleidung nicht zu Werk-
zeugkiste

e Zerbrechlichkeit Beispiel: Hanteln nicht auf Porzellangeschirr

e etc.

Problem 2: Automobilkonstruktion

Heutzutage enthalten moderne Autos mehr als 100 unterschiedliche Elek-
troniksysteme mit iiber 2500 Kabelverbindungen. Fiir eine méglichst kos-
tengiinstige Produktion ist daher die Planung einer effektiven Anordnung
der einzelnen Elektronikbauteile zur Minimierung der Kabellingen notwen-
dig.

Auch bei diesem Gruppierungsproblem lassen sich bestimmte Eigen-
schaften der Objekte (hier: Elektronikbauteile) finden:

e Kommunikationspartner Beispiel: Radio und CD-Wechsler

e Ergonomie Beispiel: Mikrofon der Freisprecheinrichtung auf
Mundhohe des Fahrers

e Funktionsweise Beispiel: Klimaanlage in der Ndhe vom Motor
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e Ortsgebundenheit Beispiel: Servolenkung in der Ndhe der Lenkan-
lage

e Sicherheit Beispiel: Tank mit Sicherheitsabstand zum Unterboden

e etc.

Wie zu sehen ist, eignet sich die Clusteranalyse fiir sehr unterschiedliche
Einsatzgebiete, bei denen das Grundproblem, die Gruppierung von Objek-
ten zum Finden von Strukturen, gegeben ist.

Vergleich mit der Klassifikation

Im Gegensatz zur Vorgehensweise der Klassifikation, bei der die jeweili-
gen Gruppen a priori feststehen und die einzelnen Objekte diesen Gruppen
zugeordnet werden sollen, sind die Cluster beim Clustering nicht vorher be-
kannt und werden implizit vom jeweiligen Algorithmus generiert. Dabei gibt
es Algorithmen, die als Eingabeparameter die Anzahl der Cluster, die er-
zeugt werden sollen, benttigen; andere Algorithmen erzeugen eine beziiglich
ihrer Strategie optimale Anzahl von Clustern.

1.2 Definitionen

Definition 1 (Clustering, Cluster) Sei D ein Menge von Objekten. Ein
Clustering C C {C' | C C D} wvon D ist eine Aufteilung von D in Teil-
mengen, welche die folgenden Bedingungen erfiillen: UCieC C; = D und
vC;,C; € C : C;NCix = (. Diese Teilmengen C; werden als Cluster
bezeichnet.

Die Definition fordert, dass ein Clustering eine Aufteilung der Objekte in
disjunkte Teilmengen darstellt. Zusétzlich wird gefordert, dass jedes Objekt
genau einem Cluster zugeordnet sein muss.

Eine Besonderheit stellen Clusteralgorithmen (z. B. DBSCAN) dar, die
neben den Clustern noch Rauschen (Noise) identifizieren. Das Rauschen
kann in der Definition als eine spezielle Gruppe angesehen werden, die Ob-
jekte beinhaltet, welche sinnvollerweise keinem Cluster zugeordnet werden
konnen und somit als Storstellen in den Ausgangsdaten klassifiziert werden.



6 KAPITEL 1. EINFUHRUNG

1.3 Datenformat der Problemdaten

Die Daten eines Clusterproblems kénnen in verschiedenen Formaten vorlie-
gen. In dieser Arbeit werden zwei Formate verwendet: Geometrische Daten
und Ahnlichkeitsdaten.

Geometrische Daten

Bei geometrischen Daten stellen die Daten eine Menge X dar, deren Objekte
sich im euklidischen Raum befinden.

Definition 2 Fin euklidischer Raum ist ein k-dimensionaler Raum RF, in
dem die Gesetze der euklidischen Geometrie gelten.

Um den Abstand zwischen zwei Objekten im euklidischen Raum bestimmen
zu koénnen, wird eine Metrik benéotigt.

Definition 3 Sei X eine beliebige Menge. Fine Abbildung d: X x X — R
heifst Metrik, wenn fiir beliebige Elemente x, y und z von X die folgenden
axiomatischen Bedingungen erfillt sind:

o d(z,z) =0

e d(z,y) = 0=z =y (Definitheit)

o d(z,y) = d(y,7) (Symmetric)

o d(x,y) <d(x,z)+d(z,y) (Dreiecksungleichung)

Die in dieser Arbeit verwendete Metrik ist die euklidische Metrik

die ein Spezialfall der Minkowski-Metrik
k 1/r
d(l’,y) = (Z(z’b - yz)r> , T Z 1
i=1
ist. Die Daten werden als k-dimensionale Vektoren der Form
x = (z1,2,...,21) € R*

dargestellt.
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Ahnlichkeitsdaten

Bei Ahnlichkeitsdaten werden die Daten durch eine Menge X von Objekten
dargestellt. Auf dieser Menge X ist ein Ahnlichkeitsmafl d definiert:

mit z,y € X. Fiir alle Objektpaare aus X kénnen so deren Ahnlichkeits-
bzw. Unéhnlichkeitswerte fiir die Clusteranalyse verwendet werden.

Datenumwandlung

Wiihrend geometrische Daten verlustfrei in Ahnlichkeitsdaten umgewan-
delt werden kénnen, indem z. B. die euklidische Metrik als Ahnlichkeitsma8
verwendet wird, ist die umgekehrte Richtung, die Einbettung von Ahnlich-
keitsdaten in den euklidischen Raum R* bei begrenztem k, meist nicht ohne
Informationsverlust durchzufithren. Eine Technik zur ndherungsweisen Ein-
bettung ist die Multidimensionale Skalierung (sieche Anhang B), die in dieser
Arbeit verwendet wird.

1.4 Beispiel einer Clusteranalyse

Abb. 1.1 zeigt eine Karte der karibischen Inseln. Die Aufgabe, die mittels
Clusteranalyse hier gelost werden soll, ist die Entdeckung der einzelnen In-
seln und deren Zuordnung zu eigenstidndigen Clustern. Um das Bild auf
die Clusteranalyse vorzubereiten werden die Beschriftungen entfernt und
das Bild mit Hilfe des Floyd-Steinberg-Dithering-Algorithmus in den mo-
nochromen Farbraum transformiert. Die 14075 schwarzen Pixel im euklidi-
schen Raum des Bildes (Auflsung: 344*226 Pixel) werden als die Objekte
betrachtet, die es zu clustern gilt. Abb. 1.2 zeigt das umgewandelte Bild,
welches als Eingabe fiir den Clusteralgorithmus DBSCAN dienen soll.

Abb. 1.3 zeigt das Ergebnis (Clustering), welches DBSCAN berechnet
hat. Es wurden 24 unterschiedlichen Cluster gefunden, die durch verschie-
dene Farben dargestellt sind. Es ist deutlich zu erkennen, dass alle Inseln als
eigensténdige Cluster gefunden wurden. Bemerkenswert bei diesem Beispiel
sind die sehr unterschiedlichen Formen der Cluster, die DBSCAN identifi-
ziert hat.
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Abbildung 1.2: Monochrome Darstellung als Eingabedaten fiir die Cluster-
analyse.
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Abbildung 1.3: Clusterergebnis unter Verwendung des Algorithmus DBS-
CAN.

1.5 Komplexititsiiberlegungen

Um die Komplexitiat des Clusteringproblems zu verdeutlichen, lassen sich
einige Uberlegungen anstellen.

Als Beispiel seien 25 verschiedene Objekte gegeben, die in 5 Clus-
ter aufgeteilt werden sollen. Ein naiver Algorithmus koénnte so vorgehen,
dass er samtliche moglichen Clusterings berechnet und anschlieflend das,
beziiglich eines Optimierungskriteriums, Geeignetste auswahlt. Die Anzahl
aller moglichen Clusterings, also alle Variationen, um n Objekte auf k ver-
schiedene Gruppen beliebiger Grofle aufzuteilen, ldsst sich mit der Stirling-
schen Zahl zweiter Ordnung berechnen:

(’“)%% <)

Mit den Werten des obigen Beispiels, also n = 25 und k£ = 5, ergeben sich
582 = 2.436.684.974.110.751 mégliche Gruppierungen.

Wird nun noch zusitzlich gefordert, dass die optimale Anzahl der Cluster
auch von dem Clusteralgorithmus ermittelt werden soll, steigt die Anzahl
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der moglichen Gruppierungen auf

=25 )
388 > 410

i=1

an, da die Clusteranzahl mindestens eins und hochstens 25 betragen kann.
Sogar auf einem Teraflop-Rechner, der eine Billion Rechenoperationen pro
Sekunde durchfiihren kann, wiirde diese vermeintlich simple Aufgabe schon
iiber 11 Tage in Anspruch nehmen, wobei mehrere Millionen Terabyte Spei-
cherplatz notwendig wiren; dabei wire allerdings das Problem, das geeig-
netste aller Clusterings auszuwéhlen, noch nicht gelost.

Ein uniiberwachtes Problem

Eine weitere Schwierigkeit, die die Clusteranalyse noch komplexer macht,
ist die Tatsache, dass es sich um ein uniiberwachtes Problem handelt. Dies
bedeuted, dass es aufler den Problemdaten selbst keine weiteren Einga-
ben gibt, die zur Losung des Problems beitragen. Da jedes Clusterpro-
blem ein neues, einzigartiges ist, konnen die Algorithmen nicht aus vor-
herigen Problemlosungsprozeduren Wissen wiederverwenden, sie sind also
nicht lernfihig.

1.6 Clusteralgorithmen

Wie der letzte Abschnitt gezeigt hat, ist das naive Konstruieren aller mogli-
chen Clusterings und anschlieBendes Auswéhlen der besten Losung nicht
realisierbar, was den Bedarf an leistungsfahigen, heuristischen Clusterstra-
tegien bekréftigt.

Im néchsten Abschnitt werden wesentliche Strategien vorgestellt.

1.6.1 Kategorien

Heutzutage gibt es eine Vielzahl an Clusteralgorithmen, die sich durch ver-
schiedene Strategien und Heuristiken unterscheiden. Abb. 1.4 zeigt eine Ka-
tegorisierung bekannter Algorithmen. In den folgenden Abschnitten werden
die wichtigsten Kategorien kurz vorgestellt.

Hierarchische Algorithmen

Agglomerative hierarchische Algorithmen beginnen mit einem Anfangszu-
stand, in dem jedes Objekt der Problemdaten einem eigenen Cluster zu-



1.6. CLUSTERALGORITHMEN 11

agglomerativ - single-linkage, group-average
hierarchisch —(:
divisiv —— min-cut-clustering
Exemplar-basiert - k-means, k-metoid
iterativ —(:
Austauschverfahren —— Kerninghan-Lin
Cluster- . . .
N dichtebasiert DBSCAN, MajorClust?
algorithmus
Meta-Suchverfahren Genetische Algorithmen
isch Gaulverfahren
B Kategorie

W Algorithmus (Beispiele)

Abbildung 1.4: Eine Taxonomie von wichtigen Clusteralgorithmen.

geordnet ist. Im weiteren Verlauf der Clusteranalyse werden dann die
beziiglich des verwendeten AhnlichkeitsmaBes #hnlichsten Cluster miteinan-
der verschmolzen. Dieser Schritt wird solange wiederholt, bis eine bestimmte
Abbruchbedingung erreicht ist.

Divisive hierarchische Algorithmen hingegen gehen von einem einzelnen
Cluster aus, in dem sich zu Beginn alle Objekte befinden. Im weiteren Ver-
lauf werden die Cluster sukzessive in kleinere Cluster aufgeteilt, bis der
Algorithmus aufgrund des Abbruchkriteriums terminiert.

Graphisch ldsst sich die Funktionsweise hierarchischer Algorithmen als
Dendogramm darstellen (siche Abb. 1.5).

Iterative Algorithmen

Iterative Algorithmen versuchen, ausgehend von einem existierenden Clus-
tering, durch Verlagerung der Objekte in andere Cluster zu einer besseren
Losung zu gelangen. Iterative Algorithmen bendétigen als Eingabeparameter
die Anzahl der Cluster, die erzeugt werden sollen.

Bei dem Exemplar-basierten iterativen Verfahren wird fiir jedes Cluster
ein Repriisentant errechnet, zu dem die Objekte aufgrund ihrer Ahnlichkeit
zugeordnet werden.

Bei dem Austauschverfahren hingegen werden immer zwei Objekte aus
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Abbildung 1.5: Dendogramm hierarchischer Clusteralgorithmen.

unterschiedlichen Clustern vertauscht, um die Losung zu verbessern.

Dichtebasierte Algorithmen

Algorithmen dieser Kategorie suchen nach Regionen hoher Dichte im Merk-
malsraum. Fiir diese Regionen werden verschiedene Cluster angelegt und
alle darin befindlichen Objekte dem Cluster hinzugefiigt. Wahrend der Be-
griff der Dichte eindeutig definiert werden kann (siche Kapitel 2), verfolgen
verschiedene Algorithmen recht unterschiedliche Strategien, um dieses Ziel
zu erreichen.

Ob die Strategie von MajorClust dem dichte-basierten Ansatz dhnlich
ist, und die Einordnung von MajorClust somit sinnvoll ist, soll im weiteren
Verlauf dieser Arbeit untersucht werden.

Vergleich der Clusterstrategien

Anhand einiger Eigenschaften lassen sich die Qualititen und bevorzugten
Einsatzgebiete der verschiedenen Strategien vergleichen.

Dichte-basierte Algorithmen weisen den grofien Vorteil auf, dass sie Clus-
ter beliebiger Formen entdecken kénnen, wihrend andere Algorithmen mit
nicht-konvexen Clustern erhebliche Probleme haben. Des Weiteren lassen
sich diese Algorithmen mit speziellen Datenstrukturen sehr effizient imple-
mentieren, so dass sie auch fiir gréflere Datenmengen geeignet sind. Der
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grofite Nachteil dichtebasierter Verfahren ist jedoch die starke Abhéngigkeit
des Clusteringergebnisses von ihren Eingabeparametern. Iterative Verfahren
weisen als dhnlichen Nachteil die Notwendigkeit auf, dass die gewiinschte
Clusteranzahl a priori bekannt sein muss.

Tabelle 1.1 fasst den qualitativen Vergleich zusammen.

iterativ | hierarchisch | dichte-basiert
Skalierbarkeit - - +
Nicht-konvexe Cluster - - +
Eingabeparameter - + -

Tabelle 1.1: Vergleich der Clusterstrategien

1.7 Zusammenfassung

Dieses Kapitel hat die Clusteranalyse als Technik zur uniiberwachten Grup-
pierung von Daten vorgestellt und die Begriffe Clustering und Cluster formal
definiert. Des Weiteren wurden euklidische Daten und Ahnlichkeitsdaten als
wichtige Formate fiir Clusterprobleme vorgestellt.

Es wurden Beispiele zu Einsatzgebieten der Clusteranalyse gegeben und
deren Funktionsweise demonstriert.

Des Weiteren wurden Uberlegungen zur Komplexitit des Clusterpro-
blems angestellt und somit der Bedarf an leistungsfdhigen Clusteralgorith-
men begriindet.

Zuletzt wurde eine Taxonomie zur Zeit existierender Algorithmen vor-
gestellt und die wichtigsten Kategorien erldutert.
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Kapitel 2

Dichte

Die Intention dieses Kapitels ist es, dem Leser ein Gefiihl fiir den Begriff
der Dichte zu vermitteln.

Nach einer kurzen Einfiihrung in die dichtebasierte Clusteranalyse in Ab-
schnitt 2.1 wird in Abschnitt 2.2 der Unterschied zwischen parametrischen
und nicht-parametrischen Methoden in der Statistik dargelegt.

Als eines der einfachsten Mittel zum Schétzen der Dichte wird in Ab-
schnitt 2.3 das Histogramm anhand einer eindimensionalen Zufallsstichpro-
be vorgestellt. Mit diesem Grundwissen wird die Definition des Histogramms
auf den mehrdimensionalen Raum ausgeweitet.

Die Simplizitdt des Histogramms wird mit einigen Nachteilen erkauft,
welche der Kerndichteschétzer nicht mit sich bringt. Abschnitt 2.4 stellt des-
halb den Kerndichteschétzer als verbessertes Werkzeug zur Dichteschétzung
vor.

Abschliefend wird in Abschnitt 2.5 ein anschaulicher Bezug zur dichte-
basierten Clusteranalyse genommen und mit verschiedenen Beispielen de-
monstriert.

2.1 Einfiihrung

Die Idee der dichtebasierten Clusteranalyse ist es, Regionen im Merkmals-
raum zu bestimmen, die eine hohe Anzahl von Objekten (also eine hohe
Dichte) aufweisen. Gleichzeitig sollten diese Regionen jedoch durch Berei-
che mit einer kleinen Anzahl von Objekten (geringe Dichte) abgegrenzt sein.

Der erste Schritt der dichtebasierten Clusteranalyse ist deshalb eine Be-
stimmung der verschiedenen Dichten im Merkmalsraum. Natiirlich ist vor

15
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Durchfithrung der Clusteranalyse unbekannt, wo sich Clusterkandidaten be-
finden werden. Es lassen sich deshalb keine abgegrenzten Bereiche festlegen,
fiir die Dichtewerte im Sinne der Formel

Anzahl Objekte

Dichte =
rehte Einnehmender Flicheninhalt

berechnet werden sollten.

Die Losung fiir diese Konflikt ist die Bestimmung der Dichte im statis-
tischen Sinn, also die Bestimmung der Dichteverteilung der Problemdaten.
Diese Bestimmung kann sowohl parametrisch als auch nicht-parametrisch
durchgefithrt werden. Im néichsten Abschnitt werden beide Methoden ver-
glichen.

2.2 Parametische wund nicht-parametrische
Dichteschitzung

Gegeben sei eine Zufallsvariable X, die einer unbekannten, stetigen Ver-
teilungsfunktion F(xz) = P(X < z) geniigt und fiir die die Dichte f mit
F(z) = P(X <) = ["_ f(t)dt geschitzt werden soll. Dabei gilt fiir die
Dichte:

flx) > O,/_OO flx)dz =1

Parametrische Dichteschitzung

Bei der parametrischen Dichteschétzung wird vorausgesetzt, dass bekannt
ist, welcher Verteilungsfunktion X geniigt, jedoch nicht, wie die Daten ver-
teilt sind.

Ist beispielsweise bekannt, dass die unbekannte Zufallsvariable X der
Normalverteilung

1 v t—p)?
F(z) = P(X < z) = e T dt
oV2T J -

geniigt, so reicht es aus, den Erwartungswert u sowie die Streuung o2 zu
bestimmen, um die unbekannte Dichte

£(1) 1 _ (t—u2>2
= e 20
oV 2T

schatzen zu konnen.
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Diese Methode birgt jedoch den entscheidenden Nachteil, dass schon
geringe Abweichungen zwischen der erwarteten und der tatséchlichen Ver-
teilungsfunktion zu sehr schlechten Ergebnissen fithren kénnen.

Nicht-parametrische Dichteschéitzung

Diesen Nachteil haben die nicht-parametrische Methoden hingegen nicht, da
sie keine Annahmen iiber die Verteilungsfunktion von X treffen und somit
wesentlich flexibler als parametrische Methoden sind. Alle Informationen
zur Bestimmung der Dichte wird aus den Daten selber gewonnen.

Nicht-parametrische Methoden eignen sich daher besonders fiir Proble-
me, fiir die a priori keine Vorhersagen iiber die Verteilungsfunktion gemacht
werden konnen, sie sind also pradestiniert fiir die variantenreichen Probleme
der Clusteranalyse.

Im néchsten Abschnitt wird das Histogramm als eine der einfachsten
Methoden der parameterlosen Dichteschitzung vorgestellt.

2.3 Das Histogramm als einfacher Dich-
teschéitzer

Die Aufgabe eines Histogramms ist es, die unbekannte Dichte f einer ste-
tigen Verteilung X zu bestimmen. Dabei wird nicht vorausgesetzt, dass d
eine bestimmte parametrische Gestalt, wie etwa die Normalverteilung, hat.

Der Einfachheit halber wird das Histogramm zunéchst im eindimen-
sionalen Raum definiert; im weiteren Verlauf wird die Definition auf den
mehrdimensionalen Raum erweitert.

Um ein Histogramm zur Schétzung von f zu berechnen, wird eine Zu-
fallsstichprobe Xi,...X, aus X benotigt. Der Kerngedanke des Histo-
gramms ist es nun, das Intervall [X,,in, - . . , Ximaq| dieser Daten in & disjunk-
te Teilintervalle, auch Klassen oder Bins genannt, der Breite h zu zerlegen.
Ausgehend von einem Startpunkt xq ist das Intervall der m-ten Klasse

A (h) = [xo + (m — 1)h, o + mh],

mit 1 < m < k (sieche Abb. xx).

Die Idee des Histogramms ist es nun zu zdhlen, wieviele Datenpunkte
sich in den verschiedenen Klassen befinden. Die Daten werden also diskreti-
siert. Die Klassenhéufigkeit n;, also die Anzahl der Datenpunkte in Klasse
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0.5 0.5
D.4 0.4
0.3 (
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Abbildung 2.1: Das Histogramm als Summe gestapelter Blocke auf den Klas-
senmitten der Klassen der jeweiligen Beobachtungen. (Quelle: [19])

i, lasst sich dann wie folgt berechnen:

UES Z Ix,eAm(n)-

=1

Mit Hilfe dieser Klassenhdufigkeiten ldsst sich nun an Stelle z die Dichte

schétzen: .

fl@) = - (| & € A (h)).
Die Normierung, also das Dividieren durch nh, muss durchgefiihrt werden,
damit die Dichte die Anforderungen

KXmaz

f@ =0, [ fa)ds =1
KXmin

erfiillt.

Grafisch betrachtet wird fiir jeden Datenpunkt ein Block mit der Fliche
1/n und der Breite h auf der Klassenmitte gestapelt, in der der Punkt
liegt. Die Kreuze an der Abszisse der Diagramme in Abb. 2.1 stellen die
Datenpunkte dar. Je mehr Datenpunkte in einer Klasse liegen, desto mehr
Blocke werden aufeinander gestapelt. Die Fliache der Rechtecke der einzelnen
Klassen, die sich als die Summe der Flichen der {ibereinandergestapelten
Blocke ergeben, reprisentieren dann die Klassenhéufigkeit (vgl. [10]). Wie
ein Histogramm die zugrunde liegenden Daten darstellt, héingt von zwei
Parametern ab: Klassenbreite A und Ursprung xo. Abb. 2.2 und 2.3 zeigen,
wie die beiden Parameter das Histogramm beeinflussen. Es gibt verschiedene
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Abbildung 2.2: Einfluss der Bandbreite: Histogramme fiir denselben Daten-
satz mit h = 50,100, 150, 200
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Abbildung 2.3: Einfluss des Ursprungs: Histogramme fiir denselben Daten-
satz mit zg = 0,25,50,75 und A = 100
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Abbildung 2.4: Kerndichteschéitzer mit Kernfunktion: Dichte der Standard-
normalverteilung. Quelle: [19]

Verfahren zur Bestimmung von h und zur Minimierung des Einflusses von
xo auf das Histogramm. Dazu sei auf entsprechende Literatur verwiesen
([10],[191,[9])-

Mehrdimensionale Histogramme

Analog zum eindimensionalen Fall, in dem der Merkmalsraum in k£ Klassen
der Breite h aufgeteilt wird, wird der d-dimensionale Merkmalsraum in d- k
Bereiche aufgeteilt. Fiir d = 2 kann man sich ein zweidimensionales Bild
vorstellen iiber das zur Klasseneinteilung ein Gitter gelegt wird. Um die
Klassenhaufigkeiten zu zéhlen, wiirden dann iiber jedem Gitterfeld Wiirfel
gestapelt.

2.4 Kerndichteschitzer

Ein Histogramm hat zwei entscheidende Nachteile. Zum Einen findet ein In-
formationsverlust durch die Diskretisierung der urspriinglichen Daten statt.
Des Weiteren ist das Histogramm ein Werkzeug zur Schitzung von steti-
gen Dichtefunktionen, es ist selbst jedoch unstetig. Um diese Schwéchen
auszugleichen, werden Kerndichteschétzer eingesetzt.

Im Gegensatz zum Histogramm verwendet ein Kerndichteschétzer kei-
ne Blocke, die iibereinander gestapelt werden. Die Verbesserung besteht in
der Benutzung von Kernfunktionen, die iiber jede Beobachtung gestapelt
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werden. Diese miissen die Eigenschaften einer Dichtefunktion

f@) 20, [ j@r =1

erfiillen. Abb. 2.4 zeigt als Beispiel einen Kerndichteschétzer, der als Kern-
funktion die Dichte der Standardnormalverteilung verwendet:

Es ist deutlich zu erkennen, dass es sich um eine stetige Dichteschétzung
handelt und kein Treppeneffekt wie beim Histogramm zu erkennen ist.

Im néchsten Abschnitt soll unter Verwendung einer Dichteschétzung von
Problemdaten mit Hilfe eines Kerndichteschétzers die Idee der dichtebasier-
ten Clusteranalyse dargelegt werden.

2.5 Dichtebasierte Clusteranalyse

Um ein Gefiihl dafiir zu bekommen, wie die Kenntnis der Dichtevertei-
lung einer Datenmenge fiir die Clusteranalyse ausgenutzt werden kann, wird
im Folgenden das Beispiel der karibischen Inseln aus Abschnitt 1.4 weiter-
gefiihrt.

Abb. 2.5a) zeigt die Dichteschitzung der Karte, welche die karibischen
Inseln zeigt (vgl. Abb. 1.1), die durch Einsatz eines Kerndichteschétzers
(Kernfunktion: Dichte der Standardnormalverteilung) aus den entsprechen-
den Daten (vgl. Abb. 1.2) ermittelt wurde.

Um sich nun die Vorgehensweise der Clusteranalyse anhand dieser Dich-
teverteilung versténdlich zu machen, ist es hilfreich sich vorzustellen, diese
Dichteverteilung wiirde mit Wasser befiillt. Wird Wasser abgelassen, treten
zuerst die hochsten Spitzen der Dichteverteilung aus der Wasseroberfliche
hervor wie in Abb. 2.5b zu sehen ist.

Ein Algorithmus konnte bildlich gesprochen so vorgehen, dass er das
Wasser zu einem gewissen Teil ablédsst und die Spitzen, die separat, dh. ge-
trennt voneinander durch Wasser, aus der Wasseroberflache hervortreten,
in einzelne Cluster klassifiziert. Abb. 2.5¢ beispielsweise zeigt einen Wasser-
stand, bei dem die Dominikanische Republik und Kuba in einzelne Cluster
angeordnet wiirden - eine durchaus sinnvolle Klassifikation.

Abb. 2.5¢ jedoch macht eine Problematik des dichte-basierten Cluste-
rings erkennbar. Um die Insel Puerto Rico entdecken zu konnen, muss der
Wasserspiegel sehr weit abgesenkt werden. Dann aber sind Kuba und die
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Dominikanische Republik nicht mehr durch Wasser voneinander getrennt
und werden einem gemeinsamen Cluster zugeordnet.

Betrachtet man die Hohe, auf die der Wasserspiegel abgelassen wird,
als Eingabeparameter fiir einen dichte-basierten Clusteringalgorithmus wird
deutlich, dass das Clusteringergebnis sehr stark von diesem Parameter
abhangt.

In dem néchsten Kapitel wird der Algorithmus DBSCAN vorgestellt,
der diesen Vorgang des dichte-basierten Clusterings auf einem heuristischen
Weg nachzubilden versucht.

2.6 Zusammenfassung

Dieses Kapitel hat den Begriff der Dichte im statistischen Sinne erldutert
und das Histogramm als einfachstes Werkzeug zum Schétzen der Dichte-
verteilung einer Zufallsvariablen vorgestellt. Danach wurde der Kerndich-
teschéitzer als Verbesserung des Histogramms eingefiihrt, der Kernfunktio-
nen, welche den Bedingungen einer Dichtverteilung geniigen miissen, ver-
wendet. Abschlieend wurde die Idee der dichtebasierten Clusteranalyse
beispielhaft erldautert.
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Abbildung 2.5: a) Dichteschitzung der karibischen Inseln mittels Kerndich-
teschétzer (Kernfunktion: Standardnormalverteilung). b) Wasserspiegel ist
gerade soweit abgesenkt, dass die Dominikanische Republik auftaucht. c)
Die Dominikanische Republik und Kuba sind durch Wasser klar voneinan-
der getrennt. d) Der Wasserspiegel wird weiter abgesenkt, so dass Puerto
Rico auftaucht. Die Dominikanische Republik und Kuba bilden jetzt jedoch
ein Cluster.



Kapitel 3

DBSCAN

Der Name DBSCAN ist eine Abkiirzung fiir “Density-Based Spatial
Clustering of Applications with Noise.“!
Die wesentlichen Zielsetzungen von DBSCAN sind dreigeteilt:

e Minimales Démanenwissen erforderlich, um die Eingabeparameter zu
bestimmen

e FEntdeckung von Clustern beliebiger Form
e Gute Performance bei grofien Datenmengen (Datenbanken)

Dieses Kapitel stellt den Algorithmus DBSCAN vor. Abschnitt 3.1
erlautert die Strategie, die DBSCAN zur Clusteranalyse verfolgt. In Ab-
schnitt 3.2 wird der Algorithmus als Pseudocode vorgestellt und die Funk-
tionsweise erldutert. Abschnitt 3.3 verdeutlicht die theoretischen Uberlegun-
gen mit einem praktischen Beispiel fiir eine Clusteranalyse mit DBSCAN.

3.1 Clusterstrategie

3.1.1 Problemdaten

Es sei angenommen, dass die Problemdaten eine Menge von Punkten dar-
stellen, die in einer Datenbank D enthalten sind. Diese Punkte befinden
sich im euklidischen Raum mit beliebiger Dimension k£ und einer darauf
definierten Metrik d : D x D — R.

Letwa: Dichte-basierte raumliche Clusteranalyse fiir Anwendungen mit Rauschen.

25
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In den folgenden Abbildungen und Beispielen wird die Funktionsweise
von DBSCAN im 2-dimensionalen Raum mit euklidischer Metrik demons-
triert.

3.1.2 Strategie

In Kapitel 2 wurde der Kerngedanke der dichtebasierten Clusteranalyse vor-
gestellt: die Punktdichte innerhalb eines Clusters sollte bedeutend hoéher
sein, als aulerhalb des Clusters. Des Weiteren sollten Bildpunkte, die sinn-
vollerweise keinem Cluster zugeordnet werden kénnen, als Rauschen? iden-
tifiziert werden. Diese Idee verfolgt DBSCAN durch die Analyse der Um-
gebungen der einzelnen Punkte. Die folgenden Definitionen bereiten die
Einfithrung der Begriffe DBSCANCluster® und Noise vor, so dass die Stra-
tegie von DBSCAN formalisiert werden kann.

Definition 4 (e-Umgebung) Die e-Umgebung eines Punktes p , bezeichnet
als Ne(p), sei wie folgt definiert: N.(p) = {q € D | d(p,q) < €}.

Die verwendete Metrik d legt die Form der e-Umgebung fest. Wird die
Manhatten-Distanz benutzt, hat die e-Umgebung quadratische Umrisse; die
euklidische Distanz fithrt zu einer Hypersphére.

DBSCAN untersucht die e-Umgebung aller Punkte aus D. Ein naiver
Algorithmus koénnte lediglich fordern, dass sich in der e-Umgebung jeden
Punktes in einem Cluster eine Mindestanzahl von Punkten (MinPts) be-
finden miissen. Dies ist jedoch eine zu verallgemeinernde Vorgehensweise,
denn es kann zwischen zwei Arten von Punkten eines Clusters unterschieden
werden:

e Punkte Innerhalb des Clusters (Kernpunkte),

e Punkte am Rand des Clusters (Randpunkte).

Definition 5 (Kernpunkt, core(D)) Ein Kernpunkt p € D ist ein Punkt,
fiir den die Bedingung |N¢(p)| > MinPts erfiillt ist. Weiterhin enthalte die
Menge core(D) = {p|p € D N|N(p)| > MinPts} alle Kernpunkte aus D.

Ublicherweise befinden sich in der e-Umgebung eines Kernpunktes weit
mehr Punkte als in der e-Umgebung eines Randpunktes. Um trotzdem zu

2engl.: Noise.

3Da in Definition 1 der Begriff Cluster schon allgemein definiert wurde, soll hier der
Begriff DBSCANCluster als Interpretation des Algorithmus DBSCAN verwendet werden,
um Mehrdeutigkeiten vorzubeugen.
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gewdhrleisten, dass alle Punkte dem Cluster hinzugefiigt werden, miisste
der MinPts-Parameter sehr klein gewahlt werden, so dass er nicht mehr
charakteristisch fiir das Cluster wére.

Die folgenden Definitionen bereiten eine sinnvollere Definition eines
DBSCANClusters vor.

Definition 6 (Direkte Erreichbarkeit) Ein Punkt p ist direkt erreichbar von
einem Punkt q beziiglich € und MinPts, wenn

1) p € N(q) und

2) q ein Kernpunkt ist.

Offensichtlich ist direkte Erreichbarkeit symmetrisch fiir zwei Kernpunkte,
fiir einen Kern- und einen Randpunkt hingegen ist sie asymmetrisch.

@ » ®

Abbildung 3.1: a) Randpunkt p, Kernpunkt ¢ b) Asymmetrische Fall der
direkten Erreichbarkeit: p ist direkt erreichbar von ¢, jedoch ist ¢ nicht
direkt erreichbar von p. Quelle: [6]

Definition 7 (Erreichbarkeit) Ein Punkt p ist erreichbar von einem Punkt
q beziiglich € und MinPts, wenn es einen Weg von Punkten p1,...,pnAp1 =
q N\ pn =p gibt, so dass p;41 direkt-erreichbar von p; ist.

Erreichbarkeit ist eine asymmetrische, transitive Erweiterung der direkten
Erreichbarkeit. Abb. 3.1 zeigt einige Beispiele zur Erreichbarkeit.

Zwei Punkte desselben Clusters C, die keine Kernpunkte und deshalb
Randpunkte sind, sind gegenseitig nicht erreichbar. Allerdings muss es einen
Kernpunkt in C' geben, von dem aus beide Randpunkte erreichbar sind. Fiir
diese Fille wird die Verbundenheit eingefiihrt.

Definition 8 (Verbundenheit) Fin Punkt p ist verbunden mit einem Punkt
q beztiglich € und MinPts, wenn es einen Punkt o gibt, so dass sowohl p als
auch q von o beziiglich € und MinPts erreichbar sind.

Verbundenheit ist eine symmetrische Relation. Fiir erreichbare Punkte ist
sie dariiberhinaus reflexiv (vgl. Abb. 3.2).
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Abbildung 3.2: a) Asymmetrischer Fall der Erreichbarkeit: p ist erreichbar
von ¢; ¢ ist jedoch nicht erreichbar von p. b) Die Randpunkte p und ¢ sind
miteinander iiber den Kernpunkt o verbunden. Quelle: [6]

Mit den Begriffen Erreichbarkeit und Verbundenheit als Grundlage ist
es nun moglich, die Interpretation des Algorithmus DBSCAN von Clustern
und Rauschen zu formalisieren.

Definition 9 (DBSCANCluster) Sei D eine Datenbank mit Punkten. Ein
DBSCANCluster C beziiglich € und MinPts ist eine nicht-leere Teilmenge
von D, welche die folgenden Bedingungen erfiillt:

1) V¥p,q : p € C A q ist erreichbar von p beziiglich ¢, MinPts = q € C
(Mazimalitit)

2)Vp,q € C : p ist verbunden mit q beziiglich e, MinPts. (Konnektivitit)

Definition 10 (Noise) Seien C1,...,Cy DBSCANCluster der Datenbank
D beziiglich €;, MinPts;,i = 1,...,k. Dann sei noise :={p € D |Vi:p ¢
C;}.

Ein DBSCANCIluster stellt also eine Menge von beziiglich € und MinPts
verbundenen Punkten dar. Noise hingegen beinhaltet alle {ibrigen Punkte
aus D, die aufgrund dieser Definition keinem Cluster zugeordnet werden
konnen.

Es ist anzumerken, dass ein DBSCANCluster mindestens Min Pts Punk-
te enthélt. Diese Behauptung kann wie folgt bewiesen werden. Ein DB-
SCANCluster C' enthélt mindestens einen Punkt p. Per Definition muss p
mit sich selbst iiber einen beliebigen Punkt o € C' verbunden sein (wobei
p = o gelten kann), weshalb o ein Kernpunkt ist. Da sich in der e-Umgebung
von o mindestens MinPts Punkte befinden, folgt |C| > MinPts.

Im n#chsten Abschnitt wird DBSCAN als Pseudocode vorgestellt. Um die
Korrektheit des Algorithmus zu zeigen, werden zuvor noch einige Uberle-
gungen angestellt.

Sind die Parameter ¢ und MinPts gegeben, kann ein Cluster C' in zwei
Schritten entdeckt werden. Zuerst wird ein beliebiger Punkt p € core(D), zu
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C hinzugefiigt. Alle weiteren Punkte aus D werden ebenfalls C' zugeordnet,
falls sie von p aus erreichbar sind. Diese Vorgehensweise setzt voraus, dass
jedes Cluster eindeutig mittels eines beliebigen, diesem Cluster zugehorigen
Kernpunktes ermittelt werden kann.

Lemma 1 Seip € core(D). Dann bildet die Menge O = {o] o€ D Ao
ist erreichbar von p beziiglich € und MinPts} ein Cluster beziiglich ¢ und
MinPts.

Jeder Punkt in C' ist erreichbar von jedem der Kernpunkte p € core(C).
Deshalb enthélt C' genau die Punkte, die von einem beliebigen Kernpunkt
p € core(C) erreichbar sind.

Lemma 2 Sei C ein Cluster beziiglich € und MinPts und sei p € core(C')
ein beliebiger Kernpunkt aus C. Dann ist C gleich der Menge O ={o| o €
D Ao ist erreichbar von p beziiglich € und MinPts}

3.2 Algorithmus

Im Folgenden wird DBSCAN als Pseudocode vorgestellt. Dabei wird nicht
auf Implementierungsdetails, wie verwendete Datenstrukturen, eingangen.

Algorithmus DBSCAN.

Eingabe: Punktmenge P, €, MinPts.

Ausgabe: Eine Funktion ¢ : P — N, die jedem Punkt eine Clusternummer
zuordnet.

(01) Clusterld:=1

(02) UNCLASSIFIED :=—1,NOISE := -2

(03) Vp e P do ¢(p) :=UNCLASSIFIED enddo

(04) Vpe P do

(05)  if ¢(p) = UNCLASSIFIED then

(06) if ExpandCluster(P,p, Clusterld,e, MinPts) = true then
(07) Clusterld := ClusterId + 1

(08) endif

(09)  endif

(10) enddo
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Zunéchst wird jeder Punkt der Datenbank D als unklassifiziert gekennzeich-
net (03). In der Hauptschleife besucht DBSCAN jeden Punkt, der noch als
unklassifiziert markiert ist, genau einmal. Fiir jeden dieser Punkte wird die
folgende Funktion ExpandCluster aufgerufen (06).

Funktion ExpandCluster.
Eingabe: P, CurrentPoint, Clusterld, e, MinPts.
Ausgabe: {true, false}.

) seeds := regionQuery(P, CurrentPoint, €)

) if |seeds| < MinPts then

) c(CurrentPoint) :== NOISE

) return false

) else

) Vp € P do ¢(p) := ClusterId enddo

) seeds := seeds \ CurrentPoint

) while seeds # & do

) p := seeds. first()

) result := regionQuery (P, p, €)

) if |result| > MinPts then

) VResPoint € P do

) if ¢(ResPoint) € {UNCLASSIFIED, NOISE} then
) if ¢(ResPoint) = UNCLASSIFIED then
) seeds := seeds U ResPoint

) endif

) ¢(ResPoint) := ClusterId

) endif

) enddo

) endif

) seeds := seeds \ p

) enddo

) return true

)

endif

In Zeile (01) wird mit dem Aufruf regionQuery die e-Umgebung des aktu-
ellen Punktes CurrentPoint untersucht. Handelt es sich bei CurrentPoint
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um einen Kernpunkt, dann werden die Punkte in dieser Umgebung der
seeds-Liste hinzugefiigt, andernfalls wird CurrentPoint als Noise klassifi-
ziert. Sollte es sich bei diesem Punkt jedoch nicht um Rauschen sondern
um einen Randpunkt handeln, dann wird seine Klassifizierung im weiteren
Verlauf noch einmal gedndert.

Die e-Umgebungen aller Punkte in seeds werden mit dem Aufruf region-
Query untersucht (10); alle neu gefundenen Punkte, welche noch unklassifi-
ziert sind, werden seeds ebenfalls hinzugefiigt (15). Sollte ein Punkt gefun-
den werden, der bereits als Noise klassifiziert wurde, so wird er statt dessen
dem aktuellen Cluster zugeordnet (17). Auf diese Weise sucht der else-Teil
der if-Anweisung (05)-(23) alle von CurrentPoint erreichbaren Punkte. Da
dieser else-Teil nur ausgefithrt wird, sofern es sich bei CurrentPoint um
einen Kernpunkt handelt, wird immer ein vollstdndiges Cluster gefunden,
wie Lemma 2 beweist.

Komplexitét

Die Laufzeit von DBSCAN héngt im Wesentlichen von der Umsetzung der
Funktion regionQuery ab. Eine naive Implementierung etwa, die fiir jeden
Punkt aus D iiberpriifen muss, ob er in der e-Umgebung des zu untersu-
chenden Punktes liegt, ben6tigt n Operationen fiir eine query. Da fiir jeden
Punkt aus D hochstens einmal regionQuery aufgerufen wird, ergibt sich eine
Gesamtlaufzeit von O(n?).

Eine effizientere Implementierung von regionQuery lésst sich mit kom-
plexeren Datenstrukturen wie etwa dem R*-Tree (vgl. [4], [8]) realisieren,
der lediglich O(logn) Schritte zur Ermittlung der e-Umgebung benétigt, so
dass die Gesamtlaufzeit auf O(nlogn) verbessert werden kann.

3.3 Beispiel

Abb. 3.3 und 3.4 zeigen ein Beispiel fiir eine Clusteranalyse mit DBSCAN.

3.4 Zusammenfassung

In diesem Kapitel wurde der Algorithmus DBSCAN vorgestellt. Dazu wurde
die Strategie erlautert, welche DBSCAN verfolgt, und wichtige Begriffe wie
e-Umgebung, Kernpunkt, DBSCANCluster und Noise einfiihrt. Der Algo-
rithmus wurde als Pseudocode dargestellt und die Funktionsweise anhand
eines Beispiels demonstriert.
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01 02 MinPts-Bedingung: 1 < MinPts
nicht erfiillt
Legende:
O Unklassifiziert °
® Punktin seeds-Liste OOOO
O Cluster 1 00 0g
O Cluster2
@ Noise o O
[e]
o O
MinPts-Bedingung erfiillt wenn o
IN,(p)| ? MinPts mit MinPts = 4
Der erste Punkt aus D wird ausgewahit.
- DBSCAN (04)
03 MinPts-Bedingung: 04 MinPts-Bedingung: 2 < MinPts
nicht erfiillt
® [
Q Q
OOOO OOOO
00 Ogp 00 Op
o O
o
o O [¢]
[¢] o
Da die MinPts-Bedingung nicht erfiillt ist, wird der Nachster Punkt aus D wird ausgewahlt. Beide Punkte
aktuelle Punkt als Noise klassifiziert. in der e-Umgebung werden seeds hinzugefiigt.
= ExpandCluster (02), (03) = DBSCAN (04), ExpandCluster (01)
05 MinPts-Bedingung: 06 MinPts-Bedingung: 5 > MinPts
° °
Q Q
OOOO OOOO
00 Op 00 Op
@ O
o
o O
o o
Da die MinPts-Bedingung nicht erfilllt ist, wird der Néachster Punkt aus P wird ausgewahlt. Alle 5 Punkte
aktuelle Punkt als Noise klassifiziert. in der e-Umgebung werden seeds hinzugefiigt.
= ExpandCluster (02), (03) > DBSCAN (04), ExpandCluster (01)

Abbildung 3.3: Beispiel fiir den Algorithmus DBSCAN 1/2
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07 MinPts-Bedingung: 5 > MinPts

Da die MinPts-Bedingung erfilllt ist, werden alle
Punkte aus seeds dem aktuellen Cluster (Cluster 1)
hinzugefigt.

=>» ExpandCiluster (17)

08

MinPts-Bedingung: 4 = MinPts

)
[0
o)
o o
o
o O

Nachster Punkt aus P wird ausgewahlit. Alle 4 Punkte
in der e-Umgebung werden seeds hinzugefiigt.

= DBSCAN (04), ExpandCluster (01)

09 MinPts-Bedingung: 6 > MinPts

Nachster Punkt aus seeds wird ausgewéhlt. Beide
Punkte in der e-Umgebung , die sich noch nicht in
seeds befinden, werden seeds hinzugefiigt.

= ExpandCluster (15)

10

MinPts-Bedingung:
)
€]
OOOO
00 0¢g
o o
o
o o
o

Alle Punkte aus seeds werden, unter Aufnahme
benachbarter, unklassifizierter Punkte, dem aktuellen
Cluster (Cluster 2) zugeordnet.

= ExpandCluster (08)-(22)

1 MinPts-Bedingung: 1 < MinPts
nicht erfiillt

Néachster Punkt aus P wird ausgewahlt.

> DBSCAN (04), ExpandCluster (01)

12

MinPts-Bedingung:

°

o

00°%

00 0¢
o o
o
o o

Da die MinPts-Bedingung nicht erfilllt ist, wird der
aktuelle Punkt als Noise klassifiziert. Der Algorithmus
terminiert, da alle Punkte aus P besucht wurden.

> ExpandCluster (02), (03)

Abbildung 3.4: Beispiel fiir den Algorithmus DBSCAN 2/2
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Kapitel 4

MajorClust

MajorClust ist ein Clusteralgorithmus, der an der Universitdt Paderborn
entwickelt wurde. Dieser Algorithmus betrachtet die Objekte, die klassi-
fiziert werden sollen, als geschlossenes System, in dem eine Struktur auf-
gedeckt werden soll. Durch eine lokale Heuristik approximiert MajorClust
eine Maximierung des Giitemafles “gewichteter partieller Kantenzusammen-
hang“ A, welches die Qualitét eines Clusterings, also einer Strukturierung
des geschlossenen Systems, angibt.

In diesem Kapitel wird der Algorithmus MajorClust angelehnt an [16] vor-
gestellt:

e Abschnitt 4.1 veranschaulicht die Betrachtung der Problemdaten als
geschlossenes System mit einer praktischen Problemstellung. Danach
wird die Strategie von MajorClust erldutert, wobei insbesonders auf
den “gewichteten partiellen Kantenzusammenhang® A eingegangen
wird.

e In Abschnitt 4.2 wird MajorClust als Pseudocode vorgestellt. Dabei
werden Besonderheiten des Algorithmus sowie dessen Komplexitéit be-
leuchtet.

e Abschnitt 4.3 schliefit das Kapitel mit einer beispielhaften Clusterana-
lyse mit MajorClust ab.

35
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4.1 Clusterstrategie

Im Gegensatz zur Vorgehensweise von DBSCAN betrachtet der Algorith-
mus MajorClust die Objekte, die geclustert werden sollen, als geschlossenes
System. Ein solches System wird als ungerichteter Graph dargestellt, der
gewichtete oder ungewichtete Kanten haben kann. Ziel von MajorClust ist
es, Strukturen in diesem Graph und somit in dem geschlossenen System zu
identifizieren. Die Komponenten der gefundenen Struktur bilden dann die
Cluster.

Im Folgenden werden Vorbereitungen getroffen, um den Begriff Struktur
formalisieren zu koénnen.

4.1.1 Problemdaten

Es sei angenommen, dass die Problemdaten eine Menge X von Objekten
darstellen. Auf dieser Menge X sei ein Ahnlichkeitsma8 d definiert (vgl. 1.3).
Die Funktionen f und g bilden die Daten auf einen Graphen G = (V| E, w)
ab:

1. f: X — V ist eine bijektive Funktion welche jedes Objekt aus z € X
auf einen Knoten v € V' abbildet.

2.g: X XX xR — V xV xR ist eine surjektive Funktion, welche
die paarweisen Ahnlichkeiten der Objekte auf die Kanten zwischen
den entsprechenden Knoten abbildet. Dabei wird nicht gefordert, dass
der Graph vollsténdig ist, d. h. (V{(z,y),d(z,y)) mit z,y € X und
d(z,y) € R) = (I{e,w(e)) mit e = (f(z), f(y)) € F und w(e) € R)
muss nicht erfiillt sein.

Anwendungsbeispiel: Dokumentenmodelle

Im Bereich des Information Retrieval werden Dokumentenmodelle verwen-
det, um Dokumente (Texte) zu abstrahieren. Ein hiufig verwendetes Do-
kumentenmodell ist das Vektorraummodell, welches n Dokumente d; als
m-dimensionale Vektoren d_;» = (w1,5, w2, j, ..., Wn, ;) darstellt, wobei m die
Anzahl der verschiedenen Worte im Vokabular bezeichnet, also die Worte,
die in den Dokumenten vorkommen.

Bei der einfachsten Vektordarstellung, der bindren Gewichtung, bezeich-
net der i-te Eintrag im Vektor des Dokuments, ob das i-te Wort des Vo-
kabulars in diesem Dokument vorkommt oder nicht. Eine Erweiterung ist
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die tfidf-Gewichtung, bei der die Eintridge der Vektoren eine Kombination
aus den normalisierten Worthiufigkeiten ¢f! und den inversen Dokumen-
tenh#ufigkeiten idf? darstellen.

Mit Hilfe einer Funktion ¢ : (d_i, d;) +— [0; 1] kann dann die Ahnlichkeit
zweier Dokumente d; und ds berechnet werden. Haufig wird das wie folgt
definierte Kosinusmafl verwendet:

d, ds
o(dy,ds) = %,
[lda ][ - [1d2]]

- T - "
wobei (d1,d2) = dy dy das Skalarprodukt und ||d|| die euklidische Distanz

bezeichnen. Die Ahnlichkeit zweier Dokumente aus einer Kollektion mit n
Dokumenten und einem Vokabular mit m Worten berechnet sich also mit

2211 Wi,1 - W42
(S w?)? (D w2y)

Die Aufgabe, welche die Clusteranalyse in diesem Anwendungsbeispiel zu
16sen hat, ist eine automatische Kategorisierung der Dokumente. Dabei wer-
den keine Kategorien vorgegeben, sondern die Dokumente sollen anhand
ihrer paarweisen Ahnlichkeiten gruppiert werden. Dazu wird ein ungerich-
teter, gewichteter Graph G konstruiert, welcher fiir jedes Dokument d; einen
entsprechenden Knoten v; beinhaltet. Dabei ist G vollstandig, d. h. zwischen
je zwei Knoten v;,v; aus G existiert eine Kante, deren Gewicht der Ahn-
lichkeit ¢(d;, d;) entspricht. Dass MajorClust, angewendet auf einen solchen
Graphen, tatséchlich eine Kategorisierung der Dokumente erzeugt, wird in
Abschnitt 4.3 demonstriert.

¢(dy,d2) =

4.1.2 Strategie

Zunéchst wird die Strategie von MajorClust anhand von ungewichteten Gra-
phen G = (V, E) beschrieben. Im weiteren Verlauf werden die Definitionen
auf gewichtete Graphen G = (V, E, w) erweitert.

Das Verstédndnis des Begriffs Struktur eines Systems basiert auf den
folgenden Merkmalen:

e Modularitét. Das System (der Graph G = (V, E)) kann in einzelne
Module (Cluster) zerlegt werden, so dass jedes Element (jeder Knoten

Ltf (term frequency): Normalisierte Anzahl der Vorkommnisse des Wortes im durch
den Vektor reprasentierten Dokument.

2idf (inversed document frequency): Anzahl der Dokumente, in denen das Wort vor-
kommt.



38 KAPITEL 4. MAJORCLUST

v € V) zu genau einem Cluster gehort. Eine solche Modularisierung
wird analog zu Definition 1 als Clustering bezeichnet3.

e Konnektivitdt. Die Cluster werden implizit durch Ausnutzung der
Konnektivitédt zwischen den Knoten definiert. Dabei soll die Konnek-
tivitdt zweier Knoten, die dem gleichen Cluster zugeordnet werden,
grofer als die Konnektivitéit zweier Knoten sein, welche unterschied-
lichen Clustern zugeordnet sind.

e Kontraktion. Die Kontraktion von G, d. h. die Substituierung von
Knoten die ein gemeinsames Cluster bilden durch einen einzelnen Kno-
ten, wird als die Struktur von G angesehen.

Gewichteter partieller Kantenzusammenhang A

Nachdem der Begriff Struktur informell beschrieben wurde soll im Folgen-
den das Mafl “Gewichteter partieller Kantenzusammenhang* A eingefiihrt
werden, welches die Giite einer Modularisierung des Graphen G, also eines
Clusterings C(G), berechnet. Analog zu Definition 1.2 wird das Clustering
eines Graphen C(G) definiert:

Definition 11 Sei G = (V,E) ein Graph. FEin Clustering C(G) =
(C1,...,Cy) bezeichne die Aufteilung von G in n Teilgraphen G(C;) in-
duziert durch die Teilmengen C; mit Uciec C; =V und VC;,C; € C
CiNCix = (. Diese Teilmengen C; werden als Cluster bezeichnet.

Das MaB3 A basiert auf dem graphen-theoretischen Konzept des Kantenzu-
sammenhangs.

Definition 12 (Kantenzusammenhang) Der Kantenzusammenhang A(G)
eines Graphen G gibt die minimale Anzahl der Kanten von G an, die
entfernt werden miissen, damit G nicht zusammenhdingend ist: N(G) =
min{|E'| : E' C E und G' = (V,E\ E') ist nicht zusammenhiingend}.

Definition 13 (Gewichteter partieller Kantenzusammenhang A) Sei G =
(V, E) ein Graph und sei C = (Cy ...Cy) ein Clustering der Knoten von G.
Der gewichtete partielle Kantenzusammenhang von C, A(C), sei definiert

als
n

A(C) = [Cil - A(Cy),

i=1

3Die Menge D von Objekten wird durch die Menge V der Knoten des Graphen G
dargestellt.
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Ap=1

Aa=2

22=3

A=A*=4"2+4*3=20 A=5"1+32=11 A=32+42*1+3"2=14

Abbildung 4.1: Verschiedene Clusterings eines Graphen und die zugehorigen
A-Werte. Quelle: [16]

wobei AM(C;) den Kantenzusammenhang des von der Menge C; induzierten
Teilgraphen G(C;) bezeichnet.

Abbildung 4.1 demonstriert den gewichteten partiellen Kantenzusammen-
hand A.

Definition 14 (Struktur) Sei G = (V, E) ein Graph und sei C* ein Clus-
tering der Knoten von G, welches A maximiert:

A(C*) = A" :=max{A(C) | C ist ein Clustering von G}

Die Kontraktion H = (C*(G), Ec~) wird als die Struktur des durch G re-
prasentierten Systems bezeichnet.

Abbildung 4.2 zeigt, wie durch Maximierung von A eine Struktur im zu-
grunde liegenden Graph gefunden wird. Es ist anzumerken, dass die Anzahl
der Cluster einer Struktur implizit in der Definition enthalten ist.

Erweiterung fiir gewichtete Graphen

A kann leicht zur Verwendung mit gewichteten Graphen erweitert werden.
Dabei wird nicht nur die Existenz einer Kante sondern deren Gewicht zur
Ermittlung von A beriicksichtigt. Als Voraussetzung wird der gewichte-
te Kantenzusammenhang A eingefiihrt: A(G) = min{y_ . wie) | E c

Eund G’ = (V,E\ E') ist nicht zusammenhiingend }.
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Ausgangsgraph Optimales Clustering bzgl. A Struktur

A*=12

Abbildung 4.2: Beispiele fiir die Strukturierung eines Graphen. Quelle: [16]
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B BR<

Abbildung 4.3: Links: Eindeutige Entscheidung von MajorClust, Rechts:
Zwei mogliche Entscheidungen, die zum gleichen A-Wert fithren. Quelle:
[16]

Mit Hilfe des gewichteten Kantenzusammenhangs kénnen die Definitio-
nen aus diesem Abschnitt auf gewichtete Graphen erweitert werden.

4.2 Algorithmus

Da angenommen wird, dass das Problem der Maximierung von A NP-
vollsténdig ist (sieche Anhang A), wurde der Algorithmus MajorClust ent-
worfen, um die Optimierung von A moglichst effizient zu approximieren.

Anfangs weist der Algorithmus jeden Knoten von G einem eigenen Clus-
ter zu. Es folgen Iterationen, in denen das Clustering optimiert wird. In
jeder Iteration werden alle Knoten besucht. Fiir jeden Knoten wird iiber-
priift, welches Cluster im bishering Clustering die grofite Attraktivitit auf-
weist. Falls der aktuelle Knoten v; einem anderen Cluster als dem At-
traktivsten zugeordnet ist, wird diese Zuordnung entsprechend geéndert.
Die Attraktivitit eines Clusters C; ergibt sich aus der Summe der Ge-
wichte der Kanten, die von v; zu Knoten aus C; fiihren. Formal ausge-
driickt berechnet sich die Attraktivitit von Cluster C; fiir Knoten v; mit
S {w(e) | e ={u,v;} € EAu € C;}. Optional kann zusétzlich ein Schwell-
wert ¢t angegeben werden, so dass nur Kanten e beriicksichtigt werden, deren
Gewichte w(e) > t sind. (vgl. Zeile 06).

Sollten mehr als ein Cluster die gleiche Attraktivitat fiir den aktuellen
Knoten aufweisen, wird eines dieser Cluster zufallsig ausgewéhlt (vgl. Abb.
4.3). Nachdem ein stabiles Clustering gefunden wurde, also sobald in einer
Iteration von MajorClust keine Clusterwechsel mehr stattgefunden haben,
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terminiert der Algorithmus.

Im Folgenden wird MajorClust als Pseudocode vorgestellt.

Algorithmus MajorClust.

Eingabe: Ein gewichteter Graph G = (V, E, w), Schwellwert t € R
Ausgabe: Eine Funktion ¢: V' — N| die jedem Knoten eine Clusternummer
zuordnet.

(01) n:=0,ready := false

(02) Yv eV do n:=n+1,c(v) :=n enddo

(03) while ready = false do

(04) ready = true

(05) Yv eV do

(06) =14 if Y {w(e) | e ={u,v} € EAw(e) >t Ac(u) =14} max.
(07) if ¢(v) # ¢* then c(v) := ¢*, ready := false

(08) enddo

(09) enddo

Die sehr gute Laufzeit von MajorClust wird mit einer Suboptimalitét
erkauft. Da der Algorithmus auf lokale Entscheidungen beschrinkt ist, und
global Eigenschaften, wie etwa den Kantenzusammenhang, auflier Acht l&sst,
wird nicht immer die optimale Losung gefunden. Ein Beispiel fiir diese Sub-
optimalitéit ist in Abb. 4.4 zu sehen.

Komplexitit

Die Laufzeit von MajorClust betrigt ©(|E| - |Cinaz|), wobeil Cpar €V ein
maximales Cluster darstellt. In der while-Schleife (03-08) wird jede Kante
von G zweimal untersucht. In jeder Iteration wird ein Cluster um mindes-
tens einen Knoten vergrofert bis keine Verdnderungen mehr stattfinden und
der Algorithmus terminiert. Es kann vorkommen, dass der Algorithmus zwi-
schen zwei oder mehreren Clusterings oszilliert. Das ist jedoch kein schwer-
wiegender Nachteil, da diese Situationen leicht entdeckt werden kénnen.
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Maximaler
A-Wert

MajorClust erreicht
Maximalen A-Wert

Clusterergebnis
von MajorClust

Abbildung 4.4: Die Beschrinkung auf lokale Entscheidungen von Ma-
jorClust kann zu suboptimalen A-Werten fiithren. Quelle: [16]

4.3 Beispiel

Dieser Abschnitt illustriert eine Clusteranalyse mit MajorClust anhand des
praktischen Beispiels der Kategorisierung von Dokumenten, welches bereits
in Abschnitt 4.1 eingefithrt wurde.

Die hier verwendete Dokumentenkollektion D = {dy,ds,...,ds} besteht
aus acht Texten, welche verschiedene Themen behandeln:

e Autos

— dy: “Audi A6 Avant“ (Quelle: www.autobild.de)
— da: “Die Autos von morgen® (Quelle: www.autobild.de)
— ds: “BMW ler® (Quelle: www.autobild.de)

e Fussball

— dy: “Borussia Dortmund® (Quelle: www.kicker.de)
— ds: “Werder Bremen* (Quelle: www .kicker.de)

— dg: “Bayern Miinchen® (Quelle: www.kicker.de)
o Tiere

— dy: “Lowe” (Quelle: www.tierenzyklopaedie.de)

— dg: “Tiger* (Quelle: www.tierenzyklopaedie.de)

Im Folgenden soll demonstriert werden, wie MajorClust die entsprechenden
Kategorien Autos, Fussball und Tiere entdeckt.
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Audi BMW
O O O
Autos

Léwe O O
Tiger
Werder Bremen
O O O
Bayern Miinchen Borussia Dortmund

Abbildung 4.5: Darstellung der Ahnlichkeiten der Dokumente eingebettet
mittels MDS im 2-dimensionalen Raum

Zunéchst werden die Dokumente mittels tf-idf-Gewichtung vektorisiert.
Mit Hilfe des Kosinusmafles werden dann alle paarweisen Dokumentenéhn-
lichkeit berechnet, die in Tabelle 4.1 dargestellt sind.

A s s da s s 7 ds
di || 1.000
ds || 0.337 | 1.000
ds || 0.253 | 0.210 | 1.000
dy || 0.065 | 0.017 | 0.039 | 1.000
ds || 0.127 | 0.028 | 0.078 | 0.298 | 1.000
dg || 0.073 | 0.025 | 0.218 | 0.227 | 0.249 | 1.000
dr || 0.109 | 0.063 | 0.136 | 0.084 | 0.123 | 0.101 | 1.000
ds || 0.080 | 0.051 | 0.077 | 0.034 | 0.059 | 0.059 | 0.478 | 1.000

Tabelle 4.1: Matrix der paarweisen Dokumentenéhnlichkeiten

In diesem Beispiel sollen die Ahnlichkeiten visualisiert werden. Dazu
wird die Multidimensionale Skalierung verwendet, um die Werte in den 2-
dimensionalen Raum einzubetten. Abbildung 4.5 zeigt das Ergebnis der
Einbettung.

Abbildung 4.6 demonstriert die Funktionsweise von MajorClust. Zu Be-
ginn ist jedem Knoten ein eigenes Cluster zugeordnet. In jedem Schritt ist
der aktuell von MajorClust besuchte Knoten gelb markiert. Dariiberhinaus
sind die Attraktivitdten der benachbarten Cluster angegeben. Die Attrak-
tivitédt eines Clusters errechnet sich aus Summe der Kanten vom aktuellen
Knoten zu den Knoten des jeweiligen Clusters. In jedem Schritt wird der
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aktuell besuchte Knoten dem Cluster zugeordnet, welcher die grofite At-
traktivitat aufweist.

Nach dem letzten Schritt der Clusteranalyse zeigt Abbildung 4.6 die A-
Werte der einzelnen Cluster. Es ergibt sich eine Summe fiir das gesammte
Clustering von A(C) = A* = 1,380+ 0,956 + 1,428 = 3,764, was eine Ma-
ximierung des “gewichteten partiellen Kantenzusammenhangs“ A bedeutet.
MajorClust hat also ein beziiglich A optimales Clustering gefunden. Ein Ver-
gleich mit den Dokumenten zeigt auflerdem, dass das gefundene Clustering
das gewiinschte Ergebnis zeigt.

4.4 Zusammenfassung

In diesem Kapitel wurde der Algorithmus MajorClust vorgestellt. Dazu wur-
de zunéchst der Begriff Struktur beschrieben und diesbeziiglich das Optimie-
rungskriterium “Gewichteter partieller Kantenzusammenhang“ A definiert.
Nachdem MajorClust als Pseudocode dargestellt wurde, demonstrierte das
praktische Beispiel “Dokumentenkategorisierung” dessen Funktionsweise.
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2=0,476

2=0,463

A =0,478"2 = 0,956
A =0,460"3 = 1,380

A=0,476"3 =1,428

Abbildung 4.6: Beispiel fiir eine Clusteranalyse mit dem Algorithmus Ma-

jorClust
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Vergleich der Algorithmen
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Kapitel 5
Testumgebung

Um Experimente mit den Algorithmen DBSCAN und MajorClust
durchfithren und miteinander vergleichen zu kénnen, wurde eine Testum-
gebung in der Programmiersprache Java entwickelt, welche verschiedene
Testszenarien ermoglicht. Dieses Kapitel stellt die Testumgebung anhand
von Klassendiagrammen'! vor und erliutert einzelne Komponenten:

e Abschnitt 5.1 veranschaulicht die verwendeten Formate, in denen die
Problemdaten abgespeichert werden.

e In Abschnitt 5.2 werden die Implementierungen von DBSCAN und
MajorClust erldutert.

e Abschnitt 5.3 stellt das F-Measure vor, ein Clustervaliditéitsmafl, wel-
ches die Giite eines Clusterings beziiglich eines Referenzclusterings
berechnet.

5.1 Datenformate

In Abschnitt 1.3 wurden bereits die beiden Datenformate vorgestellt, die fiir
die Experimente verwendet werden sollen: geometrische Daten und Ahnlich-
keitsdaten. Die Testumgebung bietet zwei Importierungsmoglichkeiten, um
die Daten einzulesen. Diese werden in den néichsten Abschnitten beschrie-
ben.

IDer Ubersichtlichkeit halber zeigen die Klassendiagramme in diesem Kapitel nur die
zum Verstdndnis der einzelnen Komponenten notwendigen Methoden und Variablen.
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XPMParser

+getData(file:File):GeometricData

GeometricData RTree Point
< -points:Point[] <> +coordinates:doublef]

+getPointCount():int
+getPoint(index:int):Point
+regionQuery(p:Point,epsilon:double):Point{]

Abbildung 5.1: Klassendiagramm mit den an der Speicherung von geome-
trischen Daten beteiligten Klassen.

5.1.1 Geometrische Daten

Die Klasse XPMParser liest XPM-Bilddateien ein und speichert diese als
geometrische Daten ab. Eine XPM-Datei ist eine Text(ASCII)-Datei, welche
eine m x n Matrix beinhaltet. Jeder Eintrag dieser Matrix entspricht einem
Pixel des kodierten Bildes. XPMParser speichert fiir jeden schwarzen Pixel
mit Koordinaten (i,7),1 < i < m,1 < j < n einen zweidimensionalen
Datenpunkt P = (x,y) ab, wobei = ¢ und y = j gesetzt werden. Es
wird eine neues Objekt GeometricData erzeugt, welches die Datenpunkte
enthélt.

Abbildung 5.1 zeigt ein Klassendiagramm, welches die an der Speiche-
rung von geometrischen Daten beteiligten Klassen darstellt.

Die einzelnen Datenpunkte werden in einer Datenstruktur namens R*-
Tree abgespeichert ([4], [8]). Eine Suchanfrage, die als Ergebnis die Punkte
zuriickliefern soll, die sich in einer bestimmten Region im geometrischen
Raum befinden, kann der R*-Tree in Zeit O(logn) berechnen (n = Anzahl
Datenpunkte). Eine naive Datenstruktur wiirde hierfiir O(n) benétigen. In
dieser Testumgebung wird die Open-Source Java-Implementierung vom R*-
Tree namens “spatialindex” verwendet [15].

5.1.2 Ahnlichkeitsdaten

Die Klasse TfIdf liest Textdateien ein, und wandelt diese mit Hilfe der
tfidf Gewichtung in Vektoren um (vgl. Abbschnitt 4.1.1). Dazu wird ein
Vokabular mit m Wortern verwendet, so dass fiir jedes Dokument ein
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Tldf

+getUndirectedGraph(directory:File,dictionary:File):UndirectedGraph

UndirectedGraph Ko>———— Vertex
+getVertexCount():int +getld():int
+getVertex(index:int):Vertex +getOutgoingEdgelterator():lterator

+getEdgeCount():int
+getEdge(index:int):Edge

K Edge

+getWeight():double
+getincidentVertex(v:Vertex):Vertex

Abbildung 5.2: Klassendiagramm mit den an der Speicherung von Ahnlich-
keitsdaten beteiligten Klassen.

m-dimensionaler Vektor erzeugt wird. Nach der Vektorisierung wird ein
vollstindiger ungerichteter Graph (Objekt UndirectedGraph) erstellt. Die-
ser enthélt fiir jedes Dokument d; einen Knoten v;. Zwischen je zwei Knoten
v; und v; existiert eine gewichtete Kante e;;, deren Gewicht der Ahnlichkeit
der Dokumente d; und d; entspricht, welche mit Hilfe des Kosinusmafes
berechnet wird. Formal: w(e;;) = ¢(d;, d;). Abbildung 5.2 zeigt das ent-
sprechende Klassendiagramm.

5.1.3 Datenkonvertierung
Ahnlichkeitsdaten = geometrische Daten

Um Ahnlichkeitsdaten in geometrische Daten zu konvertieren, wird die
Multidimensionale Skalierung verwendet (siehe Anhang B). Dazu besitzt
die Klasse MultiDimensionalScaling eine Anbindung an das “R-Tool“
[14], ein Statistikprogramm, welches Implementierungen fiir verschiedens-
te statistische Verfahren beinhaltet. Der eingesetzte Befehl des “R-Tools*
ist isoMDS aus dem Paket MASS.

Dem Objekt MultiDimensionalScaling wird ein UndirectedGraph-
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MultiDimensionalScaling

<< create >>+MultiDimensionalScaling(g:UndirectedGraph,dimension:int):MultiDimensionalScaling
+getScaledData():GeometricData
+getStress():double

UndirectedGraph GeometricData

Abbildung 5.3: Klassendiagramm mit den an der multidimensionalen Ska-
lierung beteiligten Klassen.

Objekt iibergeben. Zudem wird die Dimension des Raumes iibergeben,
in den die Daten eingebettet werden sollen. MultiDimensionalScaling
erstellt daraufhin eine n x n Matrix mit allen paarweisen Ahnlichkeits-
werten der m Objekte des Graphen. Diese Matrix wird an den Be-
fehl isoMDS {iibergeben und die multidimensionale Skalierung ausgefiihrt.
Darauthin werden die skalierten Daten eingelesen und in einem Ob-
jekt GeometricData gespeichert. Diese geometrischen Daten sowie der
Stress-Wert der eingebetteten Daten stehen dann mit den Methoden-
aufrufen getScaledData() :GeometricData und getStress() :Double zur
Verfiigung.

Geometrische Daten =—> Ahnlichkeitsdaten

Die Umwandlung von geometrischen Daten in Ahnlichkeitsdaten ist nicht
von Noten, da der Algorithmus MajorClust bereits so implementiert wurde,
dass er sowohl Objekte des Typs UndirectedGraph als auch GeometricData
verarbeiten kann.
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MajorClust Clustering
+cluster(g:UndirectedGraph.threshold:double):Clustering +getClusterCount():int
+cluster(d:GeometricData.threshold:double):Clustering +getClusterOfltem(int item:int item):int

+getltemsOfCluster():int[]

DBScan

Abbildung 5.4: Klassendiagramm mit den Klassen DBSCAN und Ma-
jorClust.

5.2 Implementierung von DBSCAN und Ma-
jorClust

DBSCAN

Der Algorithmus DBSCAN wurde im Wesentlichen genauso implementiert,
wie es der Pseudocode in Abschnitt 3.2 zeigt. Die Operation regionQuery
wird von dem R*-Tree ausgefiihrt, so dass sich eine Laufzeit fiir DBSCAN
von O(nlogn) ergibt.

MajorClust

MajorClust wurde in zwei Varianten implementiert: Variante 1 clustert Ahn-
lichkeitsdaten, Variante 2 hingegen geometrische Daten. Der wesentliche Un-
terschied liegt in der Realisierung von Zeile 06 des Pseudocodes: In Variante
2 wird auf die aus DBSCAN bekannte Funktion regionQuery zuriickgegrif-
fen, welche vom R*-Tree berechnet wird.
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Variante 1:

Algorithmus MajorClust1.

Eingabe: Ein gewichteter Graph G = (V, E, w), Schwellwert t € R
Ausgabe: Eine Funktion ¢ : V' — N, die jedem Knoten eine Clusternummer
zuordnet.

1) n:=0,ready := false

2) Yo eV do n:=n+1,c(v) :=n enddo
3) while ready = false do

4) ready := true

5) Vv eV do

6) c* = c(v)

7) maxWeight := —oo

8) for i:=1,...,n do sum(i) :== 0 enddo
9) Vu:e=(v,u) € E do

0) sum(c(u)) = sum(c(u)) + w(e)
1) value := sum(c(u))

2) if value > maxWeight then

3) c* = c(u)

4) maxzW eight := value

5) endif

6) enddo

7) if ¢(v) # ¢* then c(v) := ¢*, ready := false
8) enddo

9) enddo




5.3. F-MEASURE 95

Variante 2:

Algorithmus MajorClust2.

Eingabe: Punktmenge P, AhnlichkeitsmaB d : P x P — R , Schwellwert
teR

Ausgabe: Eine Funktion ¢ : P — N, die jedem Punkt eine Clusternummer
zuordnet.

n = 0,ready := false
Vp € P do n:=n+1,¢(p) :=n enddo
while ready = false do

ready := true

Vp € P do

*

& 1= o{p)
maxWeight := —o0
for i :=1,...,n do sum(i) :== 0 enddo
neighborhood := regionQuery(P, p,t)
Vq € neighborhood do
sum(c(q)) := sum(c(q)) + d(p. q)
value := sum(c(q))
if value > maxWeight then
& = cfg)
mazxWeight := value
endif
enddo
if ¢(p) # ¢* then c(p) := ¢*,ready := false
enddo
enddo

5.3 F-Measure

Das F-Measure ist ein externes Clustervaliditdtsmafl. Dieses Maf3 berechnet
die Giite eines Clusterings beziiglich eines Referenzclusterings. Sei D eine
Menge von Objekten und sei C = {C1,...,Cx} ein Clustering von D. Des
weiteren sei C* = {Cf, ..., C}} ein Referenzclustering, dass z. B. von einem
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ClusterValidation

+calculateFMeasure(reference:Clustering.c:Clustering):double

Clustering

+getClusterCount():int
+getClusterOfltem(int item:int item):int
+getltemsOfCluster():int[]

Abbildung 5.5: Klassendiagramm mit der Klasse ClusterValidation zur Be-
rechnung des F-Measures.

Menschen definiert wurde. Dann berechnet das F-Measure F : C xC — [0, 1]
einen Wert zwischen 0 und 1. Ist F' = 1, dann handelt es sich bei C um ein
perfektes Clustering beziiglich C*. Geht F' hingegen gegen 0, dann handelt
es sich bei C um ein sehr schlechtes Clustering beziiglich C*.

Das F-Measure kombiniert die aus dem Information Retrieval bekannten
MaBe Precision und Recall. Wahrend Precision die “Reinheit“ eines Clus-
ters beziiglich einer Referenzklasse angibt, berechnet Recall den Anteil der
Objekte einer Referenzklasse, die in einem bestimmten Cluster enthalten
sind.

Definition 15 (Precision) Der Precision-Wert eines Clusters j beziiglich
einer Klasse i ist definiert als

.. |C; N C|
prec(i, j) =~
(&7

Definition 16 (Recall) Der Recall-Wert eines Clusters j beziglich einer
Klasse i ist definiert als

_1¢indy

rec(i,j) = I
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Das F-Measure kombiniert Precision und Recall durch Bildung des harmo-

nischen Mittels: 1

Fl,] =
Jem—

2 \ prec(s,7) rec(i,j

Basierend auf dieser Formel kann das F-Measure definiert werden.

Definition 17 (F-Measure) Das F-Measure eines Clusterings ist definiert
als l
(&
= il I
; D] e {F)
Die Klasse ClusterValidity beihaltet eine Implementierung des F-
Measures: Der Befehl calculateFMeasure liefert den F-Measure-Wert des
Clusterings ¢ beziiglich des Referenzclusterings reference (vgl. Abb. 5.5).

5.4 Zusammenfassung

Dieses Kapitel hat die Testumgebung vorgestellt, mit der die im néchsten
Kapitel beschriebenen Experimente durchgefiihrt werden. Dabei wurden die
verwendeten Datenformate sowie die Implementierungsaspekte der beiden
Algorithmen anhand von Klassendiagrammen beschrieben. Zuletzt wurde
das Clustervaliditdtsmafl F-Measure eingefiihrt.
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Kapitel 6
Experimente

Dieses Kapitel zeigt verschiedene Experimente, die die Algorithmen DB-
SCAN und MajorClust miteinander vergleichen. Dabei kommt die in Kapi-
tel 5 vorgestellte Testumgebung zum Einsatz. Es werden drei verschiedene
Experimente durchgefiihrt:

e Abschnitt 6.1 vergleicht die Algorithmen anhand von geometrischen
Daten.

e Abschnitt 6.2 vergleicht die Algorithmen anhand von Ahnlichkeitsda-
ten.

e In Abschnitt 6.3 wird die Performance der Algorithmen gemessen.

6.1 Geometrische Daten

6.1.1 Versuchsbeschreibung

Dieses Experiment vergleicht MajorClust und DBSCAN anhand von geo-
metrischen Daten. Als Testdatensatz wird ein Ausschnitt des Bildes der
karibischen Inseln verwendet, der in Abb. 6.1a zu sehen ist. Beide Algorith-
men verwenden als Datenstruktur den R*-Tree.

Es wurden zahlreiche Clusteranalysen mit verdnderten Eingabeparame-
tern durchgefiihrt. Abb. 6.1 zeigt eine Auswahl der Ergebnisse, die DBSCAN
berechnet hat, wihrend Abb. 6.3 die Ergebnisse von MajorClust présentiert.

99
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6.1.2 Diskussion der Ergebnisse
DBSCAN

Abb. 6.1b-f zeigen verschiedene Clusterings, die DBSCAN berechnet hat.
Dabei wurden unterschiedliche Eingabeparameter ¢ und MinPts verwen-
det. Wie in den Experimenten festgestellt wurde, beeinflusst vor allem e
das Ergebnis der Clusteranalyse. Wird e grofl gewahlt, d. h. e > 15, dann
findet DBSCAN keine kleineren Inseln, sondern erzeugt nur einen einzigen
Cluster, welcher alle Bildpunkte beinhaltet. Mit kleiner werdenden € werden
zunehmend mehr Cluster erzeugt. Dabei ist zu erkennen, dass DBSCAN die
einzelnen Inseln sehr prizise findet. Vor allem die Rénder der Inseln wer-
den erkannt. Bei sehr kleinem e hat DBSCAN daher Ahnlichkeit mit dem
hierarchisch agglomerativen Single-Linkage-Clusterverfahren, das ebenfalls
eine sehr gute Randerkennung aufweist.

Abb. 6.2 soll verdeutlichen, wie unterschiedliche Werte von € das Cluste-
rergebnis beeinflussen. Dafiir wird ein Ausschnitt zweier Inseln der Bahamas
vergroflert dargestellt. Fiir einen Randpunkt u, der rot geféarbt ist, sind zwei
e-Umgebungen verschiedener Grofle eingezeichnet. Im oberen Beispiel, fiir
das € = 3 gilt, ist zu erkennen, dass kein Punkt der griin gefarbten In-
sel in der e-Umgebung von wu liegt. Somit werden die Punkte der beiden
Inseln unterschiedlichen Clustern zugeordnet. Im unteren Beispiel ist die e-
Umgebung von u mit € = 8 deutlich groBer, weshalb sich jetzt der magenta
gefirbte Punkt v in der Umgebung befindet. Da u die Kernpunktbedingung
erfiillt, wird in Zeile (15) von DBSCAN v in die seed-Liste eingefiigt. Auf
diese Weise erzeugt DBSCAN nur einen Cluster fiir die beiden Inseln.

Dieses Experiment zeigt, dass die Wahl der Eingabeparameter grofien
Einfluss auf das Ergebnis der Clusteranalyse hat. Ester u. a., schlagen in [6]
eine Heuristik zur Bestimmung von € und MinPts vor. Diese ist allerdings
nur im zweidimensionalen Raum effizient, bei h6heren Dimensionen, die z.
B. zum Kategorisieren von Dokumenten notwendig sind, ist sie kaum noch
anwendbar.

MajorClust

MajorClust wurde in Variante 2 (vgl. Abschnitt 5.2) in Verbindung mit
der Datenstruktur R*-Tree angewendet. Abb. 6.3a-f zeigen fiir verschiedene
Schwellwerte ¢ die Clusterings, die MajorClust berechnet hat.

Bei kleinem t betrachtet MajorClust fiir einen Punkt u, fiir den der at-
traktivste Cluster bestimmt werden soll, nur eine kleine Umgebung von u.
Daher werden auch zusammenhéngende Inseln in eine Vielzahl von Clus-
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Vorlage ¢ =3.0, MinPts = 3

¢ =10.0, MinPts =5

Y

b
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c) d)
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]
e) e)

¢ =15.0, MinPts = 10

Abbildung 6.1: Clusterergebnisse mit DBSCAN unter Verwendung von geo-

metrischen Daten.
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¢ =23.0, MinPts =3 Roter Randpunkt u
wird eindeutig

erkannt.

= Zwei Cluster
werden erzeugt

Punkt v (magenta)
liegt in der
e-Umgebung von u.

=> Ein Cluster wird
gefunden.

Abbildung 6.2: Eine groflere e-Umgebung fithrt zur Vereinigung nahe gele-
gener Inseln.

ter aufgeteilt (Abb. 6.3a). Wird ¢ jedoch grofler gewiihlt, dann werden die
einzelnen Inseln weitestgehend gefunden (Abb. 6.3e).

Die Randerkennung von MajorClust ist im Vergleich zu DBSCAN jedoch
deutlich schlechter. Abb. 6.4 verdeutlicht dieses Phédnomen. Fiir ¢t = 16 ist
die t--Umgebung des Punktes u dargestellt. Der Cluster der roten Insel weist
fiir u eine groBere Attraktivitéit auf, als der Cluster der blauen Insel, da
sich mehr rote Punkte in der Umgebung von v befinden als blaue Punkte.
Dariiberhinaus sind nur wenige blaue Punkte sehr nahe an u gelegen.

Das Beispiel in Abb. 6.5 zeigt ein Verhalten von MajorClust, dass
auf eine dichtebasierte Vorgehensweise schlieflen lésst. Fiir den links mar-
kierten Bereich sind rechts zwei Dichteschédtzungen mit unterschiedlichen
“Wasserstianden“ dargestellt, welche verschiedenen Werten fiir ¢ entsprechen
(vgl. auch Abschnitt 2.5). Bei einem hohen Wasserstand ist die Oberfliche
der Dichteschétzung durch Wasser getrennt. Diese Trennung existiert an der
gleichen Stelle, an der MajorClust zwei Cluster getrennt hat. Ist das Wasser
jedoch weiter abgesenkt (verdndertes ¢), dann erscheint die Oberfliche der
Dichteschitzung als zusammenhéngend. Auch MajorClust separiert die In-
sel an der zuvor getrennten Stelle nicht mehr in zwei Cluster, wenn ¢ erhoht
wird (vgl. Abb. 6.3d-f).

Dieses Experiment zeigt, dass auch MajorClust brauchbare Ergebnisse beim
Clustern von geometrischen Daten liefert. Jedoch ist die Randerkennung
schlechter als dies bei DBSCAN der Fall ist. Ebenso wie DBSCAN wird
MajorClust stark von der Wahl des Eingabeparameters beeinflusst. Aller-
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e spagecalt
o

Abbildung 6.3: Clusterergebnisse mit MajorClust unter Verwendung von
geometrischen Daten.
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t=16

Abbildung 6.4: Schlechte Randerkennung von MajorClust.

dings ist die Ermittlung eines geeigneten Wertes einfacher, da MajorClust
mit ¢ nur einen Parameter benotigt.

6.2 Ahnlichkeitsdaten

6.2.1 Versuchsbeschreibung

Dieses Experiment untersucht die Fahigkeit der beiden Algorithmen, Doku-
mente zu kategorisieren (vgl. Abschnitt 4.3). Dazu wird der Reuters 21578-
Korpus verwendet. Dieser beinhaltet mehrere tausend Dokumente, die un-
terschiedlichen Kategorien zugeordnet sind. Fiir dieses Experiment werden
1000 Dokumente aus 10 Kategorien des Reuters-Korpus verwendet. Zu jeder
Kategorie gehoren jeweils 100 Dokumente. Im Korpus existieren verschiede-
ne Dokumente, welche mehreren Kategorien zugeordnet sind. Diese werden
fiir das Experiment nicht verwendet.

Die Dokumente werden tokenisiert und mittels tfidf-Gewichtung vek-
torisiert. Als Eingabe fiir MajorClust wird ein vollstdndiger, ungerichteter
Graph erzeugt, welcher fiir jedes Dokument einen Knoten enthélt. Zwischen
je zwei Knoten wird eine Kante erzeugt, deren Gewicht der Ahnlichkeit der
beiden Dokumente entspricht. Diese Ahnlichkeiten werden mit Hilfe des
Kosinusmafles berechnet. Da DBSCAN keine Ahnlichkeitsdaten verarbei-
ten kann, werden diese mit Hilfe der multidimensionalen Skalierung (MDS)
in den k-dimensionalen Raum eingebettet (vgl. Anhang B). Um den Ein-



6.2. AHNLICHKEITSDATEN 65

Dichteschatzung des markierten Bereiches
mit unterschiedlichen ,Wasserstéanden*®

Abbildung 6.5: Cluster werden an Stellen geringer Dichte von MajorClust
getrennt.
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Abbildung 6.6: Clusteringvergleich anhand von Ahnlichkeitsdaten.

fluss der MDS auf das Clusterergebnis zu untersuchen, werden die Daten in
R#Aume unterschiedlicher Dimensionalitit eingebettet, d. h. fir 2 < k < 13.

Die Giite eines Clusterings wird mit Hilfe des F-Measures (vgl. Abschnitt
5.3) berechnet. Dies ist moglich, da als Referenzclustering die Reuters-
Kategorisierung bekannt ist. Fiir jeden Algorithmus wird eine Reihe von
Clusteranalysen durchgefiihrt, wobei jeweils die Eingabeparameter variiert
werden. MajorClust wird fiir jeden Wert von ¢ dariiberhinaus dreimal aus-
gefithrt, da dieser Algorithmus in nicht eindeutigen Situationen Zufallswer-
te verwendet und sich so bei mehrmaligem Ausfiithren leicht verschiedene
Ergebnisse ergeben. Der grofite F-Measure-Wert wird als Ergebnis einer
Testreihe festgehalten.

Abbildung 6.6 zeigt die Ergebnisse des Experiments.

6.2.2 Diskussion der Ergebnisse

Wie leicht zu sehen ist, dominiert MajorClust diesen Test deutlich. Mit
einem F-Measure-Wert von F' = 0.716 fiir die Ahnlichkeitsdaten und F =
0.770 fiir die eingebetteten Daten (bei Dimension k = 11), liefert MajorClust
auflerordentlich gute Werte. Auch DBSCAN erzeugt mit einem maximalen
F = 0.680 (bei Dimension k = 12) brauchbare Ergebnisse, f&llt jedoch
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gegeniiber MajorClust deutlich ab.

Zunéchst sehr iiberraschend ist die Tatsache, dass MajorClust bessere
Ergebnisse mit den eingebetteten, geometrischen Daten erzielt. Ein Deu-
tung fiir dieses Phdnomen kommt aus einem der multidimensionalen Skalie-
rung verwandten Gebiet, dem Latend Semantic Indexing, welches ebenfalls
eine Reduktion der Dimensionalitdt bei moglichst hohem Informationser-
halt anstrebt. Wie in [5] erldutert, erzielt die Einbettung der Daten in
einen Raum geringerer Dimensionalitdt eine Verminderung von Rauschen
innerhalb der Daten. Wird die Zahl der Dimensionen allerdings noch weiter
begrenzt, tritt ein Informationsverlust auf, da nicht mehr geniigend Frei-
heitsgrade verfiighar sind, um alle Informationen unterzubringen. Abb. 6.6
spiegelt diese These genau wieder. Im Bereich von 10 Dimensionen werden
die besten Clusterergebnisse erzielt. Dabei sollte der Leser bemerken, dass
die Problemdaten aus genau 10 Kategorien stammen. Beim Ubergang von
10 zu 9 Dimensionen ist ein grofer Abfall der Clusteringqualitit zu erken-
nen, denn 9 Dimensionen reichen nicht mehr aus, um alle Informationen
der 10 Kategorien darzustellen. Oberhalb von 11 Dimensionen nimmt der
F-Measure-Wert wieder leicht ab. Hier lédsst offentsichtlich die Rauschreduk-
tion der multidimensionalen Skalierung nach.

Dieses Experiment hat gezeigt, dass beide Algorithmen sehr gute Ergeb-
nisse bei der Dokumentenkategorisierung liefern. Dabei ist jedoch zu be-
achten, dass die multidimensionale Skalierung einen erheblichen Rechenauf-
wand bendtigt, vor allem, wenn es sich um eine grofie Anzahl von Daten
und eine hohe Dimensionalitit des einzubettenden Raumes handelt. Auf
dem verwendeten Testsystem® benétigte das “R-Tool“ zur Einbettung von
1000 Objekte in den 13-dimensionalen Raum mehr als 15 Minuten. Somit
benotigt die multidimensionale Skalierung mehr Rechenzeit als die eigentli-
che Clusteranalyse. Deshalb ist DBSCAN kaum fiir zeitkritsche Anwendun-
gen, wie z. B. die Kategorisierung von Suchergebnissen einer Suchmaschine
in Echtzeit, geeignet. Eine Reduktion der Dimensionalitét ist fiir DBSCAN
jedoch zwingend erforderlich, da keine bekannte Datenstruktur existiert,
die regionQuery-Anfragen im hochdimensionalen Raum effizient berechnen
kann.

Da MajorClust Ahnlichkeitsdaten clustern kann und daher keine Ein-
bettung bendtigt, ist er pridestiniert fiir diese Aufgabe, vor allem, da er
sogar bei den nicht um Rauschen reduzierten Ahnlichkeitsdaten bessere Er-
gebnisse liefert, als DBSCAN bei den eingebetteten Daten.

1Pentium M Centrino 1,7 GHz mit 1 GB RAM.
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Abbildung 6.7: Performancevergleich.

6.3 Performancevergleich

6.3.1 Versuchsbeschreibung

Im letzten Versuch soll die Performance der beiden Algorithmen verglichen
werden. Um Einfliisse der verwendeten Datenstrukturen auszugleichen, wer-
den geometrische Daten verwendet, so dass beide Algorithmen den R*-Tree
verwenden koénnen. Es wird € = ¢ gesetzt, damit beide Algorithmen gleich
komplexe Anfragen an den R*-Tree stellen.

Abbildung 6.7 zeigt die bendtigte Zeit fiir eine Clusteranalyse, aufgetra-
gen iiber der Anzahl der verwendeten Datenpunkte.

6.3.2 Diskussion der Ergebnisse

Abbildung 6.7 zeigt, dass MajorClust (blaue Linie) gegeniiber DBSCAN (ro-
te Linie) wesentlich langsamer ist, wenn viele Datenpunkte geclustert wer-
den sollen. Mit einer einfachen Technik kann MajorClust allerdings erheblich
beschleunigt werden. Aus der Funktionsweise der Algorithmen erkennt man,
dass DBSCAN fiir jeden Datenpunkt die e-Umgebung nur einmal abfragt.
MajorClust hingegen requestiert die t-Umgebung fiir jeden Datenpunkt un-
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ter Umstéinden mehrmals vom R*-Tree. Eine Beschleunigung kann daher
durch das Cachen bereits berechneter ¢-Umgebungen erzielt werden. Die
griine Linie zeigt, wie stark sich die Verwendung eines solchen Caches aus-
wirkt. Mit dieser Verbesserung ist MajorClust zwar immer noch langsamer
als DBSCAN, jedoch in der gleichen Gréflenordnung.

Diese Egebnisse zeigen, dass DBSCAN schneller als MajorClust arbeitet.
Es ist jedoch zu beachten, dass dieses Experiment aufgrund der Verwendung
von geometrischen Daten sehr der Funktionsweise von DBSCAN entgegen-
kommt. Im vorangegangenen Experiment wurde erwihnt, dass DBSCAN
fiir zeitkritische Anwendungen in Verbindung mit Ahnlichkeitsdaten kaum
anwendbar ist.

6.4 Zusammenfassung

Dieses Kapitel hat die verschiedenen Experimente zum Vergleich von DB-
SCAN und MajorClust beschrieben und ausgewertet. Es wurde gezeigt, dass
beide Algorithmen unter Verwendung von geometrischen Daten als auch
Ahnlichkeitsdaten gute Ergebnisse liefern.

Des Weiteren wurde herausgefunden, dass die multidimensionale Skalie-
rung durch eine Rauschreduktion eine Verbesserung des Clusterergebnisses
bei Verwendung von Ahnlichkeitsdaten erzielen kann.

Im letzten Experiment wurde die Performance der Algorithmen vergli-
chen, wobei DBSCAN mit geometrischen Daten etwas schneller war. Es
wurde gezeigt, dass MajorClust unter Verwendung eines Caches erheblich
beschleunigt werden kann.
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Kapitel 7

Ergebnis und
Zusammenfassung

An dieser Stelle sollen die in der Motivation gestellten Fragen mit Hilfe der
aus den verschiedenen Experimenten gewonnenen Erkenntnissen beantwor-
tet werden.

o Wie verhilt sich das Clusterergebnis und die Performance von Ma-
jorClust im Vergleich zum dichtebasierten Clusteralgorithmus DB-
SCAN?

MajorClust liefert gute Ergebnisse beim Clustern von geometrischen Daten,
wird jedoch von DBSCAN in der Leistung iibertroffen. Letzterer weist eine
bessere Randerkennung von Figuren beliebiger Form auf und arbeitet etwas
schneller.

Beim Kategorisieren von Dokumenten erreicht MajorClust qualitativ
hervorragende Werte, die die sehr gute Leistung von DBSCAN noch deutlich
iibertreffen. Zudem benstigt MajorClust keine Einbettung der Ahnlichkeits-
daten in einen Raum beschrankter Dimensionalitidt, weshalb MajorClust
hier wesentlich schneller Ergebnisse liefert als DBSCAN.

Zusammenfassend lasst sich daher sagen, dass DBSCAN erste Wahl bei
geometrischen Clusteraufgaben ist. Liegen dagegen Problemdaten sehr ho-
her Dimension vor, sollte MajorClust verwendet werden.
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e Deuten die Clusterergebnisse darauf hin, dass MajorClust ebenfalls
dichtebasiert arbeitet?

MajorClust weist dichtebasierte Eigenschaften auf: Der Algorithmus lie-
fert gute Ergebnisse beim Clustern von geometrischen Daten, wie z. B.
Erkennung von Regionen mit verschieden Formen. Die Eigenschaft, dass
MajorClust Regionen an den Stellen in mehrere Cluster aufspaltet, an de-
nen die Dichte der Kerndichteschédtzung ein Minimum beschreibt, deutet
ebenfalls auf eine dichtebasierte Vorgehensweise hin.

Diese Beobachtungen lassen darauf schlieflen, dass eine Zuordnung von
MajorClust zur Kategorie der dichtebasierten Clusteralgorithmen durchaus
sinnvoll ist. Eine theoretische Zuriickfithrung der Funktionsweise von Ma-
jorClust auf das dichtebasierte Konzept steht allerdings noch aus.

e Wie stark beeinflusst die Einbettung der urspriinglichen Ahnlichkeits-
daten in den euklidischen Raum das Ergebnis der Clusteranalyse?

Ein {iberraschendes Ergebnis ergab sich bei der Untersuchung dieser Frage.
Zuniichst wurde angenommen, dass die Einbettung der Ahnlichkeitsdaten in
einen Raum beschrénkter Dimensionalitét das Clusterergebnis verschlech-
tern wiirde. Das Gegenteil jedoch wurde festgestellt, denn die multidimen-
sionale Skalierung erreicht eine Rauschreduktion innerhalb der Daten, wenn
die Dimensionalitidt des Zielraumes die Anzahl der zu erwartenden Cluster
nicht unterschreitet.

Eine Einschrénkung ist jedoch die Tatsache, dass die multidimensionale
Skalierung eine erhebliche Rechenzeit beansprucht, die deutlich gréfler als
die der Clusteranalyse ist. Somit ist die Fihigkeit von MajorClust, Daten
beliebiger Dimensionalitét effizient clustern zu konnen, ein grofler Vorteil bei
zeitkritischen Aufgaben gegeniiber Algorithmen wie DBSCAN, die Daten-
strukturen benotigen, welche nur mit Daten beschrénkter Dimensionalitét
effizient arbeiten.

7.1 Ausblick

Eine wesentliche Schwierigkeit tritt bei der Verwendung der Clusteralgorith-
men auf: Die Ermittlung optimaler Eingabeparameter fiir die Algorithmen
ist miihselig und schwer automatisierbar. Es sollten deshalb leistungsfihige
Heuristiken gefunden werden, die bei diesem Problem Hilfestellung leisten.

Eine andere Herausforderung fiir die Zukunft ist die Verbesserung der
Datenstrukturen, die Algorithmen wie DBSCAN bendotigen. Der R*-Tree
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etwa arbeitet bei mehr als 11 Dimensionen nicht mehr effizient. Ein Schwer-
punkt sollte daher auf die Erforschung neuer oder verbesserter Datenstruk-

turen gelegt werden.
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Anhang A

Komplexitit

In Kapitel 4 wurde der gewichtete partielle Kantenzusammenhang A ein-
gefiithrt. Ziel bei der Clusteranalyse mit MajorClust ist es, A zu maximieren.
Zur Zeit wird angenommen, dass das Problem der Maximierung von A NP-
vollstandig ist, ein Beweis jedoch steht noch aus.

Fiir das verwandte Problem, A unter Vorgabe einer festen Clusteranzahl
|C| = k zu maximieren, kann die NP-Hérte nachgewiesen werden. Dieses
Problem wird im Folgenden als ¥ bezeichnet.

Sowohl fiir A, als auch fiir ¥, 148t sich ein Entscheidungs- und ein Optimie-
rungsproblem formulieren. Es ergeben sich vier Probleme, die im Folgenden
formal definiert werden.

1. Aope bezeiche das Optimierungsproblem mit der Maximierungsfunkti-
on “gewichteter partieller Kantenzusammenhang A“.

2. W, bezeiche das Optimierungsproblem mit der Maximierungsfunkti-
on “gewichteter partieller Kantenzusammenhang A“ und fester Clus-
teranzahl k.

3. Aent := {(G, Apnin) | es existiert ein Clustering C' des Graphen G
mit A(C) > Apin}

4. Uept := {{G, Appin, k) | es existiert ein Clustering C' mit genau k
Cluster des Graphen G mit A(C) > Apin}

(0]
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Komplexitét
Die folgende Reduktion zeigt, wie dhnlich das Problem W.,; dem Clique-

Problem ist.

Satz 1 V., ist NP-vollstdndig.

Es folgt der Beweis von Satz 1.

Lemma 1.1 V., € NP

Beweis:

Um zu zeigen, dass W.,; polynomiell verifizierbar ist und somit in NP liegt,
wird im Folgenden ein polynomieller Verifizierer fiir ¥,,; konstruiert.

Sei V7 mit Eingabe (G, Apin, k, C) ein polynomieller Verifizierer, der testet,
ob der Graph G = (V, E) ein Clustering C mit A(C) > A besitzt:

Verifizierer V.
Eingabe: (G, Amin, k, C)
Ausgabe: “Eingabe akzeptiert® oder “Eingabe nicht akzeptiert*

—_

. Teste, ob (C) die Codierung eines Clusterings (C1, ..., C)) von G ist.
2. Setze x =0
3. Fiarallet=1, ..., k:

(a) Berechne die Kantenzusammenhangszahl A; fiir das Cluster C;.

(b) Berechne © =z + |C;] - \;

4. Wenn x > A, akzeptiere, sonst lehne ab.

Um diesen Verifizierer polynomiell auf einer deterministischen Turingma-
schine umzusetzen, wird die Codierung eines Clusterings C' als Bitfolge der
Lénge |V-[log(]V|]) realisiert. Dabei bezeichnen die Bits (j—1)-[log(|]V]]+
1...j-[log(|V'|] die Binérdarstellung der Nummer ¢ des Clusters C;, welchem
der Knoten V; zugeordnet ist (vgl. Abb. A.1). Diese Anzahl ([log(|V]])) der
Bits fiir die Nummer eines Clusters ist ausreichend, denn ein Graph mit |V|
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Abbildung A.1: Codierung eines Clusterings.

Knoten kann hochstens in eben soviele Cluster aufgeteilt werden und die
Zahl |V kann bindr mit [log(|V'|]) Bits dargestellt werden. Auflerdem wird
in Schritt 1 iiberpriift, ob es sich um ein Clustering mit genau k£ Clustern
handelt. Somit kann der erste Schritt des Verifizierers in polynomieller Zeit
umgesetzt werden.

Schritt 2 des Verifizierers benttigt nur eine Rechenoperation.

Die Schleife in Schritt 3 wird hochstens |V'|-mal durchlaufen, ndmlich dann,
wenn jeder Knoten einem eigenen Cluster zugeordnet ist. Die Kantenzusam-
menhangszahl \; kann etwa mit dem Maximalflussalgorithmus von Ford und
Fulkerson in O(|V'|?) berechnet werden (3a). In Schritt 3b der Schleife sind
sowohl die Addition als auch die Multiplikation in O(n?) durchzufiihren,
wobei n die Anzahl der Stellen der grofiten der beiden Zahlen bezeichnet.
x kann maximal einen Wert von |V - (|[V| — 1) annehmen, und zwar genau
dann, wenn der Graph G eine |V|-Clique bildet. Somit ldsst sich Schritt 3
in O((|V|- (JV| = 1))?) = O(]V|*) berechnen.

Der letzte Schritt des Verifizierers benétigt lediglich O(logn) Rechenope-
rationen, um zwei Zahlen mit Stellenanzahl von hochstens n miteinander
zu vergleichen. Bei einem maximalen Wert von |V - (|V] — 1) fiir z (s. o.)
benotigt dieser Schritt also hochstens O(log(|V]- (|[V]|—1))) = O(2-log(|V]).
Insgesamt ergibt sich also eine Laufzeit fiir den Verifizierer von
O(IOV(||"/|%<)>g(IVH) +0(1) +O(|V|°) + O(|V°) + O(2 - log(|V])

Somit ist die Laufzeit polynomiell in (G, Apin, C). Daraus folgt, dass V4
ein polynomieller Verifizierer fiir W, ist.

Lemma 1.2 Clique < Uy,

Beweis:
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A=5%4=20

A=1
Reduktion
Amin = [VI+k®-2k
Apin = 10+25-10
Amin =25
. . n = |V|-k+1
Ausgangsgraph G, der eine 5-Clique n=10-5+1 Maximales Clustering bzgl. A mitk =5
enthalt (rot) n=6 Cluster
V] =10, k=5 A=20+1+1+1+1+1
A=25

Abbildung A.2: Beispiel fiir eine Reduktion.

Zunichst wird die Sprache Clique definiert.

Definition Clique: Sei G = (V, E) ein ungerichteter Graph. Eine Teil-
menge C' der Knoten von G heifit Clique, wenn fir alle i,57 € C gilt
{i,j} € E. Die Knoten einer Clique sind also alle paarweise durch Kan-
ten im Graphen G verbunden. Eine Clique C heif3t k-Clique, wenn C' genau
k Knoten enthélt.

Clique := {(G, k)| G ist ein ungerichteter Graph mit einer k-Clique}.

Clique ist NP-vollstindig.

Reduktion von Clique auf V.,,;:
In dieser Reduktion gelte fiir ein Cluster C mit |C| =1 : A(C) = 1. Aus
der Eingabe (G, k) wird im Folgenden die Eingabe (G, A,:p, n) konstruiert.

e Sei G'=G
o Sei Apyin = |V + k2 — 2k
e Sein=|V|—-k+1

Damit ist die Reduktion abgeschlossen.

Zu zeigen:
w € Clique & f(w) € Wepy

Zunichst “=*:
Sei G ein Graph, der eine k-Clique enthélt, also (G, k) = w € Cligue. Dann
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muss ein Clustering des Graphen G mit n Cluster gefunden werden mit
A(G) > Ayin- Das erste Cluster C; enthalte die k Knoten, die in G eine k-
Clique bilden. Dann bleiben noch |V|—k Knoten iibrig, die auf die restlichen
n — 1 Cluster verteilt werden. Dan—1=|V|—-k+1—-1=>n—-1=|V|—k
gibt es ebensoviele nichtleere Cluster wie noch nicht zugeordnete Knoten.
Da kein Cluster leer bleiben darf, wird jedem Cluster genau einer dieser
Knoten zugeordnet.

Das Cluster Cy enthélt eine k-Clique. Folglich ergibt sich der Wert A(C4) =
k- (k —1). Fir die n — 1 Cluster, die genau einen Knoten enthalten, gilt
Vi = 2..n : A(C;) = 1. Insgesamt ergibt sich also A(G) = Y"1 | A(C;) =
k-(k—=1)+ >, ACi) = k®—k+n—1 Mitn = |V|—k+1 folgt
ANG) =k —k+|V|-k+1-1=|V|+ k% -2k = Apin. Daraus folgt
A(G) Z Amzn = f(w) S \Ijent-

“e=t

Sei (G, Apin,n) € Wept. Ein zulissiges Clustering von G muss genau n Clus-
ter enthalten. Da kein Cluster leer bleiben darf, werden n Knoten von G je
einem Cluster zugeordnet. Es bleiben [V| —n=|V|—|V|+k—-1=k -1
Knoten {ibrig, die noch auf die Cluster verteilt werden miissen. Unter der
(im Allgemeinen nicht zutreffenden) Annahme, dass diese k — 1 Knoten zu
allen Knoten aus G eine Kante haben, wird eine Zuordnung der Knoten zu
den n Clustern gesucht, die A(G) maximiert. Das Maxmimum ergibt sich,
wenn eine moglichst grofie Clique gebildet wird. Die k¥ — 1 Knoten werden
daher 0.B.d.A. dem Cluster Cy zugeordnet. Da diesem vorher schon ein
Knoten zugeordnet war, enthélt es nun & Knoten, die eine k-Clique bilden.
Daraus folgt A(C;) = k? —k. Da die anderen n— 1 Cluster nur einen Knoten
enthalten, ergibt sich A(G) = k* —k+n —1. Mit n = |[V| — k+ 1 ergibt sich
A(G) = |V| + k? — 2k = Ay Dies ist also der minimale Wert fiir A(G)
damit (G, Apin,n) € Wepe gilt. Da dieses Clustering von G aber gleichzeitig
A(G) maximiert, ist es das einzig mogliche Clustering. Dann aber muss G
eine k-Clique enthalten und w = (G, k) € Clique.

SchlieBlich muss noch gezeigt werden, dass f polynomiell in (G, k) bere-
chenbar ist:

Der Graph G kann in Schritt 1 in O(]V| + | E|) kopiert werden.

Die Berechnungen in den Schritten 2 und 3 kénnen in O(max(log(|V|), log(k)))
berechnet werden. Da |V| > k also in O(log(|V]).

Somit ergibt sich als Gesamtlaufzeit O(|V|+|E|)+O(log(|V]) = O(|V|+|E)).
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Damit ist f eine polynomielle Reduktion und Lemma 1.2 ist bewiesen.

Aus Lemmata 1.1 und 1.2 folgt Satz 1.



Anhang B

Multidimensionale
Skalierung

Die multidimensionale Skalierung (MDS) ist eine Technik zur Einbettung
von Daten in den euklidischen Raum, fiir die lediglich paarweise Ahnlichkei-
ten in Form eines AhnlichkeitsmaBes vorliegen (vgl. Abschnitt 1.3). Dabei
sollen die Daten so in den euklidischen Raum R* eingebettet werden, dass
die paarweisen Ahnlichkeiten der Objekte moglichst gut durch die paarwei-
sen Distanzen im euklidischen Raum dargestellt werden. Oft wird die MDS
auch zur Visualisierung von Daten verwendet (mit k =2 oder k =3 ).

Erstmals wurde von J. B. Kruskal ein Algorithmus zur Durchfithrung
der MDS vorgeschlagen. Dieser versucht durch sukzessives Repositionieren
der Objektentsprechungen z1,...,z, € R* im euklidischen Raum die Dar-
stellung stetig zu verbessern. Um zu ermitteln, wie gut diese Objektentspre-
chungen z1, ..., z, die Ahnlichkeiten d;,; der Originaldaten approximieren,
werden sog. Stress-Mafle der Form

1/2
S($1,...,1‘n) = Z(éi’j *di,j)2
i<y
verwendet, wobei d; ; = ||z; — xy|| eine Metrik im euklidischen Raum zur

Bestimmung der Distanz zwischen z; und z; bezeichnet. Hohe Stress-Werte
kennzeichnen eine schlechte Approximierung durch die Objektentsprechun-
gen.

Kruskal schlug zwei verschiedene Stress-Mafle vor, welche einige Verbes-
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serungen beinhalten:

. 1/2
S1(xy Tp) = <Zi<j(6i’j — di’j)2>
Dici 47

und

. 1/2
Die; 0ig —dij)?
Dicj(dij —d)? 7

wobei d den Mittelwert aller Distanzen d; ; bezeichnet.

Es gibt zwei wesentliche Vorteile dieser Stress-Mafle. Zum einen werden
die Stress-Werte normiert, um sie vergleichbar mit Werten anderer MDS-
Daten zu machen. Des Weiteren werden statt Ahnlichkeiten d0;,; die soge-

Sg(ml,...,xn) = (

nannten Disparitédten 51 j = f(0i,;) zur Berechnung verwendet. Die Funktion
f wird aus dem den Daten zugrunde liegenden Modell abgeleitet. Die Ver-
wendung von Disparititen statt Ahnlichkeitswerten hat den Vorteil, dass
die Differenzen (J; ; — d; ;) nicht absolut berechnet werden miissen.

Um die Giite von mit der MDS skalierten Daten anhand dieser Stress-
Mafe schitzen zu kénnen hat Kruskal einige Erfahrungswerte zu deren Be-
urteilung vorgeschlagen. Tabelle B.1 stellt diese Werte dar.

Anpassungsgiite || Sp So
gering 0,2 0,4
ausreichend 0,1 0,2
gut 0,05 | 0,1
ausgezeichnet 0,025 | 0,15
perfekt 0 0

Tabelle B.1: Kruskals Erfahrungswerte zur Beurteilung von Stress-Werten
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