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Zusammenfassung

Die Effektivitdt von Learning-to-Rank Ansétzen ergibt sich aus den Wechsel-
wirkungen zwischen den induktiven Bias des Ansatzes und den verwendeten
Trainingsdaten. Der induktive Bias ist eine Menge an getroffenen Hypothe-
sen und bestimmt die Eignung des Ansatzes fiir eine Aufgabe. Die getroffenen
Hypothesen definieren die Grenzen der erlernbaren Zusammenhinge aus den
Trainingsdaten. Mit den wachsenden Anforderungen an Learning-to-Rank An-
sitze werden auch stetig qualitativere und quantitativere Trainingsdaten und
geeignetere Hypothesen bendtigt. Information-Retrieval Axiome formalisieren
als Hypothesen die erwarteten Eigenschaften von einem qualitativ hochwerti-
gen Ranking und wurden bereits erfolgreich als Teil des induktiven Bias fiir die
Regularisierung von Verlustfunktionen und die Konstruktion von Trainingsda-
ten eingesetzt. Wir kombinieren die Konstruktion von Trainingsdaten mit dem
Einsatz von Information-Retrieval Axiomen als weitere getroffene Annahmen,
indem wir mittels Multi-Task-Learning einem vortrainierten Transformer Mo-
dell das Ranken von Dokumenten mit der Bestimmung von Axiom-Préferenzen
als Hilfsaufgabe antrainieren. Die Axiome fungieren als induktiver Bias in un-
serem Ansatz sowohl bei der Konstruktion der Trainingsdaten fiir die IR, Axiom
Aufgabe sowie gegen das Overfitting auf eine spezifische Aufgabe durch das
gleichzeitige Trainieren des Transformer Modells auf die IR Axiom und Ran-
king Aufgabe. Durch das gleichzeitige Trainieren des Transformer Modells auf
die TR Axiome und Ranking Aufgabe muss das Transformer Modell Représen-
tationen fiir Anfragen und Dokumente bestimmen kénnen, aus denen sowohl
der Rank als auch das IR Axiom berechnet werden kann. Unsere Experimente
auf verschiedenen Axiom-Kombinationen zum Multi-Task-Learning mit einer
Ranking Aufgabe zeigen, dass das Multi-Task-Learning der Ranking Aufgabe
mit den TR Axiomen REG und ANTI-REG als Hilfsaufgaben die Effektivitit
der Ranking Ergebnisse auf dem Test-Datensatz des TREC Deep Learning
Track aus dem Jahr 2020 gegeniiber einem alleinigen lernen der Ranking Auf-
gabe um im Mittel 5% erhoht.
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Kapitel 1

Einleitung

Mit mehr als 3.5 Milliarden Anfragen pro Tag an Google! ist die Verbesse-
rung von Suchmaschinen nicht nur von 6konomischen Interesse fiir Konzer-
ne, sondern auch von Interesse fiir die Menschheit als Ganzes. Mit der stetig
wachsenden Menge an Daten, die global durch das Internet zur Verfiigung
gestellt werden, ist eine manuelle Suche nach Informationen ohne die Unter-
stiitzung einer Suchmaschine praktisch unméglich. Forschungsergebnisse der
letzten Jahre [15, 20, 42, 81| zeigen mit einer iiberwiegenden Mehrheit, dass
Learning-to-Rank Ansétze effektivere Rankings als klassische Suchmodelle wie
BM25 [67] erzielen. Mit der Entwicklung von Feature basierten Learning-to-
Rank Ansétzen hinzu den aktuellen vortrainierten Transformer Modellen fiir
immer effektivere Rankings zeigt sich nicht nur das Potenzial den induktiven
Bias von Modellen stetig zu iiberdenken, sondern auch die wachsende Bedeu-
tung von quantitativeren und qualitativeren Trainingsdaten, um die Grenzen
des mit dem induktiven Bias erreichbaren auszureizen [51].

Die Erstellung von grofsen und qualitativ hochwertigen Trainingsdaten fiir
Learning-to-Rank Ansétze aus selbst protokollierten Websuche-Click-Logs ist
durch das gefestigte Monopol der Websuchanfragen durch wenige Konzerne?
fiir unabhéngige Gruppen und Organisationen nur duferst eingeschrinkt mog-
lich. Google und weitere Konkurrenten wie Bing veroffentlichen aus rechtli-
chen Griinden nur selten und meist auch nur kleine anonymisierte Teile ihrer
Suchanfrage-Logs, so dass die Forschung mit diesen wenigen Trainingsdaten
und auf alternativen Wegen erstellten Trainingsdaten auskommen muss. Damit
Learning-to-Rank Ansétzen, die auf vortrainierten Transformer Modellen ba-
sieren, mit weniger Relevanz-Trainingsdaten schneller und mit einem hoheren
Wert beziiglich der Effektivitit konvergieren, untersuchen wir die Verbesserung

'https://wuw.internetlivestats.com/google-search-statistics/#rate
’https://de.statista.com/statistik/daten/studie/222849/umfrage/marktantei
le-der-suchmaschinen-weltweit/
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der Dokument- und Anfragerepriisentationen eines auf BERT [19]| basieren-
den Learning-to-Rank Ansatzes mittels Multi-Task-Learning mit Information-
Retrieval (IR) Axiom-Préferenzen als beliebig skalierbare Hilfsaufgabe. Unser
Ziel ist es, die in BERT vortrainierte allgemeine Reprasentation von Sprache
auf den Bereich des Information-Retrieval mit allgemeinen Reprisentationen
von Sprache und Relevanz zu spezialisieren.

Das Paradigma vom Learning-to-Rank ldsst sich am realitdtsnahen Beispiel
des Lernens, Informationen auf einer Wikipedia-Seite zu finden, verdeutlichen.
Betrachten wir das Lernen vom Finden von Informationen auf einer Wikipedia-
Seite als die individuellen Aufgaben die generelle Struktur der Webseite einzu-
schitzen, relevante Text-Abschnitt zu ranken und dann aus Text-Abschnitten
die gesuchten Informationen zu extrahieren, dann werden wir deutlich langsa-
mere und schlechtere Lernerfolge in den einzelnen Aufgaben erzielen, als wenn
wir Versuchen Informationen {iber sprachliche und strukturelle Zusammen-
hdnge, die uns beim allgemeinen Einschitzen der Struktur der Webseite und
Ranken relevanter Passagen helfen, auf das Extrahieren von Informationen aus
Text-Abschnitten anzuwenden und vice versa. Multi-Task-Learning als Tech-
nik wurde schon erfolgreich fiir Natural-Language-Understanding Aufgaben
mittels eines Multi-Task-Deep-Neural-Networks (MT-DNN)[46] und die Er-
stellung des Text-To-Text Transfer Transformer (T5)[64] eingesetzt. Mit dem
Multitask Unified Model® entwickelt Google derzeit einen Multi-Task-Learning
Ansatz zur Verbesserung ihrer Suchmaschine, welcher komplexe Informations-
bediirfnisse in Anfragen basierend auf T5 erkennt und geeignet beantwortet.
Wir folgen in unserem Ansatz der Methodik von Liu et al. [46], so dass wir un-
sere Untersuchungen mit BERT [19] als Transformer Modell durchfiihren und
die gewonnen Erkenntnisse versuchen auf das State of the Art Transformer
Modell T5 in einer zukiinftigen Arbeit zu {ibertragen.

Problematisch am Multi-Task-Learning mit verschiedenen Aufgaben, wie
es Liu et al. [46] praktizieren, ist die Beschrankung der Skalierbarkeit des Se-
tups durch die nur begrenzt zur Verfiigung stehenden Trainingsdaten fiir jede
einzelne Aufgabe. Es ist im Allgemeinen unklar, wie sich eine ungleichméfige
Skalierung der Menge an Trainingsdaten fiir die einzelnen Aufgaben auf die
Effektividt des Muti-Task-Learnings im Ganzen auswirkt [16]. Wir verwenden
in unserem Ansatz neben der Ranking Aufgabe nur die IR Axiom-Préferenzen
als Hilfsaufgabe und entscheiden uns bewusst gegen verwandte aber schlechter
skalierbare Information-Retrieval Aufgaben wie Query Suggestion [1] und Rea-
ding Comprehension |53|. Der Einsatz von IR Axiomen zur Erstellung [23| und
Verbesserung [4] von klassischen Suchmodellen ist bereits erprobt. Die direkte
Anwendung von IR Axiomen auf Learnin-to-Rank Ansétze ist jedoch insofern

3https://blog.google/products/search/introducing-mum/
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unmoglich, dass Learning-to-Rank Ansétze keine geschlossene mathematische
Formel fiir die Bestimmung der Relevanz von Dokumenten haben und somit
die Einhaltung von IR Axiomen durch eine Dekonstruktion der Relevanzfunk-
tion nicht gepriift werden kann. Wir verwenden deshalb in unseren Ansatz
die Definition von IR Axiomen als Hypothesen iiber geschlossen berechenbare
Paarweise-Dokumentpréferenzen von Hagen et al. [34]. Die Menge an Trai-
ningsdaten fiir die IR Axiom-Praferenz Aufgaben ist durch die Bestimmung
eines Eintrages aus einer beliebigen Anfrage und zwei beliebigen Dokumen-
ten mit einem minimalen Rechenaufwand skalierbar. Insgesamt wirken die IR
Axiom-Priferenz Aufgaben im Multi-Task-Learning somit gegen das Overfit-
ten auf eine spezifische Aufgabe [68] und trainieren dem gemeinsamen Encoder
der Aufgaben eine Art und Weise an die Sprache von Dokumenten und Anfra-
gen zu reprasentieren, die mehr Facetten von Relevanz abdeckt. Wir iibertra-
gen somit die Ergebnisse von Liu et al. [46], vortrainierte Transfomer Modelle
und Multi-Task-Learning in Kombination im Bereich des Natural-Language-
Understanding einzusetzen, unter Zuhilfenahme der Axiom-Priferenz Defini-
tionen von Hagen et al. [34] auf den Bereich des Information-Retrieval und
Vermeiden die Ungewissheit der Auswirkung ungleicher Skalierungen der Trai-
ningsdaten auf die Effektivitit des Multi-Task-Learning. Durch die beliebige
Skalierung der IR, Axiom-Préferenz Aufgaben ist es immer mdoglich, ein optima-
les Verhéltnis der Trainingsverhéltnisse beziiglich einer weiteren Information-
Retrieval Aufgabe wie dem Ranken von Dokumenten zu bestimmen, die die
Effektivitat der weiteren Information-Retrieval Aufgabe optimiert.

Unser Learning-to-Rank Ansatz mit Multi-Task Learning mittels IR Axio-
men hat somit vor allem die Spezialisierung des induktiven Bias des BERT
Modells, von allgemeinen Repréisentationen fiir Sprache hinzu Reprisentatio-
nen fiir Dokumente, Anfragen und vielfiltige Facetten der Relevanz zum Ziel.
Da das BERT Modell gleichzeitig auf die Ranking und die IR Axiom-Praferenz
Aufgaben trainiert wird, muss das BERT Modell in den gemeinsam verwen-
deten Encoding-Schichten Anfrage- und Dokument-Reprasentationen bestim-
men, aus denen in aufgabenspezifischen Decoding-Schichten sowohl die Rele-
vanz fiir das Ranking als auch die IR Axiom-Praferenz bestimmt werden kann.
Dadurch das jede IR Axiom-Priferenz Aufgabe eine andere Facette von Re-
levanz reprisentiert, muss das BERT Modell jede einzelne dieser Facetten im
gleichzeitigen Training erlernen, um dann am Ende des Trainings Représenta-
tionen fiir Dokumente und Anfragen erstellen zu kénnen, aus denen jede der
Facetten von Relevanz bestimmt werden kann. Wir untersuchen den Einfluss
von 20 IR Axiomen auf die Ranking Aufgabe im Multi-Task-Learning, indem
wir die Auswahl an IR Axiomen und das Verhiltnis von Trainingsdaten fiir
die IR Axiom Aufgaben zu Trainingsdaten fiir die Ranking Aufgabe variieren.

Wir trainieren unser BERT Modell auf dem Microsoft Machine Reading
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Comprehension (MS MARCO) Passagen Datensatz [52] fiir die Ranking Auf-
gabe und die IR Axiom-Préferenz Aufgabe auf aus dem MS MARCO Passa-
gen Datensatz automatisch erzeugten IR Axiom-Priferenzen. Der MS MAR-
CO Passagen Datensatz ist aus dem MS MARCO Question Anwsering Da-
tensatz entstanden, besteht aus 8.8 Millionen Passagen und bietet Anfragen
mit positiven Relevanzlabels fiir Learning-to-Rank Ansétze. Die Effektivitat
unseres Ansatzes evaluieren wir mittels den Relevanzbewertungen vom Na-
tional Institute of Standards and Technology (NIST) fiir den TREC Deep
Learning Track aus dem Jahr 2019 (TREC19) und 2020 (TREC20) beziig-
lich NDCG@10, MRR@10 und P@Q1. Die von uns durchgefiihrten Experimente
zeigen, dass eine Verwendung von 20 IR Axiom-Priferenz Aufgaben mit ei-
ner Ranking Aufgabe im Multi-Task-Learning im Trainingsdaten Verhiltnis
1:---:1 die Effektivitdt der Ranking Aufgabe beziiglich dem Test-Datensatz
von TREC19 und TREC20 um mehr als 10% senkt. Fiir die Auswahl der
IR Axiom-Priferenz Aufgaben REG und ANTI-REG im Trainingsdaten Ver-
héiltnis 1:1:4 zur Ranking Aufgabe konnten wir zeigen, dass das Multi-Task-
Learning die Effektivitit der Ergebnisse fiir P@Q1 um 3%, NDCG@10 um 5%
und MRR@10 um 7% auf TREC20 steigert. Wir werden unsere Untersuchung
um weiterer Trainingsdatenverhéltnisse, weiteren Axiom-Kombinationen, neue
Axiome und einer Skalierung der Trainingsdaten fiir die IR Axiom-Préferenz
und Ranking Aufgaben in zukiinftigen Arbeiten erweitern.
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Related Work

In den nachfolgenden Abschnitten dieses Kapitels betrachten wir fiir unsere
Untersuchungen relevante grundlegende Begriffe und Entwicklungen aus dem
Bereich des Information-Retrieval. Folgend betrachten wir Transformer Mo-
delle und ausgewiihlte Ansitze zur Modifikation und Erweiterung von Trans-
former Modellen. Anschliefend geben wir einen kurzen Uberblick iiber Mog-
lichkeiten des Multi-Task-Learnings als eine Technik des maschinellen Ler-
nens und gehen auf einzelne Anwendungsbeispiele von Multi-Task-Learning im
Bereich des Information-Retrieval und dem verwandten Bereich des Natural-
Language-Processing ein. Danach betrachten wir das theoretische Fundament
von Information-Retrieval Axiomen. Zum Schluss gehen wir auf Forschungsar-
beiten ein, die den Einsatz von Information-Retrieval Axiome untersuchen.

2.1 Grundlagen Information-Retrieval

Am Anfang von allem menschlichen Handeln steht ein Bediirfnis.! Die Wis-
senschaft des Information-Retrieval beschiftigt sich mit Techniken, die das
Erfiilllen der Informationsbediirfnisse von Nutzern ermdglicht. Dabei formu-
liert der Nutzer sein Informationsbediirfnis in Form einer Suchanfrage aus, die
aufgrund von einem Mangel an Verstindnis des Nutzers iiber das eigene In-
formationsbediirfnis und der Mannigfaltigkeit von Sprache und Informationen
nur in den einfachsten Fillen das Informationsbediirfnis nahezu perfekt wider-
spiegelt [6]. Um das Informationsbediirfnis des Nutzers zu befriedigen, wird
ein Ranking an vermuteten relevanten Dokumenten erstellt und dem Nutzer
dargeboten. Ein Dokument bezieht sich im Allgemeinen nicht nur auf Text-
Dokumente, auf die wir uns nachfolgend beschrénken, sondern auch auf Bilder,
Videos, strukturierte und unstrukturierte Texte sowie alle vorstellbaren Kom-

'https://www.nobelprize.org/prizes/literature/1950/russell/lecture/



KAPITEL 2. RELATED WORK

binationen. Damit ein Ranking an vermuteten relevanten Dokumenten erstellt
werden kann, bedarf es einer Suchfunktion und einem Index. Eine Suchfunk-
tion S bestimmt fiir eine Suchanfrage ¢ und ein Dokument d aus dem Index
einen nummerischen Wert, der die vermutete Relevanz des Dokumentes fiir
die Suchanfrage wiedergibt [69]. Die Relevanz ist ein abstrakter Wert auf einer
Ordinalskala, der angibt, in welcher Reihenfolge Dokumente das Informati-
onsbediirfnis einer Suchanfrage voraussichtlich befriedigen. Der Index besteht
aus den Reprisentationen von Dokumenten, die im Prozess der Indexierung
entstehen und dienen dem effizienten finden von relevanten Dokumenten [69)].
Die Reprasentation der Dokumente kann unter anderem Informationen zu den
Termhéufigkeiten tf(¢,d) eines Terms t im Dokument, zu der Position eines
Terms im Dokument sowie der Dokumentlinge enthalten und im Index ab-
gespeichert werden. Information-Retrieval bezeichnet insgesamt einen Prozess
zur Gewinnung von Daten zur Befriedigung eines Informationsbediirfnisses.
Da ein Informationsverlust vom Informationsbediirfnis zur Suchanfrage und
vom Bediirfnis Informationen festzuhalten zur Erstellung der Reprisentati-
on eines Dokument stattfindet, wurden verschiedenste Techniken entwickelt,
um Auswirkungen des Informationsverlustes abzumildern. Eine Technik ist die
Verwendung von Stoppwort-Listen. Stoppworter sind die Worter einer Spra-
che, die zumeist nur einen syntaktischen aber keinen oder nur einen sehr ge-
ringen semantischen Wert haben [7]. Es sind dadurch die in der Regel héu-
figsten Worter (im Englischen or, the, a, to, be etc.) einer Sprache [78], die
in fast allen Dokumenten vorkommen und damit als Stoppworter klassifiziert
werden. Werden die Stoppwérter als irrelevante Informationen wahrend der In-
dexierung entfernt, ergibt sich nicht nur Speicher bezogen ein kleinerer Index,
sondern auch in den meisten Fillen eine hohere Effektivitit im Information-
Retrieval [71]. Die Wahl der Stoppwort-Liste und die Entscheidung, ob Stopp-
worter in jedem Fall entfernt werden sollten, ist durch Randfélle wie dem be-
kannten Zitat von Shakespear ,to be or not to be“ oder den Film ,,The Matrix“
eine Abwigung zwischen mehr nutzbaren Informationen und einem kleine-
ren effizienteren Index. Da Speicherplatz mittlerweile in quasi unbeschrinkten
Mengen zu moderaten Preisen zur Verfiigung steht und die Effektivitat des
Information-Retrieval im Fokus steht, werden im kommerziellen Einsatz von
Suchmaschinen die Stoppworter bei der Indexierung nicht entfernt und fiir jede
einzelne Suchanfrage erneut entschieden, ob diese potenzielle Stoppworter ent-
hélt und ob sie fiir bessere Ergebnisse entfernt werden sollten oder nicht [73].
Eine weitere Technik, die Auswirkungen des Informationsverlustes weiter ab-
zuschwiichen, ist das Stemming von Wortern [38]. Nehmen wir beispielhaft die
Suchanfrage ,bunte Hiuser“ und gehen von einer Suchfunktion aus die nach
exakten Wortiibereinstimmungen sucht, dann wiirde ein Dokument welches
,buntes Haus“ oder andere dhnliche Formen der Terme der Suchanfrage ent-
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halt, als nicht relevant eingeschéitzt werden. In den meisten Fillen sollen solche
Dokumente trotz des nicht exakten Ubereinstimmens der Terme aufgrund der
Deklination und Konjugation von Wortern dennoch als relevant bewertet wer-
den. Deswegen werden alle Worter der Dokumente und Suchanfragen mittels
Stammformreduktion auf ihren Wortstamm abgebildet, so dass in unserem
Beispiel ,buntes und ,Hauser* auf ,bunt® und ,Haus“ abgebildet wird. Der
Wortstamm ist dabei nicht immer ein reell existierendes Wort. Ahnlich den
Stoppwort-Listen bedeutet auch Stemming im Allgemeinen einen Informati-
onsverlust, der in Randfillen wie der Abbildung von ,fisher, fished, fishing*
auf ,fish“ zu irrelevanteren Ergebnissen fiihren kann. Deshalb ist es iiblich die
Terme vor und nach dem Stemming im Index abzuspeichern und beide Formen
bei der Suche geeignet zu kombinieren und somit eine differenziertere Suche auf
dem Index mittels einem groferen Speicheraufwand zu ermdoglichen. Wir ver-
wenden in unseren Untersuchungen den Porter-Stemmer [60]. Seit seiner Ein-
fiihrung und weiteren kleineren Anpassungen hat sich der Porter-Stemmer als
iiblichster und gut funktionierender Algorithmus fiir das Stemming englischer
Worter etabliert [79]. Der Algorithmus hinter dem Porter-Stemmer basiert auf
der Idee, dass sich die Suffixe in der englischen Sprache aus mehreren kiirzeren
Suffixen zusammensetzen. Zur Worstammbildung mittels dem Porter-Stemmer
definiert dieser eine Rangfolge an Verkiirzungsregeln, die solange erneut ange-
wendet werden, bis keine einzige Verkiirzungsregel mehr angewandt werden
kann. Wenden wir den Porter-Stemmer auf das Wort ,differently” an erhal-
ten wir mit den einzelnen Zwischenschritten die Ableitungsfolge ,differently,
differentli, different, differ®.

Welchen konkreten Einfluss Stoppworter, Stemming und extra Informatio-
nen im Index haben, wird durch die eingesetzte Suchfunktion bestimmt. Wir
unterscheiden Suchfunktionen in klassische Suchfunktionen und Learning-to-
Rank Ansétze. Klassische Suchfunktionen wie BM25 [67] und Query Likely-
hood [12] berechnen fiir ein Dokument-Suchanfrage-Paar in kurzer Zeit eine
Relevanzbewertung anhand von vorberechenbaren Eigenschaften wie Term-
haufigkeiten, Spezifitit von Termen und Dokumentléingen und verzichten ins-
besondere auf jegliche Formen des maschinellen Lernen. BM25 ist eine Such-
funktion, die Dokumente und Suchanfragen als Bag-of-Words betrachtet, so
dass nur Termstatistiken wie die Worthaufigkeit und nicht die Position oder
semantische Ahnlichkeit von Termen in die Relevanzbewertung einflieken. Die
Relevanzbewertung fiir ein Dokument gegeben eine Anfrage ergibt sich dann
aus Termstatistiken iiber die Schnittmenge der Terme von Dokument und An-
frage und erlaubt es innerhalb kurzer Zeit ein Ranking von vermuteten rele-
vanten Dokumenten aus den Posting-Listen des Index zu erstellen. Wie wichtig
die Termhé&ufigkeit oder die Dokumentlinge fiir die Relevanzbewertung genau
sind, kann in BM25 mittels Parameter kontrolliert werden.
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Im Gegensatz zu klassischen Suchfunktionen werden Learning-to-Rank An-
sdtze meist nicht eingesetzt, um direkt ein Ranking aus dem Index fiir eine
Suchanfrage zu konstruieren, da Learning-to-Rank Ansétze fiir ihre Relevanz-
bewertung in der Regel Dokumente als ganzes betrachten und nicht nur die
Schnittmenge an Termen zwischen Dokument und Suchanfrage [44]. Damit
Learning-to-Rank Ansétz trotz dieser Einschriankung in der Ad-Hoc Suchen,
der Aufgabe ein Top-k Ranking aus einer Anfrage zu erzeugen, eingesetzt wer-
den konnen, erfolgt die Erstellung eines initialen Rankings mittels klassischer
Suchfunktionen. Ein initiales Ranking ist eine Vorauswahl an mdoglichen rele-
vanten Dokumenten fiir ein Reranking durch Learning-to-Rank Ansétze [34].
Learning-to-Rank Ansédtze nutzen stets Techniken des maschinellen Lernens
und basieren auf Features oder neuronalen Netzwerken [44]. Da die Berech-
nung von komplexeren Features und neuronalen Modellen zeitaufwéindig sind
und nur Dokumentenweise durchgefiihrt werden kénnen, ist die geeignete Wahl
des initialen Rankings um so wichtiger. Nach dem initialen Ranking werden
durch Learning-to-Rank Ansétze dem finalen Ranking keine weiteren Doku-
mente hinzugefiigt, so dass ein schlechtes und zu kleines initiales Ranking die
Effektivitdt des Learning-to-Rank Ansatzes massiv hemmen kann und bei ei-
nem zu grofen initialen Ranking jedoch der Rechenaufwand zu groft werden
kann. Sowohl Feature basierte Modelle als auch neuronale Modelle ben6tigen
in der Regel quantitative und qualitativ hochwertige Trainingsdaten, die aus
Suchanfrage-Dokument-Relevanzbewertungs Trippeln bestehen, um gute bis
sehr gute Ergebnisse fiir zuvor ungesehene Suchanfragen zu erzielen [42, 81, 83|.
Entsprechen die Trainingsdaten beziiglich Quantitit und Qualitdt nicht den
zuvor unbekannten Anforderungen eines neuronalen Modells, kann es bei den
tausenden beziehungsweise millionen anzupassenden Parametern, die ein neu-
ronales Modell besitzt, schnell zu Overfitting kommen, so dass das neuronale
Modell Erkenntnisse von den gesehenen Trainingsdaten nicht auf ungesehe-
ne Suchanfragen generalisieren kann. Overfitting kann mit Domainwissen in
Form von Regularizorn [82] und allgemeinen Techniken wie Dropout [72] ab-
geschwécht werden. Regularizor sind Strafterme, die der Verlustfunktion hin-
zugefiigt werden und aus doménenspezifischem Wissen formuliert werden. Ge-
genséatzlich zu Regularizorn, die weitere Annahmen {iber die Aufgabe definie-
ren, nutzt Dropout die Grofe der neuronalen Netzwerke aus. Dropout deakti-
viert mit einer gewissen Wahrscheinlichkeit in jedem Trainingsschritt zufillige
Knoten und deren Verbindungen im Netzwerk, so dass stets nur kleinere Teil-
netzwerke trainiert werden. Da die Knoten zufillig weggelassen werden, ist
die Bildung von Teilnetzen, die bestimmte Trainingsdaten auswendig lernen,
deutlich erschwert.
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2.2 Transformer Modelle

Aktuelle Learning-to-Rank Ansétze, die auf Convolutional-Neural-Networks
(CNN) oder Recurrent-Neural-Networks (RNN) mit Encoder und Decoder [13,
77| basieren, bedeuten durch ihre Architektur einen erheblichen Mehraufwand
im Training [75]. RNNs generieren im Training versteckte Zusténde fiir jede
Position eines Satz, die jeweils von allen ihren Vorgingern abhingen und so-
mit nur sequentiell anstatt parallel abgearbeitet werden konnen. Insbesondere
beim Training mit langen Sdtzen beziehungsweise Dokumenten bedeutet die
fehlende Moglichkeit der Parallelisierung eine erhebliche Verlingerung der Trai-
ningsdauer. Bei CNNs ergibt sich ein dhnliches Problem bei lingeren Satzen,
da die Anzahl notwendiger Operationen fiir die Bestimmung der versteckten
Représentationen der Sitze mit dem Abstand zwischen je zwei Termen wichst
und bei einem grofseren Abstand zwischen zwei Termen nimmt ebenfalls die
Qualitit der Abbildung von Abhéngigkeiten zwischen diesen ab [35, 75]. Vas-
wani et al. [75] entwickelten mit der hauptsichlich auf Self-Attention basie-
renden Transformer Architektur einen Ansatz, der besser parallelisierbar als
RNNs ist und auch bei einem ldngeren Input nur konstant viele Schritte zur
Bestimmung einer Reprisentation durchfiihrt. Damit das Transformer Mo-
dell die Self-Attention in konstant vielen Schritten berechnen kann, muss zum
Erstellungszeitpunkt des Models eine feste Lange fiir die Eingabesequenzen
definiert werden. Wenn die maximale Linge von einer Eingabesequenz iiber-
schritten wird, muss die Eingabesequenz geeignet aufgeteilt werden oder auf
die maximale Lénge gekiirzt werden, wodurch sich die Ausgaben des Transfor-
mer Modells verschlechtern [75]. Die Transformer nutzen die Encoder-Decoder
Struktur, so dass fiir eine Eingabesequenz an Wortern mittels dem Encoder ba-
sierend auf Self-Attention eine nummerische Zwischenrepriasentation bestimmt
wird, aus der der Decoder Schrittweise eine Ausgabesequenz generiert. Der De-
coder nutzt bei der Bestimmung des jeweils ndchsten Ausgabezeichens immer
das im zu vorigen Schritt generierte Ausgabezeichen.

Die Transformer Architektur wird im Bidirectional Encoder Reprasentati-
ons from Transformers (BERT) Modell wiederverwendet [19]. BERT ist ein auf
Next-Sentence-Prediciton und Masked-Language-Model vortrainiertes Trans-
former Modell, welches durch das hinzufiigen einer extra aufgabenspezifischen
Output-Schicht und einem aufgabenspezifischen Trainingsprozess direkt fiir
die spezifische Aufgabe verwendet werden kann. Die Next-Sentence-Predicition
Aufgabe bereitet BERT auf den Einsatz fiir Sentence-Level Aufgaben wie der
Bestimmung von Relationen zwischen zwei Satzen vor. Die Masked-Language-
Modeling Aufgabe hingegen ersetzt zufillige Worter in der Eingabesequenz
durch das Sonderzeichen Masked und versucht das urspriinglich an der Stel-
le gestandene Wort vorherzusagen und bereitet BERT auf den Einsatz fiir
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Token-Level Aufgaben wie Named-Entity-Recognition vor. Im Gegensatz zu
unidirektional vortrainierten Transformer Modellen [58, 62| wird BERT bidi-
rektional vortrainiert, indem in der Masked-Language-Modeling Aufgabe alle
Worter vor und nach dem maskierten Wort fiir die Vorhersage verwendet wer-
den. BERT erzielte auf verschiedenen Natural-Language-Processing Aufgaben
State of the Art Ergebnisse [19] und erzielt auch kompetitive Ergebnisse als
Learning-to-Rank Ansatz [14, 15, 61]. BERT konnte fiir Natural-Language-
Inference Klassifikationsaufgaben durch die Anwendung von einem Stochastic
Answer Network in der aufgabenspezifischen Ausgabeschicht weiter verbessert
werden [45]. Das Stochastic Answer Network erzeugt die Ausgabe nicht in ei-
nem Schritt direkt aus der Reprasentation, sondern erzeugt iterativ mehrere
Ausgaben aus der Repréasentation und einem Iterationszustand, der jeweils von
dem vorherigen Iterationszustand und der Reprisentation abhangt. Fiir die fi-
nale Ausgabe wird vor dem Mitteln der Ausgaben nur im Training ein Dropout
durchgefiihrt, so dass sich korrekte Ausgaben nicht nur aus einer bestimmten
[teration ergeben konnen.

BERT als ein vortrainiertes Modell ist durch das Training auf Eingaben, die
aus einem oder zwei Sitzen bestehen, nicht direkt konzipiert fiir Aufgaben, die
mehr als zwei Sitze als Eingabe verwenden. Eine universelle Moglichkeit ist es
Eingaben mit mehr als drei Sidtzen mittels einer Umformulierung der Aufgabe
und dem Zusammenfassen mehrerer einzelner Eingabesitze auf zwei Eingabe-
sequenzen zu reduzieren. Dieser Ansatz bedeutet einen Mehraufwand in der
Anpassung der Aufgabe und fiihrt zu einem Verlust der genauen Satzunter-
scheidung, die durch die urspriingliche Trennung der Eingabesitze vorhanden
war. Zwei alternative Ansédtze im Umgang mit mehr als zwei Eingabesétzen
sind BERTSUM [47] und duoBERT [54]. Der duoBERT Ansatz wurde fiir
das Paarweise Ranking von Dokumenten eingefiihrt und nutzt das in BERT
vordefinierte Sonderzeichen [SEP] zur Trennung von drei Eingabesétzen, ob-
wohl BERT mit [SEP] urspriinglich nur auf die Trennung von zwei Sétzen
trainiert wurde [19]. BERTSUM hingegen hat das bilden von einer Zusam-
menfassung aus mehreren Eingabesétzen, die aus einem Dokument stammen,
zur Aufgabe und modifiziert dazu die Architektur von BERT. Ahnlich zu duo-
BERT trennt BERTSUM mehrere Eingabesitze durch die Verwendung von
[SEP] und fiigt dann noch zusétzlich das in BERT vorhandene Sonderzeichen
[CLS] vor jedem Satz ein. Die Reprisentationen der extra eingefiigten Son-
derzeichen [CLS] aggregieren Informationen iiber den darauf folgenden Ein-
gabesatz und ermoglichen zusammen mit dem Alternieren der BERT eigenen
Segmentation-Embeddings fiir urspriinglich nur zwei Eingabesitze sowie ex-
tra hinzugefiigten Inter-Sentence-Schichten das Lernen von hierarchischen Do-
kumentreprisentationen [47]. Durch die extra [CLS] Sonderzeichen und den
Inter-Sentence-Schichten kann BERTSUM somit Reprisentationen auf dem
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Satz- und Dokument-Niveau bestimmen und auswerten.

2.3 Multi-Task-Learning

Multi-Task-Learning ist ein Teilgebiet des maschinellen Lernens, indem die
Konstruktion von Methodiken zum steigern der Effektivitdt und Effizienz von
Aufgaben des maschinellen Lernens mittels eines Informationsaustausches zwi-
schen mindestens zwei Aufgaben im Fokus steht [16]. Fiir ein erfolgreiches
Multi-Task-Learning ist nicht nur die Wahl geeigneter Aufgaben, um schadli-
che Interferenz und negativen Wissenstransfer zu verhindern, sondern auch die
Wahl der konkreten Multi-Task-Learning Architektur von Bedeutung. Mégli-
che Architekturen erstrecken sich von kommunizierenden und untereinander
abhéingigen neuronalen Netzen, iiber vollstindig gemeinsame Netz-Schichten
hinzu hierarchisch strukturierten Aufgaben und Netzwerken und unterschei-
den sich des weiteren im sequentiellen oder gleichzeitigen Training der Aufga-
ben sowie der Optimierungsentscheidung, ob alle Aufgabe als gleichwertig zu
betrachten sind oder einzelne Aufgaben nur als Hilfsaufgaben fiir andere Pri-
maraufgaben verwendet werden. Zusétzlich muss im Multi-Task-Learning noch
die genaue Spezifikation jeder einzelnen Aufgabe getroffen werden, so dass sich
insgesamt eine Vielzahl an zu treffenden Entscheidungen fiir ein Multi-Task-
Learning Setup ergibt. Fiir einen tiefergehenden Einblick in die allgemeinen
Techniken des Multi-Task-Learning empfehlen wir Crawshaw [16].

Nishida et al. [53] betrachten die Machine Reading at Scale (MRS) Auf-
gabe, fiir die gegeben eine Frage zunéchst eine Menge an relevanten Passagen
aus einem Korpus extrahiert wird und anschliefiend aus den Passagen ein Teil-
text als Antwort auf die Frage entnommen wird (Reading-Comprehension).
Nishida et al. [53] erstellen in ihrem Ansatz mittels exakten Term-Matching
ein initiales Ranking an relevanten Passagen, Reranken dieses dann mittels
eines Learning-to-Rank Ansatzes und extrahieren aus aus den relevantesten
Passagen mittels Machine-Learning die Antwort. Sie trainieren fiir die MRS
Aufgabe gleichzeitig ein Modell auf das Ranken von Passagen und das Fin-
den von Antworten in Passagen, indem sich die Reading-Comprehension und
Learning-to-Rank Aufgabe die Schichten zur Erstellung von Représentationen
fiir Passagen und Fragen teilen und in einer aufgabenspezifischen Schicht eine
Antwort beziehungsweise Relevanzbewertung erstellt wird. Mit ihrem Ansatz
konnten sie State of the Art Ergebnisse auf SQuADy,; erzielen und aufer-
dem den gegenseitigen positiven Einfluss zwischen der Learning-to-Rank und
Reading-Comprehension Aufgabe zeigen. Eine abgewandelte Herangehenswei-
se an Multi-Task-Learning verwenden Ahmad et al. [1] fiir ihre Learning-to-
Rank und Query-Suggestion Aufgabe fiir die Websuche. Die Learning-to-Rank
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und Query-Suggestion Aufgabe teilen sich den Encoder fiir die Anfrage und
den Session-Encoder, der eine Reprisentation fiir die aktuelle Sequenz an An-
fragen erstellt. Mittels der Reprisentation der aktuellen Websuche-Session und
dem fiir die Query-Suggestion Aufgabe spezifischen Anfrage Decoder wird ein
Anfrage Vorschlag erstellt. Die Learning-to-Rank Aufgabe verwendet einen
eigenen Dokument-Encoder und berechnet aus der Dokument- und Session-
Reprasentation eine Relevanzbewertung fiir das Dokument. Dieser Ansatz von
Ahmad et al. [1] erreicht kompetitive Ergebnisse fiir die Learning-to-Rank
und Query-Suggestion Aufgabe und zeigt, dass Multi-Task-Learning auch fiir
Aufgaben mit unterschiedlichen Eingabeformaten verwendet werden kann und
Aufgaben, auch wenn sie nicht alle Encoding-Schichten teilen, voneinander
lernen konnen. Mit ihren Untersuchungen im Bereich des Natural-Language-
Understanding (NLU) zeigen Liu et al. [46], dass Multi-Task-Learning auch fiir
mehr als zwei Aufgaben gleichzeitig eingesetzt werden kann. Durch den Einsatz
von BERT mit aufgabenspezifischen Decodern fiir jede einzelne Aufgabe des
Multi-Task-Learnings zeigen sie insbesondere, dass vortrainierte Transformer
Modelle und Multi-Task-Learning mittels den vortrainierten Encoder gemein-
sam eingesetzt werden konnen, um noch effektivere Ergebnisse als Multi-Task-
Learning oder vortrainierte Modelle allein zu erzeugen. Sie erreichen auf acht
der neun verwendeten NLU Aufgaben neue State of the Art Ergebnisse fiir
den GLUE Benchmark und zeigen, dass Multi-Task-Learning in Kombination
mit BERT auch bei einer Auswahl von nur 1% der Trainingsdaten kompetitive
Ergebnisse erzielt.

2.4 Grundlagen IR Axiome

Ein Axiom ist eine ,giiltige Wahrheit, die keines Beweises bedarf“ [22]. Ein
Axiomensystem als eine Menge moglichst {iberschneidungsfreier Axiome bil-
det die Moglichkeit, mittels weniger Annahmen weitere Zusammenhéinge in
einem Wissengebiet deduktiv zu schlussfolgern. Auch in der historisch be-
trachteten eher empirisch fundierten Wissenschaft des Information-Retrieval
wurden Axiome fiir ein Axiomensystem definiert, um den abstrakten Begriff
der Relevanz zwischen einer Anfrage und einem oder mehreren Dokumenten
mathematisch zu formalisieren [23|. Die Motivation hinter IR Axiomen ist es
Annahmen zu finden, die ein effektives Ranking charakterisieren, diese zu for-
malisieren und analytisch auf Suchfunktionen oder erzeugte Rankings anzu-
wenden [9]. Einer der ersten axiomatischen Ansétze im Information-Retrieval
war von Mc Cune et al. [49], indem ein Suchmodell um Produktionsregeln aus
dem Bereich der kiinstlichen Intelligenz erweitert wurde. In den folgenden Jah-
ren formalisierte Van Rijsbergen [74] die bedingte Logik, die dem Information-
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Retrieval zugrunde liegt, und Meghini et al. [50] formalisierte eine Beschrei-
bungslogik, um Information-Retrieval Prozesse zu beschreiben. Die erste na-
mentliche Verwendung von Axiomen im Information-Retrieval [34] datiert auf
das Jahr 1994 [9] zuriick. Bruza and Huibers [9] definieren ein Informationsfeld
als eine Struktur und definieren anschliefsend iiber diese Struktur Axiome, mit
dem Ziel einen theoretischen Rahmen zu bilden, um zwei Information-Retrieval
Modelle nicht experimentell, sondern analytisch zu vergleichen.

In den vergangenen zwei Jahrzehnten gab es ein deutliches Wachstum an
wissenschaftlichen Arbeiten in dem Bereich des Information-Retrieval mit ei-
nem Bezug zu Axiomen. Insbesondere die Formalisierung von Axiomen zur
Beschreibung von guten Suchfunktionen hat sich weiterentwickelt. Die da-
bei entstandenen Axiome lassen sich nach den Facetten von Relevanz, auf
der die jeweiligen Axiome basieren, wie folgt gruppieren [76]: Termh#ufig-
keit [23, 25, 26, 70] und untere Schranken der Termhéufigkeit [48]|, Dokument-
linge [25], Anfrage Facetten [33, 80, 85], semantische Ahnlichkeit [24], Term
Nachbarschaft [34], Axiome fiir die Evaluation [3, 10], Axiome fiir die Beschrei-
bung der Eigenschaften von Link-Graphen [2], Axiome fiir erlernte Ranking-
Funktionen [17, 18], multi-kriterielle Relevanzbewertung [30], Nutzer-Feedback
basiertes Ranking [84], Sprachmodell-Ubersetzungs Axiome [39, 65] und Ter-
mabhiingigkeiten [21]. Einen Uberblick iiber weitere axiomatische Techniken
im Information-Retrieval mit Verweisen zu relevanter Literatur findet sich
auf der Webseite von Hui Fang.? Ein Hindernis fiir weiterfiihrende wissen-
schaftliche Arbeiten, die Axiome von unterschiedlichen Autoren verwenden,
ist, dass die Axiome zum einen keine feste Struktur beziiglich ihrer Definition
haben und zum anderen die Axiome meistens auf ein bestimmtes Information-
Retrieval Szenario angepasst definiert wurden [76]. Zuvor referenzierte Axiome
und Axiom-Gruppen lassen sich gar nicht wie die Axiome fiir die Evaluation
oder nur in modifizierter Variante wie Termhéaufigkeits-Axiome in unserem
Szenario der Ad-Hoc Suche anwenden, da diese Axiome entweder zu restriktiv
sind, indem fiir die Anwendung beispielsweise Relevanzbewertungen bendétigt
werden oder die Anwendung des Axioms keine Aussage iiber eine Ranking-
Préferenz erlaubt.

Das Termhé&ufigkeits-Axiom TFC1 [25] wurde urspriinglich fiir Anfragen,
die nur aus einem Term bestehen und fiir zwei Dokumente, die die gleiche Lén-
ge haben, definiert. Eine solch restriktive Definition von IR Axiomen erlaubt es
die getroffenen Annahmen und Beobachtungen, die einem IR Axiom zugrunde
liegen, genauer mathematisch zu formalisieren. Betrachten wir TFC1, dann
wiirde eine Formalisierung fiir Anfragen mit mehr als einen Term bhedeuten,
dass auch weitere Annahmen iiber die Bedeutung der Termh&ufigkeiten von

’https://www.eecis.udel.edu/ hfang/AX.html
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Phrasen und der Anfrageterme untereinander getroffen werden miissen. Da
Bedingungen wie die gleiche Lange von Dokumenten und die Beschrinkung
auf 1-Term-Anfragen in der Ad-Hoc Suche und dem Reranken von Dokumen-
ten nur in wenigen Féllen erfiillt werden,® miissen IR Axiome an den Einsatz
in der Ad-Hoc Suche und dem Reranken von Dokumenten angepasst werden.
Eine solche Anpassung der Definition von IR Axiomen fiir das Reranken von
Dokumenten in der Ad-Hoc Suche, der auch wir weitestgehend folgen, stammt
von Hagen et al. [34] und Volske et al. [76]. Hagen et al. [34] und Volske et al.
[76] relaxieren die Bedingungen von IR Axiomen, damit diese 6fter erfiillt wer-
den und dennoch nicht komplett vernachlissigt werden und definieren die IR
Axiom als Paarweise Dokumentpréferenz, so dass eine berechnete Paarweise
Dokumentpraferenz direkt fiir das Reranking von Dokumenten eingesetzt wer-
den kann. Auferdem findet eine Erweiterung der IR Axiome fiir beliebig Lange
Anfragen statt. Ein Axiom A definieren wir demnach angelehnt an Vélske et al.
[76] als ein Tripel:

A = (Vorbedingung, V otumbedingung, Priferenz),

wobei die Vorbedingung und Votumbedingung Logik-Formeln iiber der Anfrage
und den zwei Dokumenten sind, die sich zu Wahr oder Falsch auswerten lassen
und die Priferenz eine pradikatenlogische Formel ist, deren Wahrheitswert auf
einen numerischen Wert abgebildet wird. Die Notwendigkeit der Votumbedin-
gung ergibt sich aus der notwendigen Modifikation von Axiomen [34, 76|, die
urspriinglich nur fiir 1-Term-Anfrage und 2-Term-Anfragen definiert wurden
und nach der Anpassung auch mit Anfragen verwendet werden konnen, die
aus mehr als ein oder zwei Termen bestehen. Gleiches gilt fiir die Berechnung
von Axiom-Priferenz 76|, so dass sich fiir Anfragen, die aus mehr als ein oder
zwei Termem bestehen, die Préiferenz als die Summe von Teilpréiferenzen er-
gibt, die sich im einfachsten Fall wie die urspriingliche Axiom-Préferenz {iber
1-Term-Anfragen und 2-Term-Anfragen bestimmen lassen.

Gegeben zwei Dokumente d; und ds, eine Anfrage ¢ und ein Axiom A defi-
nieren wir die Axiom-Priiferenz analog zu Volske et al. [76] als eine Abbildung
die entweder d; gegeniiber dy bevorzugt d; >4 dy also wenn die Praferenz
und Vorbedingung erfiillt ist, ds gegeniiber d; bevorzugt do >4 d; also wenn
die Priferenz/[dy/ds,dy/d;] und Vorbedingung erfiillt ist oder sonst keines
der beiden Dokumente préaferiert.

1 d1 > d2
Priaferenz(q,di,dy) = ¢ =1 dy <4 ds
0 sonst

3https://www.statista.com/statistics/269740/number-of-search-terms-in-i
nternet-research-in-the-us/
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Die berechnete Axiom-Praferenz entspricht dabei auch stets einer Ranking-
Préferenz |25, 34|, so dass gilt Praferenz(q,dy,ds) =1 = S(dy,q) > S(ds,q)
und Praferenz(q,dy,dy) = —1 = S(di,q) < S(da,q). Eine Préferenz von
0 bedeutet, dass das Axiom keinen ausreichenden Unterschied zwischen den
Dokumenten feststellen konnte und bedeutet beziiglich der Ranking-Préferenz
S(d1, ) ~ S(da, q).

2.5 Anwendungsbeispiele fiir IR Axiome

Der Einsatz von IR Axiomen erlaubt es Suchfunktionen auf die Einhaltung der
Axiome zu analysieren und aus den Ergebnis Riickschliisse iiber noch mog-
liche Verbesserungen der mathematischen Definition der Suchfunktion zum
Erstellen effektiverer Rankings zu ziehen [26]. IR Axiome konnen nicht nur
zur Analyse von Suchfunktionen, sondern auch zum direkten Reranken von
Dokumenten verwendet werden [34]. Hagen et al. [34] demonstrieren die Mog-
lichkeit die Effektivitit der erstellten Rankings von klassischen Suchmodellen
wie BM25, Terrier DPH und DirichletLM mittels IR Axiome-Préferenzen zu
verbessern, indem sie in ihrem Ansatz zunédchst mit dem jeweiligen Modell
die Top-k Suchergebnisse bestimmen und anschliefend nach den Praferenzen
verschiedener Axiom-Kombinationen die Top-k Suchergebnisse reranken. Er-
wartbar und trotz dessen Interessant ist die Beobachtung, dass die einzelnen
Axiome und Axiomkombinationen die Effektivitit des Re-Rankings bezogen
auf ein Suchmodell und auch zwischen unterschiedlichen Suchmodellen unter-
schiedlich beeinflussen.

Mit der Verbesserung der Effektivitiat der Suchergebnisse bei neuronalen
Netzen mittels Axiomen als Regularizer beschéftigten sich in jlingster Vergan-
genheit Rosset et al. [68]. Sie formulieren dazu Termhéufigkeits-Axiome von
Fang et al. [26] in Strafterme um, die sie der Verlustfunktion hinzufiigen und
betrachten zuséatzliche kiinstlich erzeugte Dokumentpaare, die sich darauf fo-
kussieren, ob ein bestimmtes Axiom derzeit vom Suchmodell eingehalten wird
oder nicht. Ihre Ergebnisse zeigten nicht nur, dass die Effektivitit der Sucher-
gebnisse durch die axiomatischen Regularizer verbessert wird, sonder auch das
die neuronalen IR-Modelle im Trainingsprozess schneller konvergieren. Insbhe-
sondere bei nur wenigen verfiighbaren Trainingsdaten wirken axiomatische Re-
gularizer positiv gegen Overfitting, indem sie den Adaptionsprozess fiir die im
Verhéltnis zu den verwendeten Trainingsdaten grofse Menge an anzupassenden
Parametern moderieren.

Ebenfalls 2019 wurden die Untersuchungen zur Paarweisen-Kombination
von Suchfunktionen-Scores mittels abgewandelter Information-Retrieval Axio-
me von Arora and Yates [5]| veroffentlicht. Fiir die Ad-hoc Suche von Doku-
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menten trainieren Arora and Yates |5] einen Learning-to-Rank Ansatz, der auf
neun axiomatischen Features basiert. Der Learning-to-Rank Ansatz kombi-
niert in Abhéngigkeit von der Anfrage und einem initialen Ranking der Top-k
Dokumente die Scores zweier Suchfunktionen mit einer Wichtung durch die
axiomatischen Features zu dem finalen Score. Thre Tests auf beliebige Paare
an klassischen Suchmodellen und neuronalen Modellen ergeben iiberwiegend
bessere Ergebnisse gegeniiber einer alleinstehenden Anwendung der jeweili-
gen Modelle und zeigen eine stiarkere Verbesserung der Ergebnisse, wenn die
zwei betrachteten Suchmodelle verschieden affin fiir bestimmte Axiome sind.
Ihr Ansatz zeigt vor allem die Niitzlichkeit verschiedene Axiom-Klassen wie
Termhéufigkeits- und Term-Nachbarschafts-Axiome fiir die Untersuchung von
Suchfunktionen gleichzeitig zu beriicksichtigen und Suchmodelle als eine eigene
pseudo Axiomklasse zu formulieren.

Eine andere Herangehensweise an die axiomatische Betrachtung von neu-
ronalen Modellen zeigen Rennings et al. [66]. Fiir sie steht nicht die direk-
te Verbesserung von Suchergebnissen im Fokus, sondern die Erschaffung von
Analysewerkzeugen fiir neuronale Modelle mit ihren grofen Parameterrdumen.
Neuronale Modelle mit einer Anzahl von tausenden beziehungsweise millionen
von Parametern kénnen im Gegensatz zu klassischen Suchfunktionen wie BM25
nicht direkt auf die Einhaltung von Axiomen untersucht werden, da neuronale
Modelle die Relevanz eines Dokumentes nicht mittels eines geschlossenen ma-
thematischen Ausdrucks bestimmen. Sie erstellen aus diesem Grund diagnos-
tische Datensdtze aus unannotierten Datensidtzen. Die neuen Datensétze sind
dabei so konzipiert, dass die erwarteten Ranking-Ergebnisse der Einhaltung
genau eines Axioms entsprechen. Durch die Anwendung von neuronalen Mo-
dellen auf die diagnostischen Datensitze schétzen sie somit ab inwiefern ein
neuronales Modell die einem Axiom zugrundeliegende Heuristik erlernt hat.
Sie zeigen, dass das Einhalten von Axiomen von neuronalen Modellen und
die Effektivitit des neuronalen Modells positiv zusammenhéngen. Aufbauend
auf den zu vorigen Untersuchungen von Rennings et al. [66] erweiterten Ca-
mara and Hauff [11] die Auswahl der untersuchten Axiome und betrachteten
nur BERT. Sie konnten keinen positiven Zusammenhang zwischen der Verbes-
serung der Effektivitdt gegeniiber Query-Likelihood und dem Einhalten von
Axiomen fiir BERT feststellen. Unklar ist noch, ob diese Ergebnisse auf den
konkreten Test-Datensatz, die Erzeugung von Datensétzen fiir genau ein Axi-
om und keine Axiomkombinationen, eine ungeniigende Beschreibungskraft der
Axiome oder eine weitere noch unbekannte Ursache zuriickzufiihren ist.

Unser Ansatz greift Kernaspekte von Hagen et al. [34],Camara and Hauff
[11] und Rosset et al. [68] unter dem Paradigma des Multi-Task-Learning von
Liu et al. [46] auf. Anstatt die Axiome direkt als Strafterme in die Verlustfunk-
tion der Ranking-Aufgabe einzufiigen oder ein direktes axiomatisches Reran-
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king zu veranlassen, definieren wir neben der Ranking-Aufgabe noch Axiom-
Aufgaben, die sich mit der Ranking-Aufgabe den BERT Encoder teilen. Den
induktive Bias von BERT in Form der vortrainierten allgemeinen Reprisentati-
on von Sprache spezialisieren wir durch die Ranking und IR Axiom-Praferenzen
Aufgabe auf den Bereich IR.
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Kapitel 3

Information-Retrieval Axiome fur
Multi-Task Learning

In diesem Kapitel betrachten wir das Multi-Task-Learning Paradigma im Kon-
text der IR Axiome-Priferenz Aufgaben und betrachten die in unserem Ansatz
zur Anwendung kommenden modifizierten IR Axiome im Detail.

3.1 Multi-Task-Learning Paradigma

Das Multi-Task-Learning-Paradigma beruht auf der alltdglichen Beobachtung,
dass die Fahigkeiten und das Wissen, das fiir verschiedene Aufgaben bendétigt
wird, sich in Teilen iiberschneidet und das Erkennen der Gemeinsamkeiten
zum besseren bewiltigen der einzelnen Aufgaben fiihrt [8]. Betrachten wir das
Lernen von neuen Sprachen. Ein Mensch, der bereits Deutsch und Englisch
gelernt hat, wird deutlich leichter eine weitere europiische Sprache wie Fran-
zosisch lernen konnen, weil sich die grundlegenden grammatikalischen Regeln
und teils auch die Wortbildungen iiberschneiden. Schnellere und bessere Ler-
nerfolge beziiglich dem Lernen multipler Sprachen sind auch zu beobachten,
wenn die Sprachen nicht nacheinander, sondern simultan gelernt werden [27].
Die Verbesserung des Lernerfolges fiir einzelne Sprachen lasst sich jedoch kaum
bis gar nicht mehr beobachten, wenn die Sprachen sehr starke Unterschiede
wie Deutsch und die Tonsprache Mayathan aufweisen. Diese Form des Ler-
nens mehrerer Sprachen nacheinander oder gleichzeitig wurde auch zur Erstel-
lung von Multilingual-BERT [59] eingesetzt. Untersuchungen auf Multilingual-
BERT zeigten, dass Zusammenhinge zwischen mehreren Sprachen effektiver
gelernt werden, wenn die Sprachen lexikalische und strukturelle Uberschnei-
dungen aufweisen [59]. Gleichzeitig zeigt Multilingual-BERT bei dem Training
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auf 104 Sprachen! fiir einzelne der Sprachen schlechtere Ergebnisse, als wenn
BERT nur auf diese eine Sprache trainiert wurde. Aufgaben, die sich in ihren
Grundziigen iiberschneiden, konnen bei einem gemeinsamen Training somit
nicht nur die Effektivitit der einzelnen Aufgaben steigern, sondern auch un-
tereinander interferieren und zu einem negativen Wissenstransfer fithren. Kon-
zeptionell muss fiir Multi-Task-Learning eine Architektur bestimmt werden,
die positiven Wissenstransfer fordert und negative Interferenzen vermeidet.
Fiir unser Multi-Task-Learning Setup mit einer Ranking Aufgabe im Fokus
entschieden wir uns gegen verwandte Relevanz-Aufgaben wie Query Sugges-
tion [1] und Reading Comprehension [53], da diese weitere Einschrinkungen
beziiglich der gleichméfigen Skalierung auf insgesamt mehr Trainingsdaten fiir
jede einzelne Aufgabe einfithren wiirden. Fiir Paarweise IR Axiom-Préaferenzen
als eine Klassifikationsaufgabe konnen unbeschréankt viele Trainingsdaten mit
einem geringen Mehraufwand bestimmt werden. Ein Trainingsdateneintrag
lasst sich mittels einer simplen geschlossenen mathematischen Formel aus einer
Anfrage und zwei Dokumenten bestimmen. Dokumente kénnen in beliebiger
Menge durch das Crawlen des Webs erzeugt werden [56] und Anfragen auto-
matisch generiert werden [31]. Da die IR Axiom-Préferenz Aufgaben beliebig
skalierbar und kombinierbar sind, konnen wir experimentell die besten Trai-
ningsverhéltnisse der einzelnen Aufgaben und einzusetzenden Axiom bestim-
men, um einen positiven Wissenstransfer zu férdern und negative Interferenzen
zu vermeiden. Eine analytische Bestimmung der optimalen Kombination an
gemeinsam zu trainierenden Aufgaben und der einzusetzenden Trainingsver-
héltnisse ist eine aktuelle Forschungsfrage [16, 28|, so dass die beliebige Ska-
lierbarkeit von IR Axiom-Priferenzen umso wichtiger im Multi-Task-Learning
ist, wenn die Effektivitdt und nicht die Trainings-Laufzeit im Vordergrund
steht. IR Axiome sind insbesondere fiir Multi-Task-Learning mit einer Ran-
king Aufgabe geeignet, da TR Axiome urspriinglich fiir die Anwendung auf
Suchfunktionen konzipiert wurden [25, 48, 70]. Jedes IR Axiome beschreibt ei-
ne spezifische Eigenschaft einer Suchfunktion, die sie erfiillen sollte, damit sich
die Effektivitit der erzeugten Rankings der Suchfunktion verbessert. Die IR
Axiom-Praferenz Aufgaben beschreiben demnach wiinschenswerte Eigenschaf-
ten einer Suchfunktion fiir das Ranken von genau zwei Dokumenten. Da jedes
Axiom eine andere Eigenschaft spezifiziert und eine andere Facette an Rele-
vanz abdeckt, sind IR Axiom-Préferenzen als automatisch erstellte Paarweise
Relevanzbewertungen beziiglich einer Facette von Relevanz interpretierbar.
Beziiglich der Multi-Task-Learning Architektur folgen wir Liu et al. |[46] und
verwenden BERT fiir die gemeinsamen Encoding-Schichten im Multi-Task-
Learning. Durch das Training von BERT auf die Masked-Language-Modeling

'https://github.com/google-research/bert/blob/master/multilingual .md
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und Next-Sentence-Prediciton Aufgabe, besitzt jedes BERT Modell einen in-
duktiven Bias fiir die allgemeine Darstellung von Sprache. Da die Trainings-
daten von BERT nicht auf einen bestimmten Wissens- und Themenbereich
beschrénkt sind [19], ist der induktive Bias von BERT auf eine mdoglichst all-
gemeine Reprisentation von Sprache ausgerichtet. Mittels Fine-Tuning auf frei
wihlbare Aufgaben, wird der induktive Bias von BERT, auf fiir die neue Aufga-
be spezifische Représentationen von Sprache angepasst. Der Vorteil am Einsatz
von mehreren TR Axiom-Préferenz Aufgaben gleichzeitig ist es den induktiven
Bias von BERT auf die simultane Repriasentation mehrerer verschiedener Fa-
cetten von Relevanz anzupassen. Die Beschaffenheit der Trainingsdaten fiir die
Ranking und IR Axiom-Priferenz Aufgaben aus Dokumenten und Anfragen
passt die allgemeine Reprisentation von Sprache durch BERT auf spezifische-
re Reprisentationen fiir Anfragen, Dokumente und Facetten der Relevanz an.
Ein auf BERT basierender Learning-to-Rank Ansatz erlernt durch das Multi-
Task-Learning Setup mit IR Axiom-Préferenz Aufgaben nicht nur eine durch
bestimmte Menschen gegebene Reprasentation von Relevanz, sondern auch
theoretische Facetten der Relevanz, die aus der Beobachtung der Tendenzen
einer grofseren Menge an Menschen erstellt wurden. Insgesamt lernt das BERT
Modell somit theoretisch Facetten der Relevanz und durch Menschen gegebene
Relevanzbewertungen gleichzeitig zu repriasentieren und fiir die jeweils andere
Aufgabe mitzuverwenden.

Unsere Forschungsfragen, die wir mit unseren Untersuchungen iiber Multi-
Task-Learning mittels IR Axiom-Préferenzen und dem Ranken von Dokumen-
ten beantworten wollen, sind angelehnt an Liu et al. [46] und lauten: 1. Welche
IR Axiome sind durch BERT erlernbar. 2. Welche Auswahl an IR Axiom-
Préferenz Aufgaben steigert in welchem Trainingsverhéltnis zur Ranking Auf-
gabe, die Effizienz beziiglich notwendiger Trainingsschritte und die Effektivitit
der Ranking Aufgabe am meisten.

3.2 Verwendete IR Axiome und Anpassungen

IR Axiome wie TFC1 haben zu restriktive Vorbedingungen und kénnen da-
durch nicht direkt fiir die Ad-Hoc Suche und das Reranken eingesetzt werden.
Beispielweise fordern Termhé&ufigkeits-Axiome wie TFC1 in ihrer urspriingli-
chen Definition [25|, dass zwei zu vergleichende Dokumente die gleiche Linge
haben, damit eine Priferenz bestimmt werden kann. Die Formalisierung und
Begriindung der dem IR Axiom zugrunde liegenden Annahmen und Beobach-
tungen wird durch besonders restriktive Vorbedingungen erleichtert. Restrik-
tive Bedingungen wie die exakt gleiche Dokumentlédnge lassen sich jedoch nur
fiir einen sehr kleinen Anteil der Dokumente in einem Korpus erfiillen, so dass
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das IR, Axiom nur auf diesen sehr kleinen Teil der Dokumente angewandt wer-
den kénnten, um Paarweise Dokumentpriferenzen zu bestimmen. Aus diesem
Grund folgen wir der Methodik von Hagen et al. [34] und relaxieren im All-
gemeinen die Vorbedingungen, so dass ein approximativer Vergleich anstatt
eines exakten Vergleiches vorgenommen wird. Wir fiihren dazu fiir approxima-
tive Vergleiche die folgende Notation ein:

o — bl <z
max{a,b} ~

a>,bsa>axr+0b

a~;bs

Wir verwenden die Implementierung und Anpassungen an IR Axiomen von
Volske et al. [76]? und nehmen an der Implementierung Kompatibilitidtsinde-
rungen fiir den Einsatz mit dem Pyserini-Toolkit vor. Die Eingabe fiir jedes
IR Axiom sind eine beliebig lange Anfrage und zwei beliebig lange Dokumen-
te. Nach Volske et al. [76] ergibt sich die IR Axiom-Préferenz als ein Tupel
aus Vorbedingung und Préferenz. Die Vorbedingung ist eine pradikatenlogi-
sche Formel iiber eine Anfrage und zwei Dokumente, die sich zu Wahr oder
Falsch auswerten ldsst. Wenn die Vorbedingung Falsch ist, kann die Préfe-
renz nach wie vor bestimmt werden, jedoch erlaubt diese dann keine Aussage
iiber eine Paarweise Ranking-Priferenz der Dokumente [34, 76]. Die Préferenz
ergibt sich aus den Teilkomponenten der Votumbedingung und der Teilpréfe-
renz, die Votumbedingung eine und die Teilpréiferenz zwei pradikatenlogische
Formeln iiber eine Anfrage und zwei Dokumente sind. Die Votumbedingung
und Teilpraferenz sind notwendig, um IR Axiome die fiir 1-Term-Anfragen
oder 2-Termanfragen definiert wurden, auf Anfragen, die aus mehr als ein
oder zwei Termen bestehen, zu verallgemeinern. Die Votumbedingung gibt an,
ob fiir einen Term oder ein Paar an Termen die Teilpriferenz bestimmt wird.
Aus der Summe iiber alle Teilpriferenz ergibt sich dann die Paarweise Doku-
mentpraferenz. IR Axiome wie TFC1 lassen sich direkt auf Anfragen, die aus
mehreren Termen bestehen, verallgemeinern, so dass fiir diese IR Axiome die
Votumbedingung und Teilpraferenz weggelassen werden und stattdessen zwei
pridikatenlogische Formel iiber eine Anfrage und zwei Dokumente fiir die Pra-
ferenz angegeben wird. Die zwei préidikatenlogische Formel fiir die Priferenz
und Teilpriferenz schlieflen sich gegenseitig aus. Betrachten wir beispielhaft die
folgende pradikatenlogische Formel iiber die Termhaufigkeit fiir einen Term in
zwei Dokumenten:

tf(t, dl) > tf(t, dQ)

dann ist die Préferenz gleich 1 genau dann wenn die priadikatenlogische Formel
zu Wahr ausgewertet wird. Die Préferenz —1 ergibt sich hingegen genau dann

’https://github.com/webis-de/ICTIR-21
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wenn in der pridikatenlogische Formel, fiir wann die Préiferenz gleich 1 ist,
alle d; durch dy und ds durch d; substituiert werden und die so entstandene
pradikatenlogische Formel zu Wahr ausgewertet wird. Wenn keine der beiden
pradikatenlogische Formeln zu Wahr ausgewertet werden kann, dann ist die
Priferenz gleich 0. Insgesamt ist eine IR Axiom-PrAferenz fAlr eine Anfrage
und zwei Dokumente auch stets als eine Ranking-PrAxiferenz zu interpretieren.
Fiir die nachfolgenden IR Axiome geben wir stets eine der pradikatenlogischen
Formeln fiir die Préferenz und Teilpriferenz an, insofern diese existiert, und
die jeweils andere pradikatenlogischen Formel lasst sich wie zuvor beschrieben
bilden.

3.2.1 Termhaufigkeits-Axiome

Termhéufigkeits-Axiome modellieren die Beziehung zwischen den Termhéaufig-
keiten in einem Dokument und dem Rang des Dokumentes.

TFC1

Dem IR Axiom TFC1 liegt die Beobachtung zu Grunde, dass ein Dokument d;
gegeniiber einem Dokument dy eher das Informationsbediirfnis einer Anfrage ¢
befriedigt, wenn die Anfrageterme haufiger in d; als dy vorkommen. Basierend
auf der urspriinglichen Definition von Fang et al. [25] wird TFC1 fiir Anfra-
gen mit mehr als einem Term erwitert, indem die Summe {iber die einzelnen
Termhéufigkeiten gebildet wird.

Vorbedingung :=Linge(dy) ~10y% Linge(ds)
Priferenz =1 < Z tf(t,di) >10% Z tf(t,ds)

teq teq

TFC3

Das IR Axiom TFC3 beriicksichtigt, dass zwischen zwei Dokumenten, deren
Termhéufigkeit beziiglich der Anfrageterme mit gleichem Informationsgehalt
(Term-Spezifitit) gleich ist, dennoch das Dokument bevorzugt werden soll-
te, dass mehr verschiedene Anfrageterme enthélt. Wir bestimmen die Term-
Spezifitit als inverse Dokumenthéufigkeit [69](IDF) des Terms. Fiir den Fall,
dass eine Anfrage aus mehr als zwei Termen besteht, werden alle moglichen
Anfrageterm-Paare mit approximativ gleicher Term-Spezifitit gebildet und die
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Teilpréferenzen fiir jedes solche Anfrageterm-Paar bestimmt [26].

Vorbedingung :=Lange(d;) ~109% Linge(ds)
Votumbedingung := | 100 x idf (t1) ] ~109% [100 * idf (t2) | A

tf(ta, dr) = 0OAtf(t1,da) # 0 Atf(ta,d2) #0
Teilpriaferenz :=—1 < tf(ty,dy) = tf(t1,ds) + tf(te, ds)

Praferenz =1 < ZT@ilpT'dferenzen >0

M-TDC

Das IR-Axiom M-TDC gibt an, dass wenn in zwei Dokumenten zwei Anfra-
geterme gleich oft vorkommen, dann das Dokument bevorzugt wird, welches
den Anfrageterm mit der hoheren Term-Spezifitit enthilt. Wie bei TFC3 wer-
den alle méglichen Anfrageterm-Paare gebildet und die Teilpréferenz fiir jedes
solche Anfrageterm-Paar bestimmtt [70].

Vorbedingung :=Linge(dy) =109 Linge(ds) A U tf(t,dy) =tf(t,da)
teq

Votumbedingung :=idf (t1) > idf (t2) A (tf(t1,dr) = tf(te,da)\

tf(te,di) = tf(t1,da) VEf(ts,q) > tf(t2,q))
Teilpriaferenz :=1 < tf(t1,dy) > tf(tl,ds)

Praferenz =1 < ZTeilprdferenzen >0

LB1

Das IR Axiom LB1 vereint Aspekte von sowohl den Termhaufigkeits- als auch
den Langen-Normierungs-Axiome, indem LB1 bei einem approximativ glei-
chen Retrieval-Score zweier Dokumente beziiglich BM25 (k1=0.9, b=0.4) das
Dokument bevorzugt, welches einen Anfrageterm enthélt, der nicht in dem an-
deren Dokumenten vorkommt. Es verhindert somit das Dokumente aufgrund
ihrer groferen Dokumentlinge zu stark im Ranking benachteiligt werden. Im
Unterschied zu der urspriinglichen Definition von Lv and Zhai [48] werden die
Anfrageterme in der Implementation von Vélske et al. [76] in einer zufilli-
gen deterministischen Reihenfolge betrachtet und die Préaferenz ergibt sich aus
dem ersten Anfrageterm der eine der beiden priadikatenlogischen Formeln fiir
die Préiferenz erfiillt.

Vorbedingung :=score(q, dy) /199 score(q, ds)
Priferenz =1 3t cq:t€d Nt ¢ dy
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3.2.2 Liangen-Normierungs-Axiome

Langen-Normierungs-Axiome haben modellieren die Beziehung zwischen der
Dokumentlénge und dem Rang des Dokumentes.

LNC1

Mittels dem IR Axiom LNC1 werden bei gleich haufigen Vorkommen von An-
fragetermen in zwei Dokumenten das Dokumente bevorzugt, welches kiirzer
ist. Die Berechnung von LNC1 wurde gegeniiber der urspriinglichen Version
von Fang et al. [25] wie folgt verallgemeinert:

Vorbedingung =Vt € q : tf(t,dy) ~09 tf(t,dz)
Priferenz :=1 < Linge(d,) < Linge(ds)

TF-LNC

Das IR Axiom TF-LNC verbindet Termhaufigkeits- und Langen-Normierungs-
Axiome, indem das Langere von zwei Dokumenten bevorzugt wird, wenn nach
dem Entfernen aller Anfrageterme aus den Dokumenten die Dokumente die-
selbe Lénge haben. Die urspriingliche Definition von TF-LNC [25] wird fiir
Anfragen mit mehr als einem Term verallgemeinert, indem fiir jeden einzelnen
Anfrageterm die Teilpraferenz bestimmt wird.

Vorbedingung :=W ahr
Votumbedingung :=W ahr
Teilpraferenz =1 < tf(t,dy) > tf(t,da)A\
Linge(dy) = Lange(dy) +tf(t,dy) — tf(t, ds)

Praferenz =1 < Z Teilpraferenzen > 0

3.2.3 Semantische-Ahnlichkeits-Axiome

Semantische-Ahnlichkeits-Axiome modellieren die semantische Beziehung zwi-
schen den Dokumenttermen, den Anfragetermen und dem Rang des Dokumen-
tes.

STMC1

Das IR Axiom STMC1 erweitert den syntaktischen Vergleich von Anfrage- und
Dokumenttermen um einen semantischen Vergleich, der es erlaubt, Dokumente
zu bevorzugen, die weniger syntaktisch gleiche Anfrageterme und dafiir deut-
lich mehr semantisch dhnliche Terme enthalten. Die urspriingliche Definition
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von Fang and Zhai [24] wird fiir Anfragen und Dokumente mit mehr als einen
Term erweitert, indem die semantische Ahnlichkeit zwischen jedem Anfrage-
Dokument-Termpaar bestimmt wird und dann das arithmetische Mittel {iber
die Termpaar-Werte bestimmt wird. Fiir die Bestimmung von semantischen
Ahnlichkeiten zwischen zwei Termen (sim(t1,t)) verwenden wir WordNet.3

Vorbedingung :=Wahr

ZthQ,tQGdl Sim(tlu t2> Zth,tzGdg Sim(th tQ)
Linge(dy) Linge(ds)

Praferenz =1 <

STMC2

Das IR Axiom STMC2 verhindert eine zu starke Wichtung der semantischen
Ahnlichkeit, indem es beriicksichtigt, dass Dokumente, die semantisch dhnliche
Terme zu den Anfragetermen enthalten, nicht gegeniiber Dokumenten, die den
exakten Anfrageterm enthalten, bevorzugt werden. Die urspriingliche Defini-
tion von Fang and Zhai [24]| wird fiir Anfragen, die aus mehr als einem Term
bestehen, so angepasst, dass zur Berechnung der Préaferenz der Anfrageterm
verwendet wird, der die hochste semantische Ahnlichkeit zu einem Term in
einem der beiden Dokumente hat, der nicht in der Anfrage enthalten ist.

Vorbedingung =W ahr
Lange(dg) _ tf(tl, dg)
Lcmge(dl) 20% tf(tg, dl)

mit t1,ty :=  argmax  {sim(t1,t2)}
t1€(d1Ud2)\q,t2€q

Praferenz =1 <

3.2.4 Anfrage-Facetten-Axiome

Anfrage-Facetten-Axiome modellieren die Beziehung zwischen den Anfrageter-
men untereinander, den Dokumenttermen und dem Rang des Dokumentes.

REG und ANTI-REG

Das IR Axiom REG nimmt in Betracht, dass obwohl Anfragen aus einem
Informationsbediirfnis entstehen, ein Informationsbediirfnis aus mehreren spe-
zifischeren Facetten bestehen kann, die dann in einer Anfrage mittels mehrerer
Anfrageterme zusammengefasst werden. Die Erweiterung zu der urspriingli-
chen Definition von Zheng and Fang [85] beriicksichtigt, dass es in Anfragen
stets eine Facette gibt, die zur Befriedigung des Informationsbediirfnisses am

3http://wordnet.princeton.edu/
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wichtigsten ist. Fiir die Préferenz wird die Termhéaufigkeit des Anfragetermes,
der die hochste summierte semantische Ahnlichkeit zu allen anderen Anfrage-
termen aufweist, zwischen den zwei Dokumenten verglichen.

Vorbedingung =W ahr
Priaferenz :=1 < tf(tma, d1) > tf (tmaz, do)

mit e 1= argmax{z sim(ty,t2)}

t1€q t2€q
Ahnlich zu REG ist das IR Axiom ANTI-REG definiert, indem hier der Anfra-
geterm verwendet wird, der die niedrigste summierte semantische Ahnlichkeit
zu allen anderen Anfragetermen aufweist. Die zugrundeliegende Beobachtung
ist eine dhnliche wie bei der Ergdnzung von TF zu TF-IDF als Retrieval-
Modell, indem nicht nur die prignanteste Facette, sondern auch die spezifischs-
te Facette beriicksichtigt werden muss, um das Informationsbediirfnis adéquat
zu erfiillen.

Vorbedingung =W ahr
Priferenz =1 < tf(tmar, d1) > tf (tmaz, d2)

mit 00 = argmin{z sim(ty,ta)}

ticq ta€q

DIV

Mittels dem IR Axiom DIV wird ein Dokument gegeniiber einem anderen
Dokument préferiert, wenn das Dokument undhnlicher zur Anfrage ist. Die
zugrundeliegende Idee ist, dass ein weniger relevantes Dokument, welches ei-
ne andere Facette der Anfrage als ein relevanteres Dokument beantwortet,
dann besser fiir die Befriedigung des Informationsbediirfnis ist, wenn die Fa-
cette des relevanteren Dokumentes bereits durch ein noch relevanteres Doku-
ment abgedeckt wird. Diese Diversifikation der Ergebnis-Dokumente wurde ur-
spriinglich von Gollapudi and Sharma [33] axiomatisch formalisiert und wird
modifiziert, indem die Ahnlichkeit von Anfrage und Dokument mittels dem
Jaccard-Koeffizient [12| bestimmt wird.

Vorbedingung :=Wahr
Priferenz =1 < J(q,d1) < J(q,d>)

3.2.5 Term-Nachbarschafts-Axiome

Term-Nachbarschafts-Axiome modellieren die Beziehung zwischen dem Ab-
stand zwischen Anfragetermen in Dokumenten und dem Rang des Dokumen-
tes.

26



KAPITEL 3. INFORMATION-RETRIEVAL AXIOME FUR MULTI-TASK
LEARNING

PROX1

Das IR Axiom PROXI1 untersucht in welchem von zwei Dokumenten die mitt-
lere summierte Distanz zwischen je zwei Anfragetermen am kleinsten ist und
bevorzugt dieses Dokument [34]. Die mittlere Distanz zwischen allen Anfrage-
termpaaren in einem Dokument wird definiert als:

1 .
m(q,d) := Z] > o(d,i,4),
(i,5)eP
wobei P = {(i,j)|i,7 € q,1 < j} alle moglichen Anfragetermpaare beschreibt
und 0(d, i, 7) die mittlere Anzahl an Wortern zwischen allen Vorkommen des
Termpaares t; und ¢; im Dokument d bestimmt.
Vorbedingung :=qNd; = qNdy A\ Linge(q) > 1
Priferenz :==1 < 7(q,d1) < 7(q,ds)

PROX2

Mittels dem IR Axiom PROX2 werden Dokumente bevorzugt, bei denen die
Anfrageterme zum ersten Mal weiter vorne vorkommen als in anderen Doku-
menten. Die zugrunde liegende Idee ist, dass ein Nutzer moglichst friihzeitig
die Anfrageterme in einem Dokument wiederfinden mochte [34].

Vorbedingung :=qNdy = qNdy A Linge(q) > 1
Priferenz =1 < Z first(t,dy) < Z first(t,ds)
teqNdiNda teqNdiNda
PROX3

Das IR Axiom PROXS3 erweitert die Annahme von PROX2, indem es zwischen
zwei Dokumenten die Position des ersten Vorkommens der gesamten Anfrage
als eine Phrase vergleicht [34]. Sollte die Phrase nicht im Dokument enthalten
sein, wird der Wert des erstens Vorkommens auf oo gesetzt.

Vorbedingung :=q Nd; = qgNdy A Linge(q) > 1
Priferenz :=1 < first(q,d;) < first(q,ds)

PROX4

In der Regel wird ein Dokument nicht die gesamte Anfrage als eine unmittel-
bare Phrase, sondern als mehrere versetzte Teilphrasen enthalten. Hagen et al.
[34| definieren aus diesem Grund das IR Axiom PROX4 mittels:

w:(d,q) — (a,b)
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mit a ist die Anzahl an nicht Anfragtermen in der nichsten Gruppierung al-
ler Anfrageterme im Dokument und b bestimmt die Haufigkeit einer solchen
Gruppierung a.

Vorbedingung :=q N dy Ndy = q A Lange(q) > 1
Priferenz :=1 < w(dy,q) < w(da,q)

PROX5

Das IR Axiom PROXS5 greift PROX4 auf und macht es robuster gegen Ausrei-
fser, indem PROXS5 fiir jedes Vorkommen eines Anfragetermes im Dokument
die Breite der nichsten Gruppierung um den Anfragterm bestimmt und die
Mittelwerte fiir zwei Dokumente vergleicht [34].

Vorbedingung :=q Ndy Ndy = g A\ Linge(q) > 1
Priferenz :=1 < 35(dy, q) < 3(da, q)

3.2.6 Retrieval-Score-Axiome

Retrieval-Score-Axiome modellieren die Beziehung zwischen dem Retrieval-
Score und dem Rang des Dokumentes. Ahnlich dem IR Axiom ORIG von
Hagen et al. [34] ermoglichen es die Retrieval-Score Axiome, dem urspriingli-
chen Ranking einen Einfluss auf das finale Ranking zu haben. Wir betrachten
Retrieval-Score Axiome fiir die Suchfunktionen TF, TF-IDF, BM25 (k; = 0.9,
b= 0.4) und QL(x = 1000) [44].

Vorbedingung :=W ahr
Priferenz :=1 < score(q,dy) > score(q, ds)
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Tabelle 3.1: Zusammenfassung fiir alle Axiome welche der Eigenschaften Termh&u-
figkeit (Term Fr.), Term-Spezifitdt (Term Sp.), Termposition (Term Pos.), Retrieval-
Score (Score), Dokumentlinge (Doc. Le.) und semantische Ahnlichkeit (Sem. Sim.)
BERT in der Reprisentation abbilden muss, damit das Axiom ,erlernt” wurde. Auf-
grund der Beschaffenheit der einzelnen Axiome implizieren sich diese teils unterein-
ander. Die Eigenschaft muss erlernt werden ##, muss nicht erlernt werden ¥ oder
wird durch eine andere Figenschaft impliziert ().

Axiom Term Fr. Term Sp. Term Pos. Score Doc. Le. Sem. Sim.

TFC1
TFC3
M-TDC
LNC1
TF-LNC
DIV

REG
ANTI-REG
STMC2
STMC1
PROX1
PROX2
PROX3
PROX4
PROX5
RS-TF
LB1
RS-TF-IDF
RS-BM25
RS-QL

CLeeeeeeeexeeeeeeets

R T I X ETEER

CLLUXRXKRKX XX XXXXXXXLLX
XRKHXXXLCLELELLEHNXX XXX XXX X
CLLLL AR AKX AKXNXXK XXX XXX X
I B R R EEEEEREEEIEE R LR
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Veruchsautbau

In diesem Abschnitt gehen wir auf die von uns eingesetzten und erstellten
Test- und Trainingsdatensétze im Detail ein und beschreiben fiir eine bessere
Reproduzierbarkeit und Erweiterbarkeit unseres Ansatzes Details unserer Im-
plementation. Aukerdem geben wir einen Uberblick iiber die Hypothesen, die
unsere Auswahl an durchgefiihrten Experimenten aus den vielfdltig moglichen
Experimenten motivierten.

4.1 Datensatze

Der MS MARCO Passagen Datensatz [52] ist aus dem MS MARCO Question
Anwsering Datensatz [52] entstanden. Mit rund 8.8 Millionen verschiedenen
Passagen, die aus rund 3.5 Millionen durch Bing indexierte Webseiten extra-
hiert wurden, und rund 1 Million anonymisierter Bing Suchanfragen, die im
Schnitt eine durch Menschen annotierte Antwort-Passage haben, wurde der M'S
MARCO Datensatz zum Trainieren von Learning-to-Rank Ansétzen veroffent-
licht. Nach einer Leerzeichen-Tokenisierung bestehen die Passagen im Mittel
aus rund 56 Token und die langste Passage aus 362 Token. Da die Passagen
nicht sehr lang sind, kdnnen sie ohne eine Zerteilung oder dem Abschneiden
der letzten Token fiir Learning-to-Rank Ansétze wie BERT eingesetzt werden,
die aus Speicher- und Laufzeit-Griinden eine Beschrinkung der Eingabe auf
512 Token vornehmen.

Fiir den direkten Einsatz von Learning-to-Rank Ansétzen stehen im Github
des MS MARCO Passagen Datensatzes' 400 Millionen Trainings-Tripel aus ei-
ner Anfrage, einer relevanten Passage und einer vermuteten nicht relevanten
Passage zum Download bereit. Da zu jeder Anfrage nur relevante Passagen von
Menschen annotiert wurden, gibt es keine durch Menschen verifizierte nicht

'https://github.com/microsoft/MSMARCO-Passage-Ranking
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relevanten Passagen zu Anfragen. Wir wihlen zur Erstellung der Trainings-
daten fiir unsere Ranking Aufgabe aus den 400 Millionen Trainings-Tripeln
zufillige Tripel aus. Wir spalten jedes zufillig gezogenen Tripel in zwei Tripel
aus Anfrage, Passage und ein entsprechendes Relevanzlabel auf, so dass die
Trainingsdaten der Ranking Aufgabe immer gleich viele Trainingsdaten fiir
relevante und vermutete nicht relevante Passagen enthélt. Im Github des MS
MARCO Passagen Datensatzes werden auch rund 530.000 Trainings-Anfragen,
60.000 Entwicklungs-Anfragen und 60.000 Evaluations-Anfragen zum Verglei-
chen von Learning-to-Rank Ansétzen untereinander bereitgestellt. Der MS
MARCO Passagen Datensatz wurde im TREC Deep Learning Track aus den
Jahr 2019 und 2020 verwendet, so dass jeweils 200 weitere Anfragen zur frei-
en Verwendung verfiigbar sind. Wir verwenden die jeweils 200 Anfragen der
TREC Deep Learning Tracks und jeweils 100 Anfragen aus den MS MARCO
Trainings-, Entwicklungs- und Evaluationsanfragen, um fiir jede Anfrage die
Top-100 Dokumente zu erhalten und berechnen auf diesen Top-100 Dokumen-
ten die IR Axiom-Priferenz fiir die dazugehorige Anfrage. Wir entscheiden
uns fiir eine Bestimmung der IR Axiom-Préferenzen fiir die Top-100 Passagen
und gegen die Bestimmung der IR Axiom-Priferenzen fiir zufillig gewahlte
Passagen, da die Top-100 Passagen dhnliche Zusammenhénge beziiglich der
Relevanz und weiteren Eigenschaften wie der Dokumentlénge aufweisen, wie
es dann auch bei den Dokumenten fiir die Ranking Aufgabe der Fall ist. Wir
kennzeichnen die unterschiedlichen Testdaten durch die Art der Stichprobe
und ob die Test-Daten aus den 700 Anfragen (Unique=Falsch, None-Unique)
oder den extra 100 Anfragen (Unique=Wahr, Unique) erstellt wurden. Damit
wir fiir die IR Axiom-Préferenz Klassen 1 und —1 ungefihr gleich viele Trai-
ningsdaten erhalten und keinen systematischen Bias fiir die Trainingsdaten
der IR Axiom-Priferenz Klassen 1 und —1 einfiihren, bestimmen wir die IR
Axiom-Préaferenz fiir ein Paar an Passagen mit der Bedingung, dass immer die
Passage d; ist, welche eine kleinere Dokument-ID im Index hat. Wir berichten
die absoluten Haufigkeiten jeder IR Axiom-Priferenz Klasse aus den je Axiom
bestimmten 3.465.000 Vorbedingungen und Préferenzen in der Tabelle 4.1. Aus
den absoluten Haufigkeiten fiir die IR Axiom-Priferenz Klassen geht hervor,
dass eine beliebige Skalierung von IR Axiomen wie TFC3 mit einem gréfseren
parallelisierbaren Rechenaufwand einhergeht, da die Vorbedingung der Axio-
me trotz den vorgenommenen Anpassungen immer noch zu restriktiv sind und
eine starkes Ungleichgewicht im auftreten der Praferenzen vorliegt.

Die Trainingsdaten fiir die einzelnen IR Axiom-Préferenz Aufgaben bestim-
men wir immer als stratifizierte Stichprobe aus der Teilmenge der 3.465.000
Vorbedingungen und Préferenzen, in der die Vorbedingung fiir das IR Axiom
erfiillt ist. Fiir die Evaluierung der IR, Axiom-Préferenz Aufgaben ziehen wir
aus der Teilmenge der 3.465.000 Vorbedingungen und Préferenz, in der die

31



KAPITEL 4. VERUCHSAUFBAU

Vorbedingung fiir das IR, Axiom erfiillt ist, je IR Axiom eine stratifizierte und
eine zufillige Stichprobe mit jeweils 3.000 Eintrdgen. Da erste Experimente
mit den TR Axiom-Préferenz Aufgaben ein auswendig Lernen der zu treffen-
den Entscheidungen fiir die Trainings Anfragen und Dokumentpaare vermuten
lieffen (Overfitting mit Data-Leakage, A.2.2), haben wir fiir weitere 100 Anfra-
gen aus den MS MARCO Trainings-Anfragen, die sich nach einer Leerzeichen-
Tokenisierung keine Token mit den bereits verwendeten 700 Anfragen teilen,
nach dem gleichen Vorgehen wie fiir die 700 Anfragen eine stratifizierte und
zufillige Stichprobe fiir jedes IR Axiom erstellt. Die stratifizierte und zuféllige
Stichprobe bestehen jeweils aus 1.000 Eintrégen.

Fiir 43 der 200 Anfragen vom TREC Deep Learning Track aus dem Jahr
2019 wurden insgesamt 9.260 Relevanzbewertungen auf einer Skala von 0 bis
3 durch das NIST erstellt und frei zur Verfiigung gestellt.? Ebenfalls fiir 54
der 200 Anfragen vom TREC Deep Learning Track aus dem Jahr 2020 wur-
den insgesamt 11.386 Relevanzbewertungen auf einer Skala von 0 bis 3 durch
das NIST erstellt und im Web verdffentlicht.> Wir verwenden die 43 und 54
Anfragen mit den durch das NIST erstellten Relevanzbewertungen zur Evalu-
ierung unseres Ansatzes, da jede einzelne Anfrage mehr Relevanzbewertungen
als die Anfragen aus dem MS MARCO Datensatz hat und somit besser zur
Evaluation der Effektividt der erstellten Rankings beziiglich NDCG@10, P@1
und MRR@10 geeignet ist.

4.2 Implementations-Details

Fiir die Erstellung der Datensétze fiir die IR Axiom-Priferenz Aufgabe und
der initialen Rankings verwenden wir das Pyserini-Toolkit (Release 0-13-0)[43].
Wir nutzen den Standard-Tokenizer, den Porter-Stemmer und die Standard-
Stoppwortliste fiir die englische Sprache aus dem Pyserini-Toolkit zur Erstel-
lung des Indexes und dem Ranken von Dokumenten. Die Top-100 Dokumente
fiir die IR Axiom-Priferenz Aufgaben und die initialen Rankings werden mit-
tels BM25 mit den im Pyserini-Toolkit voreingestellten Parametern k; = 0.9
und b = 0.4 bestimmt. Fiir die Berechnung der IR Axiom-Priferenzen ver-
wenden wir die von Vélske et al. [76] verdffentlichte Implementation der IR
Axiome und nehmen Kompatibilititsanpassungen fiir den Einsatz mit dem
Pyserini-Toolkit vor.

Fiir das Multi-Task-Learning Setup verwenden wir das MT-DNN-Toolkit,*
welches fiir Natural-Language-Understanding Aufgaben entworfen wurde, je-

2https://trec.nist.gov/data/deep2019.html
3https://trec.nist.gov/data/deep2020.html
‘https://github.com/microsoft/mt-dnn
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doch im Allgemeinen fiir beliebige Aufgaben verwendet werden kann [46]. Das
MT-DNN-Toolkit ermd&glicht es, die vordefinierten NLU Aufgaben um weitere
Aufgaben zu erweitern, aus mehreren vortrainierten Transformer Modellen wie
BERT-Base-Uncased und ALBERT auszuwihlen und Machine-Learning Tech-
niken wie Dropout, Knowledge-Distillation und SAN direkt anzuwenden [16].
Wir verwenden in unseren Experimenten das BERT-Base-Uncased Modell,
welches wie BERT auf den Aufgaben Masked-Lanugage-Modeling und Next-
Sentence-Prediction vortrainiert wurde, jedoch die Grofs- und Kleinschreibung
der Eingaben vereinheitlicht. Die allgemeine Multi-Task-Learning Architektur
des MT-DNN-Toolkits basiert auf dem Fine-Tuning von vortrainierten Trans-
former Modellen fiir mehrere Aufgaben gleichzeitig, indem in jedem Trainings-
schritt zufillig eine Aufgabe mit einem dazugehorigen noch nicht verwendeten
Trainings-Batch zum Training ausgewahlt wird. Die Aufgaben im Multi-Task-
Learning teilen sich untereinander den Encoder zur Erstellung der Représen-
tationen von den aufgabenspezifischen Eingaben und bestimmen mittels den
aufgabenspezifischen Decodern eine Ausgabe fiir die jeweilige Aufgabe. Wir de-
finieren die Ranking Aufgabe als eine Regressionsaufgabe mit einem Pointwise-
Ansatz [41], so dass eine Trainings-Eingabe aus einer Anfrage, einer Passage
und dem Relevanzlabel 0 oder 1 besteht. Die Ranking Aufgabe gibt durch die
Definiton als eine Regressionsaufgabe fiir eine Test-Eingabe aus einer Anfrage
und einem Dokument einen nummerischen Wert zuriick, den wir als eine Rele-
vanzbewertung auf einer Ordinalskala interpretieren. Die IR Axiom-Préiferenz
Aufgabe definieren wir als eine Klassifikationsaufgabe, die fiir eine Eingabe aus
einer Anfrage und zwei Dokumenten Entscheiden muss, zu welche der Axiom-
Préferenz Klassen 1, 0 und —1 die Eingabe gehort. Da BERT nur auf ein und
zwei Texten als Eingabe trainiert wurde, testeten wir fiir die Eingabe der IR
Axiom-Priferenz Aufgaben die Eingabe Variante A:

[CLS]Anfrage + Dokument,[SEP|Anfrage + Dokuments[SE P]

welche eine klare Unterscheidung der Dokumente erlaubt und dafiir die Anfrage
nicht von den Dokumenten unterscheiden kann und die Eingabe Variante B:

[CLS|An frage[SEP|Dokument; + Dokumenty|SE P]

welche die Anfrage klar von den Dokumenten unterscheidet und dafiir die Do-
kumente untereinander nicht unterscheiden kann. Die Text-Eingaben werden
in beiden Varianten durch ein Leerzeichen getrennt, so dass nicht das letzte
und erste Token durch die Konkatenation verschmelzen. Da in den anfingli-
chen Experimente mit den Varianten A und B die Variante B &hnliche oder
bessere Ergebnisse als die Variante A erzielte (A.2.2, A.2.3) und die Variante B
durch die Trennung der Anfrage von den Dokumenten &hnlicher zur Eingabe

33



KAPITEL 4. VERUCHSAUFBAU

der Ranking Aufgabe ist, verwenden wir in unseren Experimenten stets die
Eingabe Variante B und gehen im néchsten Kapitel nur auf die Experimente
ein, die die Eingabevariante B nutzen.

Fiir die Wahl der restlichen Parameter fiir das Multi-Task-Learning Setup
folgen wir den Entscheidungen von Liu et al. [46], die das MT-DNN-Toolkit
fiir das Multi-Task-Learning von Natural-Language-Understanding Aufgaben
verwendeten. Wir verwenden Adamax [40] als Optimierer fiir das stochasti-
sche Gradientenabstiegsverfahren mit einer Lernrate von 5e-5. Nach einer 0.1
Warm-Up Phase fillt die Lernrate linear ab. Wir setzen den Dropout fiir die
Ranking und IR Axiom-Priferenz Aufgaben auf 0.1 und verwenden fiir jede
Aufgabe ein SAN, um Overfitting zu verhindern und effektivere Ergebnisse
zu erzielen. Wir verwenden fiir die Ranking Aufgabe den mittleren quadrati-
schen Fehler und fiir die TR Axiom-Priferenz Aufgaben die Kreuzentropie als
Verlustfunktionen [32]. Zur Beschréankung der notwendigen Rechen- und Spei-
cherkapazititen setzen wir die Batchgroke auf 16, die maximale Eingabelidnge
auf 512 Token und trainieren iiber 5 Epochen.

4.3 Auswahl der Experimente

Da die Anzahl an mdglichen Experimenten fiir eine Ranking Aufgabe und 20
IR Axiom-Préferenzaufgaben mit moglichen unterschiedlichen Trainingsver-
haltnissen unbeschrankt ist, begriinden wir von uns getroffene weitere Annah-
men, die unsere Auswahl an Experimenten motivieren. Wir nehmen an, dass
eine IR Axiom-Priferenz keine Aussage iiber eine Ranking Préferenz, beziiglich
der Facette an Relevanz die das IR Axiom abdeckt, erlaubt, wenn die Vorbe-
dingung des Axioms nicht erfiillt ist [34, 76]. Wir nehmen deshalb fiir die IR
Axiom-Praferenz Aufgaben nur Trainings- und Test-Daten, bei denen die Vor-
bedingung erfiillt ist. Fiir die IR Axiom-Priferenz Aufgaben gehen wir davon
aus, dass ein Training auf eine zuféllige Strichprobe dem BERT Modell nicht
die Bestimmung der IR Axiom-Préferenzen, sondern die relativen Héufigkeiten
der IR Axiom-Préferenz Klassen antrainiert [29]. Damit BERT die IR Axiom-
Praferenz und nicht die relativen Haufigkeiten erlernt, sind die Trainingsda-
ten fiir die IR Axiom-Priferenz Aufgaben stets stratifizierte Stichproben. Wir
nehmen auch an, dass die Ergebnisse des Modells, wenn es nur auf wenige
Trainingsdaten trainiert wurde, einer Varianz unterliegt, die durch das mehr-
malige Training des Modells mit den gleichen Trainingsdaten und das Bilden
von einem Ergebnis-Mittelwerten mit einem 95% Konfidenzintervall abgebildet
werden kann [55]. Damit wir die Ergebnisse auch bei wenigen Trainingsdaten
interpretieren konnen, wiederholen wir Experimente fiir wenige Trainingsda-
ten mehrfach und interpretieren die Ergebnisse anhand des Mittelwertes sowie
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Tabelle 4.1: Die klassenweise Verteilung der IR Axiom-Préferenzen unter Beriick-
sichtigung der Vorbedingung. Es wurden insgesamt je IR Axiom 3.465.000 Préfe-
renzen unter Verwendung von 700 Anfragen und allen Dokumentpaaren aus dem
Top-100 BM25 Retrieval berechnet.

Vorbedingung=Wahr Vorbedingung=Falsch
IR Axiom -1 0 1 -1 0 1
TFC1 216.744 165.080 211.852  1.205.526 427.602 1.193.196
TFC3 4.544 585.053 4.079 22.172 2.828.823 20.329
M-TDC 10.616 51.161 10.164 307.592  2.787.440 298.027
LB1 610.758 1.111.645 604.088 452.123 278.279 407.107
LNC1 104.010 14.647 99.261 1.596.916 61.800 1.588.366
TF-LNC 73.851 3.317.960 73.189 0 0 0
REG 951.658 1.562.557 950.785 0 0 0
ANTI-REG 1.089.194 1.300.155 1.075.651 0 0 0
DIV 1.695.911 116.491  1.652.598 0 0 0
STMC1 1.616.600 283.596 1.564.804 0 0 0
STMC2 59.472  3.342.367 63.161 0 0 0
PROX1 491.495 145.271 485.691 573.601 1.207.005 561.937
PROX2 538.603 52.329 521.525 1.018.009 309.503 1.015.031
PROX3 16.968 1.089.948 15.541 10.600 2.326.608 5.335
PROX4 1.606.588 261.922  1.594.190 0 0 0
PROX5 1.544.705 360.953  1.557.042 0 0 0
RS-TF 1.718.949 43.852 1.702.199 0 0 0
RS-TF-IDF 1.738.875 22.628 1.703.497 0 0 0
RS-BM25 1.774.654 19.477 1.670.869 0 0 0
RS-QL 1.772.231 19.473  1.673.296 0 0 0

des 95% Konfidenzintervall um den Mittelwert. Des weiteren gehen wir da-
von aus, dass die beste Kombination an IR Axiom-Préferenz Aufgaben zur
Verbesserung der Ranking Aufgabe und das optimale Trainingsverhéltnis der
Aufgaben untereinander nicht analytisch bestimmt werden kann [16, 28|. Die
Ungewissheit iiber ein optimales Setup zusammen mit der Annahme, dass je-
des IR Axiom eine andere spezifische Facette an Relevanz abbildet, die alle
gleich wichtig fiir ein effektives Ranking sind, fiihrt uns zu der Entscheidung,
das Verhaltnis von 1:1 der Trainingsdaten der IR Axiom-Priferenz Aufgabe
untereinander einzuhalten.
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Evaluation

In dem folgenden Kapitel stellen wir die Metriken Normalized Discounted Cu-
mulative Gain (NDCG), Mean Reciprocal Rank (MRR), Precision (P) und
Accuracy (ACC) im Kontext der Ranking und Klassifikations Aufgabe vor.
Mittels dieser Metriken interpretieren wir die Ergebnisse unseres Ansatzes in
den Experimenten beziiglich der Effektivitiat. Wir stellen fiir einen besseren
Lesefluss nur ausgewihlte Ergebnisse von ausgewihlten Epochen unserer Ex-
perimente in diesem Kapitel dar und verweisen fiir tabellarische und grafische
Darstellungen aller Ergebnisse unserer Experimente auf den Anhang A.

5.1 Evaluationsmetriken

Das Hauptziel im Information-Retrieval ist es das Informationsbediirfnis ei-
nes Nutzers zu erfiillen. In der Ad-Hoc Suche wird das Informationsbediirfnis
eines Nutzers durch eine Anfrage abgebildet und durch die Erstellung eines
Rankings vermuteter relevanter Dokumente erfiillt. Wie effektiv ein Ranking
das Informationsbediirfnis eines Nutzers erfiillt, wird mittels Relevanzbewer-
tungen fiir Dokument-Anfrage Paare und einer Evaluationsmetrik bestimmt.
Die Relevanzbewertungen werden von Menschen erstellt und je nach verwen-
deter Evaluationsmetrik beziiglich bestimmter Kriterien ausgewertet.

Betrachten wir Sprach-Assistenten wie Cortana, dann sollen diese auf na-
tiirlichsprachliche Fragen eines Nutzers mit der relevantesten Antwort rea-
gieren. Eine Evaluationsmetrik, die die Relevanz nur beziiglich dem ersten
Retrieval-Ergebnis bewertet, ist Precision@1 [69] die wie folgt fiir eine Anfrage
definiert ist:

PQl = relevance;

Precision@]1 betrachtet nur die Relevanz des ersten Dokumentes und gibt an,
ob dieses relevant ist. Bezogen auf MS MARCO kénnen wir mit Precision@1
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evaluieren, wie gut unser Learning-to-Rank Ansatz darin ist, auf eine Anfrage
genau eine Antwort-Passage zu finden. Da abseits von Sprach-Assistenten ein
Nutzer nicht nur das erste Dokument auf der Suche nach einer Antwort in ei-
nem Ranking betrachten wiirde, evaluieren wir unseren Ansatz auch beziiglich

MRR@10 [69]. '
rank first relevant

MRR@10 betrachtet die ersten 10 Dokumente des Rankings und gibt das Rezi-
proke des Ranges des ersten relevanten Dokumentes zuriick. Mittels MRR@10
kénnen wir untersuchen, wie gut unser Learning-to-Rank Ansatz im mdglichst
hohen Ranking einer Antwort-Passage ist und mit anderen auf MS MAR-
CO evaluierten Ranking-Ansétzen vergleichen. Betrachten wir das von MRR
implizierte Nutzerverhalten, dann wiirde ein Nutzer nach MRR sich das Ran-
king in absteigender Reihenfolge anschauen und beim Finden einer relevanten
Antwort die nachfolgenden Dokumente des Rankings nicht weiter betrachten.
Auflerdem impliziert MRR, dass ein hoheres Ranking eines relevanten Doku-
mentes forderlicher fiir die Erfiillung des Informationsbediirfnisses des Nutzers
ist. Das ein Nutzer das Ranking von Rang 1 absteigend in genau der Reihen-
folge des Rankings durchsucht und beim Finden einer relevanten Antwort die
nachfolgenden Dokumente des Rankings nicht weiter betrachtet, sind Annah-
men iiber Nutzer, die in der Realitdt nur in Ausnahmeféllen zutriffen [57, 63].
Eine Evaluationsmetrik, die Beriicksichtigt das Nutzer nach dem ersten re-
levanten Dokumente noch weitere Dokumente betrachten und hoch gerankte
relevante Dokumente forderlicher zur Erfiillung des Informationsbediirfnisses
eines Nutzers sind, ist DCG@10 [37].

MRRQ10 =

10
relevance,onk
DCGQ10 =
m;kzl logs(rank + 1)

Da sich die Menge an verfiigbaren Relevanzbewertungen fiir mehrere Anfra-
gen unterscheidet, kann sich der maximal erreichbaren DCG@10 Wert fiir
zwei Anfragen erheblich unterscheiden. Damit die positiven Eigenschaften von
DCG@10 nicht verloren gehen und die fiir zwei Anfragen erreichten Werte
vergleichbarer sind, wurde DCG@10 zu NDCG@10 erweitert [37].

DCG@Ql10
1DCGQ10

Der NDCG®@10 ergibt sich als der DCG@10 mit einer Normalisierung durch
den optimalen iDCG@10 Wert. Der iDCG@10 Wert betrachtet alle Verfiigha-
ren Relevanzbewertungen und bestimmt aus diesen den héchsten erreichbaren
DCG@10 Wert. Wir betrachten fiir unseren Learning-to-Rank Ansatz ND-
CG@10 und MRR@10, da die erste Ergebnisseite in der Ad-Hoc Suche in der

NDCGQ10 =
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Regel genau 10 Dokumente darstellt und Ansétze fiir den TREC Deep Lear-
ning Track aus dem Jahr 2019 und 2020 ebenfalls NDCG@10 und MRR@10
berichten. Wir konnen damit die Effektivitdt unseren Learning-to-Rank Ansatz
im Kontext weiterer Ansitze evaluieren und das Potenzial unseres Ansatzes
abschétzen.

Fiir die IR Axiom-Priferenz Klassifikationsaufgabe bendtigen wir eine Eva-
lutionsmetrik, die ein Verhéltnis zwischen der Anzahl an richtigen Klassifika-
tionen und der Anzahl an falschen Klassifikationen ausdriickt. Da wir fiir die TR
Axiom-Préferenz Aufgabe jede Klasse als gleich bedeutsam annehmen, kénnen
wir die Evaluationsmetrik Accuracy verwenden [36]. Die Accuracy berechnet
sich als die Anzahl richtiger Klassifikationen durch die Gesamtanzahl der ge-
tatigten Klassifikationen.

Anzahl richtiger Klassifikationen
Anzahl aller Klassifikationen

Accuracy =
5.2 Experiment Ergebnisse

Tabelle 5.1: Ubersicht der Ergebnisse unserer Baselines und ausgewihlter Ansitze
aus den TREC Deep Learning Overview-Papern |14, 15| auf den 43 und 54 Anfragen
des TREC Deep Learning Tracks aus den Jahren 2019 und 2020. BM25p,,, stellt
die besten moglichen Ergebnisse dar, die durch ein Reranking des initialen Rankings
erreicht werden kénnen. Fiir BM25,,,, sind die Parameter £; = 0.9 und b = 0.4 und
fiir BM25,, sind die Parameter k1 = 0.82 und b = 0.68 nach der Empfehlung des
Pyserini-Toolkit fiir den MS MARCO Passage Datensatz.

TREC 2019 TREC 2020
Ansatz NDCG@10 P@l1 MRR@10 NDCG@10 P@l MRR@10
BM25,, 0.4973 0.5581 0.6821 0.4876 0.56370  0.6554
BM25,0, 0.5058 0.0000  0.7024 0.0000 0.5370  0.6533
BM25By0p 0.9640 0.9767  0.9767 0.9685 1.0000 1.0000
ICT-BERT?2 0.6650 - 0.8743 - - -
nlm-prfun-bert - - - 0.6648 - 0.8603

Um die Effektivitit unseres Learning-to-Rank Ansatzes in den Kontext
weiterer Anséitze zu stellen, definieren wir in Tabelle 5.1 mehrere Baselines.
BM25,, und BM25,,, bieten als einfach zu implementierende und nicht stark
optimierte klassische Ansétze eine untere Vergleichsgrenze. BM25p,,, zeigt als
obere Grenze unseres Learning-to-Rank Ansatzes die bestmdéglichen Ergebnis-
se, die von der Ranking Aufgabe durch ein Reranking des initialen Ranking
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erreicht werden konnen. Die Ergebnisse von BM25g,,, zeigt, dass die Effekti-
vitat der Ranking Aufgabe nicht malsgeblich durch BM25 zur Erstellung der
initialen Rankings beschrinkt wird. Wir wihlen ICT-BERT2 [15| und nlm-
prfun-bert [14] als weitere Baselines, da diese sich beziiglich NDCG@10 im
Mittelfeld unter allen fiir den TREC19 und TREC20 eingereichten Ansitzen
befinden und auf den Einsatz von BERT basieren. ICT-BERT2 und nlm-prfun-
bert sind fiir unseren Ansatz kompetitive Baselines, die wir mit unseren Unter-
suchungen versuchen zu erreichen, um das Potenzial des Multi-Task-Learnings
von einer Ranking Aufgabe und IR Axiom-Préferenz Aufgaben aufzuzeigen.
Zusitzlich zu diesen Baselines betrachten wir die Ergebnisse der IR Axiom-
Préferenz Aufgaben und der Ranking Aufgabe (Tabelle 5.3) ohne Multi-Task-
Learning (Single-Task), um Vergleichswerte zur Untersuchung des Einflusses
des Multi-Task-Learnings auf die Effektivitat der einzelnen Aufgaben zu erhal-
ten. Die Single-Task Setups fiir die IR Axiom-Priferenz Aufgaben erlauben es
uns einzuschitzen, inwiefern die einzelnen IR, Axiom-Préferenz Aufgaben durch
BERT erlernbar sind. Abbildung 5.1 gibt eine Ubersicht iiber die Accuracy Er-
gebnisse des Single-Task Setups der Termhéaufigkeits-Axiome. Der Wachstum
des Scores fiir die None-Unique-Testdaten und die Stagnation oder das Sinken
der Scores fiir die Unique-Testdaten zeigen das zunehmende Overfitting des
Modells auf die Trainingsdaten iiber die Trainingsepochen. Aufserdem zeigen
die Score Unterschiede zwischen den Stratified- und Random-Datensétzen fiir
TFC3, dass BERT fiir unbalancierte Klassenverteilung zur Préferenz Klasse 0
(Tabelle 4.1) die Klassifikationsentscheidung Préferenz gleich 0 oder Préferenz
ungleich 0 besser erlernt. Die Unterschiede zwischen LB1 und M-TDC in dem
Random- und Stratified-Datenséatzen fiir Unique und None-Unique bedeuten,
dass die Axiome unterschiedlich gut von BERT erlernt werden. Fiir die anderen
Axiome-Gruppen im Single-Task Setup zeigten sich die gleichen Beobachtun-
gen wie fiir die Termh&ufigkeits-Axiome. Aus den Single-Task Setup ist kein
Axiom zu erkennen, dass gar nicht von BERT erlernt werden kann.

Da wir durch die Single-Task Setups kein nicht erlernbares Axiom ausschlie-
fsen konnen, betrachten wir nach den in Abschnitt 4.3 getroffenen Annahmen
das Multi-Task-Learning von der Ranking Aufgabe und allen 20 IR Axiom-
Praferenzaufgaben fiir jeweils 10.000 Trainingsdaten als Experiment 1. Der
Vergleich der Ergebnisse der Ranking Aufgabe im Single-Task Setup in Abbil-
dung 5.2 mit denen der Ranking Aufgabe im Experiment 1 in Abbildung 5.3
zeigt, dass das Multi-Task-Learning mit 20 IR Axiom-Préferenzaufgaben in
einem 1 : --- : 1 Trainingsverhéltnis die Effektivitit der Ranking Aufgabe
verschlechtert. Die Verschlechterung der Ranking Ergebnisse erklaren wir uns
durch das stark ungleiche Verhéltnis der Trainingsdaten zwischen der Ranking
Aufgabe und allen TR Axiom Aufgaben. Fiir jede Eingabe fiir die Ranking
Aufgabe sieht BERT 20 weitere Eingabe fiir 20 verschiedene IR Axiome, so
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dass wenn wir das Ranken und die Axiome jeweils als einen iibergeordne-
ten Aufgabenkomplex betrachten, dass Verhiltnis der Trainingsdaten 1:20 ist.
Durch das ungleiche Trainingsverhaltnis von 1:20 wird es BERT dann auch
erschwert geeignete Reprisentationen fiir die Ranking Aufgabe zu bestimmen,
da BERT mit dem Trainingsverhiltnis von 1:20 vor allem auf das Erstellen
von Reprisentationen fiir die IR Axiom Aufgaben trainiert wird. Die Accura-
cy Ergebnisse der Termhaufigkeits-Axiome in Abbildung 5.4 zeigen, dass sich
das Multi-Task-Learning auf die einzelnen Axiome unterschiedlich ausgewirkt
hat. Alle Axiome zeigen nach wie vor ein Overfitting auf den Trainingsdaten.
Die Wirkung gegen Overfitting, die normalerweise beim Multi-Task-Learning
beobachtet werden kann, ist in unserem Experiment 1 fiir die Axiome kaum zu
beobachten, da sich Trainingsdaten fiir die einzelnen IR, Axiom-Préaferenz Auf-
gaben in den Dokumenten, Anfragen und Préferenz-Labeln teils iiberschnei-
den. Die teilweisen Uberschneidungen der Trainingsdaten fithren dazu, dass
die IR Axiome STMC2, DIV, Retrieval-Score-Axiome, PROX3 und TF-LNC1
um bis zu 20% stéirker als im Single-Task Setup auf die Trainingsdaten Over-
fitten und fiir die Random-Unique-Testdaten im Mittel um 15% schlechtere
Ergebnisse iiber die Epochen hinweg erzielen. Die Ergebnisse zeigen, dass die
Axiome LB1, M-TDC, ANTI-REG, REG und PROX5 durch das Multi-Task-
Learning Setup effektivere Ergebnisse auf den Unique-Testdaten erzielten. Da
die Ranking Aufgabe im Experiment 1 schlechtere Ergebnisse erzielte und nur
die Axiome LB1, M-TDC, ANTI-REG, REG und PROX5 vom Multi-Task-
Learning trotz Overfitting profitierten, betrachten wir fiir die Experimente 2,
3 und 4 das Trainingsverhaltnis von der Ranking Aufgabe zu den IR Axiom-
Priferenz Aufgaben insgesamt, Andern das Trainingsverhiltnis zu 2:1 fiir die
Ranking Aufgabe und nehmen nur zwei IR Axiom-Préferenz Aufgaben fiir das
Multi-Task-Learning mit der Ranking Aufgabe.

Fiir das Experiment 2 trainieren wir die Ranking Aufgabe mit 100.000
Trainingsdaten gemeinsam mit M-TDC und LB1 mit jeweils 25.000 Trainings-
daten, da M-TDC und LB1 bereits Verbesserungen im Experiment 1 zeigten.
Da M-TDC und LBI1 beides Termhéufigkeits- Axiome sind, erwarten wir keine
negative Interferenzen zwischen den IR Axiom-Priferenz Aufgaben, so dass
ein positiver Wissenstransfer zwischen IR, Axiom-Préferenz Aufgaben und der
Ranking Aufgabe erleichtert wird. Vergleichen wir die Ergebnisse der Ran-
king Aufgabe im Single-Task Setup in Abbildung 5.5 mit den Ergebnissen der
Ranking Aufgabe im Experiment 2 in Abbildung 5.6 zeigt sich, dass Multi-
Task-Learning mit M-TDC und LB1 bei dem Vergleich der besten Ergebnisse
iiber alle Epochen den NDCG@Q10 von 0.6138 auf 0.6257 und den MRR@10
von 0.7494 auf 0.7605 fiir TREC20 verbessert. Obwohl sich die Ergebnisse fiir
die anderen Metriken auf TREC19 und TREC20 im Multi-Task-Learning ver-
schlechtern, zeigt die Verbesserung des NDCG@10 und MRR@10 fiir TREC20,
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das Multi-Task-Learning die Effektivitdit der Ranking Aufgabe steigern kann.
Die effektiveren Ergebnisse der Ranking Aufgabe im Experiment 2 gegeniiber
dem Single-Task Setup fiir die Epochen 3, 4 und 5 deutet auf die Wirkung des
Multi-Task-Learnings gegen Overfitting hin. Die Accuracy Ergebnisse von M-
TDC und LB1 in Abbildung 5.7 zeigen, dass im Setup von Experiment 2 weni-
ger Overfitting auf die Trainingsdaten der IR Axiom-Préferenz Aufgaben statt
findet. Das Overfitting wird durch das Trainingsverhéltnis von 4:1:1 von der
Ranking Aufgabe zu M-TDC und LLB1 abgeschwécht. LB1 und M-TDC erzielen
auf den Stratified-Unique-Testdaten vergleichbare Ergebnisse zum Single-Task
Setup und erzielen bessere Ergebnisse auf den Random-Unique-Testdaten. Aus
unseren Experimenten ist nicht direkt ersichtlich, ob die Verbesserung der Er-
gebnisse der TR Axiom-Praferenz Aufgaben ein Resultat der groferen Trai-
ningsdatenmenge fiir die IR Axiome, des positiven Wissentransfers von der
Ranking Aufgabe zu den Axiom Aufgaben oder ein Resultat des geringeren
Overfittings auf die Trainingsdaten ist.

Fiir das Experiment 3 verwenden wir das Setup von Experiment 2 und
untersuchen, ob sich die Ergebnisse fiir das Multi-Task-Learning mit den IR
Axiomen M-TDC und LB1 auch fiir das Multi-Task-Learning mit IR, Axiomen
REG und ANTI-REG reproduzieren lassen. Die Wahl der TR, Axiome REG
und ANTI-REG, entspringt der Beobachtung der Verbesserung der Ergebnis-
se fiir REG und ANTI-REG im Experiment 1 und das die Préiferenzen fiir
REG und ANTI-REG sehr dhnlich definiert sind, so dass negative Interferen-
zen zwischen den Axiom Aufgaben nicht zu erwarten sind. Im Experiment 3
trainieren wir die Ranking Aufgabe mit 100.000 Trainingsdaten gemeinsam
mit REG und ANTI-REG mit jeweils 25.000 Trainingsdaten. Ein Vergleich
der Ergebnisse der Ranking Aufgabe im Single-Task Setup in Abbildung 5.5
mit den Ergebnissen der Ranking Aufgabe im Experiment 3 in Abbildung 5.8
zeigt, dass Multi-Task-Learning mit REG und ANTI-REG bei dem Vergleich
der besten Ergebnisse iiber alle Epochen die PQ1 um 3%, den NDCG@10 um
5% und den MRR@10 um 7% auf TREC20 verbessert. Gleichzeitig liegt die
Verschlechterung der Ergebnisse fiir NDCG@10 und MRR@10 auf TREC19 bei
unter 1.5%, so dass REG und ANTI-REG die Ergebnisse von M-TDC und LB1
im Experiment 2 beziiglich der Verbesserung der Ranking Aufgabe iibertreffen.
Ebenfalls deutet sich erneut die erwartete Wirkung des Multi-Task-Learnings
gegen Overfitting an, indem das Multi-Task-Learning Setup in Experiment 3
fiir die Ranking Aufgabe effektivere Ergebnisse als das Single-Task Setup in den
Epochen 3, 4 und 5 erzielt. Die Accuracy Ergebnisse von REG und ANTI-REG
in Abbildung 5.9 zeigen, dass im Setup von Experiment 3 weniger Overfitting
auf die Trainingsdaten der IR Axiom-Préferenz Aufgaben statt findet. Das
Overfitting wird wie in Experiment 2 durch das Trainingsverhéltnis von 4:1:1
von der Ranking Aufgabe zu REG und ANTI-REG abgeschwicht. REG und
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ANTI-REG erzielen auf den Stratified- und Random-Unique-Testdaten rund
10% bessere Ergebnisse als im Single-Task Setup. Abseits der in Experiment
2 genannten moglichen Erklarungen fiir diese Verbesserung der Accuracy auf
den Unique-Testdaten, ist im Fall des Experimentes 3 die Verbesserung durch
den positiven Wissenstransfer von REG und ANTI-REG untereinander plau-
sibler, da REG und ANTI-REG in der Defintion und Berechnung der Axiom-
Praferenzen sich dhnlicher als M-TDC und LB1 sind.

Fiir das Experiment 4 verwenden wir das Setup von Experiment 3 und un-
tersuchen, ob sich die Ergebnisse fiir das Multi-Task-Learning mit den Anfrage-
Facetten-Axiomen REG und ANTI-REG auch fiir das Multi-Task-Learning
mit den Term-Nachbarschafts-Axiomen PROX4 und PROX5 reproduzieren
lassen. Wir wihlen das Term-Nachbarschafts-Axiom PROXS5, da dieses sowohl
im Experiment 1 als auch im Single-Task Setup bessere Ergebnisse als die
anderen Term-Nachbarschafts-Axiome erzielt. Damit die Ergebnisse von Ex-
periment 4 genauer mit denen von Experiment 2 und 3 verglichen werden
kénnen, brauchten wir noch eine weitere Term-Nachbarschafts-Axiom Aufga-
be. Fiir die Wahl von PROX4 als zweite Axiom-Aufgabe orientieren wir uns
an der Vermutung aus Experiment 3, dass eine dhnliche Definition und Be-
rechnung der Priferenzen den positiven Wissenstransfer zwischen den Axiom
Aufgaben fordert. Fiir das Experiment 4 trainieren wir die Ranking Aufgabe
mit 100.000 Trainingsdaten gemeinsam mit PROX4 und PROX5 mit jeweils
25.000 Trainingsdaten. Vergleichen wir die Ergebnisse der Ranking Aufgabe
im Single-Task Setup in Abbildung 5.5 mit den Ergebnissen der Ranking Auf-
gabe im Experiment 4 in Abbildung 5.6 zeigt sich, dass Multi-Task-Learning
mit PROX4 und PROX5 bei dem Vergleich der besten Ergebnisse iiber alle
Epochen die Ergebnisse auf TREC20 in einem kleineren Ausmaf als REG und
ANTI-REG im Experiment 3 verbessert. Im Gegensatz zu Experiment 3 erzielt
die Ranking Aufgabe in Experiment 4 um im Mittel 8% schlechtere Ergebnisse
auf TREC19 als das Single-Task Setup. Die Minderung des Overfitting auf die
Ranking Aufgabe durch Multi-Task-Learning ergibt sich auch im Experiment
4, indem die Effektivitdt der Ergebnisse im Experiment 4 fiir die Epochen 3, 4
und 5 hoher ist als im Single-Task Setup. Die Accuracy Ergebnisse von PROX4
und PROXS5 in Abbildung 5.11 zeigen, dass durch das Trainingsverhé&ltnis von
4:1:1 im Setup von Experiment 4 weniger Overfitting auf die Trainingsdaten
der TR Axiom-Priferenz Aufgaben statt findet. PROX4 und PROX5 erzielen
auf den Stratified- und Random-Unique-Testdaten rund 7% bessere Ergebnisse
als im Single-Task Setup. Im Gegensatz zum Single-Task Setup von PROX5
sinkt im Multi-Task-Learning von Experiment 4 die Accuracy iiber den Ver-
lauf der Epochen. Wir schéitzen, dass die Abnahme der Accuracy iiber den
Verlauf der Epochen durch das zunehmende Overfitting der Ranking Aufgabe
zustande kommt. Wir vermuten, dass das Overfitting der Ranking Aufgabe
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einen negativen Wissenstransfer auf PROX5 ausiibt.

Zuletzt betrachten wir dann im Experiment 5, ob sich die in Experiment
2, 3 und 4 erzielten Verbesserungen mittels Multi-Task-Learning zu einer gro-
fseren Verbesserung der Effektivitit der Ranking Aufgabe kombinieren lassen.
Im Experiment 5 trainieren wir die Ranking-Aufgabe auf 100.000 Trainingsda-
ten gemeinsam mit M-TDC, LB1, REG, ANTI-REG, PROX4 und PROXS5 auf
jeweils 25.000 Trainingsdaten. Ein Vergleich der Ergebnisse der Ranking Auf-
gabe im Single-Task Setup in Abbildung 5.5 mit den Ergebnissen der Ranking
Aufgabe im Experiment 5 in Abbildung 5.12 zeigt, dass Multi-Task-Learning
M-TDC, LB1, REG, ANTI-REG, PROX4 und PROXS5 bei dem Vergleich der
besten Ergebnisse {iber alle Epochen vergleichbare Ergebnisse auf TREC19
erreicht und die Ergebnisse fiir TREC20 verbessert. Die Ranking Aufgabe im
Experiment 5 erzielt auf P@Q1 und MRR@10 rund 3% schlechtere Ergebnisse als
die Ranking Aufgabe aus Experiment 3. Im Experiment 5 zeigt sich erneut die
Wirkung des Multi-Task-Learnings mit den Axiom Aufgaben gegen das Over-
fitting der Ranking Aufgabe. Die Accuracy Ergebnisse von M-TDC, LB1, REG,
ANTI-REG, PROX4 und PROXS5 in der Tabelle 5.2 zeigen, dass im Setup von
Experiment 5 trotz dem Trainingsverhéltnis von 3:2 fiir die Axiom-Aufgaben
weniger Overfitting auf die Trainingsdaten der IR Axiom-Praferenz Aufga-
ben statt findet. PROX4 und PROXS5 erzielen im Experiment 5 im Schnitt
7% schlechtere Ergebnisse auf den Random- und Stratified-Unique Testda-
ten, so dass wir davon ausgehen, dass eine Interferenz im Training zwischen
den Term-Nachbarschaft-Axiomen PROX4, PROX5 und einem oder mehreren
Axiomen von REG, ANTI-REG, M-TDC und LB1 vorliegt. Fiir die Axiome
REG, ANTI-REG, M-TDC und LB1 liegen die Accuracy Ergebnisse fiir die
Random- und Stratified-Unique Testdaten auf einem vergleichbaren Niveau
mit Experiment 3 beziehungsweise Experiment 2.

Vergleichswerte aus dem Single-Task Setup und die besten Ergebnisse iiber
alle Epochen fiir die Experimente 2, 3, 4 und 5 wird fiir die Ranking Auf-
gabe in Tabelle 5.3 und fiir die Axiom Aufgaben in Tabelle 5.2 dargestellt.
Die Accuracy Ergebnisse fiir die Axiom Aufgaben deuten darauf hin, dass
zwischen den Axiomen im Multi-Task-Learning sowohl ein positiver Wissen-
stransfer als auch hinderliche Interferenzen auftreten. Die Ranking Aufgabe
konnte durch das Multi-Task-Learning mit Axiomen effektivere Ergebnisse er-
zielen. Die Ranking Aufgabe wirkt auferdem gegen das Overfitting auf die
Axiom Trainingsdaten, sowie die Axiom Aufgaben gegen das Overfitting auf
die Ranking Trainingsdaten wirken. Die besten Ergebnisse der Ranking Auf-
gabe im Multi-Task-Learning Setup erreichen vergleichbare NDCG@10 Wert
zu den kompetetiven Baselines ICT-BERT?2 und nlm-prfun-bert und validieren
damit das Potenzial des Multi-Task-Learning von einer Ranking Aufgabe mit
Axiom Hilfsaufgaben. Die Ergebnisse fiir die Axiom Aufgaben und dabei ins-
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besondere die Ergebnisse von REG und ANTI-REG lassen vermuten, dass bei
unserem verwendeten Eingabeformat der Axiom Trainingsdaten als [CLS| ¢
[SEP| d; +dy [SEP] nicht die zu erlernenden Eigenschaften wie Termhaufigkeit
und Dokumentlinge (Tabelle 3.1) die Erlernbarkeit der Axiome bestimmen,
sondern wie wichtig die klare Trennung der Anfrage und Dokumente unterein-
ander zur Berechnung der Préferenz ist.

Tabelle 5.2: Ubersicht der besten Accuracy Ergebnisse der Axiom Aufgabe aus allen
5 Epochen des Experimentes 2 Multierm,, des Experimentes 3 Multi gy, frage, des Ex-
perimentes 4 Multip,,, und des Experimentes 5 Multiprq; mit 25.000 Trainingsda-
ten fiir jede Axiom Aufgabe. Zum Vergleichen geben wir die besten Accuracy Ergeb-
nisse aus allen 5 Epochen der jeweiligen Axiom Aufgabe ohne Multi-Task-Learning
fiir 10.000 Trainingsdaten mit 5 Wiederholungen und einem 95% Konfidenzintervall
als Single an.

Stratified Random
Ansatz Axiom None-Unique Unique None-Unique Unique
Single REG 0.6097+0.0393 0.3403+0.0094 0.63524+0.0431  0.3293%0.0038
Multipnfrage  REG 0.4637 0.3700 0.4850 0.3670
Multipro REG 0.4720 0.3730 0.4850 0.3690
Single ANTI-REG 0.5928+0.0983 0.3303+0.0123 0.5968+0.0987  0.3197+0.0152
Multipnfrage  ANTI-REG  0.4460 0.3620 0.4540 0.3570
Multipru ANTI-REG 0.4587 0.3350 0.4633 0.3440
Single M-TDC 0.6681+0.0273  0.3580+0.0310 0.7706+0.0146  0.5287+0.0971
Multiperm M-TDC 0.5240 0.3420 0.5733 0.6300
Multipru M-TDC 0.5407 0.3530 0.5690 0.5510
Single LB1 0.6382+0.0525 0.3860+0.0197 0.67094+042846 0.4990+0.0474
Multiterm LB1 0.5050 0.4000 0.5447 0.6360
Multipgu LB1 0.4990 0.3910 0.5323 0.6010
Single PROX4 0.6217+0.0265 0.3730+0.0203 0.56734+0.0251  0.2960+0.0584
Multipyog PROX4 0.4777 0.3840 0.4210 0.3170
Multingu PROX4 0.4737 0.3690 0.4227 0.2830
Single PROX5 0.7000+0.0384 0.4797+0.0255 0.60734+0.0548  0.4683+0.0165
Multipyog PROX5 0.6193 0.5220 0.5277 0.5160
Multingu PROX5 0.6167 0.4740 0.5267 0.4670
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Tabelle 5.3: Ubersicht der besten Ergebnisse der Ranking Aufgabe aus allen 5
Epochen des Experimentes 2 Multirerm, des Experimentes 3 Multiap frage, des Ex-
perimentes 4 Multip,,, und des Experimentes b Multipryi, die jeweils dieselben
100.000 Trainingsdaten fiir die Ranking Aufgabe erhalten. Die Experimente unter-
scheiden sich in den weiteren Aufgaben, die im Multi-Task-Learning eingesetzt wer-
den. Zum Vergleichen geben wir die besten Ergebnisse aus allen 5 Epochen der Ran-
king Aufgabe ohne Multi-Task-Learning fiir 100.000 Trainingsdaten Rankigg; und
1.000.000 Trainingsdaten Ranki,, an. Die besten Ergebnisse unserer Ansétze sind
fett markiert.

TREC 2019 TREC 2020
Ansatz NDCG@10 P@1 MRR@10 NDCG@10 Pa@l MRR@I0
Rankioot 0.6855 0.7674 0.8547 0.6138 0.6481 0.7494
Rankim, 0.6963 0.7442 0.8341 0.6747 0.6852 0.7968
Multiprye; 0.6843 0.7674  0.8547 0.6551 0.6481 0.7687
MultiTerm 0.6741 0.6977 0.7940 0.6257 0.6296 0.7605
Multiap frage 0.6830 0.7674  0.8434 0.6558 0.6667  0.7901
Multiprog 0.6584 0.6512 0.7469 0.6428 0.6667 0.7670
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Abbildung 5.1: Accuracy Ergebnisse der Termhé&ufigkeits-Axiome fiir 10.000 Trai-
ningsdaten mit einem 95% Konfidenzintervall um den Mittelwert der Accuracy Er-
gebuisse fiir 5 Wiederholungen. Jedes Axiom wurde ohne Multi-Task-Learning trai-
niert.
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Abbildung 5.2: Ergebnisse der Ranking Aufgabe fiir 10.000 Trainingsdaten mit
einem 95% Konfidenzintervall um den Mittelwert der Ergebnisse fiir 5 Wiederholun-
gen.
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Abbildung 5.3: Ergebnisse der Ranking Aufgabe fiir 10.000 Trainingsdaten mit
einem 95% Konfidenzintervall um den Mittelwert der Accuracy Ergebnisse fiir 3
Wiederholungen im Experiment 1. Es wurde Multi-Task-Learning mit 20 Axiom
Aufgaben und einer Ranking Aufgabe zu jeweils 10.000 Trainingsdaten durchgefiihrt.
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Abbildung 5.4: Accuracy Ergebnisse der Termh#ufigkeits-Axiome fiir 10.000 Trai-
ningsdaten mit einem 95% Konfidenzintervall um den Mittelwert der Accuracy Er-
gebnisse fiir 3 Wiederholungen im Experiment 1. Es wurde Multi-Tagk-Learning mit
20 Axiom Aufgaben und einer Ranking Aufgabe zu jeweils 10.000 Trainingsdaten
durchgefiihrt.
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Abbildung 5.5: Ergebnisse der Ranking Aufgabe fiir 100.000 Trainingsdaten im
Single-Task Setup.
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Abbildung 5.6: Ergebnisse der Ranking Aufgabe fiir 100.000 im Experiment 2. Fs
wurde Multi-Task-Learning mit M-TDC und LB1 zu jeweils 25.000 Trainingsdaten
durchgefiihrt.
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Abbildung 5.7: Accuracy Ergebnisse von M-TDC und LB1 fiir 25.000 Trainings-
daten im Experiment 2. Es wurde Multi-Task-Learning mit M-TDC und LB1 und
einer Ranking Aufgabe mit 100.000 Trainingsdaten durchgefiihrt.
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Abbildung 5.8: Ergebnisse der Ranking Aufgabe fiir 100.000 im Experiment 3. Es
wurde Multi-Task-Learning mit REG und ANTI-REG zu jeweils 25.000 Trainings-
daten durchgefiihrt.
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Abbildung 5.9: Accuracy Ergebnisse von REG und ANTI-REG fiir 25.000 Trai-
ningsdaten im Experiment 3. Es wurde Multi-Task-Learning mit REG und ANTI-
REG und einer Ranking Aufgabe mit 100.000 Trainingsdaten durchgefiihrt.

52



KAPITEL 5. EVALUATION

1 Jahr = 2019 Jahr = 2020
0.8
) .\/\
o Metrik
S NDCG@10
i P@1
0.4 ¢ MRR@10
0.2
0
1 2 3 4 5 1 2 3 4 5
Epoche Epoche

Abbildung 5.10: Ergebnisse der Ranking Aufgabe fiir 100.000 im Experiment 4.
Es wurde Multi-Task-Learning mit PROX4 und PROXS5 zu jeweils 25.000 Trainings-
daten durchgefiihrt.
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Abbildung 5.11: Accuracy Ergebnisse von PROX4 und PROXS5 fiir 25.000 Trai-
ningsdaten im Experiment 4. Es wurde Multi-Task-Learning mit PROX4 und
PROX5 und einer Ranking Aufgabe mit 100.000 Trainingsdaten durchgefiihrt.
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Abbildung 5.12: Ergebnisse der Ranking Aufgabe fiir 100.000 im Experiment 5.
Es wurde Multi-Task-Learning mit M-TDC, LB1, REG, ANTI-REG PROX4 und
PROXS5 zu jeweils 25.000 Trainingsdaten durchgefiihrt.
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Kapitel 6

Fazit

In unserer Forschungsarbeit wollten wir untersuchen, ob und wie ein optimaler
positiver Wissenstransfer zwischen einem Ranker und IR Axiomen im Multi-
Task-Learning gewédhrleistet werden kann. Wir haben dazu einen Learning-to-
Rank Ansatz umgesetzt, der das vortrainierte Transfomer Modell BERT zum
Multi-Task-Learning von einem Ranker und 20 IR Axiom Aufgaben einsetzt.
Unsere Experimente zeigen, dass BERT aus automatisch generierten Trai-
ningsdaten fiir die IR Axiom als eine Klassifikationsaufgabe die IR Axiome
ohne Multi-Task-Learning erlernen kann. Unsere Experimente zeigen aufser-
dem, dass BERT die verschiedenen Axiome unterschiedlich gut erlernen kann.
Dabei erlernt BERT die IR Axiom TFC3 und PROX5 mit einer Accuracy von
rund 0.5 am besten und die IR, Axiome DIV und STMC2 mit einer Accuracy
von rund 0.3 am schlechtesten

Unsere Evaluation auf den TREC Deep Learning Tracks aus den Jahren
2019 und 2020 zeigte, dass Multi-Task-Learning mit IR Axiomen die Effektivi-
tdt von Rankern erhohen kann. Unsere Evaluation verschiedener Trainingsda-
ten Verhéltnisse und IR Axiom-Kombinationen zeigte, dass eine Erh6hung der
Effektivitdt des Rankers mafsgeblich von dem hinzugefiigten induktiven Bias in
Form der IR Axiome und der Menge an IR Axiom Trainingsdaten abhéngt. Fiir
unsere beste Kombination der Aufgaben und Wahl der Trainingsverhéltnisse
im Multi-Task-Learning konnten wir im Vergleich zum Training des Rankers
auf denselben Test-Daten ohne Multi-Task-Learning zeigen, dass sich die Effek-
tivitit der Ranking Aufgabe bezogen auf TREC20 im Mittel um 5% beziiglich
NDCG@10, P@1 und MRR@10 erh6ht und auf TREC 19 vergleichbare Er-
gebnisse erreicht. Wir konnten auferdem feststellen, dass Multi-Task-Learning
im Allgemeinen fiir den Ranker und die TR Axiom Aufgaben eine generali-
sierende Wirkung hat und so gegen das auftretende Overfitting der einzelnen
Aufgaben wirkt. Diesen Effekt konnten wir durch die Evaluation der Effektivi-
tat der einzelnen Aufgaben {iber mehrere Epochen feststellen. Fiir das Multi-
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Task-Learning des Rankers und der IR, Axiome konnten wir keinen Einfluss
des Rankers abseits des Minderns des Overfittings auf die Effektivitdat der TR
Axiome feststellen. Aufserdem lassen unsere Ergebnisse auf Interferenzen im
Training zwischen den IR Axiomen PROX4 und PROX5 beziiglich REG und
ANTI-REG schliefen, die in zukiinftigen Arbeiten noch genauer zu betrachten
sind. Unsere Untersuchungen und Ergebnisse zeigen das Potenzial von Multi-
Task-Learning von einem Ranker und IR Axiom Aufgaben, wobei unklar ist,
in welchem Rahmen sich das Potenzial fiir grofe Mengen an Trainingsdaten
bewegt.

Fiir zukiinftige Arbeiten rund um unseren Ansatz sehen wir drei mdgliche
Richtungen. Die erste Richtung ist es die IR Axiome und IR Axiom Aufgaben
geeigneter fiir einen Machine Learning Ansatz zu formulieren. Insbesondere ei-
ne Entfernung der Vorbedingung von IR Axiomen, ohne dabei die Aussagekraft
iiber eine Ranking-Préferenz zu verlieren, erwarten wir insofern als eine Verbes-
serung, dass das im Multi-Task-Learning gelernte Modell dann nicht die Vor-
bedingungen mit erlernen muss und sich auf das erlernen von Zusammenhénge
zwischen dem Ranking und der IR Axiome konzentrieren kann. Ohne Vorbe-
dingungen vermuten wir, dass BERT die einzelnen IR Axiome besser erlernen
kann. Als eine zweite Richtung betrachten wir Untersuchunge zur Ubertrag-
barkeit unseres Ansatzes. Es ist wichtig zu untersuchen, ob sich die Ergebnisse
unseres Ansatzes auf dem MS MARCO Passagen Datensatz auch auf andere
Korpora und das Ranking von langeren Dokumenten iibertragen lassen. Inter-
essant ist auch zu betrachten, ob sich unsere Ergebnisse fiir das Multi-Task-
Learning auf mehr Trainingsdaten skalieren lassen oder ob dann bisher noch
nicht beobachtete Verdnderungen auftreten. Die vieldltigsten Moglichkeiten fiir
zukiinftige Arbeiten rund um unseren Ansatz sehen wir in der Anpassung der
Multi-Task-Learning Architektur. Fir Forschungsarbeiten beziiglich der Ar-
chitektur sind Anderungen an dem Tranformer Modell von BERT zu T5 [64],
Untersuchungen zur Task-Affinity [28], mehr Setup-Kombinationen beziiglich
Parameterwahl und den Aufgaben, Pairwise und Listwise Ranking Aufgaben
und das Einfithren weiterer Aufgaben wie Reading Comprehension mogliche
spezifischere Themen. In Anbetracht des Erfolges von BERTSUM [47] und
duoBERT [54] erwarten wir durch eine Anpassung des Eingabeformates der
IR Axiom Aufgaben eine deutlich Verbesserung unseres Multi-Task-Learning
Ansatzes fiir die IR Axiom Aufgaben und die Ranking Aufgabe.
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Anhang A

Ergebnisse aller Experimente

A.1 Ranking Baselines

Tabelle A.1: Ubersicht der Ergebnisse unserer Baselines und ausgewihlter Ansitze
aus den TREC Deep Learning Overview-Papern [14, 15] auf den 43 und 54 Anfragen
des TREC Deep Learning Tracks aus den Jahren 2019 und 2020. BM25p,,, stellt
die besten moglichen Ergebnisse dar, die durch ein Reranking des initialen Rankings
erreicht werden kénnen. Fiir BM25,,,, sind die Parameter £; = 0.9 und b = 0.4 und
fiir BM25,, sind die Parameter k1 = 0.82 und b = 0.68 nach der Empfehlung des
Pyserini-Toolkit fiir den MS MARCO Passage Datensatz.

TREC 2019 TREC 2020
Ansatz NDCG@10 P@l1 MRR@10 NDCG@10 P@l MRR@10
BM25,, 0.4973 0.5581 0.6821 0.4876 0.56370  0.6554
BM25,0p 0.5058 0.0000  0.7024 0.0000 0.5370  0.6533
BM25By0p 0.9640 0.9767  0.9767 0.9685 1.0000 1.0000
ICT-BERT?2 0.6650 - 0.8743 - - -
nlm-prfun-bert - - - 0.6648 - 0.8603
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ANHANG A. ERGEBNISSE ALLER EXPERIMENTE

A.2 [Ergebnisse Single-Task-Setup

A.2.1 Ranking Aufgabe

Tabelle A.2: Ubersicht der Ergebnisse unseres Learning-to-Rank Ansatzes fiir
10.000 Trainingsdaten und kein Multi-Task-Learning auf den 43 und 54 Anfragen
des TREC Deep Learning Tracks aus den Jahren 2019 und 2020 fiir 5 Wiederholun-
gen mit 95% Konfidenzintervallen.

Epoche

TREC 2019

TREC 2020

NDCG@10

pa1l

MRR@10

NDCG@10

pail

MRR@10

T W N~

0.6269+0.0371
0.5757£0.0508
0.5247+0.1052
0.5303+0.0917
0.5395+0.0494

0.6465+0.0827
0.5581+£0.0958
0.4837+0.1842
0.5349+0.1803
0.5163+£0.0801

0.7709+0.0502
0.7040+£0.0807
0.6414+0.1619
0.6679+0.1521
0.6660+0.0643

0.5707+0.0604
0.4962+0.0640
0.4587+0.0708
0.4567+0.0739
0.4614+0.0348

0.6222+0.1223
0.4556+0.1639
0.4037+0.0851
0.3741£0.1033
0.3852+0.0819

0.7470+£0.0701
0.6218+0.1051
0.5795+0.0829
0.5461+0.1044
0.5616+0.0643

0.8

0.6 |
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Jahr = 2019
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Abbildung A.1: Grafische Ubersicht der Ergebnisse unseres Learning-to-Rank An-
satzes fiir 10.000 Trainingsdaten und kein Multi-Task-Learning auf den 43 und 54
Anfragen des TREC Deep Learning Tracks aus den Jahren 2019 und 2020 fir 5
Wiederholungen mit 95% Konfidenzintervallen.
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Tabelle A.3: Ubersicht der Ergebnisse unseres Learning-to-Rank Ansatzes fiir
100.000 Trainingsdaten und kein Multi-Task-Learning auf den 43 und 54 Anfra-
gen des TREC Deep Learning Tracks aus den Jahren 2019 und 2020. Die besten
Ergebnisse sind fett markiert.

TREC 2019 TREC 2020
Epoche NDCG@10 P@l MRR@10 NDCG@10 P@l MRRQ@10

1 0.6855 0.7674  0.8547 0.6087 0.6296 0.7415
2 0.6635 0.7442 0.8289 0.6138 0.6481 0.7494
3 0.5394 0.5116 0.6545 0.4753 0.3519 0.5340
4 0.4997 0.4186 0.5859 0.4459 0.3333 0.5161
5 0.4986 0.3953 0.5661 0.4399 0.2778 0.4807
1 Jahr = 2019 Jahr = 2020
0.8
0.6
) Metrik
S NDCG@10
n P@1
0.4 ¢ MRR@10
0.2
0
1 2 3 4 5 1 2 3 4 5
Epoche Epoche

Abbildung A.2: Grafische Ubersicht der Ergebnisse unseres Learning-to-Rank An-
satzes fiir 100.000 Trainingsdaten und kein Multi-Task-Learning auf den 43 und 54
Anfragen des TREC Deep Learning Tracks aus den Jahren 2019 und 2020.
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Tabelle A.4: Ubersicht der Ergebnisse unseres Learning-to-Rank Ansatzes fiir
1.000.000 Trainingsdaten und kein Multi-Task-Learning auf den 43 und 54 Anfra-
gen des TREC Deep Learning Tracks aus den Jahren 2019 und 2020. Die besten
Ergebnisse sind fett markiert.

TREC 2019 TREC 2020
Epoche NDCG@10 P@l MRR@10 NDCG@10 P@l MRRQ@10

1 0.6871 0.7209 0.7990 0.6747 0.6852 0.7879

2 0.6902 0.7209 0.8076 0.6606 0.6667 0.7968

3 0.6963 0.7209 0.8283 0.6666 0.6481 0.7908

4 0.6807 0.7442  0.8341 0.6622 0.6852 0.7909

) 0.6442 0.6744 0.7814 0.6424 0.5926 0.7341
Jahr = 2019 Jahr = 2020

08 e~
.——Mo—o\‘

0.6
Metrik
NDCG@10
P@1

0.4 « MRR@10

Score

0.2

1 2 3 4 5 1 2 3 4 5
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Abbildung A.3: Grafische Ubersicht der Ergebnisse unseres Learning-to-Rank An-
satzes fiir 1.000.000 Trainingsdaten und kein Multi-Task-Learning auf den 43 und 54
Anfragen des TREC Deep Learning Tracks aus den Jahren 2019 und 2020.
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A.2.2 Axiomen Aufgaben Eingabe Variante A

Nachfolgend eine tabellarische und grafische Darstellung der Accuracy Ergeb-
nisse jedes Axiomes fiir 10.000 Trainingsdaten ohne Multi-Task-Learning bezo-
gen auf die Accuracy auf den Test-Datensitzen fiir 5 Wiederholungen mit 95%
Konfidenzintervallen. Die Unique Test-Datensétze bestehen aus jeweils 1.000
Testdaten, deren Anfragen nicht im Training gesehen wurden und die None-
Unique Test-Datensédtze bestehen aus 3.000 Testdaten. Wir gruppieren die Er-
gebnisse nach den Axiom-Gruppen. Die Axiom Aufgaben nutzen die Eingabe
Variante A [CLS]|Anfrage + Dokument,[SEP|An frage+ Dokumenty|SE P].

Tabelle A.5: Termh#ufigkeits-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

TFC1

—

0.4107£0.0282
0.4789=£0.0756
0.557240.0451
0.6032£0.0292
0.6211£0.0166

0.3527£0.0103
0.3600£0.0273
0.3577+0.0076
0.3507£0.0229
0.3510£0.0199

0.428440.0246
0.4897£0.0665
0.5551£0.0322
0.5982+0.0273
0.6130£0.0158

0.3530£0.0174
0.3640£0.0197
0.3710+0.0194
0.3630£0.0086
0.3620£0.0090

TFC3

0.5741£0.0697
0.6440+0.0231
0.6856+0.0338
0.7351£0.0543
0.7540+0.0731

0.4530£0.0163
0.4460+0.0348
0.4403+0.0286
0.4383£0.0466
0.4387+0.0402

0.6709+0.3018
0.7788+0.1296
0.8268+0.1375
0.8722+0.1240
0.8829+0.1040

0.7130£0.4018
0.8777+0.0697
0.8700+0.1150
0.8823£0.1006
0.8890£0.0252

M-TDC

0.410140.1011
0.4683+0.2097
0.5397£0.2718
0.6017£0.2809
0.6037+0.2585

0.3403£0.0589
0.3517+0.0100
0.3520£0.0410
0.3460£0.0245
0.3357+0.0158

0.5159£0.0335
0.4826+0.3282
0.5834£0.3040
0.6468+0.3498
0.6660+0.2512

0.4330£0.1496
0.3473+0.1137
0.3907£0.1385
0.3813£0.1047
0.3657+0.0460

LB1

CU = W N~ Tt W N~ T = W N~ U= W N

0.486140.0557
0.553440.0308
0.6104£0.0297
0.643440.0139
0.6552£0.0285

0.3800£0.0323
0.4023+0.0747
0.3907+0.0261
0.3817+0.0162
0.3863£0.0362

0.5207+0.0890
0.5776+0.0378
0.6416+0.0464
0.6781+0.0296
0.6944+0.0083

0.5770+0.1843
0.4837+0.0442
0.4900£0.0212
0.4883+0.1449
0.4867£0.1502
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Abbildung A.4: Termhaufigkeits- Axiome
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Tabelle A.6: Lingen-Normierungs-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

LNC1

—_

0.4508+0.0230
0.5223+£0.0364
0.5947+0.0621
0.6559+0.0706
0.6866+£0.0631

0.3427+£0.0217
0.3513+£0.0038
0.3513+0.0338
0.3560+0.0025
0.3520£0.0388

0.4236+0.0842
0.4786+0.0077
0.5328+0.1064
0.5908+0.0953
0.6248+0.0622

0.4227+0.0987
0.3917+0.1071
0.3777+£0.1277
0.3790£0.0748
0.3807£0.0569

TF-LNC

U= W N =~ U= W N

0.3749£0.0506
0.4551+0.1089
0.5529£0.0510
0.5996£0.0332
0.6220£0.0554

0.3473+0.0123
0.3357£0.0094
0.3377£0.0254
0.3383+0.0100
0.3380+0.0151

0.2642+0.4274
0.3786+0.3230
0.5624+0.2073
0.6239+0.0974
0.6522+0.0571

0.3907+£0.8087
0.3563+0.5763
0.3877£0.4574
0.3250+0.2361
0.2877£0.0572

Tabelle A.7: Semantische- Ahnlichkeits-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

STMC1

—_

0.6617+0.0133
0.6729+0.0368
0.7018+0.1054
0.7430£0.1197
0.7840+0.0578

0.4200+0.1594
0.4397+0.0423
0.4530£0.0066
0.4403£0.0460
0.4490+0.0407

0.540140.0127
0.5529+0.0482
0.5917£0.1410
0.6494+0.1529
0.7084+0.0829

0.4630+0.0397
0.4787+0.0183
0.4777+0.0225
0.4753+0.0288
0.4800+0.0336

STMC2

U W N = U= W N

0.3492+0.0343
0.4498+0.1487
0.531440.1504
0.5833£0.1445
0.6256+0.1443

0.3393£0.0158
0.3317+0.0087
0.3253+0.0423
0.3217£0.0345
0.3190£0.0286

0.0511£0.1418
0.3787+0.4265
0.4827+0.4463
0.5753£0.3226
0.6962+0.1611

0.0357£0.0933
0.1730+0.1850
0.1827+0.2433
0.2370+£0.2145
0.3137+0.1402
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Abbildung A.5: Lingen-Normierungs-Axiome
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Abbildung A.6: Semantische-Ahnlichkeits-Axiome
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Tabelle A.8: Anfrage-Facetten-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

REG

—_

0.4051£0.0792
0.4793£0.1259
0.5461£0.1030
0.5990+0.0990
0.6364+0.0614

0.3357£0.0103
0.3480+0.0258
0.3493+0.0186
0.358040.0221
0.3593+0.0259

0.4426+0.1636
0.5227£0.1562
0.5847+0.1339
0.6413+0.1084
0.6741+0.0856

0.3247£0.0393
0.3457£0.0658
0.3470£0.0449
0.3553+0.0380
0.3550+0.0366

ANTI-REG

0.3576£0.0619
0.4610+0.1462
0.5336£0.1646
0.5859+0.1304
0.6153+0.1415

0.3343+0.0374
0.3553+0.0396
0.3470+0.0221
0.3453+0.0193
0.3483+0.0217

0.3486+0.0830
0.4680+0.1757
0.5416+£0.1734
0.5900£0.1358
0.6214+0.1411

0.3063+0.0696
0.3413+£0.1027
0.3373£0.0500
0.3267£0.0225
0.3377£0.0211

DIV

O s W N — O s W N — Ot = W N

0.3399+0.0077
0.4073£0.1068
0.5083+0.1764
0.5871£0.1709
0.6196+0.1289

0.3347£0.0100
0.3370£0.0485
0.3317+0.0646
0.3183+0.0315
0.3230£0.0366

0.3296+0.5980
0.3718+0.1603
0.4759+0.1186
0.5584+0.0973
0.6069+0.1853

0.3283£0.6168
0.2577£0.3260
0.2810+£0.1195
0.2633+0.0291
0.2653+0.1810
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Tabelle A.9: Term-Nachbarschafts-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

PROX1

—_

0.5049+0.0371
0.5688+0.0208
0.6171+0.0251
0.6524+0.0325
0.6691+0.0592

0.3993£0.0518
0.3763+0.0648
0.3757+0.0362
0.3770£0.0497
0.3800£0.0456

0.4836+0.0292
0.528440.0205
0.5640+0.0369
0.5997+0.0296
0.6096+0.0302

0.3760+0.0452
0.3397+0.0535
0.3390+0.0519
0.3523+0.0682
0.3527£0.0535

PROX2

0.393340.0261
0.4834+0.0433
0.5679+0.0546
0.6297+0.0774
0.6694+0.0557

0.3427+0.0439
0.3553£0.0434
0.3623£0.0470
0.355040.0499
0.3650+0.0409

0.4692+0.0154
0.4956+0.0672
0.542240.0485
0.5883+0.0574
0.6059£0.0116

0.4487+0.0856
0.4017£0.0601
0.3970+0.0489
0.3843+0.0174
0.3517+0.0311

PROX3

0.6990+0.0605
0.7848+0.0404
0.8400+0.0495
0.871240.0528
0.8901+0.0480

0.3297£0.0063
0.3307+0.0255
0.3323+0.0241
0.3287£0.0112
0.3307£0.0038

0.9228+0.0180
0.9453+0.0254
0.9633£0.0093
0.9716+0.0038
0.974140.0027

0.9200+0.0410
0.8970+0.0453
0.910040.0203
0.9230+0.0277
0.921340.0320

PROX4

0.4586+0.0355
0.5223+0.0447
0.5834+0.0440
0.6228+0.0383
0.6503+0.0166

0.3703+0.0146
0.3690£0.0203
0.3653£0.0352
0.3660£0.0258
0.3593£0.0251

0.4140+0.0675
0.4593+0.0373
0.5126+0.0557
0.5498+0.0578
0.5880£0.0323

0.2593£0.0551
0.293040.0522
0.3080£0.0772
0.3250+0.0797
0.3173+0.0160

PROX5

CU s W N QU= W N = T W N = Q= W N = U= W N

0.6101+0.0254
0.6450+0.0258
0.6747+0.0417
0.6937+0.0353
0.7086+0.0446

0.4740£0.0630
0.4750£0.0652
0.4487+0.0590
0.4410+0.0431
0.4513£0.0296

0.5321£0.0133
0.5586+0.0307
0.5874+0.0476
0.6098+0.0538
0.6193+0.0524

0.4623+0.0550
0.4623+0.0561
0.4417+0.0330
0.4393+0.0382
(0.444340.0146
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Tabelle A.10: Retrieval-Score-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

RS-TF

—

0.4410+0.0116
0.503640.0442
0.57284+0.0164
0.622610.0367
0.637240.0383

0.362340.0426
0.3553+0.0183
0.3697+0.0103
0.3457%0.0190
0.3457+0.0331

0.496440.0229
0.521940.0272
0.562340.0182
0.5946+0.0137
0.6040+0.0186

0.4860+0.0541
0.416040.2005
0.416040.1020
0.3807+0.0856
0.3763+0.0396

RS-TF-IDF

0.548140.0261
0.5930+0.0398
0.6490+0.0337
0.6934+0.0309
0.706940.0349

0.3770+0.0114
0.3780+0.0138
0.3863+0.0304
0.3830+0.0263
0.394740.0100

0.4961+0.0376
0.5123+0.0617
0.561740.0542
0.604440.0739
0.624440.0700

0.425040.0805
0.4117£0.1026
0.414740.0870
0.403740.0648
0.417340.0324

RS-BM25

0.5080+0.0171
0.561340.0155
0.611040.0296
0.63284+0.0146
0.651240.0286

0.3607+0.0231
0.3667+0.0296
0.3707%0.0503
0.3573+0.0183
0.3727+0.0143

0.465140.0814
0.4967+0.0291
0.547040.0266
0.5598+0.0232
0.5662+0.0176

0.4377+0.1697
0.428340.0982
0.438040.0545
0.4330+0.0437
0.4157+0.0188

RS-QL

O i W N = QU = W N = O = W N = QU = W N

0.4957+0.0217
0.551240.0583
0.6076+0.0587
0.657940.0355
0.6809+0.0655

0.352040.0240
0.3557+0.0169
0.3530+0.0277
0.352740.0419
0.3507+0.0357

0.4991£0.0243
0.522440.0683
0.5673+0.0835
0.6033+0.0423
0.604140.0830

0.4510%0.0460
0.4360+0.0697
0.4253+0.0362
0.4077+0.0810
0.380340.0423
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A.2.3 Axiomen Aufgaben Eingabe Variante B

Nachfolgend eine tabellarische und grafische Darstellung der Accuracy Ergeb-
nisse jedes Axiomes fiir 10.000 Trainingsdaten ohne Multi-Task-Learning be-
zogen auf die Accuracy auf den Test-Datensétzen fiir 5 Wiederholungen mit
95% Konfidenzintervallen. Die Unique Test-Datenséitze bestehen aus jeweils
1.000 Testdaten, deren Anfragen nicht im Training gesehen wurden und die
None-Unique Test-Datensatze bestehen aus 3.000 Testdaten. Wir gruppieren
die Ergebnisse nach den Axiom-Gruppen. Die Axiom Aufgaben nutzen die

Eingabe Variante B [C'LS]An frage[SE P|Dokument, + Dokuments[SEP).

Tabelle A.11: Termhéufigkeits- Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

TFC1

—

0.4161£0.0299
0.4511£0.0507
0.5060+0.0439
0.5593£0.0252
0.591640.0273

0.3450£0.0075
0.3463£0.0334
0.3523+0.0277
0.3463£0.0273
0.347040.0472

0.421440.0320
0.4549+0.0284
0.5056+0.0278
0.5603+0.0167
0.5854+0.0358

0.3537£0.0362
0.3473£0.0458
0.3500+0.0476
0.3503£0.0357
0.3537+0.0466

TFC3

0.5896+0.0064
0.630140.0145
0.6734+0.0143
0.7057£0.0231
0.7177+0.0331

0.4673£0.0273
0.4563+0.0180
0.4513+0.0211
0.4527£0.0127
0.4563+0.0229

0.7464+0.0674
0.7568+0.0426
0.7922+0.0674
0.8266+0.0509
0.8297+0.0659

0.8577£0.1673
0.8663£0.0235
0.8537+0.0811
0.8517£0.1657
0.8550£0.1119

M-TDC

0.4341£0.0761
0.522740.0483
0.5896=+0.0279
0.6453£0.0160
0.6681+0.0273

0.3547£0.0465
0.3550+0.0415
0.3580£0.0310
0.3583£0.0315
0.3623+0.0425

0.5618+0.0931
0.6100+0.0575
0.6933+0.0635
0.7374£0.0535
0.7706+0.0146

0.5287£0.0971
0.4800+0.2261
0.4857£0.1648
0.4547£0.1178
0.4630+0.0864

LB1

CU = W N~ Tt W N~ T = W N~ U= W N

0.465440.0382
0.5399+0.0264
0.5857£0.0538
0.624940.0563
0.6382£0.0525

0.3743+0.0662
0.3870+0.0366
0.3860£0.0197
0.3863+0.0447
0.3813£0.0580

0.4907+0.0197
0.5674+0.0290
0.6159+0.0759
0.6510£0.0509
0.6709+0.0428

0.517040.1537
0.5087+0.2138
0.4953£0.1983
0.4850+0.0594
0.4990+0.0474
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Tabelle A.12: Lingen-Normierungs-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

LNC1

—_

0.4353+0.0241
0.5186+0.0381
0.5770£0.0909
0.6384+0.1183
0.6646+£0.1333

0.3487+0.0338
0.3597+0.0423
0.3530+£0.0415
0.3467+0.0152
0.3530+0.0172

0.3947+0.1970
0.5063+£0.0526
0.5469+0.1590
0.6324+0.2013
0.6507+0.2011

0.4107+£0.1875
0.4193+£0.1103
0.3807£0.1473
0.4007+0.1219
0.3983£0.0574

TF-LNC

U= W N =~ U= W N

0.3624£0.0253
0.4229+£0.0635
0.4798+0.1110
0.5376£0.1013
0.5603+0.0791

0.3430+£0.0437
0.3440+0.0352
0.3483+0.0479
0.3410+0.0108
0.3507+0.0500

0.4578+0.8610
0.5772+0.4591
0.5857+0.3896
0.6186+0.3876
0.6431+0.2177

0.6070£0.7859
0.7140+0.3910
0.6903£0.0254
0.5800£0.1368
0.5190£0.1643

Tabelle A.13: Semantische- Ahnlichkeits-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

STMC1

—_

0.6620£0.0251
0.6807+0.0075
0.7386+0.0396
0.7584£0.0422
0.7797+0.0711

0.3587+0.0625
0.3520+0.0643
0.3707£0.0882
0.3613£0.0487
0.3707+0.0241

0.54284+0.0191
0.5613+0.0176
0.6343£0.0440
0.6642+0.0463
0.694140.0909

0.4460+0.0179
0.4453+0.0287
0.4460+0.0373
0.4380£0.0348
0.4417+0.0254

STMC2

U W N = U= W N

0.3602+0.0505
0.4693+0.0518
0.5436+0.0221
0.6006+0.0279
0.6232+0.0204

0.3363£0.0174
0.3437+0.0274
0.3383+0.0225
0.3343£0.0349
0.3407+0.0357

0.1771£0.2645
0.5508+0.3670
0.6353+£0.1686
0.6781£0.1282
0.702240.1966

0.1570£0.2656
0.3800+0.5167
0.4723+0.1616
0.4763+0.1494
0.4863+0.2448
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Tabelle A.14: Anfrage-Facetten-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

REG

—_

0.4353£0.0278
0.5183£0.0313
0.5578+0.0328
0.6006+0.0131
0.6097£0.0393

0.3317£0.0165
0.3380+0.0174
0.3403+0.0094
0.3417+0.0274
0.3370£0.0149

0.4646+0.0357
0.5412+0.0199
0.5854+0.0238
0.6241+0.0322
0.635240.0431

0.3123£0.0180
0.3250£0.0108
0.3293+0.0038
0.3310£0.0323
0.3290£0.0149

ANTI-REG

0.3854£0.0655
0.4580£0.0739
0.5184£0.1038
0.5764£0.0870
0.5928+0.0983

0.3177£0.0355
0.3307+0.0231
0.3303+0.0123
0.3290+0.0269
0.3297+0.0531

0.3860+0.0060
0.4671+0.0620
0.5259+0.1036
0.5818+0.0862
0.5968+0.0987

0.3130+0.1484
0.3263+0.0511
0.3197£0.0152
0.3207£0.0244
0.3207£0.0486

DIV

O s W N — O s W N — Ot = W N

0.3610£0.0372
0.4311£0.0970
0.5067+0.0814
0.5691+0.0688
0.6034£0.0425

0.3233£0.0038
0.3453+0.0038
0.3380£0.0302
0.3293£0.0239
0.3343+0.0249

0.4487+0.1174
0.3940+0.0437
0.4581+0.0394
0.5083+0.0402
0.5420+0.0279

0.3857£0.1006
0.2550+£0.1624
0.2807£0.0448
0.2790£0.0325
0.2737£0.0014
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Tabelle A.15: Term-Nachbarschafts-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

PROX1

—_

0.4918+0.0421
0.5393+0.0664
0.5811+0.0694
0.6198+0.0595
0.6312+0.0615

0.4103+0.0117
0.3760+0.0366
0.3813+0.0597
0.3723£0.0714
0.3573£0.0190

0.4777+0.0537
0.5076+0.0981
0.5361+0.0857
0.5730£0.0695
0.5701£0.0734

0.3807+0.0334
0.3663+0.0632
0.3590+0.0522
0.3537+0.0834
0.3287+0.0229

PROX2

0.4140+0.0347
0.4789+0.0572
0.5398+0.0389
0.5833+0.0133
0.6166+0.0654

0.3440+0.0043
0.3603£0.0160
0.3473£0.0304
0.3597+0.0162
0.3580£0.0215

0.372440.2925
0.4658+0.1330
0.5062+0.1227
0.5418+0.1282
0.5634+0.1668

0.3407+0.3157
0.416040.1940
0.4020+0.1207
0.3943+0.1227
0.3800+0.0854

PROX3

0.6592+0.0312
0.7348+0.0761
0.7871+0.0686
0.8270+0.0792
0.8419+0.0758

0.4000£0.2065
0.4133+0.1934
0.3933£0.2381
0.4007£0.2257
0.4053£0.2102

0.9066+0.0106
0.9333+0.0371
0.9537+0.0259
0.9630£0.0251
0.9659+0.0219

0.9057£0.0503
0.9237+0.0190
0.9057+0.0700
0.9033+0.0743
0.9013+0.0624

PROX4

0.4617+0.0304
0.522340.0022
0.568240.0141
0.6084+0.0410
0.6217+0.0265

0.3730+0.0203
0.3723£0.0241
0.3770£0.0263
0.379040.0452
0.3663£0.0338

0.414740.0545
0.4687+0.0515
0.5139£0.0221
0.5496+0.0220
0.5673+0.0251

0.2443+0.1280
0.2637+0.1334
0.2820£0.0838
0.2917+0.0963
0.2960+0.0584

PROX5

CU s W N QU= W N = T W N = Q= W N = U= W N

0.6036+0.0247
0.6398+0.0275
0.6729+0.0291
0.7000+0.0384
0.7150+0.0660

0.4810£0.0410
0.4797£0.0255
0.4657+0.0648
0.4490+0.0489
0.4483£0.0160

0.5012+0.0344
0.5386+0.0680
0.5767+0.0430
0.6073+0.0548
0.6298+0.0921

0.4687+0.0223
0.4683+0.0165
0.4607+0.0534
0.4460+0.0474
0.444040.0194
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Tabelle A.16: Retrieval-Score-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

RS-TF

—

0.444140.0347
0.488240.0604
0.5568+0.0634
0.600640.0479
0.618040.0565

0.3470+0.0155
0.342040.0174
0.350740.0402
0.3453+0.0317
0.3503+0.0251

0.485140.0848
0.486940.1086
0.509040.0331
0.537140.0438
0.545840.0612

0.451740.0682
0.3750+0.1431
0.358740.0593
0.348040.0609
0.3460+0.1269

RS-TF-IDF

0.542640.0285
0.5836+0.0164
0.6372+0.0113
0.6757+0.0149
0.6983+0.0195

0.378040.0245
0.389040.0258
0.3907+0.0125
0.398040.0075
0.398040.0174

0.445840.0789
0.469240.0655
0.531240.0462
0.571440.0550
0.608940.0476

0.3757%0.1952
0.344740.1865
0.3627+0.2023
0.3687+0.1299
0.3790+0.1212

RS-BM25

0.505040.0130
0.542140.0084
0.597040.0191
0.612940.0186
0.6340+0.0119

0.3753+0.0428
0.362740.0207
0.364340.0456
0.3740%0.0301
0.3740+0.0237

0.434240.1085
0.477140.0351
0.530340.0424
0.5312+0.0715
0.541940.0485

0.3510+0.2199
0.391740.0435
0.403740.0426
0.394040.0449
0.3790+0.0203

RS-QL

O i W N = QU = W N = O = W N = QU = W N

0.516440.0099
0.563140.0261
0.6104+0.0402
0.653940.0424
0.6633+0.0329

0.3627+0.0331
0.3690+0.1103
0.3820+0.0997
0.3803+0.0749
0.378040.0701

0.450040.0899
0.485840.0650
0.525840.0385
0.564040.0431
0.571240.0125

0.413740.0052
0.3810£0.1122
0.3743+0.0872
0.3767+0.0211
0.3653+0.0837
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A.3 Ergebnisse Experiment 1-A

Nachfolgend eine tabellarische und grafische Darstellung der Accuracy Ergeb-
nisse jedes Axiomes fiir 10.000 Trainingsdaten und die Ergebnisse der Ranking
Aufgabe fiir 10.000 Trainingsdaten im Multi-Task-Learning fiir die jeweiligen
Test-DatensALitze fiir 3 Wiederholungen mit 95% Konfidenzintervallen. Die
Unique Test-Datensétze bestehen aus jeweils 1.000 Testdaten, deren Anfra-
gen nicht im Training gesehen wurden und die None-Unique Test-Datensitze
bestehen aus 3.000 Testdaten. Wir gruppieren die Ergebnisse fiir die Axiome
nach den Axiom-Gruppen. Die Axiom Aufgaben nutzen die Eingabe Variante
A [CLS|Anfrage + Dokument,[SEP)Anfrage + Dokuments[SEP).

Tabelle A.17: Ubersicht der Ergebnisse unseres Learning-to-Rank Ansatzes fiir
10.000 Trainingsdaten der Ranking Aufgabe und Multi-Task-Learning mit allen
Axiomen in der Eingabe Variante A mit jeweils 10.000 Trainingsdaten auf den 43
und 54 Anfragen des TREC Deep Learning Tracks aus den Jahren 2019 und 2020
fiir 3 Wiederholungen mit 95% Konfidenzintervallen.

TREC 2019
pPal

TREC 2020
Pal

Epoche NDCG@10 MRR@10 NDCG@10 MRR@10

Tt W N~

0.5712£0.0475
0.5056+£0.0424
0.4820+0.1045
0.4694+0.0684
0.4872+0.0071

0.5814+0.0000
0.5194+0.2605
0.3953+£0.2518
0.4186+0.1155
0.4341+0.0667

0.7176+£0.0466
0.6430+£0.1710
0.5729+0.1528
0.5695+0.0774
0.6008+0.0145

0.4974+0.0979
0.4438+0.0304
0.4066+0.1243
0.3887£0.0588
0.4032+0.0294

0.5370+£0.1380
0.3704+0.2434
0.3580+£0.3391
0.3148+0.2005
0.2778+0.0797

0.6625+0.0993
0.5364+0.1890
0.5029+0.2920
0.4884+0.1459
0.4735+0.0294
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1 Jahr = 2019 Jahr = 2020
0.8
0.6
o Metrik
S NDCG@10
@ 1 P@1
0.4 I | ¢« MRR@10
1
0.2
0
1 2 3 4 5 1 2 3 4 5
Epoche Epoche

Abbildung A.16: Grafische Ubersicht der Ergebnisse unseres Learning-to-Rank
Ansatzes fiir 10.000 Trainingsdaten im Multi-Task-Learning mit allen Axiom Aufga-
ben in der Eingabe Variante A auf den 43 und 54 Anfragen des TREC Deep Learning
Tracks aus den Jahren 2019 und 2020 fiir 3 Wiederholungen mit 95% Konfidenzin-
tervallen.
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Tabelle A.18: Termhéufigkeits-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

TFC1

—_

0.427240.0252
0.4659£0.0557
0.5091£0.0139
0.5333£0.0158
0.5541£0.0082

0.3693+0.0419
0.3560£0.0172
0.3677+0.0235
0.3643£0.0072
0.3707£0.0382

0.4290+0.0364
0.4674+0.0720
0.5056+0.0233
0.5303+0.0116
0.5498+0.0177

0.3667+0.0453
0.3643+0.0374
0.3710+0.0273
0.3647£0.0103
0.3710£0.0410

TFC3

0.5473£0.0167
0.6029£0.0428
0.6489+0.0037
0.6837£0.0251
0.6923£0.0162

0.4307£0.0255
0.4313£0.0277
0.4300+0.0418
0.4290£0.0352
0.4317+0.0236

0.6621+0.0476
0.7394£0.1915
0.7730+0.0835
0.8060£0.0556
0.8043+0.0223

0.9033£0.1066
0.9023£0.1345
0.9163£0.0586
0.8993£0.0703
0.8987+0.0411

M-TDC

0.3942+0.0751
0.460140.0557
0.5303+0.0539
0.5791£0.0395
0.6010£0.0299

0.3427£0.0402
0.3450+0.0277
0.3427+0.0274
0.3427£0.0165
0.3457+0.0207

0.3453£0.1951
0.47424+0.1357
0.565240.0427
0.6171£0.0153
0.6611+0.0328

0.2980£0.2805
0.3587+0.1967
0.4080£0.1043
0.4013£0.0739
0.4350+0.0194

LB1

Tk W N =~ T = W N~ T = W N~ U= W N

0.4693£0.0189
0.5183=£0.0082
0.5687£0.0316
0.6028=+0.0605
0.6240+0.0288

0.4137£0.0217
0.4067+0.0208
0.3953£0.0460
0.3853+0.0466
0.3823+0.0475

0.4848+0.0170
0.5439+0.0554
0.6071£0.0195
0.6476+0.0378
0.6659+0.0224

0.5607£0.1382
0.5630£0.1582
0.5467£0.1123
0.4843+0.1742
0.4093£0.1128

Tabelle A.19: Langen-Normierungs- Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

LNC1

—_

0.4577£0.0448
0.5568+0.0411
0.6100£0.0453
0.6491£0.0088
0.6532£0.0403

0.3450+0.0476
0.3300+0.0431
0.3420+0.0066
0.3303+0.0162
0.3297+0.0125

0.4311+0.0332
0.4571+0.1791
0.4528+0.0935
0.5009+0.0240
0.5033+£0.0460

0.4460£0.0548
0.4237£0.1428
0.3860£0.0814
0.3893£0.0343
0.3707£0.0376

TF-LNC

U W N — | Otk W

0.3626+£0.0199
0.4360£0.0119
0.5593£0.0513
0.6008+0.0457
0.6294+0.0353

0.3610+0.0203
0.3440+0.0368
0.3383+£0.0277
0.3383+£0.0309
0.3377+0.0362

0.4148+0.3483
0.6584+0.5491
0.8197+0.1464
0.9182+0.0388
0.9337£0.0268

0.6737+0.5121
0.4470£0.6863
0.2510+£0.3148
0.2170+£0.1777
0.1597+0.1141
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Tabelle A.20: Semantische- Ahnlichkeits-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

STMC1

—_

0.6449+0.0469
0.6676+0.0852
0.7154+0.0164
0.7410£0.0334
0.7620+0.0137

0.4593+0.0423
0.4613+0.0349
0.4570£0.0704
0.4553£0.0362
0.440740.0447

0.5270+0.0173
0.5571+0.0633
0.6131£0.0133
0.6469£0.0340
0.6736+0.0140

0.4377+0.0432
0.4177+0.0225
0.3703+0.1290
0.351340.0932
0.329340.1065

STMC2

U= W N = U= W N

0.3694+0.0433
0.4966+0.0354
0.5940+0.0484
0.6439£0.0228
0.6654+0.0342

0.3467£0.0208
0.3317+0.0214
0.3380+0.0237
0.3410£0.0075
0.341040.0495

0.4529£0.6757
0.8084+0.0894
0.8914+0.1128
0.9459£0.0247
0.9550£0.0138

0.3227+0.1351
0.4523+0.5066
0.2783+0.3168
0.2290+0.1864
0.1687+0.1385

Tabelle A.21: Anfrage-Facetten-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

REG

—_

0.4049£0.0029
0.4837£0.0238
0.5278+0.0244
0.5536+0.0361
0.5703£0.0428

0.3627+0.0428
0.3647+0.0299
0.3550£0.0361
0.3500£0.0317
0.3390£0.0344

0.4313+0.0582
0.5281£0.0221
0.5738+0.0243
0.6077%0.0373
0.6251£0.0328

0.3677£0.0966
0.3693£0.0540
0.3473£0.0413
0.3380£0.0348
0.3243+0.0366

ANTI-REG

0.3907£0.0436
0.4481+£0.0342
0.4976£0.0326
0.5336+£0.0147
0.5538+0.0322

0.3663£0.0268
0.3737+0.0223
0.3737£0.0352
0.3740+0.0124
0.3620£0.0269

0.3893+0.0416
0.4537+0.0274
0.5071+0.0233
0.5449+0.0075
0.5654£0.0348

0.3863+0.0933
0.4067+0.0559
0.3940£0.0701
0.3793£0.0241
0.3577+0.0402

DIV

QU W N~ O s W N = O = W N

0.3959£0.0222
0.4807+0.0144
0.5733£0.0588
0.6187£0.0410
0.6440£0.0352

0.3407+0.0393
0.3363+0.0029
0.3283+0.0087
0.3247+0.0127
0.3303£0.0208

0.4564+0.0399
0.5161£0.1176
0.5570+0.0225
0.6004+0.0311
0.612240.0379

0.3370£0.1344
0.2827+0.2746
0.1733£0.1293
0.1490£0.0810
0.1247£0.0688
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Tabelle A.22: Term-Nachbarschafts-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

PROX1

—_

0.4860+0.0104
0.561240.0681
0.6207+0.0453
0.6384+0.0393
0.6588+0.0346

0.415040.0944
0.4050+0.0846
0.4010+0.1130
0.4053£0.0897
0.3990£0.0736

0.4343+0.0502
0.5049+0.0201
0.554240.0390
0.5766+0.0458
0.5947£0.0345

0.3513£0.1355
0.3480+0.1280
0.3270+0.1061
0.3323+0.0783
0.3260£0.0602

PROX2

0.4336+0.0186
0.5434+0.0708
0.6414+0.0424
0.6744-+0.0105
0.6883+0.0079

0.3850+0.0413
0.3803£0.0488
0.3790£0.0400
0.3730+0.0382
0.3783+0.0445

0.418440.0496
0.4859+0.0509
0.5439£0.0335
0.5818+0.0161
0.5926+0.0096

0.318340.1115
0.3413+0.2432
0.2660+0.1212
0.2660+0.0869
0.2500+0.0845

PROX3

0.6680+0.0187
0.7476+0.0162
0.7982+0.0218
0.8376+0.0277
0.8567+0.0044

0.3417£0.0112
0.3537+0.0255
0.3363+0.0470
0.3380£0.0947
0.3327£0.1072

0.9129£0.0241
0.9501£0.0218
0.9613£0.0068
0.9659+0.0076
0.9673+0.0022

0.8793+0.0607
0.8343+0.0625
0.7267+0.0681
0.6673+0.0616
0.6047+0.1329

PROX4

0.4843+0.0136
0.5238+0.0626
0.5630+0.0565
0.5828+0.0570
0.591940.0620

0.3737+0.0324
0.3677£0.0266
0.3607£0.0288
0.3557+0.0337
0.3543+0.0402

0.4249+0.0336
0.5131+0.0154
0.5577£0.0280
0.5871+0.0559
0.5963+0.0643

0.2677+0.0231
0.2740+0.1012
0.2277+0.0864
0.2207+0.0598
0.2040+0.0548

PROX5

CU s W N QU= W N = T W N = Q= W N = U= W N

0.5780+0.0299
0.5834+0.0222
0.6311+0.0108
0.6648+0.0342
0.6786+0.0344

0.4910£0.0597
0.4650£0.0221
0.4553+0.0497
0.4300+0.0352
0.4183£0.0279

0.4991£0.0221
0.5369£0.0080
0.584440.0075
0.6217+0.0459
0.6360+0.0612

0.4833+0.0567
0.4513+0.0214
0.4313+0.0525
0.4043+0.0352
0.3917+0.0236
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Tabelle A.23: Retrieval-Score-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

RS-TF

—

0.470140.0277
0.565940.0623
0.659340.0504
0.715840.0712
0.7364+0.0791

0.3553+0.0137
0.3577+0.0076
0.351340.0112
0.353040.0407
0.3550+0.0286

0.471840.0561
0.539440.0376
0.592140.0370
0.6477+0.0942
0.669440.0987

0.4327£0.1191
0.3543+0.1563
0.2397+0.1231
0.2100£0.0263
0.179340.0390

RS-TF-IDF

0.582040.0573
0.6764+0.0383
0.7404+0.0677
0.7763+0.0818
0.795340.0837

0.3843+0.0014
0.3873+0.0410
0.3903+0.0266
0.377040.0277
0.375040.0262

0.492040.0668
0.5560+0.0277
0.618440.0865
0.6716+£0.1244
0.6987+0.1322

0.4367+0.0737
0.3760+0.1157
0.2853+0.0910
0.246740.0434
0.217040.0348

RS-BM25

0.555040.0345
0.652440.0406
0.7186+0.0302
0.7506+0.0261
0.771440.0260

0.3507+0.0671
0.361740.0288
0.3670+0.0538
0.3557+0.0583
0.3613+0.0684

0.483440.0381
0.547440.0264
0.598840.0290
0.6438+0.0268
0.672240.0278

0.416040.0804
0.3643+0.1377
0.2607%0.1209
0.2240+0.0742
0.199040.0800

RS-QL

QU = W N = QU = W N = O i W N = QU = W N

0.5476+0.0353
0.665040.0242
0.712840.0308
0.739640.0409
0.761340.0530

0.3723+£0.0125
0.3657+0.0072
0.3713+0.0411
0.3597+0.0311
0.364040.0358

0.4577+0.0323
0.5600+0.0217
0.5903+0.0245
0.632340.0441
0.6596+0.0578

0.4033+0.0359
0.3567+0.1177
0.2667+0.1376
0.230340.0551
0.2070%0.0277
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Abbildung A.22: Retrieval-Score-Axiome
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A.4 Ergebnisse Experiment 1-B

Nachfolgend eine tabellarische und grafische Darstellung der Accuracy Ergeb-
nisse jedes Axiomes fiir 10.000 Trainingsdaten und die Ergebnisse der Ranking
Aufgabe fiir 10.000 Trainingsdaten im Multi-Task-Learning fiir die jeweiligen
Test-DatensALitze fiir 3 Wiederholungen mit 95% Konfidenzintervallen. Die
Unique Test-Datensitze bestehen aus jeweils 1.000 Testdaten, deren Anfragen
nicht im Training gesehen wurden und die None-Unique Test-Datensétze be-
stehen aus 3.000 Testdaten. Wir gruppieren die Ergebnisse fAlr die Axiome
nach den Axiom-Gruppen. Die Axiom Aufgaben nutzen die Eingabe Variante
B [CLS]Anfrage|SE P)Dokument, + Dokumenty[SE P).

Tabelle A.24: Ubersicht der Ergebnisse unseres Learning-to-Rank Ansatzes fiir
10.000 Trainingsdaten der Ranking Aufgabe und Multi-Task-Learning mit allen
Axiomen in der Eingabe Variante B mit jeweils 10.000 Trainingsdaten auf den 43
und 54 Anfragen des TREC Deep Learning Tracks aus den Jahren 2019 und 2020
fiir 3 Wiederholungen mit 95% Konfidenzintervallen.

TREC 2019
pPal

TREC 2020
Pal

Epoche NDCG@10 MRR@10 NDCG@10 MRR@10

Tt W N~

0.6102+0.0143
0.5727£0.0603
0.5265+0.0412
0.5436+0.0375
0.5399+0.0385

0.6279+£0.1155
0.5891+0.1334
0.4961+0.0667
0.5039+0.0667
0.5271+£0.0882

0.7532+0.0747
0.7058+0.0951
0.6562+0.0248
0.6614+0.0384
0.6772+0.0408

0.5458+0.0493
0.5039+0.1014
0.4333+0.0904
0.4431+0.0584
0.4197+0.0469

0.5802+0.1742
0.4444+0.1594
0.3642+0.2534
0.3765+0.1405
0.3395+0.0531

0.7108+0.0824
0.6222+0.1404
0.5346+0.1990
0.5520+0.1123
0.5130+£0.0128
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Jahr = 2019 Jahr = 2020

0.8

0.6
Metrik
NDCG@10
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0.4 « MRR@10

Score

0.2

Abbildung A.23: Grafische Ubersicht der Ergebnisse unseres Learning-to-Rank
Ansatzes fiir 10.000 Trainingsdaten im Multi-Task-Learning mit allen Axiom Aufga-
ben in der Eingabe Variante B auf den 43 und 54 Anfragen des TREC Deep Learning
Tracks aus den Jahren 2019 und 2020 fiir 3 Wiederholungen mit 95% Konfidenzin-
tervallen.
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Tabelle A.25: Termhéufigkeits-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

TFC1

—_

0.4338+0.0085
0.4772+0.0121
0.5183£0.0163
0.5373£0.0063
0.5572£0.0100

0.3533+0.0231
0.3460£0.0138
0.3460+0.0199
0.3470£0.0155
0.3540£0.0155

0.4337+0.0116
0.4698+0.0051
0.51114+0.0071
0.5298+0.0037
0.5481£0.0025

0.3543+0.0311
0.3470+0.0301
0.3457+0.0014
0.3513£0.0419
0.3550£0.0344

TFC3

0.5613£0.0108
0.6262+0.0133
0.6672+0.0272
0.6940£0.0775
0.701940.0665

0.4383£0.0387
0.4367£0.0080
0.4360+0.0217
0.4500£0.0407
0.457040.0437

0.7080£0.1600
0.7732£0.0783
0.7820+0.0341
0.7914+0.0371
0.7894+0.0543

0.9280£0.1637
0.9457£0.0689
0.9430+0.0342
0.9333£0.0488
0.9240+0.0174

M-TDC

0.4243+£0.0168
0.487140.0264
0.5296£0.0072
0.5636+0.0361
0.5789+0.0248

0.3590£0.0237
0.3590£0.0221
0.3530£0.0129
0.3560£0.0422
0.3490+0.0366

0.4651+0.2122
0.5456+0.1535
0.5847+0.1269
0.624440.0627
0.6530£0.0558

0.4497£0.1937
0.4367+0.1777
0.4667+0.1986
0.4737£0.1089
0.4907+0.0598

LB1

Tk W N =~ T = W N~ T = W N~ U= W N

0.4717£0.0287
0.5249+0.0177
0.5680£0.0108
0.584740.0251
0.599140.0199

0.3903£0.0249
0.3827+0.0522
0.4010£0.0539
0.410740.0509
0.4140+0.0124

0.5124+0.0178
0.5751+0.0082
0.6093+0.0152
0.6330+0.0174
0.6470+0.0253

0.6400£0.0174
0.6440+0.0519
0.6077£0.0586
0.5897+0.0373
0.5587+0.0727

Tabelle A.26: Langen-Normierungs- Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

LNC1

—_

0.4606+0.0031
0.5418+0.0194
0.5981£0.0335
0.6271£0.0768
0.6328+0.0642

0.3410+0.0066
0.3507+0.0304
0.3530+0.0174
0.3557+0.0255
0.3517+0.0572

0.4289+0.0121
0.4391+0.0332
0.4533+0.0328
0.4779+0.1053
0.4859+0.0836

0.4653£0.1184
0.4327+0.0901
0.3943+£0.0593
0.3910+£0.0778
0.3810£0.1056

TF-LNC

U W N — | Otk W

0.3670£0.0086
0.4280£0.0575
0.5312+0.0281
0.5879£0.0139
0.6123+0.0244

0.3557+0.0366
0.3427+0.0560
0.3320+£0.0345
0.3340+£0.0410
0.3400+0.0262

0.3070+£0.1740
0.5057+0.2039
0.7574+0.0971
0.8907+0.0609
0.9202+0.0070

0.4550£0.3386
0.3700£0.2608
0.2363£0.0466
0.2260£0.0579
0.2107+0.0165
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Abbildung A.24: Termhaufigkeits-Axiome
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Abbildung A.25: Lingen-Normierungs-Axiome
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Tabelle A.27: Semantische- Ahnlichkeits-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

STMC1

—_

0.6642+0.0139
0.7110+0.0186
0.7377£0.0543
0.7574£0.0655
0.7669+0.0598

0.4013+0.0466
0.4403+0.0556
0.4447£0.0673
0.4327£0.0635
0.4337+0.0428

0.5416+0.0207
0.6011£0.0323
0.6347£0.0700
0.6629£0.0920
0.6739+0.0800

0.4437+0.0377
0.4527+0.0445
0.4407£0.0758
0.412740.0676
0.4010+0.0621

STMC2

U= W N = U= W N

0.3860£0.0252
0.4847+0.0637
0.581240.0332
0.6310£0.0152
0.6459+0.0170

0.3280£0.0361
0.3253+0.0137
0.3313+0.0251
0.3340£0.0174
0.3287+0.0103

0.4900£0.5054
0.6269+0.2415
0.8319+0.0489
0.9242+0.0249
0.9438+0.0029

0.5077+0.4622
0.3233+0.1416
0.2757+0.0487
0.2483+0.0362
0.2307+0.0372

Tabelle A.28: Anfrage-Facetten-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

REG

—_

0.4207+£0.0171
0.4890+0.0167
0.5262£0.0371
0.5472£0.0502
0.5497+0.0392

0.3463+0.0117
0.3523+0.0127
0.3337£0.0417
0.3453+0.0575
0.3397+0.0331

0.4361+0.0730
0.5081+0.0449
0.5524+0.0462
0.5889+0.0619
0.6007£0.0475

0.3397£0.0263
0.3443£0.0239
0.3197£0.0547
0.3303+0.0559
0.3243+0.0317

ANTI-REG

0.4062+0.0112
0.4688+0.0113
0.5090+0.0320
0.5396+0.0580
0.5512+0.0619

0.3637+0.0038
0.3597+0.0152
0.3617+0.0328
0.3663£0.0169
0.3590£0.0240

0.4080+0.0204
0.4747+0.0177
0.517940.0383
0.5500£0.0623
0.5626+£0.0662

0.3987£0.0355
0.3857£0.0714
0.3810£0.0435
0.3780£0.0163
0.3710+0.0523

DIV

QU W N~ O s W N = O = W N

0.3789£0.0089
0.4672£0.0368
0.5631£0.0205
0.6114+0.0157
0.6293£0.0448

0.3403+0.0275
0.3257+0.0531
0.3383£0.0319
0.3300£0.0529
0.3353%0.0408

0.4093£0.1226
0.454940.0569
0.5363+0.0466
0.5838+0.0371
0.5952+0.0414

0.3007£0.3580
0.2010+£0.1171
0.1670£0.0114
0.1553£0.0534
0.1563%0.0320

101



ANHANG A. ERGEBNISSE ALLER EXPERIMENTE

Score

Score

0.8

0.6

0.4

0.2

0.8

0.6

0.2

Unique = Falsch | Sample = Stratified Unique = Falsch | Sample = Random

Axiom
Unique = Wahr | Sample = Stratified Unique = Wahr | Sample = Random STMC1
e STMC2
= —
1 2 3 4 5 1 2 3 4 5
Epoche Epoche

Abbildung A.26: Semantische-Ahnlichkeits-Axiome
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Abbildung A.27: Anfrage-Facetten-Axiome
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Tabelle A.29: Term-Nachbarschafts-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

PROX1

—_

0.4850+0.0129
0.5407+0.0316
0.5990+0.0237
0.6341+0.0077
0.6562+0.0027

0.417740.0696
0.3967+0.0029
0.3803+0.0211
0.3857£0.0294
0.3827£0.0162

0.4670+0.0389
0.5058+0.0284
0.5516+0.0342
0.5853£0.0169
0.6037£0.0215

0.3870+0.0672
0.3543+0.0417
0.3317+0.0531
0.3363+0.0632
0.3280+0.0413

PROX2

0.4319+0.0109
0.5080+0.0535
0.5917+0.0826
0.6452-+0.0580
0.6673+0.0504

0.3700+0.0293
0.3867+0.0307
0.3643£0.0475
0.3660+0.0713
0.3650£0.0652

0.4209+0.0400
0.4453+0.0679
0.5166+0.0520
0.5670+0.0579
0.5797+0.0598

0.3350+0.1457
0.315040.0898
0.3003+0.0475
0.3020£0.0553
0.2797+0.0225

PROX3

0.6687+0.0153
0.7139-+0.0338
0.7526+0.0461
0.7904+0.0650
0.8060+0.0512

0.3627£0.1630
0.3383+0.0432
0.3430+0.0301
0.3397£0.0255
0.3347£0.0324

0.8882+0.0523
0.9098+0.0402
0.9263+0.0402
0.9420+0.0461
0.9471£0.0436

0.9220£0.0652
0.91234+0.0617
0.8807+0.0536
0.8507+0.1184
0.8113+0.1671

PROX4

0.4748+0.0037
0.5368+0.0524
0.5909+0.0072
0.6103+0.0169
0.611440.0237

0.3797+0.0385
0.3613£0.0038
0.3617£0.0057
0.351740.0180
0.3490+0.0174

0.4166+0.0254
0.4733+0.0574
0.5581£0.0222
0.5910£0.0522
0.5943+0.0331

0.2700+0.0407
0.2360+0.0510
0.2297+0.0249
0.2257+0.0291
0.2167+0.0231

PROX5

CU s W N QU= W N = T W N = Q= W N = U= W N

0.5957+0.0363
0.6477+0.0412
0.6828+0.0342
0.7023+0.0217
0.7160+0.0155

0.4907£0.0165
0.4910£0.0348
0.4693+0.0563
0.4537+0.0387
0.4423£0.0548

0.4987+0.0335
0.5548+0.0497
0.6046+0.0379
0.6340+0.0318
0.6466+0.0272

0.4813£0.0311
0.4743+0.0524
0.4450+0.0564
0.4297+0.0328
0.415740.0510
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Abbildung A.28: Term-Nachbarschafts-Axiome
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Tabelle A.30: Retrieval-Score-Axiome

Axiom

Epoche

Stratified

Random

None-Unique

Unique

None-Unique

Unique

RS-TF

—

0.441440.0238
0.553140.0765
0.646040.0892
0.6973+0.0672
0.712040.0545

0.3507+0.0313
0.3490+0.0221
0.344340.0330
0.3380+0.0375
0.3440+0.0163

0.4567+0.0236
0.513040.0613
0.578140.0970
0.629940.0885
0.6399+0.0652

0.4610+0.0986
0.3077+0.1251
0.204040.0923
0.1967+0.0625
0.1887+0.0662

RS-TF-IDF

0.5550+0.0712
0.6499+0.0944
0.720240.0850
0.751440.0804
0.762640.0447

0.3720£0.0155
0.3910+0.0336
0.3870+0.0050
0.375340.0268
0.372040.0224

0.476440.0746
0.538940.1085
0.5987+0.1290
0.6358+0.1130
0.6512£0.0553

0.4500+0.1081
0.3473+0.0891
0.2630+0.0485
0.247040.0857
0.2293+0.0714

RS-BM25

0.518640.0292
0.628740.0424
0.711340.0209
0.7417£0.0244
0.752340.0421

0.372340.0244
0.376340.0100
0.3670+0.0151
0.3527+0.0052
0.3570+0.0149

0.446440.0596
0.519240.0157
0.590840.0179
0.6257+0.0335
0.6407+0.0399

0.3510£0.0808
0.287340.0590
0.2417£0.0511
0.2240+0.0673
0.217340.0625

RS-QL

QU = W N = QU = W N = O i W N = QU = W N

0.5327+0.0374
0.625940.0601
0.701740.0245
0.722040.0216
0.733840.0358

0.3673+0.0223
0.3707+0.0634
0.3617+0.0379
0.3563+0.0165
0.3567+0.0183

0.4570+0.0514
0.518140.0730
0.589240.0270
0.608440.0348
0.624040.0393

0.3593+0.0288
0.2810+0.0821
0.2250£0.0424
0.2220£0.0562
0.214740.0659
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Abbildung A.29: Retrieval-Score-Axiome
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A.5 Ergebnisse Experiment 2

Nachfolgend eine tabellarische und grafische Darstellung der Ergebnisse des
Multi-Task-Learnings der Ranking Aufgabe mit 100.000 Trainingsdaten und
den Axiom Aufgaben M-TDC und LB1 mit jeweils 25.000. Die Axiome werden

beziiglich Accurcy evaluiert.

Tabelle A.31: Die Ergebnisse der Ranking Aufgabe mit 100.000 Trainingsdaten im
Experiment 2. Die besten Ergebnisse sind fett markiert.

TREC 2019 TREC 2020
Epoche NDCG@10 P@l MRR@10 NDCG@10 P@l MRRQI10

1 0.6741 0.6512 0.7677 0.6257 0.6296 0.7605
2 0.6315 0.5581 0.6915 0.5553 0.4630 0.6339
3 0.6603 0.6977  0.7940 0.5680 0.5370 0.6864
4 0.5988 0.4651 0.6243 0.4883 0.5000 0.6391
5) 0.5956 0.5581 0.6718 0.4626 0.3519 0.5428
L Jahr = 2019 Jahr = 2020
h \/\/
0.6 \ﬁ
) Metrik
S NDCG@10
] P@1
0.4 ¢« MRR@10
0.2
0
1 2 3 4 5 1 2 3 4 5
Epoche Epoche

Abbildung A.30: Die Ergebnisse der Ranking Aufgabe mit 100.000 Trainingsdaten
im Experiment 2.
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Tabelle A.32: Die Accuracy Ergebnisse der M-TDC und LB1 Axiom Aufgabe mit
25.000 Trainingsdaten im Experiment 2.

Stratified Random

Axiom Epoche None-Unique Unique None-Unique Unique

M-TDC 1 0.4427 0.3320 0.5307 0.6170
0.4737 0.3370 0.5607 0.6300
0.4887 0.3420 0.5657 0.6160
0.5150 0.3370 0.5733 0.5970
0.5240 0.3400 0.5420 0.5170
LB1 0.4890 0.3780 0.5287 0.6360

0.4963 0.3890 0.5307 0.6140
0.5050 0.3910 0.5447 0.6310
0.4983 0.4000 0.5360 0.6000
0.5007 0.3980 0.5313 0.5730

QU W N | O Wi
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Abbildung A.31: Die Accuracy Ergebnisse von M-TDC und LB1 mit jeweils 25.000
stratifizierten Trainingsdaten im Experiment 2.
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A.6 Ergebnisse Experiment 3

Nachfolgend eine tabellarische und grafische Darstellung der Ergebnisse des
Multi-Task-Learnings der Ranking Aufgabe mit 100.000 Trainingsdaten und

den Axiom Aufgaben REG und ANTI-REG mit jeweils 25.000. Die Axiome
werden beziiglich Accurcy evaluiert.

Tabelle A.33: Die Ergebnisse der Ranking Aufgabe mit 100.000 Trainingsdaten im
Experiment 3. Die besten Ergebnisse sind fett markiert.

TREC 2019 TREC 2020
Epoche NDCG@10 P@l MRR@10 NDCG@10 P@l MRRQI10

1 0.6830 0.6977 0.8314 0.6558 0.6667  0.7901
2 0.6764 0.7674 0.8434 0.6094 0.6481 0.7409
3 0.5678 0.5349 0.6903 0.5078 0.3889 0.5677
4 0.5702 0.5814 0.7109 0.5227 0.4815 0.6391
5) 0.5343 0.5814 0.7026 0.5014 0.4074 0.5864
L Jahr = 2019 Jahr = 2020
0.8 -—/\/\<
0.6 .\/\
) Metrik
S NDCG@10
0 P@1
0.4 ¢« MRR@10
0.2
0
1 2 3 4 5 1 2 3 4 5
Epoche Epoche

Abbildung A.32: Die Ergebnisse der Ranking Aufgabe mit 100.000 Trainingsdaten
im FExperiment 3.
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Tabelle A.34: Die Accuracy Ergebnisse der REG und ANTI-REG Axiom Aufgabe
mit 25.000 Trainingsdaten im Experiment 3.

Stratified Random
Axiom Epoche None-Unique Unique None-Unique Unique
REG 1 0.4113 0.3500 0.4087 0.3300

2 0.4517 0.3520 0.4583 0.3350
3 0.4577 0.3590 0.4707 0.3510
4 0.4613 0.3700 0.4800 0.3670
5 0.4637 0.3460 0.4850 0.3460

ANTI-REG 1 0.4073 0.3460 0.4070 0.3270
2 0.4360 0.3450 0.4390 0.3380
3 0.4383 0.3440 0.4417 0.3310
4 0.4450 0.3520 0.4510 0.3520
5

0.4460 0.3620 0.4540 0.3570

112



ANHANG A. ERGEBNISSE ALLER EXPERIMENTE

Unique = Falsch | Sample = Stratified Unique = Falsch | Sample = Random

0.8

0.6

Score

0.4 — —

0.2
0 )
Axiom
1 Unique = Wahr | Sample = Stratified Unique = Wahr | Sample = Random REG
o ANTI-REG
0.8
0.6
<
o
O
(2]
0.4
A M
0.2
0
1 2 3 4 5 1 2 3 4 5
Epoche Epoche

Abbildung A.33: Die Accuracy Ergebnisse von REG und ANTI-REG mit jeweils
25.000 stratifizierten Trainingsdaten im Experiment 3.
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A.7 [Ergebnisse Experiment 4

Nachfolgend eine tabellarische und grafische Darstellung der Ergebnisse des
Multi-Task-Learnings der Ranking Aufgabe mit 100.000 Trainingsdaten und
den Axiom Aufgaben PROX4 und PROX5 mit jeweils 25.000. Die Axiome

werden beziiglich Accurcy evaluiert.

Tabelle A.35: Die Ergebnisse der Ranking Aufgabe mit 100.000 Trainingsdaten im
Experiment 4. Die besten Ergebnisse sind fett markiert.

TREC 2019 TREC 2020
Epoche NDCG@10 P@l MRR@10 NDCG@10 P@l MRRQI10

1 0.6584 0.6512 0.7409 0.6428 0.6667 0.7670
2 0.6534 0.6279 0.7469 0.6040 0.6111 0.7424
3 0.6108 0.5349 0.6868 0.5575 0.4815 0.6343
4 0.5752 0.5814 0.7067 0.5442 0.4815 0.6470
5) 0.5504 0.5814 0.6864 0.5132 0.4259 0.6006
1 Jahr = 2019 Jahr = 2020
0.8
e \\/\
0.6
o Metrik
S NDCG@10
i P@1
0.4 ¢ MRR@10
0.2
0
1 2 3 4 5 1 2 3 4 5
Epoche Epoche

Abbildung A.34: Die Ergebnisse der Ranking Aufgabe mit 100.000 Trainingsdaten
im Experiment 4.
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Tabelle A.36: Die Accuracy Ergebnisse der PROX4 und PROX5 Axiom Aufgabe
mit 25.000 Trainingsdaten im Experiment 4.

Stratified Random

Axiom  Epoche None-Unique Unique None-Unique Unique

PROX4 1 0.4650 0.3780 0.3860 0.2560
2 0.4683 0.3720 0.4010 0.2620
3 0.4740 0.3840 0.4040 0.2860
4 0.4777 0.3710 0.4210 0.3030
5 0.4693 0.3670 0.4203 0.3170
PROXS5 1 0.6097 0.5220 0.4947 0.5160
2 0.6193 0.4880 0.5170 0.4900
3 0.6060 0.4650 0.5080 0.4630
4 0.6110 0.4510 0.5187 0.4470
5 0.6173 0.4240 0.5277 0.4230
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Abbildung A.35: Die Accuracy Ergebnisse von PROX4 und PROX5 mit jeweils
25.000 stratifizierten Trainingsdaten im Experiment 4.
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A.8 Ergebnisse Experiment 5

Nachfolgend eine tabellarische und grafische Darstellung der Ergebnisse des
Multi-Task-Learnings der Ranking Aufgabe mit 100.000 Trainingsdaten und
den Axiom Aufgaben M-TDC, LB1, REG, ANTI-REG, PROX4 und PROX5
mit jeweils 25.000 Trainingsdaten. Die Axiome werden beziiglich Accurcy eva-
luiert.

Tabelle A.37: Die Ergebnisse der Ranking Aufgabe mit 100.000 Trainingsdaten im
Experiment 5. Die besten Ergebnisse sind fett markiert.

TREC 2019 TREC 2020
Epoche NDCG@10 Pa@l MRR@10 NDCG@10 P@l MRRQI10

1 0.6843 0.7674  0.8547 0.6551 0.6481 0.7666
2 0.6632 0.6744 0.7845 0.6125 0.6296 0.7687
3 0.6524 0.6047 0.7425 0.5923 0.6481 0.7610
4 0.5804 0.5581 0.6846 0.5241 0.3704 0.5840
) 0.5672 0.5349 0.6622 0.4890 0.3704 0.5563
1 Jahr = 2019 Jahr = 2020
08 \
0.6 1
o Metrik
S NDCG@10
v P@1
0.4 ¢ MRR@10
0.2
0
1 2 3 4 5 1 2 3 4 5
Epoche Epoche

Abbildung A.36: Die Ergebnisse der Ranking Aufgabe mit 100.000 Trainingsdaten

im Fxperiment 5.
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Abbildung A.37: Die Accuracy Ergebnisse von M-TDC und LB1 mit jeweils 25.000
stratifizierten Trainingsdaten im Experiment 5.
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Tabelle A.38: Die Accuracy FErgebnisse der M-TDC, LB1, REG, ANTI-REG,
PROX4 und PROX5 Axiom Aufgabe mit 25.000 Trainingsdaten im Experiment 5.

Stratified Random
Axiom Epoche None-Unique Unique None-Unique Unique
M-TDC 1 0.4487 0.3500 0.4957 0.5350
2 0.4823 0.3530 0.5357 0.5510
3 0.4967 0.3420 0.5467 0.5290
4 0.5207 0.3440 0.5577 0.5250
5 0.5407 0.3350 0.5690 0.5230
LB1 1 0.4800 0.3910 0.5123 0.6010
2 0.4990 0.3550 0.5277 0.5220
3 0.4890 0.3670 0.5213 0.5060
4 0.4983 0.3740 0.5287 0.4980
5 0.4973 0.3670 0.5323 0.5350
REG 1 0.4307 0.3710 0.4553 0.3660
2 0.4470 0.3700 0.4753 0.3680
3 0.4650 0.3700 0.4810 0.3680
4 0.4717 0.3730 0.4833 0.3690
5 0.4720 0.3730 0.4850 0.3680
ANTI-REG 1 0.4040 0.3330 0.4063 0.3420
2 0.4360 0.3300 0.4377 0.3290
3 0.4477 0.3330 0.4490 0.3360
4 0.4507 0.3350 0.4530 0.3380
5 0.4587 0.3320 0.4633 0.3440
PROX4 1 0.4600 0.3640 0.4193 0.2830
2 0.4640 0.3600 0.4100 0.2380
3 0.4677 0.3610 0.4127 0.2510
4 0.4717 0.3690 0.4223 0.2880
5 0.4737 0.3650 0.4227 0.2800
PROX5 1 0.5923 0.4710 0.5073 0.4640
2 0.6010 0.4740 0.4997 0.4670
3 0.6123 0.4510 0.5183 0.4480
4 0.6020 0.4490 0.5127 0.4430
5 0.6167 0.4650 0.5267 0.4600
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Abbildung A.38: Die Accuracy Ergebnisse von REG und ANTI-REG mit jeweils
25.000 stratifizierten Trainingsdaten im Experiment 5.
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Abbildung A.39: Die Accuracy Ergebnisse von PROX4 und PROX5 mit jeweils
25.000 stratifizierten Trainingsdaten im Experiment 5.
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