Bauhaus-Universitit Weimar

Falkultit Medien

Evaluierung von Algorithmen
der MajorClust-Familie

BACHELORARBEIT

Denis Kreis

Betreuer: Tim Gollub
1. Gutachter: Prof. Dr. Benno Maria Stein

Abgabedatum: 3. April 2009






Erklarung

Hiermit versichere ich, daf ich die vorliegende Bachelorarbeit selbsténdig und nur unter
Verwendung der angegebenen Quellen angefertigt habe. Die Arbeit wurde in gleicher
oder dhnlicher Form keiner anderen Priifungsbehdrde vorgelegt.

Weimar, den 3. April 2009 Denis Kreis






Inhaltsverzeichnis

Inhaltsverzeichnis

Vorwort

1.

2.

Einleitung

Clusteranalyse

2.1. Zielsetzung und Arten der Clusteranalyse . . . . .. ... ... ... ...

2.2. Grundprinzipien der Clusteranalyse . . . . . . . . . ... ... ... ...,

2.3. Proximitdtsmals . . . . . . . ..o
2.3.1. Ahnlichkeitsmafie . . . . . . . . ... ... ... ... ...
2.3.2. Distanzmafe . . . . . ...

2.4, Formalisierung . . . . . . . . oL e

Dokumenten-Clustering

3.1. Aufgabe des Dokumenten-Clustering . . . . . . . . . ... ... ... ...

3.2. Dokumenten-Clustering-Anwendungsszenarios . . . . . . . ... ... ...
3.2.1. Data-Mining-Szenario . . . . . . .. ... oo
3.2.2. Information-Retrieval-Szenario . . . . ... ... ... .. .....
3.2.3. Scatter/Gather-Szenario . . . . . .. ... Lo L

3.3. Reprisentation von Dokumenten . . . . . ... .. ... ... ... ...
3.3.1. Indexierung . . . . . . . .. L
3.3.2. Vektorraummodell (BagOfWords-Modell) . . . ... .. ... ...
3.3.3. Suffix Tree Dokumentenmodell . . . . ... ... ... ... ....
3.3.4. Gewichtung der Dokumentterme . . . ... .. .. ... ... ...

3.4. Mak zum Vergleich von Dokumenten . . . . .. ... ... ... ... ...

MajorClust-Familie

4.1. Clustering-Algorithmen . . . . .. . . .. ... . L
4.1.1. Einteilung der Clusteralgorithmen . . . . . ... .. .. ... ...
4.1.2. Strukturen zur Représentation von Eingangsdaten . . . .. . . ..

4.2, MajorClust . . . . . . . . .
4.2.1. ExtendedMajorClust . . . . . . . .. ... ... L
4.2.2. StrongMajorClust . . . . .. ... ...

4.3. MCProb . . . . . .
4.3.1. Abbruchkriterien . . . . . ... o

11
11
12
12
13
13
14

15
15
15
15
16
19
20
21
24
25
27
28



6 Inhaltsverzeichnis
4.3.2. Einsatz von alternativen Wahrscheinlichkeitsverteilungen . . . . . . 40

4.3.3. BalancedMCProb . . . . . . . . ... oo 41

5. Evaluierung 43
5.1. Qualitdtsmale . . . . . . ..o 43
5.1.1. F-Measure . . . . . . . . . e 43

5.1.2. RandIndex . .. ... ... . .. ... .. 45

5.2, Experimente . . . . . . .. 46
5.2.1. In den Experimenten verwendete Algorithmen . . . . . . .. . ... 47

5.2.2. Datenaufbereitung und Ablauf der Experimente . . . . . . . . ... 48

5.2.3. Ergebnisse . . . . . .. 48

6. Zusammenfassung und Ausblick 51
Literaturverzeichnis 53
A. Ergebnisse der Experimente mit Harmonic Expected Similarity 57
A.1l. mit PlainIndexer . . . . . . . . ... ... ... 57
A2, mit TfldfIndexer . . . . . . . . . . 60

B. Ergebnisse der Experimente mit Average Expected Similarity 63
B.1. mit Plainlndexer . . . . . . . . . ... ... .o 63
B.2. mit TfldfIndexer . . . . . . . . . . . . .. . .. .. 66



Vorwort

Auf dem Weg in die Wissensgesellschaft werden immer mehr Menschen von riesigen Men-
gen an Information iiberrollt. Exponentielles Wachstum der Informationsmenge bringt
aber auch die Problematik der Zugénglichkeit des fiir eine einzelne Person in einer ein-
zelnen Situation relevanten Wissens mit sich. Allein die Verfiigbarkeit von relevanten
Informationen reicht nicht aus, um die Informiertheit des Nachfragenden zu garantieren.

Um die Informationsflut zu {iberwinden werden immer raffiniertere Komplexitétsreduk-
tionsmechanismen gebraucht, die dem Bedarf des Informationssuchenden entsprechend
selektiertes Wissen liefern konnen. Einer dieser Mechanismen ist Dokumenten-Clustering.

Das Thema der vorliegenden Arbeit ist die Evaluierung der Clusteranalyse-Algorithmen,
die im Dokumenten-Clustering ihre Verwendung finden. Dabei wird die Evaluierung auf
die Algorithmen der MajorClust-Familie eingeschrinkt.






1. Einleitung

Dokumenten-Clustering ist ein auf der Clusteranalyse basierendes Verfahren zum the-
menbezogenen Sortieren von Dokumenten. Dabei erfolgt die Gruppierung von semantisch
dhnlichen Dokumenten mit Hilfe von Clustering-Algorithmen.

Je nach der Funktionsweise sind unterschiedliche Clustering-Algorithmen verschieden ge-
eignet fiir das Dokumenten-Clustering. Die Auswahl eines geeigneten Verfahren beeinflufst
stark die Qualitat des Ergebnisses.

MajorClust ist ein von Benno M. Stein und Oliver Niggemann entwickelter Clustering-
Algorithmus, der sich in Bereich des Dokumenten-Clusterings bewédhrt hat. In dieser
Arbeit wird MajorClust und seine spéter entwickelten Modifikationen auf die Eignung fiir
das Dokumenten-Clustering getestet und anhand von unterschiedlichen Qualitédtsmafen
miteinander verglichen.

Die Arbeit ist folgendermafen aufgebaut:

In Kapitel 2 werden Grundprinzipien und Arten der Clusteranalyse, die die Grundlage
fiir das Dokumenten-Clustering bildet, vorgestellt.

Kapitel 3 beschreibt den allgemeinen Prozess des Dokumenten-Clusterings. Ferner werden
verschiedene Anwendungsszenarien illustriert, die aus einer Integration des Dokumenten-
Clusterings in andere Prozesse, wie z.B. Information Retrieval oder Data Mining, her-
vorgehen. Im Abschnitt 3.3 werden verschiedene Stufen der Datenaufbereitung und das
weitverbreitete BagOfWords-Dokumentenmodell beschrieben.

In Kapitel 4 wird auf unterschiedliche Arten von Clustering-Algorithmen eingegangen
und MajorClust und seine Nachfolger beschrieben.

Schliefslich werden verschiedene Qualitdtsmafse in Kapitel 5 beschrieben, Ergebnisse der
in dieser Arbeit durchgefiithrten Experimente vorgestellt und diskutiert.
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1. Einleitung




11

2. Clusteranalyse

Unter Clusteranalyse versteht man multivariate, strukturentdeckende Analyseverfahren,
die in einer Menge von Objekten Objekte, die dhnliche Eigenschaften aufweisen, zu Grup-
pen(Clustern) zusammenfassen. Die Anzahl der Cluster kann dabei im Voraus festgelegt
oder anhand von bestimmten Qualitdtsgiiten vom Clustering-Algorithmus selbst deter-
miniert werden.

2.1. Zielsetzung und Arten der Clusteranalyse

Als Beispiel sei eine Obstschale gegeben, in der Apfel, Birnen und Orangen enthalten sind.
Das Ziel ist die Obstsorten so mit Labels zu versehen, dass jedes Label eine bestimmte
Obstsorte markiert. Dabei kommt es nicht drauf an, wie die Gruppen markiert werden,
da es kein Wissen iiber die Klassen der Objekte vorausgesetzt wird. Wird solches Wissen
vorausgesetzt, handelt es sich um ein Klassifikationsproblem.

Das Ziel der Clusteranalyse ist das Aufspiiren und Gruppieren von dhnlichen Objekten
in einer gegebenen Objektmenge. Dabei wird zwischen

e objektorientierter und

e variablenorientierter Datenanalyse
unterschieden. Werden Objekte anhand von ihren Eigenschaften gruppiert, spricht man
von objektorientierter Datenanalyse. Werden Eigenschaften von Objekten beispielsweise
aufgrund ihrer Korrelation zu Gruppen zusammengefasst, spricht man von variablenori-

entierter Datenanalyse | |. Im Folgenden wird in dieser Arbeit mit Clusteranalyse
objektorientierte Clusteranalyse gemeint.

Ferner unterscheidet man zwischen

e harten und

e weichen Clusteranalysemethoden.
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Harte Methoden ordnen jedes Objekt deterministisch einem Cluster zu. D.h., das Objekt
wird genau einem Cluster zugewiesen. Die Frage, ob ein Objekt zu einem bestimmten
Cluster gehort oder nicht, kann dabei mit einer Wahrscheinlichkeit von 1 bzw. 0 beant-
wortet werden. Weiche Methoden ordnen dagegen jedes Objekt jedem Cluster mit einer
gewissen Wahrscheinlichkeit zu. Entsprechend wird die Frage nach der Zugehorigkeit ei-
nes Objekts zu einem bestimmten Cluster mit einer Wahrscheinlichkeit zwischen 0 und
1 beantwortet. Daher sind weiche Clusteranalysemethoden nicht deterministisch. Eine
besondere Stellung zwischen harten und weichen Clusteranalysemethoden nehmen dber-
lappende Clusteranalysemethoden ein | |- Diese kénnen ein Objekt deterministisch
mehreren Clustern zuweisen.

2.2. Grundprinzipien der Clusteranalyse

Homogenitdt und Heterogenitét sind zwei grundlegende Prinzipien, die bei der Cluster-
analyse verfolgt werden. Unter Homogenitiit wird dabei die Ahnlichkeit zwischen Objek-
ten innerhalb eines Clusters verstanden. Das bedeutet, dass die Objekte, die zu einem
bestimmten Cluster gehdren, untereinander &hnlich sein miissen. Das Heterogenitatsprin-
zip besagt, dass Objekte aus verschiedenen Clustern unterschiedlich sein sollen.

Beide Werte sollen maximiert werden.

2.3. Proximitatsmal}

Um &hnliche Objekte zu finden wird ein quantitatives Maf gebraucht, das die gegebenen
Objekte in ein Verhaltnis zueinander stellt. Dafiir sollen zuerst die Eigenschaften der Ob-
jekte, die fiir deren Vergleich miteinander relevant sind, abstrahiert werden. Diese Eigen-
schaften werden dann in einer n x m-Matrix, Rohdatenmatrix genannt, zusammengefasst
(s. Tabelle 2.1). Die Zeilendimension n der Matrix entspricht der Anzahl der Objekte in
der Objektmenge, die Spaltendimension m der Anzahl der relevanten Figenschaften.

Eigenschaft 1 | Eigenschaft 2 | ... | Eigenschaft m

Objekt 1
Objekt 2

Objekt n

Tabelle 2.1.: Rohdatenmatrix

Die Rohdatematrix wird auch als Vektorrepriasentation der Objektmenge bezeichnet und
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kann als allgemeingiiltige Ausgangsstruktur fiir die eigentliche Clusteranalyse betrachtet
werden.

Im néchsten Schritt werden aus den in der Rohdatenmatrix enthaltenen Daten in Ab-
héngigkeit von dem im Folgenden zu verwendenden Fusionierungsalgorithmus, d.h. dem
Algorithmus, der die Clusteranalyse vornimmt, die Proximitdtsmafe paarweise zwischen
den gegebenen Objekten oder zwischen den gegebenen und virtuellen Objekten, die bei-
spielsweise Schwerpunkte oder Mittelwerte von Clustern représentieren, berechnet. Fiir
die gewonnenen Werte soll eine geeignete Datenstruktur gewdhlt werden, die dann als
Input fiir den Fusionierungsalgorithmus dient. Solche Datenstrukturen werden im Unter-
abschnitt 4.1.2 ndher beschrieben. Als Beispiel ist hier eine Matrix gegeben, die Proxi-
mitdtswerte zwischen n Objekten enthélt (s. Tabelle 2.2).

Objekt 1 | Objekt 2 | ... | Objekt n

Objekt 1
Objekt 2

Objekt n

Tabelle 2.2.: Ahnlichkeits- bzw. Unihnlichkeitsmatrix

2.3.1. AhnlichkeitsmaRe

Sei eine Proximitétsfunktion p gegeben, die zwei gegebene Objekte bzw. Zeilen aus einer
Rohdatenmatrix auf eine reelle Zahl abbildet.

p(z,2') =a, a €R

Proximititsmake, die eine Ahnlichkeit zwischen zwei Objekten reprisentieren, d.h. je
dhnlicher die Objekte sind, desto groRer ist der Wert, werden Ahnlichkeitsmafie genannt.
Fiir sie gelten folgende Axiome | |:

L. p(z,2") = p(z',z)

2. pla,2') < pla,a)

2.3.2. Distanzmale

Auferdem verwendet man so genannten Unéhnlichkeits- bzw. Distanzmafke. Diese zeigen,
inwiefern sich zwei Objekte voneinander unterscheiden. Dabei wird deren Wert kleiner,
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wenn Objekte dhnlicher sind, und grofer, wenn Objekte verschieden sind. Fiir solche
Proximitatsmafe gelten folgende Axiome:

L. p(z,2") = p(z',z)

2. pla,a') > p(a,a)

2.4. Formalisierung

Sei X eine Objektmenge, Y eine Menge mit Labels, die Cluster repriasentieren. Ferner
sei eine Proximitatsfunktion
p: X xX—-R

bzw.
plz, ')y =a, a € R

mit z, 2’ € X gegeben. Es wird gefordert, dass die Menge X in Untermengen X; C X
mit ¢ = 1...k, die als Cluster bezeichnet werden, geteilt wird. Dabei wird jedem x € X
ein Label y € Y zugeordnet.

Zu Beachten ist, dass im Falle der harten Clusteranalyse
XinX;=10

Vi, j mit i # 7,1 <4,j <k sein soll.

Ein Clustering-Algorithmus ist dann eine Funktion a:
a: X —Y,

die jedem Objekt x € X ein Label y € Y zuordnet.
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3. Dokumenten-Clustering

Dokumenten-Clustering (auch als Text-Clustering bekannt) ist ein auf der Clusterana-
lyse basierendes Verfahren zur Gruppenbildung von Dokumenten, das beispielsweise in
Information Retrieval und Data-Mining seine Anwendung findet.

3.1. Aufgabe des Dokumenten-Clustering

Die Aufgabe des Dokumenten-Clustering besteht darin, in einer gegebenen Dokumenten-
menge, die als Dokumentenkollektion bezeichnet wird, Gruppen von semantisch dhnlichen
Dokumenten zu entdecken. Es ist naheliegend, dass Dokumente, die dhnliche Vokabulare
besitzen, auch semantisch dhnlich sind, also dhnliche Themen behandeln.

Aufserdem ist es vorstellbar, Dokumente beispielsweise nach dem Schreibstil zu untersu-
chen, um diese dann nach den Erzdhlungsarten, Autoren oder Genres zu clustern.

Im néchsten Abschnitt werden die hdufigsten Anwendungsszenarios erldutert.

3.2. Dokumenten-Clustering-Anwendungsszenarios

3.2.1. Data-Mining-Szenario

Eine der denkbaren Einsatzmoglichkeiten fiir Dokumenten-Clustering wird hier im Data-
Mining-Szenario vorgestellt.

Unter Data-Mining versteht man das Entdecken von systematischen Gesetzméfigkeiten
und Zusammenhéngen in grofen Datenmengen unter dem Einsatz von unterschiedlichen
Klassifikationsmethoden. Im Falle des Dokumenten-Clustering wére die Datenmenge eine
oder mehrere Dokumenten- bzw. Textkollektionen, und Gesetzméfigkeiten, die darin
zu entdecken sind, wéren beispielsweise semantische Zugehorigkeiten von verschiedenen
Dokumenten aus diesen Kollektionen zu thematischen Klassen.

Der schematische Ablauf dieses Szenarios wird in Abbildung 3.1 vorgestellt. Die Doku-
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mentenkollektion ist eine unstrukturierte Ansammlung von Dokumenten. Das Dokumenten-
Clustering-Modul beinhaltet einen Abstraktionsmechanismus, der Dokumente in ein ge-
eignetes Reprisentationsmodell {iberfiihrt, und einen Clustering-Algorithmus, der die
Einteilung der heterogenen Dokumentenmenge in n kleinere homogene Gruppen(Clustern)
vornimmt.

—- Dokumenten-CIustering‘—

Abbildung 3.1.: Data-Mining-Szenario

3.2.2. Information-Retrieval-Szenario

Information Retrieval(IR) beschéftigt sich mit dem Suchen und Finden von Informatio-
nen in grofen Datenbesténden | |.

Es wird davon ausgegangen, dass ein Subjekt einen handlungsrelevanten Informationsbe-
darf hat, der als eine vage Anfrage formuliert an das System gerichtet wird. Das System
hat dabei Zugriffsmoglichkeiten auf eine oder mehrere Datenquellen, die zur Informati-
onsgewinnung benutzt werden kénnen. Die vom Subjekt gestellte Anfrage soll vom Sys-
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tem so interpretiert werden, dass der Informationsbedarf moglichst unverfalscht wieder
abstrahiert werden kann. Dabei wird die Anfrage und die in den Datenbestéinden enthal-
tenen Entitdten in ein einheitliches Modell iibertragen (siehe dazu den Abschnitt 3.3).
Das System fiihrt den Vergleich der Anfrage mit jeder Entitdt durch und berechnet die
Relevanz der Entitdt zur Anfrage. Als Antwort bekommt das Subjekt beispielsweise eine
Auflistung aller relevanten Dokumente. Ublicherweise werden die Entitéiten nach der Re-
levanz in absteigender Reihenfolge sortiert, und solch eine Auflistung wird als Relevance
Ranking bezeichnet.

Als Beispiel fiir ein Information-Retrieval-System kann eine Websuchmaschine dienen.
Sie bekommt eine vom Nutzer formulierte Anfrage in Form von Suchbegriffen und liefert
dem Nutzer eine nach Relevanz sortierte Liste von Webdokumenten, die die Suchbegriffe
enthalten.

Pre-Retrieval Clustering

In der Praxis werden von IR-Systemen Entitdten aus verschiedenen Themenbereichen als
relevant zu einer bestimmten Anfrage eingestuft. Die Tatsache, dass die Dokumente aus
verschiedenen Themenbereichen stammen, macht es offensichtlich, dass diese Entitdten
verschiedene Informationsbediirfnisse befriedigen. Um den Bediirfnissen des Informati-
onssuchenden ndher zu kommen, wurde es vorgeschlagen, Dokumenten-Clustering in den
Information-Retrieval-Prozefs zu integrieren.

Die vom C.J. van Rijsbergen vorgeschlagene Cluster-Hypothese [21]79] besagt, dass eng
zusammenhingende Dokumente dazu tendieren, zu derselben Anfrage relevant zu sein.
Anders formuliert neigen thematisch dhnliche Dokumente dazu, denselben Informations-
bedarf zu decken.

Somit kann die Suche auf Clustering der Dokumentenmenge und eine darauffolgende
Auswahl eines Clusters, der den Informationsbedarf am besten deckt, begrenzt werden.
Der Inhalt dieses Clusters wird dem Nutzer als Ergebismenge geliefert.

Zusétzlich kann die Ergebnismenge nach Relevanz sortiert oder mit einer Stichwortsuche
verfeinert werden.

Dieses Szenario ist in der Abbildung 3.2 dargestellt. Das Dokumenten-Clustering-Modul
beinhaltet einen Abstraktionsmechanismus zur Dokumentenreprésentation und einen
Clustering-Algorithmus. Jeder der resultierenden Cluster kann beispielsweise durch ein
virtuelles Dokument, das den Mittelwert aller im Cluster enthaltenen Dokumente dar-
stellt, reprasentiert werden. Die so gewonnenen Dokumente werden fiir die Relevanzbe-
stimmung benutzt, um einen relevanten Cluster zu finden.
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Abbildung 3.2.: Pre-Retrieval Clustering
Post-Retrieval Clustering

Die a priori Clusteranalyse der ganzen Dokumentenkollektion ist sehr aufwendig. Dariiber
hinaus kann sie nur serverseitig stattfinden. Das fiithrt zu einer schlechten Performance.
Auferdem haben Marti A. Hearst und Jan O. Pedersen gezeigt, dass die Annahme, dass
zwei Dokumente, die fiir eine Anfrage relevant oder irrelevant sind, auch fiir eine andere
Anfrage das gleiche Ergebnis liefern, falsch ist | |. Dariiber hinaus haben sie vorge-
schlagen, Dokumenten-Clustering nach der Ahnlichkeitssuche in den Retrievalprozef zu
integrieren.

Dieses Vorgehen ist in der Abbildung 3.3 dargestellt. Im ersten Schritt wird auf die
Dokumentenkollektion konventionelle Anlichkeitssuche angewendet. Im zweiten Schritt
wird die Menge der relevanten Dokumente in kleineren Gruppen geteilt. Der Nutzer
kann dann eine oder mehrere zu seinem Informationsbediirfnis passende Untermengen
auswahlen. Somit wird die Ergebnismenge verkleinert und verfeinert.

Da Clusteranalyse von grofen Datenmengen ein rechenaufwendiger Prozef ist, gewinnt
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Abbildung 3.3.: Post-Retrieval Clustering

Post-Retrieval-Clustering gegeniiber dem Pre-Retrieval-Clustering dadurch an Perfor-
mance, dass die Menge der zu clusternden Dokumente nur die als relevant eingestuften
Entitaten enthilt und damit nur ein Bruchteil der ganzen Dokumentenkollektion ist.

Aufierdem kann der Clustering-Prozefs auf die Client-Seite verlegt werden.

3.2.3. Scatter/Gather-Szenario

In den Fillen, in denen der Informationsbedarf des Informationssuchenden nicht scharf
genug formuliert werden kann, oder der Informationssuchende sich einen Uberblick iiber
den Inhalt einer Dokumentenkollektion verschaffen mochte, bietet sich eine in | ]
vorgeschlagene Scatter/Gather-Methode.

Das zugrunde liegende Verfahren fiir die Scatter /Gather-Idee ist Dokumenten-Clustering.
Die Dokumentenkollektion wird dabei in eine bestimmte Anzahl von Gruppen mit dhn-
lichen Dokumenten geclustert. Ein Hilfsmechanismus extrahiert dann aus jedem Cluster
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ein Schliisselwort, das den Inhalt des Clusters reprisentiert. Das Schliisselwort soll da-
bei semantisch mdoglichst genau die im Cluster enthaltenen Dokumente beschreiben. Im
néchsten Schritt wihlt der Nutzer einen oder mehreren Cluster aus, die seinem Informa-
tionsbedarf am néichsten liegen. Die gewdhlten Cluster werden zu einer neuen Dokumen-
tenmenge vereinigt, die wiederum geclustert wird. Der gesamte Vorgang wird iterativ
wiederholt, und nach jeder Iteration wird die Dokumentenmenge kleiner und néhert sich
dem Informationsbedarf des Nutzers an.

3.3. Reprasentation von Dokumenten

Sei eine Dokumentenmenge D gegeben. Um semantisch &hnliche Dokumente d € D
gruppieren zu konnen, d.h. eine Clusteranalyse auf der gegebenen Menge D durchfiihren
zu konnen, wird ein quantitatives Proximitdtsmaf zum Vergleich von Dokumentenpaaren
benotigt. Damit eine automatisierte Berechnung des Proximitétsmafies ermoglicht wird,
miissen die in D enthaltenen Dokumente in ein Modell, das die Semantik der Dokumente
reprasentieren kann, iberfithrt werden.

Die fiir Dokumenten-Clustering geeigneten Modelle lassen sich aus dem Information-
Retrieval-Bereich {ibernehmen. In der Abbildung 3.4 wird eine Taxonomie von Retrieval-
Modellen dargestellt.

In diesen Modellen soll dabei die Anfrage durch ein zweites Dokument ersetzt werden (s.
Abbildung 3.5).

Somit lésst sich die Definition fiir das Dokumenten-Clustering-Modell folgendermafien
formulieren (vgl. [Steal):

Sei D eine Menge von Dokumenten. Ein Dokumenten-Clustering-Modell fiir D ist ein
Tupel (D, D, pg), dessen Elemente wie folgt formuliert sind:

1. D ist eine Menge der Reprisentationen der Dokumente d € D. In d € D kdénnen
Layout, logische und semantische Informationen codiert sein. Die Menge D wird
wie folgt definiert: o : D — D

2. R ist ein Retrieval-Modell, das ein Prinzip, ein Paradigma oder eine linguistische
Theorie formalisiert.

Auf der Grundlage von R ist die Proximit#tsfunktion pr(d,d’) definiert, die Ahnlichkeit
bzw. Unédhnlichkeit zwischen zwei Dokumentrepriasentationen d,d” € D quantifiziert:

pr:DxD —R
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Bool'sches Model
Fuzzy-Set-Modell
Vektorraummodell

probabilistische Modelle
(BIR, NBIR, Poisson, etc.)

_ unmittelbare Verwendung
von Dokumenttermen

algebraisches Modell

— verborgene Variablen, Konzepte Q—IE Inferenznetzwerkmodelle

generative Sprachmodelle
(statistische Sprachmodelle)

Retrieval-
Modell

Suffix-Modell
Textstrukturmodelle

I

Reihenfolge-, Strukturinformation <]-—|:

spezielle linguistische Merkmale <+— Wortklassenmodelle

——

Prinzip, Paradigma,
linguistische Theorie

Abbildung 3.4.: Taxonomie von Retrieval-Modellen (Quelle: [Stea)

Die Funktion « ist vom zu verwendenden Dokumentenmodell abhéngig. Sie konvertiert
ein Dokument in eine Dokumentreprisentation. Dabei werden zwei Phasen durchlaufen.
In der ersten Phase wird eine Vorverarbeitung durchgefiihrt. Das Dokument wird auf
eine vereinfachte Form reduziert, die nur fiir den Dokumentenvergleich relevante Infor-
mationen enthélt. Diese Phase wird Indezrierung genannt. Sie wird ndher im néchsten
Abschnitt beschrieben. In der zweiten Phase werden Dokumente in ein einheitliches Be-
zugssystem gestellt. In den Unterabschnitten 3.3.2 und 3.3.3 werden Vektorraum- und
Suffix-Tree-Modelle ndher beschrieben.

3.3.1. Indexierung

Als Indexierung wird ein mehrstufiger Prozess bezeichnet, der eine Reduktion der Doku-
mente vornimmt. Im Laufe dieses Prozesses werden aus einem Dokument, das in Form
einer Zeichenkette vorliegt, fiir das zu verwendete Dokumentenmodell relevante Infor-
mationen extrahiert. Die nicht relevanten Informationen werden nicht beriicksichtigt.
In vielen Féllen wird dieser Prozeft auf die Auswahl reprisentativer Terme, die als In-
dexterme oder Deskriptoren bezeichnet werden, begrenzt. Daher wird das Ergebnis der
Indexierung als Index bezeichnet.
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¥
Briii a(d) ‘ Dokumentreprasentation Relevanzberechnung
dd <D " ddeD p(d,d) e
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Retrievalmodell R

Abbildung 3.5.: Konzeptueller Aufbau eines Dokumenten-Clustering-Modells (vgl.
[Gol08])

Die einzelnen Verarbeitungsstufen der Indexierung werden in der Abbildung 3.6 sche-
matisch dargestellt. Es ist aber zu beriicksichtigen, dass iiblicherweise nicht alle der in
der Abbildung vorgestellten Techniken in einzelnen Anwendungen ihre Verwendung fin-
den. Auferdem ist der Gebrauch von einzelnen Techniken von dem Dokumentenmodell
abhangig.

Doku-
rment-

Trenimng von Text, Wort- Stoppwort-
ayout und i—
. i erkennung markierung
kolle ktion Navigation 3
D Grund- und
stammform-
red uktion
Index Anapher Hug;ir;f;;nl:md Knmposata-
T Aufldsung Erkannung bildung

Abbildung 3.6.: Mehrstufiger Indexierungsprozeft (Quelle: [Gol08])

Im Folgenden wird auf einzelne Techniken der Indexierung ndher eingegangen.
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Trennung von Text und Layout

In diesem Schritt werden Strukturinformationen wie Layout und Formatierung entfernt.
Solche Informationen kénnen beispielsweise in Form von Markup Language Tags (HTML,
XML) vorliegen. Obwohl Strukturinformationen bei den géngigsten Retrieval-Modellen
nicht beriicksichtigt werden, gibt es einige Modelle, die diese Informationen gebrauchen.
In solchen Modellen wird angenommen, dass solche Dokumentbereiche wie Titel oder
Abstract Terme enthalten, die genaueren Aussagen iiber den Inhalt des Dokumentes
beinhalten.

Worterkennung

Die Zeichenketten werden in einzelne Tokens zerlegt. Als Tokenseparatoren dienen dabei
Leerrdume und Interpunktionszeichen.

Stoppwortmarkierung

Als Stoppworte werden die Worte bezeichnet, die rein grammatische Bedeutung tragen
und keinen Einfluss auf den Inhalt des Dokumentes haben. Solche Worte kommen mit
gleicher Wahrscheinlichkeit in allen Dokumente vor. Sie haben damit keine Reprisentanz
und folglich keinen Unterscheidungspotential. Da Stoppworte sprachspezifisch sind, wird
fiir jede vom System unterstiitzte Sprache eine Stoppwortliste erstellt. Obwohl Stopp-
worte nicht diskriminierend sind, werden sie oft nicht vollstdndig eliminiert, sondern nur
markiert. So konnen sie beispielsweise fiir Phrasensuche benutzt werden, wahrend sie in
anderen Suchvorgingen nicht beriicksichtigt werden | |.

Grund- und Stammformreduktion

Grundformreduktion ist eine linguistische Technik. Dabei werden einzelne Terme auf ihre
Grundform, das Lexem, zuriickgefithrt. Die Grundform fiir Substantive wére beispiels-
weise Nominativ Singular, fiir Verben Infinitiv.

Stammformreduktionen ist eine nicht-linguistische Technik. Einzelne Terme werden dabei
auf ihre Stammform zuriickgefithrt. Stammformreduktion beschrénkt sich beispielsweise
fiir das Deutsche und Englische auf das Entfernen von Suffixen. Prifixe werden aber nicht
entfernt, da sie Wortbedeutungen véllig d&ndern kénnen.

Komplexitidt und Genauigkeit der Grund- bzw. Stammformreduktion sind sprachabhin-
gig. Bei flektierenden Sprachen steigt die Komplexitdt und sinkt die Genauigkeit.
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Kompositabildung

Einige Terme konnen ihre Bedeutung verlieren, wenn sie unabhéngig von anderen Termen
betrachtet werden. Die Bedeutung wird dabei erst aus der Komposition von zwei oder
mehreren Worten ersichtlich. Dieses Phdnomen wird als Komposita bezeichnet. Als Bei-
spiel seien hier solche englische Begriffe wie ice cream oder hot dog genannt. Komposita in
Form von mehreren getrennten Termen kommen im Englischen viel hdufiger als im Deut-
schen vor. Typischer fiir das Deutsche sind Komposita in Form von zusammengesetzten
Worten.

Aufgabe der Kompositabildung ist das Entdecken von Komposita in Form von mehreren
getrennten Termen. Ein zu Kompositabildung entgegengesetzter Prozefs ist Komposita-
zerlegung. Der Prozefs ist charakteristischer fiir Komposita, die in Form von zusammen-
gesetzten Worten vorliegen. Die Aufgabe dieses Prozesses ist das Zerlegen von Komposita
in einzelne Terme.

Kompositabildung und -Zerlegung sind lexikalische Verfahren, die worterbuchbasiert rea-
lisiert werden.

Homonym- und Synonym-Erkennung

Homonym- und Synonym-Erkennung werden basierend auf einem Thesaurus realisiert.

Anapher-Auflésung

In den Féllen, in denen ein Ausdruck(Referenzausdruck) auf einen Anderen(Referent)
verweist bzw. stellvertretend fiir einen anderen Ausdruck steht, liegt eine Anapher vor.
Um z.B. das Auftrittshdufigkeit von einzelnen Begriffen richtig zdhlen zu kdnnen ist es
notwendig, die Anapher aufzuldsen. D.h. es soll zu einem gegebenen Referenzausdruck der
Referent determiniert werden. Die Anaphern werden durch syntaktische Analysen oder
durch den semantischen Abstand zwischen dem Referenten und dem referenzierenden
Ausdruck aufgelost (| D).

3.3.2. Vektorraummodell (BagOfWords-Modell)

Das Vektorraummodell ist eins der am hdufigsten im Information Retrieval verwendeten
Dokumentenmodellen. Es wurde in den 1960er und 1970er Jahren von Gerard Salton in
seiner Arbeit am SMART-System entwickelt.
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Sei D eine Dokumentkollektion und index p die Menge aller indexierten Dokumenten aus
D. n:=|D| = |indexp| ist die Anzahl der Dokumente in der Dokumentenkollektion. Sei
m die Gesamtzahl der nach der Indexierung in indexp enthaltenen Termen:

m =

i=1

n
T = {t 't e U indexq,,indexq, € indexD}|

Die Menge T ist die Menge aller in indexp enthaltenen Terme und wird als Bag Of Words
bezeichnet.

Alle indexierten Dokumente werden durch Vektoren in einem m-dimensionalen Vektor-
raum représentiert. Dabei entspricht jede Dimension des Vektorraums einem Term aus

T (Abb. 3.7).

Term 3

Term 2

)

o\

Abbildung 3.7.: Vektorraum

3.3.3. Suffix Tree Dokumentenmodell

Das Vektorraumdokumentenmodell enthilt keine Informationen iiber die Reihenfolge der
Terme in Dokumenten. Als Beispiel fiir Dokumentenmodelle, die solche Informationen
beriicksichtigen, wird hier Suffix-Tree-Dokumentenmodell vorgestellt.
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Als i-ter Suffix eines Dokumentes d = wy . .. w, wird ein Teilstring der Lange n—i+1 be-
zeichnet, der mit dem Wort w; beginnt [VISP05]. Ein Suffix Tree ist ein gewurzelter Baum,
der alle Suffixe aller in der Kollektion enthaltenen Dokumente enthélt. Der Baum wird
so konstruiert, dass beipspielsweise fiir das ldngste Suffix aus einem Dokument d; € D
einen Ast ausgehend vom Wurzelknoten gezogen (s. Abbildung 3.8) wird. Die dabei ent-
standene Kante wird mit dem das Suffix bildenden String markiert. Anschlieffend werden
entsprechend Aste fiir alle kleineren Suffixe aus d gezogen, die als Anfangswort ein Wort,
das sich von allen Anfangsworten der schon im Baum enthaltenen Suffixreprésentationen
unterscheidet, haben. Wenn ein Suffix dagegen mit einem solchen Wort w; anféingt, wird
seine Représentation in den bestehenden Ast integriert. Die Integration erfolgt derart,
dass die Kante an der Stelle, ab der die Suffixe sich unterscheiden, geteilt wird. Dabei
wird ein neuer Knoten hinzugefiigt, und an diesem Knoten erfolgt eine Verzweigung. Da
die Verzweigung nur an der Stelle erfolgt, an der sich die Suffixe unterscheiden, wird es
gewihrleistet, dass jeder innere Knoten mindestens zwei Nachfolgeknoten hat, wobei die
Nachfolger nie mit dem gleichen Wort anfangen.

. Dokument 1 = (Term 1. Term 2. Term 3)
J Dokument 2 = (Term 1, Term 2, Term 4)

. Dokument 3 = (Term 5, Term 6, Term 7)

Abbildung 3.8.: Suffix Tree Modell

Jeder innere Knoten im Suffix Tree reprisentiert eine Menge von Dokumenten und einen
Teilstring bzw. eine Phrase, die fiir alle Dokumente in dieser Menge gemeinsam ist |[Z1295].
Die Proximititsfunktion im Suffix-Tree-Modell kann beispielsweise aus dem Uberlap-



3.3. Reprasentation von Dokumenten 27

pungsgrad von Teilbdumen abgeleitet werden.

3.3.4. Gewichtung der Dokumentterme

Im Vektorraummodell werden einzelne Dokumente auf Vektoren eines endlichen Vektor-
raums abgebildet. Dabei soll jede Komponente des Vektors Reprisentanz eines bestimm-
ten Terms fiir den Inhalt des gesamten Dokumentes vertreten. Solche quantitavive Grofe
w(t,d) wird als Gewicht des Terms ¢ im Dokument d bezeichnet.

Absolute Termhaufigkeit

Die von Hans Peter Luhn stammende sog. "These von Luhn” besagt, dass sowohl die
Terme, die sehr grofe, als auch die, die sehr kleine Auftrittshaufigkeit in einem Doku-
ment aufweisen, kaum Diskriminanz besitzen | |. Daraus folgt, dass nur Terme aus
dem mittleren H&ufigkeitsbereich fiir die inhaltliche Beschreibung des Dokuments eine
signifikante Rolle spielen. Deshalb werden die hdufigsten Terme nicht in die Gewichtung
einbezogen (s. Unterabschnitt 3.3.1).

Daraus resultiert, dass die absolute Hdufigkeit eines Terms im Dokument die Bedeutung
dieses Terms fiir den Inhalt des Dokuments angibt:

wtf(t’ d) =1tf(t,d)

Relative Termhaufigkeit

Die Benutzung von absoluter Termhaufigkeit fiir die Gewichtung der Terme fiihrt aller-
dings dazu, dass zwei Dokumente, die zwar sehr dhnlich zueinander sind, aber unter-
schiedlichen Langen bei gleicher Verteilung eines Terms haben, ferner voneinander im
Vektorraum platziert werden als dhnliche Dokumente mit der gleichen Lénge. D.h.; es
wird auch die Linge der Dokumente in die Beurteilung der Ahnlichkeit bzw. Unéhnlich-
keit dieser einbezogen.

Um den durch verschiedenen Dokumentlédngen verursachten Storfaktor auszuschliefien,
sollte die Gewichtung iiber die Dokumentlinge normiert werden. Daraus ergibt sich die
relative Haufigkeit eines Term ¢ im Dokument d:

Wi fy (t, d) =
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Inverse Dokumenthaufigkeit

Terme innerhalb von Dokumentenkollektionen sind unterschiedlich zu Diskrimination der
Dokumente geeignet. Wenn ein Term in allen Dokumenten vorhanden ist, besitzt er keine
Diskriminanzkraft. Ferner gilt, je mehr Dokumente einen Term enthalten, desto kleiner
ist sein Unterscheidungspotetial und umgekehrt. Aus diesen Voriiberlegungen folgt, dass
die Terme, die in vielen Dokumenten vorkommen, weniger zur semantischen Trennung
der Dokumente beitragen kénnen, und aus diesem Grund kleinere Gewichte bekommen

miissen.
idf (t) = ld <N>
n

Um die resultierenden Werte auf positive Zahlen zu beschrénken, wird die Formel fol-
gendermafsen erweitert:

idf (1) = Id (]Z + 1)

Tf-1df

Da die inverse Dokumenth&ufigkeit nur das Unterscheidungspotential von einzelnen Ter-
men widerspiegelt und nicht dokumentspezifisch ist, ist sie fiir eine direkte Anwendung
bei der Gewichtung der Dokumentterme nicht geeignet. Jedoch ist sie gut zur Anpassung
von schon nach einem dokumentenspezifischen Verfahren berechneten Gewicht geeignet,
um die Trennfihigkeit der Terme hervorzuheben.

Um die Verteilung der Terme sowohl in einem Dokument als auch in der ganzen Kol-
lektion zu beriicksichtigen, wird relative Haufigkeit mit der inversen Dokumenthaufigkeit
kombiniert:

wtfjdf(t, d) = Wy, (t, d) - idf(t)

3.4. MalR zum Vergleich von Dokumenten

Um Ahnlichkeit bzw. Unihnlichkeit zwischen zwei Dokumentvektoren zu bestimmen,
wird ein quantitatives Maf gebraucht. Die Mafe, die im Dokumenten-Clustering be-
nutzt werden, sind dem Bereich der Clusteranalyse entnommen (s. Abschnitt 2.3). Im
Falle vom Dokumenten-Clustering mit Vektorraummodell sind Komponenten jedes Vek-
tors metrischskalierte Variablen. Somit sind die Vektoren selbst metrischskaliert und die
allgemeine Proximitétsfunktion

p: X xX—->R

wird auf metrische Parameter begrenzt:

p:RxR—R
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Im Folgenden wird ein kleiner Auswahl von metrischen Proximitétsmafsen vorgestellt.
Nach wie vor wird dabei zwischen Ahnlichkeits- und Distanzmaken unterschieden.

Euklidische Distanz Ein Unéhlichkeitsmaf, das seine Verwendung im Vektorraum-
Dokumenten-Clustering findet, ist die Euklidische Distanz. Dabei werden fiir jedes Do-
kumentenpaar die Differenzwerte der Gewichte jedes Terms quadriert und anschlieffend
summiert und radiziert.

n

D(di,d;) = | > (w(tr, di) — w(ty, d;))?
k=1

Die euklidische Distanz entspricht fiir zwei und drei Dimensionen dem geometrischen
Abstand.

Skalarprodukt Als geometrisches Ahnlichkeitsmak zweier Dokumenten bietet sich das
Skalarprodukt der entsprechenden Vektorreprasentationen an.

n

p(d;,d;) = Z(W(tk, d;) - w(ty,d;))

=1

Das Skalarprodukt ist von den Léngen der beiden Vektoren abhingig.

Kosinusdhnlichkeit Ein Ahnlichkeitsmaf, das unabhingig von den Lingen der Vektoren
ist, ist die Kosinusédnhlichkeit. Die Kosinusdnhlichkeit ergibt sich aus dem Skalarprodukt
durch das Normieren der Vektoren auf die Einheitsldnge.

Cd) — i (Wt di) - w(ty, d)))
ldi,dy) Vi w(th, di)? - />y w(ty, d;i)?
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4. MajorClust-Familie

In diesem Kapitel wird ein Versuch unternommen, Clustering-Algorithmen zu systemati-
sieren. Anschlieffend wird der MajorClust-Algorithmus niher beschrieben und auf seine
verschiedenen Modifikationen eingegangen.

4.1. Clustering-Algorithmen

Der Prozess der Clusteranalyse bzw. des Dokumenten-Clusterings durchléuft im Wesent-
lichen drei Phasen:

1. Aufbereitung von Daten bzw. Dokumentenmodellbildung

2. Bestimmung von Ahlichkeiten zwischen Datenobjekten bzw. Dokumentenreprisen-
tationen

3. Gruppieren von Datenobjekten bzw. Dokumentenrepriasentationen

Im Falle des Dokumenten-Clusterings besteht die erste Phase aus dem mehrstufigen
Indexierungsprozess (s. Unterabschnitt 3.3.1), der Auswahl eines Dokumentenmodells
(3.3.2) und ggf. der Gewichtung der Dokumentterme (3.3.4)

In der zweiten Phase wird ein Proximitdtsmaft ausgewidhlt und anschliefend werden
Ahnlichkeits- bzw. Unihnlichkeitswerte fiir jedes Dokumentenpaar berechnet. Eine kleine
Auswahl der beim Dokumenten-Clustering zu verwendenden Proximitétsmaken wurden
im Abschnitt 3.4 vorgestellt.

Waihrend die ersten zwei Phasen lediglich als Vorbereitungsprozesse betrachtet werden

koénnen, iibernimmt die dritte Phase die eigentliche Clusteranalyse. Dabei ist die Auswahl
eines geeigneten Mechanismus entscheidend fiir die Qualitéit des Ergebnisses.

4.1.1. Einteilung der Clusteralgorithmen

Die Einteilung der Clusteralgorithmen ist im Allgemeinen nicht einheitlich und lasst sich
nach verschiedenen Kriterien vornehmen.
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Werden Clusteralgorithmen nach der Form des Resultats systematisiert, spricht man von
der schon in Kapitel 2 erwidhnten Einteilung in harte und weiche Clusteralgorithmen in
Abhéngigkeit davon, ob die resultierenden Cluster disjunkt oder nicht-disjunkt sind.

Dariiber hinaus werden Algorithmen als ezhaustiv bezeichnet, wenn alle Objekte in Clus-
tern enthalten sind. Werden dagegen einige Objekte keinem Cluster zugeordnet, wird der
Algorithmus als nicht-ezhaustiv bezeichnet.

Die in [Stec] vorgeschlagene Einteilung systematisiert Clusteralgorithmen nach der Funk-
tionsweise des Gruppierungsprozesses (s.Abbildung 4.1). Danach werden Algorithmen in
fiinf Gruppen geteilt, die im Folgenden naher beschrieben werden.

agglomerativ Single-Link, Group Average
— hierarchisch <]—[ o
divisiv Min-Cut-Analyse
exemplarbasiert k-Means, k-Medoid
— iterativ <3+
austauschbasiert Kerninghan-Lin
1 punktdichtebasiert DBSCAN
g'“slter <~ dichtebasiert ﬂ—[
nalyse anziehungsbasiert MajorClust
metasuche- gradientengesteuert  Simulated Annealing
| gesteuert

konkurrenzgesteuert  genetische Algorithmen

—— GauB-mischverteilt

— statistisch <

Abbildung 4.1.: Systematisierung der Clustering-Algorithmen (Quelle: [Stec])

Hierarchische Clustering-Algorithmen

Hierarchische Clustering-Algorithmen lassen sich grundsétzlich in agglomerative und di-
visive einteilen. Agglomerative Algorithmen gehen von der feinsten Partition, in der jeder
Knoten in einem eigenen Cluster liegt, aus und vergrébern diese Partition in jedem
Schritt, in dem kleinere Cluster zu groferen fusionieren. Im Allgemeinen endet der Fu-
sionierungsprozess, wenn die ganze Partition nur aus einem Cluster besteht. Divisive
Algorithmen beginnen dagegen mit der grobsten Partition und verfeinern diese schritt-
weise bis die feinste Partition entsteht.
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Bei hierarchischen Algorithmen entsteht in jedem Schritt ein neues Clustering. Die Hier-
archie von diesen Clusterings lasst sich mit Hilfe eines Dendrogramms visualisieren.

Eins der Hauptmerkmale der hierarchischen Clustering-Algorithmen besteht darin, dass
Knoten ihre Clusterzugehorigkeit im Laufe der Fusionierung nur dann wechseln, wenn
zwei Cluster zu einem Neuen verschmelzen, wie es im Falle von agglomerativen Algo-
rithmen geschieht, bzw. ein Cluster in zwei Neuen geteilt wird (im Falle von divisiven
Algorithmen).

Iterative Clustering-Algorithmen

Iterative Clustering-Algorithmen beginnen mit einer Startpartition, die die gewiinschte
Anzahl an Clustern enthilt, und der Algorithmus versucht iterativ diese Partition durch
Verlagerung von Objekten zwischen den Clustern so zu verédndern, dass eine gewiinschte
Eigenschaft optimiert wird. Lasst sich diese Eigenschaft nicht mehr verbessern, terminiert
der Algorithmus.

Iterative Clustering-Algorithmen werden ferner in zwei Untergruppen geteilt. Bei exem-
plarbasierte Algorithmen wird fiir jedes Cluster ein repréisentatives Objekt bestimmt, zu
dem die Objekte aufgrund einer Proximitatsfunktion zugeordnet werden. Dabei kann das
reprasentative Objekt ein Objekt aus der Kollektionsmenge sein, oder aber ein virtuelles
Objekt kann beispielsweise mittels Berechnung des Mittelwertes aller im Cluster vorhan-
denen Objekte erschaffen werden. Bei austauschbasierten Algorithmen werden einzelne
Objekte aus verschiedenen Clustern vertauscht, um die Zieleigenschaft zu verbessern.

Als Beispiel fiir iterative exemplarbasierte Clustering-Algorithmen wird im folgenden
k-Means-Algorithmus beschrieben.

k-Means-Algorithmus ist ein weit verbreiteter und gut erforschter Clustering-Algorith-
mus. Der Algorithmus besteht aus folgenden vier Schritten:

1. Bestimme die Anfangspartition
2. Berechne das Zentrum fiir jedes Cluster
3. Ordne jedes Objekt dem am néchsten liegenden Zentrum zu

4. Wenn bei der Verteilung im 3. Schritt mindestens ein Objekt einem neuen Cluster
zugeordnet wurde, gehe zu Schritt 2

Dabei kann die Anfangspartition durch zufilliges Auswihlen von k Zentren und dar-
auf folgendem Zuordnen jedes Knotens zum am néchsten liegenden Zentrum gebildet



34 4. MajorClust-Familie

werden. Alternativ kann aber auch ein anderer Algorithmus zum Erstellen der Start-
partition benutzt werden. Beispielsweise kann ein hierarchischer Clustering-Algorithmus
zum Determinieren der optimalen Clusteranzahl £ und dem Erstellen der Startpartition
verwendet werden.

Dichtebasierte Clustering-Algorithmen

Dichtebasierte Algorithmen basieren auf der Vorstellung, dass Objekte in einem mehrdi-
mensionalen Vektorraum nicht gleichméafig verteilt sind, sondern Regionen mit héherer
und geringerer Dichte bilden. Die Regionen mit der héheren Dichte stellen eine Anhdu-
fung von zueinander dhnlichen Objekten dar und werden als Cluster erkannt.

Der in dieser Arbeit zu evaluierende Algorithmus MajorClust und seine Variationen wer-
den den dichtebasierten Clustering-Algorithmen zugeordnet. Thre Funktionsweise wird in
spateren Abschnitten beschrieben.

4.1.2. Strukturen zur Reprdsentation von Eingangsdaten

Die allen Clustering-Algorithmen gemeinsame Ausgangsdatenstruktur ist die als Ergebnis
der Indexierung und Termgewichtung hervorgehende schon im Abschnitt 2.3 beschriebe-
ne Rohdatenmatrix (s. Tabelle 2.1). Die meisten Clustering-Algorithmen bendétigen fiir
ihre Artbeit aber keine in der Rohdatenmatrix enthaltenen Termgewichte, sondern nur
die daraus resultierenden Proximitdtsmafe. Eine Datenstruktur, die solche Werte fiir
alle Knotenpaare einer Objektmenge enthélt, wird in Abhéngigkeit von der verwende-
ten Proximitétsfunktion Ahnlichkeits- bzw. Uniihnlichkeits-(Distanz-)Matrix genannt (s.
Tabelle 2.2). Eine Ausnahme stellen iterative Clustering-Algorithmen, wie z.B. k-Means,
dar, die aufgrund ihrer Funktionsweise keine Proximititswerte von realen Objektpaaren
verwenden konnen. Solche Algorithmen benétigen nur Proximitédtswerte zwischen realen
und représentativen (virtuellen) Objekten. Da reprasentative Objekte im Voraus nicht
bekannt sind, bleibt einem nicht viel anderes iibrig als direkt mit Rohdatenmatrizen zu
arbeiten.

Eine Alternative fiir Ahnlichkeitsmatrix ist die Darstellung der Objektenproximititen
in Form eines ungerichteten gewichteten Graphen G = (V, F,w). Die Knotenmenge V'
entspricht dabei der Objektmenge, die Kantenmenge FE den Beziehungen zwischen Ob-
jekten. Die Funktion w determiniert den Grad der Nachbarschaftsbeziehungen, der den
Proximitatswerten entspricht:

w:F—-R

bzw.

w(em) = w(vi, ’Uj) = w(di,dj) =a
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wobei
eijEE, Ui,’UjGV, a€R

4.2. MajorClust

Bei dem in | | erstmals publizierten MajorClust-Algorithmus werden Kantengewichte
als Kréfte interpretiert. Dabei biindeln die Kanten, die einen Knoten mit einem Cluster
verbinden, ihre Kréfte. Der Algorithmus geht von der feinsten Partition aus, in der jeder
einzelne Knoten einem separaten Cluster zugeordnet wird. In jeder Iteration des Algo-
rithmus wird fiir jeden Knoten ein Cluster ermittelt, der auf diesen Knoten die grofite
Anziehungskraft ausiibt. Wenn der ermittelte Cluster nicht mit der aktuellen Zuordnung
des Knotens iibereinstimmt, wird der Knoten dem ermittelten Cluster zugeordnet. Findet
im Laufe einer Iteration keine Neuzuordnung statt, terminiert der Algorithmus.

Algorithmus 1 beschreibt den formalisierten implementierungsunabhéngigen Ablauf des
MajorClust-Algorithmus.

MAJORCLUST
Input : A graph G = (V; E).
Output : A function ¢: V — N which assigns a cluster number to each node.

n=0,t= false
forallve V.don=n+1,c¢(v) =n end

while t = false do
t = true

forall v € V do
¢ = argMaxiic (1, [V[} 2o fuv}:{uv}e Bac(u)=i ¥ (U V)
if ¢(v) # ¢* then c(v) = ¢*,t = false
end
end

Algorithmus 1 : MajorClust (Quelle: | |[Steb])

Zu den Vorteilen des MajorClust-Algorithmus zdhlt seine Féhigkeit, selbststindig die
Anzahl der Cluster zu determinieren. Zu den Nachteilen gehdrt seine Ergebnisqualitét
beeinflussende Determiniertheit, die durch Randomisierung der Ablaufreihenfolge der
einzelnen Knoten entsteht. Diese Randomisierung wird ihrerseits durch Ungewiftheit der
optimalen Reihenfolge hervorgerufen.

Ein weiterer Nachteil des MajorClust-Algorithmus ist, dass er bei Eingabe von beina-
he homogenen Graphen zu feine Partitionen liefert. Mit im Folgenden beschriebenen
Modifikationen des Algorithmus wird versucht, diesen Nachteil zu eliminieren bzw. zu
entschirfen.
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4.2.1. ExtendedMajorClust

ExtendedMajorClust ist eine von Tim Gollub entwickelte Erweiterung des MajorClust-
Algorithmus. Im Gegensatz zum MajorClust iteriert der Algorithmus in jedem Durchgang
einmal durch alle Knoten und einmal durch alle Cluster, d.h. es wird in jedem Durchgang
zusétzlich fiir jedes Cluster gepriift, ob die Summe der Anziehungskréfte innerhalb dieses
Clusters grofer ist als die Summe der Krifte, die dieses Cluster und jeweil ein Anderer
gegenseitig aufeinander ausiiben. Ist das nicht der Fall, werden diese Cluster vereinigt.

EXTENDEDMAJORCLUST
Input : A graph G = (V; E).
Output : A function ¢ : V +— N which assigns a cluster number to each node.

n=0,t= false
foralv e Vdon=n+1,¢v) =nend

while ¢ = false do
t = true

forall v € V do

¢* = arg maxXi.e{1,...|v|} Z{u,v}:{u,v}eE/\c(u):i w(“’ U)
if c¢(v) # ¢* then c(v) = ¢*,t = false

end

forall [ € ¢(V) do

forall m € ¢(V)\ ! do
if Z{u,v}:{u,v}EE/\c(u):c(v)zl w(“’ U) < Z{u,v}:{u,v}GE/\c(u):l/\c(v):m w(“” U)
then

join the clusters [ and m
t = false

end

end

end
end

Algorithmus 2 : ExtendedMajorClust

4.2.2. StrongMajorClust

Die von Mikhail Alexandrov [Ale] entwickelte Erweiterung des MajorClust-Algorithmus
setzt voraus, dass die Summe der Anziehungskrifte, die einen Knoten mit seinem eigenen
Cluster verbinden, K-mal grofer sein soll als die Summe der Kréfte, die diesen Knoten
mit einem anderen Cluster verbinden. Ist das nicht der Fall wird die Clusterzugehorigkeit
des Knotens gedndert. Der Parameter K wird als eine Eingangsgrofe an den Algorithmus
gegeben und erlaubt die Steuerung des Grades der Objektgruppierung.
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STRONGMAJORCLUST
Input : A graph G = (V; E), a parameter K > 1 (K € N).
Output : A function ¢ : V +— N which assigns a cluster number to each node.

n=>0

forallve V.don=n+1,c¢(v) =n end

while clustering not stable do

forall v € V do

Z{u,v}:{u,v}eE/\c(u):i w(“’v 1)) i 7& C(U)

¢’ = argmax;. ;.. ;
& HefL VI { % : {u,v}:{u,w}eEAc(u)=i w(uv 1)) L= C(U)
if ¢(v) # ¢* then c¢(v) = ¢*

end
end
Algorithmus 3 : StrongMajorClust
4.3. MCProb
MCProb ist einein | | vorgestellte probabilistische Variante des MajorClust-Algorithmus,

die hauptséchlich dafiir gedacht ist, den Nachteil des MajorClust beim Clustering von
beinahe homogenen Graphen zu iiberwinden.

In allen Algorithmen der MajorClust-Familie wird der Cluster, der die gréfste Anziehungs-
kraft auf einen Knoten ausiibt, als Mehrheitsentscheidung fiir die Neuzuordnung dieses
Knotens interpretiert. Die Zuordnung zu anderen Cluster, die kleinere Krifte auf den
Knoten ausiiben, wird als Minderheitsentscheidung gesehen. Die nicht-probabilistische
Varianten des MajorClust-Algorithmus treffen immer Mehrheitsentscheidungen, woge-
gen beim MCProb jeder Cluster, der eine Anziehungskraft auf den Knoten ausiibt, eine
Moglichkeit fiir eine Neuzuordnug bekommt. Dabei bekommt jeder solche Cluster einen
Wahrscheinlichkeitswert, mit dem der Cluster als Zuordnungskandidat betrachtet wird.
Der Wahrscheinlichkeitswert steht dabei in der Abhéngigkeit von der ausgeiibten Anzie-
hungskraft, d.h. je grofer die Anziehungskraft ist, desto hoher ist die Wahrscheinlichkeit,
die dem Cluster zugewiesen wird.

Die Auswahl des Clusters fiir die Neuzuordnung erfolgt zufillig entsprechend den je-
dem Cluster zugewiesenen Wahrscheinlichkeitswerten. Somit wird es ermoglicht, dass die
Zuordnung des Knotens entsprechend einer Minderheitsentscheidung vollzogen werden
kann, was bei beinahe homogenen Graphen zur Vergréberung der Ergebnispartition fiih-
ren soll.

In | | wurde fiir die Berechnung von Wahrscheinlichkeitswerten eine Normalvertei-
lung vorgeschlagen, wobei ausdriicklich darauf hingewiesen wurde, dass auch alternative
Wahrscheinlichkeitsverteilungen benutzt werden kdnnen.
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MCProB
Input : A graph G = (V; E).
Output : A function ¢ : V +— N which assigns a cluster number to each node.

n=>0

forallv e V.don=n+1,c¢(v) =n end

while clustering not stable do

¢(v) = i with probability Z, - Norm(my, oy, q,())
where Norm is the gaussian distribution®

at place g, with mean m, and standard deviation o,
with m, = maz {q,(j)lj € (V) }, 00 =1

and Qv(x> = Zu:{u,v}EEw(uv v), C(u) =z

(Z, is a normalization factor).

end

Algorithmus 4 : MCProb (vgl. | b

4.3.1. Abbruchkriterien

Der MajorClust-Algorithmus terminiert, wenn keine Neuzuordnung innerhalb einer Ite-
ration erfolgt. Das gleiche Abbruchkriterium ist auch fiir ExtendedMajorClust geeignet.
Fiir StrongMajorClust und MCProb hat er sich aber als ungeeignet erwiesen. Der Grund
dafiir kann mit einem Beispiel demonstriert werden.

Der Leser stelle sich eine Situation vor, wo auf einen Knoten 91 Clustern ihre Anziehungs-
kraft ausiiben. Dabei ist die grofte Anziehungskraft so, dass ihr zugewiesener Wahr-
scheinlichkeitswert 10% betriagt. Die anderen Anziehungskrifte sind gleich grofs, und die
entsprechenden Wahrscheinlichkeitswerte betragen jeweils 1%. Daraus ergibt sich, dass
die Wahrscheinlichkeit, die Mehrheitsentscheidung zu treffen, bei 10% liegt, dagegen aber
die Wahrscheinlichkeit, dass eine Minderheitsentscheidung getroffen wird, 90% ausmacht.
Folglich wird fiir jeden Knoten in iiberwiegeder Anzahl von Féllen eine Minderheitsent-
scheidung getroffen. Als Ergebnis davon entsteht eine Situation, wo die Zuordnungen von
einem oder mehreren Knoten sich in jeder Iteration dndern, mit anderen Worten sprin-
gen ein oder mehrere Knoten von einem Cluster zum Anderen, und der Algorithmus
terminiert nicht.

Aus dem oben genannten Grund wurden in dieser Arbeit neue Abbruchkriterien entwi-
ckelt, die im Folgenden kurz beschrieben werden.

— 2
'Norm(m,o,x) = ﬁe*(zam)
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ClusterCounter

Bei diesem Abbruchkriterium wird nach jeder Iteration gepriift, ob die Clusteranzahl
sich im Vergleich zur letzten Iteration gedndert hat. Ist das nicht der Fall, terminiert der
Algorithmus

Dynamic

Das dynamische Abbruchkriterium basiert auf der Vorstellung, dass bei der Annédherung
des Verhaltens des Algorithmus an MajorClust, d.h. wenn der Algorithmus gezwungen
wird, mit der Zeit immer mehr Mehrheitsentscheidungen zu treffen, das Abbruchkriteri-
um des MajorClust-Algorithmus erfiillt wird.

Dieses Abbruchkriterium wurde fiir Normalverteilung so realisiert, dass die Standardab-
weichung ¢ in Abhéngigkeit von der Anzahl in einer Iteration getroffenen Minderheits-
entscheidungen angepasst wird:

Anzahl der Minderheitsentscheidungen
Anzahl der Knoten

Somit wird sichergestellt, dass der Wahrheitswert fiir die Mehrheitsentscheidung um so
grofer und die fiir die Minderheitsendscheidung um so kleiner werden, um so kleiner o
wird (s. Abbildung 4.2).

o =

Abbildung 4.2.: Normalverteilung
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Das dynamische Abbruchkriterium garantiert eine Terminierung des Algorithmus, da
mit der Verkleinerung der Standardabweichung mehr Mehrheitsentscheidungen getroffen
werden und o als Folge wieder kleiner wird.

4.3.2. Einsatz von alternativen Wahrscheinlichkeitsverteilungen

Als eine Alternative zur Normalverteilung wurde in dieser Arbeit auch die Exponential-
verteilung eingesetzt.

Die Dichtefunktion fiir Exponentialverteilung ist folgendermafien definiert:

0, x <0
f(.T)—{ )\.S—A-x, x>0

Beim dynamischen Abbruchkriterium wird der Parameter \ vergrofert (s. Abbildung
4.3), was den gleichen Effekt erzielt wie im Falle von Normalverteilung.

1,5 4

0,54

Abbildung 4.3.: Exponentialverteilung
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4.3.3. BalancedMCProb

Eine alternative in dieser Arbeit entwickelte Variante des MCProb-Algorithmus basiert
auf der Idee, Wahrscheinlichkeiten fiir Mehr- und Minderheitsentscheidungen gleich zu
setzten, d.h. die Wahrscheinlichkeitwerte werden so angepasst, dass sowohl die Wahr-
scheinlichkeit fiir die Mehrheitsetscheidung als auch die Summe von Wahrscheinlichkeiten
fiir alle Minderheitsentscheidungen bei 50% liegen.

Das dynamische Abbruchkriterium ist hier so realisiert, dass jedesmal, wenn nach einer
Iteration die Anzahl der Cluster im Vergleich zur letzten Iteration unverdndert bleibt,
die Wahrscheinlichkeit fiir die Mehrheitsentscheidung um 10% erhoht und entsprechend
fiir alle Minderheitentscheidungen um 10% erniedrigt wird.
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4. MajorClust-Familie
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5. Evaluierung

In diesem Kapitel wird ein kurzer Uberblick iiber verschiedenen Qualititsmafe gegeben.
Danach werden die Ergebnisse der Evaluierung von verschiedenen Algorithmen aus der
MajorClust-Familie vorgestellt und diskutiert.

5.1. Qualitatsmalle

Um eine Aussage treffen zu konnen, inwiefern das Ergebnis einer Clusteranalyse eine op-
timale Losung approximiert, wird ein quantitatives Qualitdtsmaft bendtigt. Je nachdem
welche Informationen zur Beurteilung der Qualitdt des Ergebnis-Clusterings herangezo-
gen werden, werden grundsitzlich zwei Arten von Qualitdtsmafen unterschieden:

e Externe Qualitdtsmalse

e Interne Qualitdtsmale

Externe Qualitdtsmafie vergleichen Ergebnis-Clustering mit einem manuell erstellten Re-
ferenz-Clustering. Interne Qualitdtsmafe benutzen dagegen ausschlieflich nur die Infor-
mationen, die das Ergebnis-Clustering selbst enthélt.

Externe Qualitatsmafen werden ferner in klassifikations- und ahnlichkeitsbasierte (clas-
sification-oriented and similarity-oriented) Mafen eingeteilt | |. Die klassifikations-
basierten Qualitdtsmafke stammen aus dem Klassifikation-Bereich und bestimmen den
Grad, zu dem ein Cluster des Ergebnis-Clusterings Objekte einer Klasse des Referenz-
Clusterings enthélt. Die #hnlichkeitsbasierten Qualititsmafe bestimmen den Uberein-
stimmungsgrad des Ergebnis-Clusterings mit dem Referenz-Clustering in Abhéngigkeit
davon, ob Objekte, die im Referenz-Clustering in der gleichen Klasse liegen, sich auch in
dem gleichen Cluster des Ergebnis-Clusterings befinden.

5.1.1. F-Measure

Ein weitverbreitetes und fiir die in dieser Arbeit durchgefiihrten Experimente verwende-
tes externes klassifikationsbasiertes Qualitdtsmaf ist das F-Measure (oder auch F-Mafs
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genannt). F-Measure ist ein kombiniertes Mafs, das aus zwei anderen externen Qualitéts-
maifsen besteht.

Precision. Sei D eine Objektmenge, C™¢/ = {Cfef, C;ef, . ,C’Z;ff} ein Referenz-Clus-
tering und C = {C1,Cy,...,C,} ein Ergebnis-Clustering. Wobei

m

Jore = Lnjci =D
i=1

i=1
Precision ist ein quantitatives Maf, das die Reinheit eines Clusters C; € C beziiglich

eines anderen Clusters CT% € €™/ angibt I .

(2

precision : D; x Dj — [0;1]

D;, Dj cD
Precision wird folgendermafen berechnet:
€7/ cj‘
precision(CT, C;) = L———~1
lef]

Recall. Recall gibt den Anteil an Dokumenten aus dem Cluster C; an, die auch im
Cluster C; enthalten sind.

i ney
recall(CZef, Cj)=——1
crel

F-Measure. Precision und Recall einzeln genommen konnen jedoch nicht als zuverlds-
sige Kenngrofen fiir die Qualitét eines Clusterings angesehen werden. Der Grund dafiir
ist die leichte Konstruktion von trivialen Fillen, in denen diese Gréfien ihre maximale
Werte einnehmen. Der triviale Fall fiir Precision entsteht, wenn im Ergebnis-Clustering
jedes Dokument sich in einem eigenen Cluster befindet. Fiir Recall wire so ein Fall ein
Cluster mit allen Dokumenten.

Bei einem hochqualitativen Clustering sollten demnach beide Kenngrofen grofse Werte
aufweisen. Das F-Measure ergibt sich aus dem harmonischen Mittel von Precision und
Recall:

2 -precision(CZﬂef, Cj) - Tecall(C:ef, Cj)
precision(C;ef, Cj)+ recall(CZef, Cj)

F(Cr o)) =
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Das gemittelte F-Measure lésst sich auf zweierlei Weise berechnen. Beim Micro-Averaging
gehen einzelne Werte gewichtet beziiglich der Clustergrofe in den Mittelwert ein:

N
Fmicro = ; |D‘ . jgll,ax,n {F(C@ ,CJ)}

Beim Macro-Averaging werden alle Werte gleich gewichtet:

Beim Micro-Averaging werden alle Dokumente, beim Macro-Averaging dagegen alle Clus-
ter als gleichberechtigt behandelt | |.

In den Experimenten, die in dieser Arbeit durchgefiihrt werden, wird das Micro-Averaged-
F-Measure verwendet.

5.1.2. RandIndex

RandIndex ist ein externes dhnlichkeitsbasiertes Qualitdtsmafs, das folgendermafen be-
rechnet wird:

Es werden die folgenden vier Variablen definiert:

e foo Anzahl der Objekte-Paare, bei denen beide Objekte sowohl im Ergebnis-Clus-
tering als auch im Referenz-Clustering in einem Cluster liegen

e fo1 Anzahl der Objekte-Paare, bei denen beide Objekte im Ergebnis-Clustering in
verschiedenen, im Referenz-Clustering aber in dem gleichen Cluster liegen

e f190 Anzahl der Objekte-Paare, bei denen beide Objekte zwar im Ergebnis-Cluste-
ring im selben Cluster liegen, im Referenz-Clustering aber in verschiedenen

e f11 Anzahl der Objekte-Paare, bei denen beide Objekte sowohl im Ergebnis-, als
auch im Referenz-Clustering in verschiedenen Clustern liegen

foo + f11 ~ foo+ fir foo+ f11

R = -
foo + for + fio+ fi1 B) @
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Wobei n die Anzahl der Objekte ist.

Der Wertebereich des RandIndexes entspricht dem Intervall [0, 1]

5.2. Experimente

Um objektiv beurteilen zu kénnen, wie gut die Algorithmen der MajorClust-Familie die
Herausforderung des Dokumenten-Clusterings bewiltigen konnen und um die Algorith-
men miteinander vergleichen zu kénnen, wurden in dieser Arbeit mehrere Experimen-
te durchgefiihrt. Als Basis fiir diese Experimente diente der Reuters Corpus Volume 1
(RCV1).

RCV1 ist eine Sammlung von iiber 800000 kurzen englischsprachigen Nachrichtenarti-
keln, die von der Nachrichtenagentur Reuters 2003 fiir wissenschaftliche Untersuchungen
herausgegeben wurde | |. Alle Artikeln der Kollektion sind manuell klassifiziert,
was die leichte Erstellung von Referenz-Clusterings und somit den Einsatz von externen
Qualitdtsmaken in den Experimenten erlaubt.

Auf der Basis des RCV1 wurden sieben Testkollektionen erstellt, die sich durch eine unter-
schiedliche Anzahl an Dokumentenklassen, eine unterschiedliche Anzahl von Dokumenten
aus jeder Klasse und gleichméfiger bzw. ungleichméfiger Verteilung von Dokumenten
iiber Klassen auszeichnen. Einen Uberblick iiber die erstellten Testkollektionen bietet
die Tabelle 5.1. Darin ist die Anzahl der Dokumente aus verschiedenen Themenberei-
chen angegeben, wobei keins der Themen sich mit den Anderen in der Themenhierarchie
iiberschneidet.

Kollektion | C11 | E131 | GCAT | GSCI | GSPO | M143

RC2E200 100 | - - - - 100
RC2E2000 | 1000 | - - - - 1000
RC6E120 20 20 20 20 20 20

RC6E600 100 | 100 100 100 100 100
RC6U1550 | 500 | 400 300 200 100 50
RC6U1650 | 500 | 500 500 50 50 50
RC6E3000 | 500 | 500 500 500 500 500

Tabelle 5.1.: In den Experimenten verwendete Dokumentenkollektionen

C11 Strategy/Plans
E131 Consumer Prices

GCAT Government/Social
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GSCI Science and Technology

GSPO Sports

M143 Energy Markets

Alle Experimente wurden mit insgesamt zehn Algorithmen durchgefiihrt (s. 5.2.1), wo-
bei die Ergebnise vom k-Means-Algorithmus als anzustrebenede Vergleichswerte benutzt
wurden. Hier ist zu beachten, dass k-Means einen grofsen Vorteil gegeniiber den anderen

Algorithmen erhilt, in dem ihm die richtige Anzahl der Cluster im Voraus mitgeteilt
wird.

5.2.1. In den Experimenten verwendete Algorithmen

1. k-Means. (s. 4.1.1)
2. MajorClust. (s. 4.2)
3. ExtendedMagjorClust. (s. 4.2.1)

4. StrongMagjorClust_ CC. StrongMajorClust-Algorithmus (s. 4.2.2) implementiert mit
dem ClusterCounter-Abbruchkriterium.

5. MCProb_ CC. MCProb-Algorithmus (s. 4.3) implementiert mit dem ClusterCounter-
Abbruchkriterium.

6. Ezxponential M CProb_ CC. MCProb-Algorithmus mit Exponentialverteilung imple-
mentiert mit dem ClusterCounter-Abbruchkriterium.

7. DynamicM CProb. MCProb-Algorithmus implementiert mit dem dynamischen Ab-
bruchkriterium.

8. DynamicExponential M CProb. MCProb-Algorithmus mit Exponentialverteilung im-
plementiert mit dem dynamischen Abbruchkriterium.

9. BalancedMCProb CC. BalancedMCProb (s. 4.3.3) implementiert mit dem ClusterCounter-
Abbruchkriterium.

10. BalancedMCProb_ CCd. BalancedMCProb implementiert mit dem dynamischen
Abbruchkriterium.
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5.2.2. Datenaufbereitung und Ablauf der Experimente

In den durchgefiihrten Experimenten wurden im Zuge des Indexierungsprozesses aus al-
len Dokumenten der Testkollektionen die Stoppworter entfernt und die restlichen Terme
mit Hilfe vom Porter-Stemmer auf ihre Stammforme zuriickgefiihrt. Anschliefend wur-
den die Dokumententerme mit Hilfe der Tf-(Plain-) und TfIdf-Indexer gewichtet. Da
die Ergebnisse fiir Tfldf-Indexer sich als schlechter gegeniiber den Ergebnissen des Tt-
Indexers erwiesen haben, werden sie im weiteren nicht betrachtet, sind aber im Anhang
A zu finden.

Als Proximitdtsmafs wurde die Kosinusdhnlichkeit gewahlt.

Dariiber hinaus wurde in den Experimenten Fzpected Similarity in zwei Variationen ver-
wendet, um das Rauschen auszuschliefen (Beschreibung in | ). Mit Average Ezpec-
ted Similarity wurde eine erhebliche Verschlechterung aller Ergebnisse gegeniiber Har-
monic Ezpected Similarity festgestellt (s. Anhang B), weswegen im Weiteren nur die
unter Verwendung von Harmonic Expected Similarity gewonnenen Ergebnisse betrachtet
werden.

5.2.3. Ergebnisse

Die Ergebnisse der Experimente mit Harmonic Expected Similarity und dem PlainIn-
dexer sind in der Tabelle 5.2 und in der Abbildung 5.1 als Diagramm dargestellt. Dabei
wurde jeder Algorithmus jeweils zehnmal pro Testkollektion ausgefiihrt, die Ergebnisse
fiir jede Testkollektion gemittelt, und anschliefend Mittelwerte {iber alle sieben Testkol-
lektionen gebildet.

Fiir die Bestimmung der Clustering-Qualitdt wurden die externen Qualitdtsmafe F-
Measure und RandIndex verwendet.

Aus dem Diagramm in der Abbildung 5.1 l&sst sich leicht ablesen, dass die beiden Ma-
Ke, F-Measure und RandIndex, beinahe gleiche Aussagen iiber die Qualitdt des Cluste-
rings liefern. Den beiden Mafen folgend schneiden alle nicht-probabilistischen Algorith-
men (MajorClust, ExtendedMajorClust und StrongMajorClust) sehr gut ab, wobei, was
die Clusteranzahl angeht, ExtendedMajorClust und StrongMajorClust dem MajorClust
iiberlegen sind.

Von den Variationen des MCProb-Algorithmus zeigen nur die beiden balancierten Modi-
fikationen recht gute Ergebnisse, die die Ergebnisse der nicht-probabilistischen Algorith-
men aber nicht iibertreffen.

Die Algorithmen MCProb CC, ExponentialMCProb CC, DynamicMCProb und Dy-
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Algorithmus F-Measure | RandIndex | Clusteranzahl
k-Means 0.844 0.909 0%
MajorClust 0.855 0.889 +66%
ExtendedMajorClust 0.868 0.900 +32%
StrongMajorClust _ CC 0.857 0.890 +35%
MCProb_CC 0.552 0.565 +79%
ExponentialMCProb  CC 0.536 0.563 +88%
DynamicMCProb 0.649 0.630 +11%
DynamicExponentialMCProb 0.633 0.607 0%
BalancedMCProb  CC 0.787 0.852 +70%
BalancedMCProb_ CCd 0.838 0.873 +13%

Tabelle 5.2.: Durchschnittswerte

namicExponential MCProb haben sich als ungeeignet fiir die gestellte Aufgabe erwiesen.
Der Grund dafiir ist auch, dass diese Algorithmen eine hohe Anzahl an Ausreiser bei
der Clusteranzahl aufweisen. Beispielsweise kann bei sechs Dokumentenklassen und 2000
Dokumenten in der Testkollektion der MCProb CC-Algorithmus bei mehreren Ausfiih-
rungen sowohl einen als auch 120 Cluster liefern.
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Abbildung 5.1.: F-Measure & RandIndex
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6. Zusammenfassung und Ausblick

Die vorliegende Arbeit beschiftigt sich primér mit der Evaluierung der Clustering-Algo-
rithmen aus der MajorClust-Familie beim Einsatz fiir das Dokumenten-Clustering.

Es wurde anhand einiger Beispiele gezeigt, wie Dokumenten-Clustering in verschiedene
Prozesse integriert werden kann, um die Komplexitit von Informationsquellen zu redu-
zieren. Dariiber hinaus wurden verschiedene Modifikationen des MajorClust-Algorithmus
vorgestellt und, Aufgrund der Abwesenheit einer klarer Definition eines fiir den MCProb-
Algorithmus geeigneten Abbruchkriteriums, weitere Modifikationen des eben genannten
entwickelt.

Die Experimente haben gezeigt, dass der von Tim Gollub entwickelte ExtendedMa-
jorClust und der von Mikhail Alexandrov entwickelte StrongMajorClust den MajorClust-
Algorithmus iibertreffen. Die guten Ergebnisse fiir BalancedMCProb mit den beiden Ab-
bruchkriterien und die schlechten Ergebnisse fiir alle anderen probabilistischen Modifika-
tionen zeigen, dass das Verhalten der Algorithmen stark vom Abbruchkriterium abhangt.
Aus diesem Grund wére es gut moglich zukiinftig neuere, raffiniertere Abbruchkriterien
zu entwickeln, die die Funktionsweise des MCProb-Algorithmus verbessern wiirden.
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6. Zusammenfassung und Ausblick
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A.l.

Ergebnisse der Experimente mit

Harmonic Expected Similarity

mit Plainlndexer
Algorithmus F-Measure | RandIndex | Clusteranzahl
k-Means 0.84427 0.90912 0%
MajorClust 0.85513 0.88877 +66%
ExtendedMajorClust 0.86809 0.90049 +32&
StrongMajorClust  CC 0.85663 0.88964 +35%
MCProb_CC 0.55181 0.56533 +79%
ExponentialMCProb CC 0.53647 0.56266 +88%
DynamicMCProb 0.64895 0.62998 +11%
DynamicExponentialMCProb 0.63347 0.60661 0%
BalancedMCProb  CC 0.78746 0.85182 +70%
BalancedMCProb_ CCd 0.83751 0.87300 +13%
Tabelle A.1.: Durchschnittswerte
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.9855 0.97134 2 0%
MajorClust 0.88202 0.84777 6.4 +220%
ExtendedMajorClust 0.91854 0.89461 4.2 +110%
StrongMajorClust _ CC 0.94622 0.90421 5.2 +160%
MCProb_CC 0.59383 0.66836 12.7 +535%
ExponentialMCProb CC 0.61223 0.68774 11.4 +470%
DynamicMCProb 0.89123 0.84953 5.1 +155%
DynamicExponential MCProb 0.8814 0.82823 4.8 +140%
BalancedMCProb_ CC 0.78952 0.75683 8.4 +320%
BalancedMCProb_ CCd 0.94415 0.91026 3.4 +70%

Tabelle A.2.: RC2E200

o7



A. Ergebnisse der Experimente mit Harmonic Expected Similarity

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.99285 0.9859 2 0%
MajorClust 0.95285 0.93541 44 +120%
ExtendedMajorClust 0.97962 0.96079 3.1 +55%
StrongMajorClust _ CC 0.97428 0.95095 2.9 +45%
MCProb_CC 0.68218 0.54014 3.0 +50%
ExponentialMCProb_ CC 0.6812 0.52456 2.1 +5%
DynamicMCProb 0.78149 0.67631 3.6 +80%
DynamicExponentialMCProb 0.66285 0.50028 2.6 +30%
BalancedMCProb_ CC 0.94958 0.92968 3.9 +95%
BalancedMCProb_ CCd 0.96702 0.94777 3.6 +80%
Tabelle A.3.: RC2E2000
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.57334 0.79854 6 0%
MajorClust 0.73647 0.88112 13.0 +117%
ExtendedMajorClust 0.77978 0.89737 10.1 +68%
StrongMajorClust  CC 0.75124 0.86531 9.5 +58%
MCProb_CC 0.58023 0.81136 10.1 +68%
ExponentialMCProb CC 0.55243 0.82985 12.7 +112%
DynamicMCProb 0.75161 0.87108 7.8 +30%
DynamicExponentialMCProb 0.7438 0.86773 7.6 +27%
BalancedMCProb_CC 0.49208 0.79217 11.2 +87%
BalancedMCProb  CCd 0.68775 0.81157 6.0 0%
Tabelle A.4.: RC6E120

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.90832 0.94432 6 0%
MajorClust 0.83166 0.89374 6.2 +3%
ExtendedMajorClust 0.85069 0.90924 5.8 -3%
StrongMajorClust  CC 0.8055 0.87917 5.7 -5%
MCProb_CC 0.55721 0.66942 9.4 +57%
ExponentialMCProb_CC 0.52621 0.71896 15.2 +153%
DynamicMCProb 0.6751 0.75574 4.6 -23%
DynamicExponentialMCProb 0.66286 0.73104 4.2 -30%
BalancedMCProb_ CC 0.7836 0.86659 5.7 -5%
BalancedMCProb _ CCd 0.78501 0.85673 4.9 -18%

Tabelle A.5.: RC6E600



A.1. mit PlainIndexer
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Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.85849 0.92037 6.0 0%
MajorClust 0.8747 0.91998 6.0 0%
ExtendedMajorClust 0.85238 0.90433 5.4 -10%
StrongMajorClust _ CC 0.85329 0.90839 5.9 -2%
MCProb_CC 0.48308 0.48784 2.5 -58%
ExponentialMCProb_ CC 0.43707 0.41594 2.3 -62%
DynamicMCProb 0.43621 0.41372 2.1 -65%
DynamicExponentialMCProb 0.46949 0.46587 2.3 -62%
BalancedMCProb_ CC 0.82239 0.89048 5.3 -12%
BalancedMCProb _ CCd 0.80595 0.8705 5.1 -15%
Tabelle A.6.: RC6E3000
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.8127 0.89218 6 0%
MajorClust 0.85443 0.88152 6.1 +2%
ExtendedMajorClust 0.85686 0.88545 6.0 0%
StrongMajorClust_ CC 0.8434 0.87727 6.0 0%
MCProb_CC 0.48772 0.42582 3.0 -50%
ExponentialMCProb CC 0.48633 0.42946 34 -43%
DynamicMCProb 0.48892 0.42805 2.7 -55%
DynamicExponentialMCProb 0.49683 0.44291 2.7 -55%
BalancedMCProb_ CC 0.8487 0.87924 5.8 -3%
BalancedMCProb  CCd 0.84077 0.86337 5.5 -8%
Tabelle A.7.: RC6U1550

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.77868 0.8513 6.0 0%
MajorClust 0.8538 0.86185 6.0 0%
ExtendedMajorClust 0.83877 0.85165 5.8 -3%
StrongMajorClust _ CC 0.82248 0.84216 54 -10%
MCProb_CC 0.47844 0.3544 2.9 -52%
ExponentialMCProb_CC 0.4598 0.33209 4.9 -18%
DynamicMCProb 0.51808 0.41542 3.1 -48%
DynamicExponentialMCProb 0.51709 0.41023 3.0 -50%
BalancedMCProb_ CC 0.82636 0.84772 6.4 +7%
BalancedMCProb _ CCd 0.83195 0.85078 4.8 -20%

Tabelle A.8.: RC6U1650



A. Ergebnisse der Experimente mit Harmonic Expected Similarity

A.2. mit TfldfIndexer

Algorithmus F-Measure | RandIndex | Abweichung
k-Means 0.74453 0.81884 0%
MajorClust 0.65898 0.69124 +148%
ExtendedMajorClust 0.64742 0.66051 +87%
StrongMajorClust  CC 0.66777 0.67374 +66%
MCProb_CC 0.50718 0.57364 +165%
ExponentialMCProb CC 0.42367 0.59081 +754%
DynamicMCProb 0.60369 0.58636 +27%
DynamicExponentialMCProb 0.57522 0.54127 +1%
BalancedMCProb_ CC 0.59277 0.63636 +92%
BalancedMCProb  CCd 0.61926 0.61440 +9%
Tabelle A.9.: Durchschnitt
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.72214 0.65526 2 0%
MajorClust 0.6587 0.69796 16 +700%
ExtendedMajorClust 0.69765 0.69962 12.5 +525%
StrongMajorClust_ CC 0.79156 0.75704 96 +380%
MCProb_CC 0.50433 0.60255 16.3 +715%
ExponentialMCProb CC 0.31016 0.52937 18.3 +815%
DynamicMCProb 0.78744 0.73301 6.2 +210%
DynamicExponentialMCProb 0.74024 0.64055 ) +150%
BalancedMCProb_ CC 0.58066 0.62096 9.4 +370%
BalancedMCProb_ CCd 0.68422 0.57062 4.1 +105%
Tabelle A.10.: RC2E200
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Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.88592 0.8353 2 0%
MajorClust 0.88355 0.8766 6.7 +235%
ExtendedMajorClust 0.95057 0.92897 4.8 +140%
StrongMajorClust _ CC 0.93176 0.89551 4.9 +145%
MCProb_CC 0.65888 0.50768 4.1 +105%
ExponentialMCProb_ CC 0.51288 0.66254 69.4 +3370%
DynamicMCProb 0.6755 0.53621 4.9 +145%
DynamicExponentialMCProb 0.65734 0.50616 3.5 +75%
BalancedMCProb_ CC 0.8299 0.78184 6.1 +205%
BalancedMCProb _ CCd 0.85327 0.82703 5.1 +155%
Tabelle A.11.: RC2E2000
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.51134 0.76601 6 0%
MajorClust 0.66512 0.87979 18.5 208%
ExtendedMajorClust 0.68822 0.88258 14.2 +137%
StrongMajorClust  CC 0.68403 0.85905 13.2 +120%
MCProb_CC 0.47151 0.8066 13.4 +123%
ExponentialMCProb CC 0.45028 0.80557 12.8 +113%
DynamicMCProb 0.69053 0.84821 7.2 +20%
DynamicExponentialMCProb 0.65316 0.8121 6.8 +13%
BalancedMCProb_ CC 0.61279 0.84688 10.4 +73%
BalancedMCProb  CCd 0.62648 0.80535 6.7 +12%
Tabelle A.12.: RC6E120
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.78729 0.89118 6 0%
MajorClust 0.7251 0.80926 6.1 +2%
ExtendedMajorClust 0.59156 0.64613 3.6 -40%
StrongMajorClust _ CC 0.6686 0.74328 44 -27%
MCProb_CC 0.48879 0.8443 26.8 +347%
ExponentialMCProb_CC 0.39991 0.83977 33.3 +455%
DynamicMCProb 0.5912 0.65706 4.3 -28%
DynamicExponentialMCProb 0.56255 0.61764 3.9 -35%
BalancedMCProb_ CC 0.56775 0.76143 12.9 +115%
BalancedMCProb _ CCd 0.59621 0.6506 3.2 -47%
Tabelle A.13.: RC6E600



A. Ergebnisse der Experimente mit Harmonic Expected Similarity

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.86147 0.92314 6 0%
MajorClust 0.72378 0.80607 5.7 -5%
ExtendedMajorClust 0.66567 0.73585 4.3 -28%
StrongMajorClust  CC 0.66241 0.73622 4.0 -33%
MCProb_CC 0.49032 0.50581 2.6 -57%
ExponentialMCProb CC 0.40333 0.37954 4.2 -30%
DynamicM CProb 0.53564 0.57531 3.3 -45%
DynamicExponentialMCProb 0.49326 0.50742 2.4 -60%
BalancedMCProb_ CC 0.61682 0.6821 4.3 -28%
BalancedMCProb_ CCd 0.60803 0.66842 3.7 -38%

Tabelle A.14.: RC6E3000

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.73113 0.84472 6 0%
MajorClust 0.49893 0.44094 3.2 -47%
ExtendedMajorClust 0.48522 0.41845 2.4 -60%
StrongMajorClust_ CC 0.4826 0.41319 2.5 -58%
MCProb_CC 0.48288 0.42646 3.7 -38%
ExponentialMCProb CC 0.45277 0.56081 31.8 +430%
DynamicMCProb 0.49108 0.43272 2.5 -58%
DynamicExponentialMCProb 0.47626 0.40522 2.2 -63%
BalancedMCProb_ CC 0.48392 0.42603 3.3 -45%
BalancedMCProb  CCd 0.48322 0.41377 2.2 -63%

Tabelle A.15.: RC6U1550

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.71242 0.81625 6.0 0%
MajorClust 0.45768 0.32805 2.5 -58%
ExtendedMajorClust 0.45307 0.31197 1.9 -68%
StrongMajorClust  CC 0.45346 0.31191 2.2 -63%
MCProb_CC 0.45354 0.32208 34 -43%
ExponentialMCProb_CC 0.43636 0.35805 13.9 +127%
DynamicMCProb 0.45441 0.32197 2.5 -58%
DynamicExponentialMCProb 0.44373 0.2998 1.7 -72%
BalancedMCProb_ CC 0.45755 0.33529 34 -43%
BalancedMCProb_ CCd 0.4834 0.36502 2.2 -63%

Tabelle A.16.: RC6U1650
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B. Ergebnisse der Experimente mit

Average Expected Similarity

B.1. mit Plainlndexer

Algorithmus F-Measure | RandIndex | rel.Abweichung
k-Means 0.84427 0.90912 0%
MajorClust 0.68932 0.68865 -36%
ExtendedMajorClust 0.67840 0.67321 -39%
StrongMajorClust  CC 0.64548 0.64108 -37%
MCProb_CC 0.48498 0.41175 -42%
ExponentialMCProb CC 0.45095 0.41540 +8%
DynamicMCProb 0.49340 0.39467 -63%
DynamicExponential MCProb 0.48879 0.38906 -64%
BalancedMCProb_ CC 0.64544 0.64777 -38%
BalancedMCProb_ CCd 0.63770 0.61477 -45%
Tabelle B.1.: Durchschnitt
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.9855 0.97134 2.0 0%
MajorClust 0.97646 0.95407 2.2 +10%
ExtendedMajorClust 0.97698 0.95497 2.0 0%
StrongMajorClust _ CC 0.96895 0.93982 2.2 +10%
MCProb_CC 0.65652 0.50921 2.8 +40%
ExponentialMCProb CC 0.61478 0.57034 8.2 +310%
DynamicMCProb 0.69538 0.53911 1.2 -40%
DynamicExponentialMCProb 0.6985 0.54477 1.1 -45%
BalancedMCProb_ CC 0.96866 0.94946 1.9 -5%
BalancedMCProb_ CCd 0.97798 0.95694 2.0 0%

Tabelle B.2.: RC2E200



B. Ergebnisse der Experimente mit Average Expected Similarity

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.99285 0.9858 2.0 0%
MajorClust 0.98135 0.9634 2.0 0%
ExtendedMajorClust 0.98055 0.96186 2.0 0%
StrongMajorClust _ CC 0.98065 0.96206 2.0 0%
MCProb_CC 0.66667 0.49975 1.0 -50%
ExponentialMCProb_ CC 0.66667 0.49975 1.0 -50%
DynamicMCProb 0.6666 0.49975 1.1 -45%
DynamicExponentialMCProb 0.66667 0.49975 1.0 -50%
BalancedMCProb_ CC 0.98045 0.96168 2.0 0%
BalancedMCProb _ CCd 0.98135 0.96339 2.0 0%

Tabelle B.3.: RC2E2000

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.57334 0.79854 6.0 0%
MajorClust 0.60776 0.64391 3.9 -35%
ExtendedMajorClust 0.56031 0.58735 3.2 -47%
StrongMajorClust  CC 0.49437 0.51324 3.6 -40%
MCProb_CC 0.41093 0.55999 6.3 +5%
ExponentialMCProb CC 0.36966 0.76859 124 +107%
DynamicMCProb 0.47071 0.45608 2.6 -57%
DynamicExponentialMCProb 0.44435 0.42483 2.6 -57%
BalancedMCProb_ CC 0.42277 0.50634 4.5 -25%
BalancedMCProb  CCd 0.45101 0.43448 2.3 -62%

Tabelle B.4.: RC6E120

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.90832 0.94432 6.0 0%
MajorClust 0.55741 0.57789 3.0 -50%
ExtendedMajorClust 0.59999 0.63833 3.3 -45%
StrongMajorClust  CC 0.44471 0.44914 3.0 -50%
MCProb_CC 0.44183 0.41527 2.3 -62%
ExponentialMCProb_CC 0.37628 0.31534 1.8 -70%
DynamicMCProb 0.38758 0.33026 1.8 -70%
DynamicExponentialMCProb 0.41301 0.37158 2.0 -67%
BalancedMCProb_ CC 0.56824 0.61693 3.2 -47%
BalancedMCProb_ CCd 0.50066 0.49956 2.6 -57%

Tabelle B.5.: RC6E600
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Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.85849 0.92037 6.0 0%
MajorClust 0.57233 0.59736 3.1 -48%
ExtendedMajorClust 0.51577 0.52351 2.7 -55%
StrongMajorClust _ CC 0.49816 0.51806 2.8 -53%
MCProb_CC 0.40186 0.35462 1.9 -68%
ExponentialMCProb_ CC 0.32442 0.22907 1.3 -78%
DynamicMCProb 0.38744 0.3452 1.7 -72%
DynamicExponentialMCProb 0.34787 0.28763 14 -17%
BalancedMCProb_ CC 0.51841 0.53234 2.8 -53%
BalancedMCProb_ CCd 0.50151 0.50374 2.6 -57%
Tabelle B.6.: RC6E3000
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.8127 0.89218 6.0 0%
MajorClust 0.5701 0.56329 2.7 -55%
ExtendedMajorClust 0.58628 0.59314 2.8 -53%
StrongMajorClust  CC 0.57337 0.58516 2.8 -53%
MCProb_CC 0.38882 0.26549 1.3 -78%
ExponentialMCProb CC 0.37654 0.24643 1.2 -80%
DynamicMCProb 0.42138 0.31448 1.7 -72%
DynamicExponentialMCProb 0.42286 0.31711 1.8 -710%
BalancedMCProb_ CC 0.52196 0.48764 2.4 -60%
BalancedMCProb  CCd 0.51403 0.46493 2.2 -63%
Tabelle B.7.: RC6U1550
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.77868 0.8513 6.0 0%
MajorClust 0.55984 0.52061 1.6 -73%
ExtendedMajorClust 0.52891 0.45333 1.5 -75%
StrongMajorClust  CC 0.55812 0.5201 1.6 -73%
MCProb_CC 0.4282 0.27791 1.1 -82%
ExponentialMCProb_CC 0.4283 0.27826 1.2 -80%
DynamicMCProb 0.42818 0.2778 1.0 -83%
DynamicExponentialMCProb 0.42828 0.27803 1.1 -82%
BalancedMCProb_ CC 0.53756 0.48001 1.6 -73%
BalancedMCProb_ CCd 0.53739 0.48033 1.5 -75%

Tabelle B.8.: RC6U1650



B. Ergebnisse der Experimente mit Average Expected Similarity

B.2. mit TfldfIndexer

Algorithmus F-Measure | RandIndex | rel. Abweichung
k-Means 0.74453 0.81884 0%
MajorClust 0.66157 0.64255 -16%
ExtendedMajorClust 0.68707 0.67838 -33%
StrongMajorClust _ CC 0.65625 0.64444 -34%
MCProb_CC 0.42231 0.44488 +96%
ExponentialMCProb CC 0.30233 0.56691 +785%
DynamicMCProb 0.48860 0.39532 -55%
DynamicExponential MCProb 0.46910 0.35771 -63%
BalancedMCProb_ CC 0.55274 0.56705 +29%
BalancedMCProb  CCd 0.56712 0.51506 -50%
Tabelle B.9.: Durchschnitt
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.72214 0.65526 2.0 0%
MajorClust 0.93569 0.89232 3.4 +70%
ExtendedMajorClust 0.90883 0.85369 2.3 +15%
StrongMajorClust _ CC 0.874 0.80816 2.2 +10%
MCProb_CC 0.46589 0.64243 17.0 +750%
ExponentialMCProb CC 0.25377 0.53032 224 +1020%
DynamicMCProb 0.66519 0.4979 1.3 -35%
DynamicExponentialMCProb 0.66599 0.49759 1.2 -40%
BalancedMCProb_ CC 0.61006 0.59849 9.1 +355%
BalancedMCProb_ CCd 0.69605 0.54099 1.3 -35%
Tabelle B.10.: RC2E200



B.2. mit TfldfIndexer
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Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.88592 0.8353 2.0 0%
MajorClust 0.82357 0.73403 2.8 +40%
ExtendedMajorClust 0.9264 0.88625 1.9 -5%
StrongMajorClust  CC 0.88309 0.817 1.9 -5%
MCProb_CC 0.6648 0.49997 1.8 -10%
ExponentialMCProb_ CC 0.6659 0.49984 1.7 -15%
DynamicMCProb 0.66475 0.49998 2.0 0%
DynamicExponentialMCProb 0.66602 0.49983 1.3 -35%
BalancedMCProb_ CC 0.75952 0.63909 2.2 +10%
BalancedMCProb _ CCd 0.66483 0.49995 1.7 -15%
Tabelle B.11.: RC2E2000
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.51134 0.76601 6.0 0%
MajorClust 0.73677 0.83592 6.7 +12%
ExtendedMajorClust 0.68096 0.75359 4.8 -20%
StrongMajorClust  CC 0.67711 0.76734 5.4 -10%
MCProb_CC 0.29849 0.78926 14.5 +142%
ExponentialMCProb CC 0.33322 0.79803 14.1 +135%
DynamicMCProb 0.44068 0.45881 2.5 -58%
DynamicExponentialMCProb 0.4416 0.43532 2.5 -58%
BalancedMCProb_ CC 0.42607 0.75685 104 +73%
BalancedMCProb  CCd 0.53059 0.60661 3.0 -50%
Tabelle B.12.: RC6E120
Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.78729 0.89118 6.0 0%
MajorClust 0.5597 0.60084 3.1 -48%
ExtendedMajorClust 0.59288 0.63294 3.2 -47%
StrongMajorClust _ CC 0.59323 0.65688 34 -43%
MCProb_CC 0.3725 0.37528 7.6 +27%
ExponentialMCProb_CC 0.18413 0.8298 60.2 +903%
DynamicMCProb 0.45427 0.44286 2.3 -62%
DynamicExponentialMCProb 0.41924 0.37965 2.1 -65%
BalancedMCProb_ CC 0.57143 0.6371 3.8 -37%
BalancedMCProb_ CCd 0.54858 0.57872 2.9 -52%
Tabelle B.13.: RC6E600



B. Ergebnisse der Experimente mit Average Expected Similarity

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.86147 0.92314 6.0 0%
MajorClust 0.59668 0.63617 3.3 -45%
ExtendedMajorClust 0.65621 0.71653 3.6 -40%
StrongMajorClust  CC 0.53089 0.55944 2.8 -53%
MCProb_CC 0.34316 0.26365 1.4 -T7%
ExponentialMCProb_ CC 0.28571 0.16639 1.0 -83%
DynamicMCProb 0.33223 0.24814 1.3 -718%
DynamicExponentialMCProb 0.28571 0.16639 1.0 -83%
BalancedMCProb_ CC 0.56937 0.6127 3.0 -50%
BalancedMCProb_ CCd 0.55407 0.58892 2.9 -52%

Tabelle B.14.: RC6E3000

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.73113 0.84472 6.0 0%
MajorClust 0.50209 0.43892 2.3 -62%
ExtendedMajorClust 0.5427 0.50372 2.4 -60%
StrongMajorClust  CC 0.51687 0.46678 2.3 -62%
MCProb_CC 0.38898 0.26574 1.2 -80%
ExponentialMCProb CC 0.22509 0.55624 116.7 1845%
DynamicMCProb 0.43478 0.34153 1.6 -73%
DynamicExponentialMCProb 0.37683 0.24719 1.3 -718%
BalancedMCProb_ CC 0.48064 0.40666 2.1 -65%
BalancedMCProb  CCd 0.52295 0.47077 2.2 -63%

Tabelle B.15.: RC6U1550

Algorithmus F-Measure | RandIndex | Cluster | Abweichung
k-Means 0.71242 0.81625 6.0 0%
MajorClust 0.47649 0.35962 1.3 -78%
ExtendedMajorClust 0.50154 0.40197 14 -TT%
StrongMajorClust  CC 0.51859 0.43545 1.5 -75%
MCProb_CC 0.42818 0.2778 1.0 -83%
ExponentialMCProb_CC 0.1685 0.58774 107.2 1687%
DynamicMCProb 0.42828 0.27803 1.1 -82%
DynamicExponentialMCProb 0.42828 0.27803 1.1 -82%
BalancedMCProb_ CC 0.45207 0.31844 1.1 -82%
BalancedMCProb_ CCd 0.45274 0.31943 1.1 -82%

Tabelle B.16.: RC6U1650
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