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Kurzfassung

Gegenstand dieser Arbeit ist die Erkennung von plagiierten Textabschnitten in einem
Dokument. Schwerpunkt der Plagiatanalyse bildet die intrinsische Plagiaterkennung, bei
der keine Dokumentensammlung zum Vergleich vorliegt. Grundlage der intrinsischen
Plagiaterkennung ist das Erkennen von Stilwechseln innerhalb eines Dokumentes. Der
Schreibstil eines Autors, der mittels Stilmerkmalen beschrieben wird, wird abschnitts-
weise analysiert. Als Stilmerkmale dienen unter anderem die durchschnittliche Satzlange
oder die Anzahl der Adjektive im betrachteten Abschnitt. Der Abschnitt wird somit
durch m verschiedene Stilmerkmale als m-dimensionaler Vektor repriasentiert. Die Stil-
merkmale werden anschliefsend mit denen des Dokumentes verglichen. Unterscheidet sich
ein Stilmerkmal von dem des Dokumentes, so liegt ein Stilwechsel vor.

Ausreiffer werden verwendet, um Stilwechsel festzustellen. Ziel ist es, solche Ausrei-
fser zu entdecken. Dazu werden Funktionen zur Ausreifiererkennung verwendet. Es wird
erwartet, das dadurch eine hohere Genauigkeit bei der Klassifikation von vermeintlich
plagiierten Textabschnitten erzielt werden kann.

In der vorliegenden Arbeit werden Funktionen zur Ausreiffererkennung vorgestellt und
analysiert. Zur Auswertung liegt eine Dokumentensammlung von insgesamt 760 Doku-
menten vor. Es zeigt sich, dass die Anforderung einer hohen Genauigkeit erfiillt ist.
Ergebnisse belegen, dass mit steigender Anzahl erkannter Ausreiffer innerhalb eines Ab-

schnittes sich die Genauigkeit erhoht.
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1 Einleitung

Die Menge an Informationen, die durch das World Wide Web zugénglich ist, bietet Be-
nutzern die Moglichkeit, aus einem stédndig wachsenden Informationsbestand Wissen zu
gewinnen. Insbesondere gestattet der uneingeschrénkte Informationsfluss einem Benutzer
gezielt Ideen ausfindig zu machen und als eigene auszugeben. Diese stammen beispiels-
weise aus dem akademischen Bereich, der Wissenschaft, dem Produktdesign oder der
Musikbranche. Der Vorgang der Aneignung fremden geistigen Eigentums ohne diesen
als solchen anzugeben, wird als Plagiieren bezeichnet. Plagiate resultieren aus diesem
Vorgehen und repréasentieren die iibernommenen Ideen.

In dieser Arbeit werden Plagiate innerhalb von Textdokumenten betrachtet, die mit
Hilfe von Ausreiffern offengelegt werden sollen. Bei der intrinsischen Plagiatanalyse eines
Dokumentes liegen keine externen Quellen zum Vergleich vor, d.h. ein Plagiatvergehen
wird nur anhand des untersuchten Dokumentes festgestellt. Dadurch lassen sich beispiels-
weise Plagiate erkennen, die aus einem Dokument stammen, das elektronisch nicht zur
Verfiigung steht. Bei der intrinsischen Plagiatanalyse sind nur Informationen iiber die
Dokumentbestandteile des angeblichen Autors gegeben, wohingegen Informationen iiber
Dokumentbestandteile anderer Autoren fehlen. Diese Situation wird als Eine-Klasse-
Klassifikation bezeichnet. Ziel ist es, durch die gegebenen Informationen Ausreiffer zu
bestimmen.

Die intrinsische Plagiaterkennung mit Ausreifsern basiert auf dem Verfahren der Stil-
analyse (Meyer zu Eifsen u. Stein (2006)). Dabei wird das untersuchte Dokument durch
eine Stilreprésentation dargestellt. Die Stilreprédsentation quantifiziert den Schreibstil
des Autors durch Erfassung verschiedener Stilmerkmale, z.B. durchschnittliche Satzlan-
ge oder Anzahl der Abkiirzungen im Dokument. Innerhalb des Dokumentes werden mit
Hilfe der Stilmerkmale Schreibstilunterschiede analysiert. Weicht der Schreibstils eines
Abschnittes beziiglich eines Stilmerkmals von dem des Dokumentes ab, so spricht die-
se Abweichung fiir einen Ausreifer. Ein Ausreifser ist also ein Zeichen dafiir, dass der
Abschnitt plagiiert ist. Fiir die Erkennung solcher Ausreifser und der Feststellung eines

Plagiatvergehens werden schliefslich in dieser Arbeit verschiedene Funktionen vorgestellt.



1 Einleitung

Das zweite Kapitel fiihrt statistische Grundlagen ein, auf die in den spéateren Kapiteln
zuriickgegriffen wird. Kapitel 3 stellt im Anschluss verschiedene Methoden zur Plagiater-
kennung vor. Das nédchste Kapitel fiihrt eine Reprisentation zur Erfassung von Stilan-
derungen innerhalb eines Dokumentes ein, um in Kapitel 5 Funktionen zur Eine-Klasse-
Klassifikation von plagiierten Stellen als Ausreifser vorzustellen. Anschliekend werden die
Funktionen in Kapitel 6 evaluiert und die Ergebnisse diskutiert. Eine Zusammenfassung
und ein Ausblick schlieffen die Arbeit ab.

Anhang A bietet eine Ubersicht iiber verschiedene Eine-Klassen-Klassifizierungsverfahren.

Anhang B stellt zudem einige Ausreiffererkennugstrategien zusammen.



2 Statistische Grundlagen

In diesem Kapitel werden grundlegende statistische Begriffe eingefiihrt, die fiir die weitere
Betrachtung vorausgesetzt werden. Zunéchst wird der Wahrscheinlichkeitsbegriff einge-
flihrt. Im zweiten Teil dieses Kapitels werden Zufallsvariablen und ihre Verteilungen
vorgestellt. Im dritten Abschnitt werden Kenngréfen von Verteilungen eingefithrt. Dis-
krete und stetige Verteilungen werden in den néchsten beiden Abschnitten behandelt.
Fiir beide Verteilungstypen werden jeweils exemplarische Verteilungen vorgestellt. Das
Kapitel schlieftt mit der Einfiihrung der Begriffe Grundgesamtheit, Stichprobe, Schétzer

und statistische Tests.

2.1 Der Wahrscheinlichkeitsbegriff

Ausgangspunkt ist ein Zufallsexperiment. Ein Zufallsexperiment ist ein beliebig oft wie-
derholbarer Vorgang, der unter gleichen Bedingungen erfolgt und dessen Ausgang nicht
mit Sicherheit vorhersagbar ist. Sei w; mit ¢ = 1,2,...,n ein mdgliches Ergebnis ei-
nes Zufallsexperimentes, ein sogenanntes Elementarereignis, so definiert die Menge €2 =
{w1,wa,...,wp} den Ergebnisraum des Zufallsexperimentes. Jedem Versuchsausgang ist
hochstens ein Elementarereignis w € 2 zugeordnet. Jede Teilmenge A eines Ergebnis-
raums {2 heifst Ereignis. Ein Ereignis A tritt ein, wenn der Versuchsausgang w ein Ele-
ment der Menge A ist, es gilt also w € A. Die Potenzmenge aller Ereignisse P () wird
als Ereignisraum bezeichnet.

Der klassische Laplacesche Wahrscheinlichkeitsbegriff ist wie folgt formuliert. Die Wahr-
scheinlichkeit P (A) eines Ereignisses A wird definiert durch:

_ |Al _ Anzahl der fiir A giinstigen Elemenratereignisse

P(A) = =
(4) 9] Anzahl aller moglichen Elemenratereignisse
Der axiomatische Wahrscheinlichkeitsbegriff legt die formal-mathematischen Eigen-
schaften der Ereignisse fest. Die axiomatische Definition der Wahrscheinlichkeit nach
Kolmogorov ist wie folgt aufgebaut. Gegeben seien der Ergebnisraum €2 und der Ereig-
nisraum P (§2). Jedem Ereignis A € P (§2) wird eine reelle Zahl P (A) durch die Funktion
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P : P(2) — R zugeordnet. P(A) wird als die Wahrscheinlichkeit des Ereignisses A

bezeichnet. Sie wird durch folgende Axiome charakterisiert:

e AxiomI: VAeP(): 0<P(A) <1

Die Wahrscheinlichkeit fiir das Eintreten des Ereignisses A ist eine reelle Zahl zwi-
schen 0 und 1. Der Definitionsbereich der Funktion P ist ), wihrend der Wertebe-
reich das Intervall [0; 1] darstellt.

e Axiom II: P (Q2) = 1.

Die Wahrscheinlichkeit fiir das Eintreten des (sicheren) Ereignisses 2 ist 1.

e AxiomIII: A, Be P(Q)NANB=0)— P(AUB)=P(A)+ P(B).

Die Wahrscheinlichkeit fiir das Eintreten des Ereignisses A oder B ist gleich der
Summe der Wahrscheinlichkeiten der einzelnen Ereignisse, wenn diese sich gegen-

seitig ausschliefen (Storm (1995)).

2.2 Zufallsvariablen und ihre Verteilungen

Eine Zufallsvariable wird als Ergebnis eines Zufallsexperimentes betrachtet. Eine Zufalls-
variable X ist eine Funktion, die jedem Elementarereignis w € () eindeutig eine reelle
Zahl x so zuordnet, dass fiir jedes x die Wahrscheinlichkeit P (X (w) < x) definiert ist
(Rinne (1997)). = bzw. x; heift Realisierung oder Wert der Zufallsvariablen X an der
Stelle w. Der Bezug auf w wird im Allgemeinen weggelassen: X = x bzw. X = x;. Eine
Zufallsvariable X ist diskret, wenn sie endlich viele oder abzéhlbar unendlich viele Reali-
sierungen x; annimmt. Eine Zufallsvariable X ist stetig, wenn sie jeden beliebigen reellen
Zahlenwert x; eines Intervalls annimmt. Uber eine Zufallsvariable werden ausschlieflich
Wahrscheinlichkeitsaussagen getroffen, sieche Tabelle 2.1.

Das Verteilungsgesetz einer Zufallsvariable ist durch eine Verteilungsfunktion gegeben.
Die Verteilungsfunktion F' (z) einer Zufallsvariablen X gibt die Wahrscheinlichkeit fiir
die Realisierung einer Zufallsvariablen im Bereich von —oo bis zu einer oberen Grenze x

an:
Fx)=P(X <z),zeR
Die Verteilungsfunktion besitzt folgende Eigenschaften (Rinne (1997)):
1. 0< F(a) < 1.

2. F (x) ist monoton steigend in z, d.h. F'(z2) > F (z1) ¥V z2 > 1.
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Wahrscheinlichkeit Erkliarung

P(X =x) Einzelwahrscheinlichkeit, wobei X genau den Wert einer Realisie-

rung x annimmt.

P(X <z Erreichungswahrscheinlichkeit von z, X ist hochstens .

P (X >x) Uberschreitungswahrscheinlichkeit von z, X ist groker .

Pz, <X <uxp) Wabhrscheinlichkeit fiir Realisierungen im Intervall [z4; xp).

P(X <x,VX>uxp) Wahrscheinlichkeit fiir Realisierungen auflerhalb des Intervalls

[€a; xp)-

Tabelle 2.1 : Wahrscheinlichkeitsaussagen beziglich einer eindimensionalen Zufallsvariablen
nach Rinne (1997). Im Fall der Einzelwahrscheinlichkeit handelt es sich um eine diskrete Zu-

fallsvariable, in den anderen Faillen um stetige Zufallsvariablen.

3. F (x) ist rechtsseitig stetig.
4. F (z) — 0 fiir x — —o0;
F (z) — 1 fiir z — 4o0.

Fiir eine diskrete Zufallsvariable sei p (x;) die Wahrscheinlichkeitsfunktion. Folgender

Zusammenhang zwischen der Wahrscheinlichkeits- und Verteilungsfunktion ist gegeben:

Fl)=P(X<az)=)» P(X=mz)= ) plx)
z;<T r; <z
Fiir eine stetige Zufallsvariable sei f (x) die Wahrscheinlichkeitdichte. Die Beziehung
zwischen Dichte- und Verteilungsfunktion lautet:
x
F(:U):P(ng):/ f(t) dt
— 0o
Fiir die Wahrscheinlichkeitdichte gilt:
+00
/ f(z)de=1
—0o0

Da die Wahrscheinlichkeit, dass eine Zufallsvariable einen bestimmten Wert z; annimmt,
gleich 0 ist, wird die Wahrscheinlichkeit, dass diese in einem endlichen Intervall [a;b]

liegt, betrachtet:
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Die Wahrscheinlichkeit dieses Ereignisses ist gleich der Fliache unter der Kurve der Wahr-
scheinlichkeitdichte f zwischen x = a und x = b.

Falls eine Wahrscheinlichkeit o vorgegeben ist, so dass
P(X>z) =«

gilt, wird die zugehorige Abszisse © = x,, Quantil der Verteilung genannt. Das bedeutet,

dass der Flacheninhalt unter der Dichtefunktion rechts von x, gleich « ist.

2.3 Kenngrollen von Verteilungen

Kenngroflen sind Mafizahlen, die das Zufallsexperiment qualitativ beschreiben. Sie cha-
rakterisieren eine Zufallsvariable und deren Wahrscheinlichkeitsverteilung. Die Lage der
Wahrscheinlichkeitsverteilung wird durch Lageparameter beschrieben. Thre Variabilitat
wird dagegen durch Streuungsparameter spezifiziert.

Gegeben seien eine Zufallsvariable X und ihre Realisierungen, die Werte z;. Weiterhin
definieren p (z;) die Wahrscheinlichkeitsfunktion und f (z) die Dichtefunktion fiir eine
diskrete bzw. stetige Zufallsvariable.

Der Erwartungswert ist ein Lageparameter. Dieser bezeichnet das Zentrum, um das sich

die Werte der Zufallsvariable gruppieren. Der Erwartungswert p wird wie folgt definiert:

> wip () wenn X eine diskrete ZV ist

p=FE(X)= (2.1)

fj;o xf (x) dz, wenn X eine stetige ZV ist

ZV steht fiir den Begriff der Zufallsvariable.

Ein Quantil ist ebenfalls ein Lageparameter. Ein Quantil ist ein bestimmter Punkt
einer aufsteigend geordneten Liste der Werte der Zufallsvariable. Bei einer Unterteilung
dieser Liste in n gleich grofe Teile ergeben sich n — 1 Quantile. Abhéngig von der Wahl
von n ist die Rede von Quartilen (n = 4), Quintilen (n = 5), Dezilen (n = 10) oder Per-
zentilen (n = 100). Die Differenz zweier Quantile stellt einen Steuungparameter dar. Die
so entstandenen Intervalle bestimmen letztendlich Streubereiche.

Die Varianz ist ein Streuungsparameter. Dieser beschreibt wie stark die Werte einer
Zufallsvariable um den Erwartungswert streuen. Sie ist ein Maf fiir die Abweichung der

Zufallsvariable vom Erwartungswert. Sie wird auch als mittlere quadratische Abweichung



2 Statistische Grundlagen

vom Erwartungswert bezeichnet. Die Varianz o2 wird wie folgt definiert:

2V (X) = E [(X B M)Z} _ Saip (i) — p?, wenn X eine diskrete ZV ist
fj;o x2f (r) dz — %, wenn X eine stetige ZV ist

(2.2)

Die positive Quadratwurzel o = /V (X) heifst Standardabweichung.

2.4 Diskrete Verteilungen

Die empirische Verteilung F, (x) einer Zufallsvariable X beziiglich ihrer Realisierungen

x; mit ¢ = 1,2,...,n ist gegeben durch:

Fo(z) = : (2.3)

dabei bezeichnet H,, (z) die Anzahl der Werte z;, die hochstens gleich z sind. Die em-
pirische Verteilungsfunktion an der Stelle z gibt somit die relative Haufigkeit dafiir an,
dass X Werte annimmt, die hochstens gleich z sind. Die relative Haufigkeit ist dabei der
Quotient der Anzahl des Auftretens eines Wertes (= absolute Haufigkeit) und n.

Eine dquivalente Darstellung der empirischen Verteilungsfunktion lautet:

0, wenn z <)
F,(z) = %, wenn 2y <x < Tgyp), i=1,2,--- ,n—1 (2.4)

1, wenn z@) <z

Voraussetzung fiir diese Definition ist, dass die Werte der Gréfse nach aufsteigend geord-

net werden. Schliefilich entsteht eine Rangliste:

Z(1) < Z(2) <...< Z(n-1) < Z(n) (2.5)

x(;) bezeichnet einen Wert an der i-ten Position (Storm (1995)). Die empirische Vertei-
lungsfunktion ist eine monoton wachsende Treppenfunktion, wobei die Treppenhdhe an
den beobachteten Werten um den Betrag % wachst, wenn alle Werte voneinander ver-

schieden sind. Sind dagegen r Werte gleich, so wéchst sie an dem entsprechenden Wert

um L.
n

Die Haufigkeitsverteilung von X ist durch Auszdhlung ihrer Werte gegeben. In diesem
Fall wird zwischen absoluten und relativen H&ufigkeiten unterschieden. Die graphische

Darstellung der Haufigkeitsverteilung ist als Histogramm darstellbar. Dabei werden die
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Werte in Klassen zusammengefasst und die relativen Haufigkeiten beziiglich dieser Klas-
sen berechnet.

Hinzuzufiigen ist, dass auch eine stetige Zufallsvariable durch die empirische Vertei-
lungsfunktion und die Haufigkeitsverteilung dargestellt werden kann. Dazu ist aber eine

Diskretisierung ihres Wertebereiches notwendig.

2.5 Stetige Verteilungen

Gegeben seien eine stetige Zufallsvariable X und ihre Realisierungen x; miti = 1,2,...,n.
Die gleichméfige stetige Verteilung, die sogenannte Rechteckverteilung, besitzt die
Wahrscheinlichkeitsdichte f (x) und Verteilungsfunktion F' (x), wobei die Zufallsvariable

Werte aus dem Intervall [a; b] annimmt:

wenn a <z <b

—a’

fla)y=4""
0, wenn r <a, x>0b a<b
0, wenn x < a

F(z) = =2 wenn a<z<b
1, wenn b <z

Ein beliebiger Wert aus diesem Intervall tritt mit gleicher Wahrscheinlichkeit auf. Ab-
bildung 2.1 zeigt die Dichte- und Verteilungsfunktion einer auf [a;b] gleichméfig stetig

verteilten Zufallsvariablen.

fx) A Fx) A

1]
b-a

> f T >

I |
a b X a b X

Abbildung 2.1 : Dichte- und Verteilungsfunktion einer gleichmdfSig stetig verteilten Zufallsva-
riablen.

Der Normalverteilung wird eine besondere empirische Bedeutung zugesprochen, da

viele Zufallsvariablen in der Praxis einem Verteilungsmodell angehéren, deren Form né-
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herungsweise einer Normalverteilung entspricht. Zufallsvariablen treten mir einer rela-
tiven Haufigkeit auf, so dass das zugehorige Histogramm durch die Dichtefunktion der
Normalverteilung approximiert wird.

Der zentrale Grenzwertsatz (Beyer u.a. (1991)) rechtfertigt die Modellierung von Zu-
fallsvariablen durch eine Normalverteilung. Seien X1, Xo, ..., X, unabhingige und iden-
tisch verteilte Zufallsvariablen mit dem Erwartungswert p und der Varianz o2 # 0. Die
Summe dieser Zufallsvariablen S, = Y7 | X; ist selbst eine Zufallsvariable. Fiir S,, gilt
der zentrale Grenzwertsatz: S, ist flir n — oo anndhernd normalverteilt. Daraus folgt
auch, dass die Zufallsvariable X = S—n" ebenfalls gegen eine Normalverteilung konvergiert.
X ist nicht nur dann normalverteilt, wenn die Zufallsvariablen X1, X»,..., X,, normal-
verteilt sind, sondern bei ,grofsen“ n auch dann, wenn diese keiner Normalverteilung
folgen.

Eine stetige Zufallsvariable X unterliegt einer Normalverteilung mit den Kenngrofen

Erwartungwert u, und Varianz o2, wenn ihre Dichte durch
9 1 _(a=p)?
fx)=¢(x;p,0%) = e 2?7 ,—00 < T < 400 (2.6)

V2ro?

gegeben ist.

Die zugehorige Verteilungsfunktion lautet:

1 r (t—p)?
F(z)=® (z;p,02) =P (X <z)= / e 202 dt 2.7
(@)= (mno’) = P(X<a)= = | 2.7
Die Dichtefunktion ist durch den Verlauf einer Glockenkurve charakterisiert. Diese

néhert sich asymptotisch der Abszissenachse bei abfallenden und steigenden Werten x mit

x — —o0 bzw. £ — +00 an. Die Dichtefunktion besitzt bei x = p ihr Maximum und hat

den Wert m}%. Sie ist symmetrisch beziiglich x = u. Die Abszissen der Wendepunkte sind
x12 = pEo. Eine Verdnderung des Erwartungswertes p bewirkt eine Parallelverschiebung
der Dichtefunktion entlang der xz-Achse. Eine Verdnderung von o bewirkt dagegen eine
Stauchung der Dichtefunktion. Je grofer o ist, desto flacher verlauft die Dichtefunktion,
siehe Abbildung 2.2.

Die Wahrscheinlichkeit einer Zufallsvariable X wird durch die Verteilungsfunktion be-
stimmt. Anschaulich gibt der Flidchenanteil unter der Dichtefunktion im betrachteten
Bereich die Wahrscheinlichkeit in diesem an. Die Gesamtflache zwischen der Dichtefunk-
tion und der x-Achse betrigt 1. Je grofler o ist, desto geringer ist die Wahrscheinlichkeit
fiir Werte, die weit entfernt von p sind. Umgekehrt gilt, je kleiner o ist, desto starker ist
die Konzentration der ,Wahrscheinlichkeitsmasse* in der Umgebung von u. Abbildung

2.3 stellt den Zusammenhang zwischen der Dichte- und Verteilungsfunktion am Beispiel
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b(x) »(x)
4 = 1.0
0 w=0
o=1
0=2 0.8
0.3 o=3
o=4
0.6
0.2
0.4
0.1
0.2
0.0 — & 0.0 -
I T T T T T 1 I T T T T T 1
-12 -10 -5 0 5 10 12 -12 -10 -5 0 5 10 12

Abbildung 2.2 : Dichtefunktion (@) und Verteilungsfunktionen (®) von Normalverteilungen fiir

unterschiedliche Standardabweichungen o mit gleichem Erwartungswert p.

einer Normalverteilung dar. Tabelle 2.2 fasst zudem einige Wahrscheinlichkeitswerte fiir
bestimmte Intervalle zusammen. Diese Wahrscheinlichkeiten gelten fiir alle Normalvertei-

lungen beziiglich den entsprechenden Kenngréfsen. Folgende Berechnungsformeln sind

() O(x)
04 T 1.0
0.8
0.3
0.6
(W)
02 — 0.5
0.4 -
0.1 4
0.2 O(u-0)
00 - ——— =" 07 0.0 -
T T T T T T 1 I T T T T T 1
H-40 p-30 u-20 p-o u H+0 M+20 p+30 p+40 M-40 p-30 p-20 p-0o K H+0 M+20 p+30 p+40

Abbildung 2.3 : Dichtefunktion (p) und Verteilungsfunktionen (®) der Standardnormalvertei-
lung. Die Wahrscheinlichkeiten entsprechen der Fliche unter der Dichtefunktion.

fiir die Wahrscheinlichkeit einer normalverteilten Zufallsvariablen X gegeben, wobei a

10
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Intervall Flachenanteil

(Wahrscheinlichkeit)
[ — o; pl 0.34
[ p+ o] 0.34
w—o;u+ o] 0.68
[+ o5 p 4+ 20] 0.14
1w —o;u—20] 0.14
[t — 205w+ 20] 0.95
[t — 305+ 30] 0.99

Tabelle 2.2 : Wahrscheinlichkeiten als Fldchenanteile in bestimmten Intervallen. Die Angaben
sind ungefihr auf 1% genaw (Sachs u. Hedderich (2006)).

und b reelle Zahlen sind:

Pa< X <)) :<I>(b;u,02) —@(a;,u,a2)
P (X <b) :<I>(b;u,02)
P(X>a)=1-P(X <a)=1-®(ajp,0°) (2.8)

Eine Normalverteilung mit ¢ = 0 und ¢ = 1 heiftt standardisierte Normalverteilung

oder Standardnormalverteilung. Die Dichtefunktion ist gegeben durch:

[ (@) = ¢ (2:0,1) = \/12? (2.9)

Die Verteilungsfunktion lautet:

F(z)=®(2;0,1) = P(X <=x) (2.10)

vl

Jede Normalverteilung mit beliebigem Erwartungswert und Varianz lasst sich in die
Standardnormalverteilung tiberfithren, indem die Zufallsvariable X folgendermafien stan-

dardisiert wird:

(2.11)

Fiir diese Zufallsvariable gilt:

f(ﬂf)zéso (x;“;0,1> (2.12)

11
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F(:c):@(ggg'u;o,l) (2.13)

Fiir beide Funktionen einer Normalverteilung, der Dichte- und der Verteilungsfunktion,
gibt es Tabellen, aus deren fiir vorgegebene x-Werte der dazugehorige Funktionswert ab-
zulesen ist. Die Werte der Verteilungsfunktion lassen sich auch approximativ berechnen,
z.B. durch folgende polynomiale Approximation nach Abramowitz u. Stegun (1964):

1

P (2;0,1) =1 — ¢ (2;0,1) (a1t + ast?® + a3t3) +e(x), t= , le(z)| <107°
14 px
p = 0.33267, a; = 0.4361836, as = —0.1201676, a3 = 0.9372980
(2.14)

2.6 Grundgesamtheit, Stichprobe, Schatzer und Tests

Eine Zufallsvariable X mit der zugehorigen Wahrscheinlichkeitsverteilung wird als Grund-
gesamtheit bezeichnet. Die Grundgesamtheit beschreibt folglich die Menge aller mogli-
chen Realisierungen der Zufallsvariable. Eine n-elementige Teilmenge einer Grundgesamt-
heit von X heifst konkrete Stichprobe. Jede Realisierung wird als Element der Stichpro-
be bezeichnet. Wird das Zufallsexperiment wiederholt, so sind die Realisierungen von
Stichprobe zu Stichprobe unterschiedlich. Das bedeutet, dass der erste Wert der ersten
Stichprobe unterschiedlich von dem ersten Wert der zweiten Stichprobe ist. Somit ist der
erste Wert ebenfalls eine Zufallsvariable. Analog werden auch die restlichen Werte als
Zufallsvariablen betrachtet. Diese heifsen Stichprobenvariablen. Aus der in einer Stich-
probe enthaltenen Informationen werden Aussagen iiber die Grundgesamtheit gemacht.

Folgende Félle treten hierbei auf:
1. Schétzen der Kenngrofen der Grundgesamtheit.
Falls nur der Verteilungstyp der Grundgesamtheit bekannt ist, werden die unbe-
kannten Kennwerte dieser Verteilung geschéatzt.
2. Priifen von Hypothesen.

Hypothesen iiber die Verteilung oder deren Kenngrofen sind mit den aus der Stich-
probe entnommenen Informationen so in Verbindung zu bringen, dass dariiber ent-
schieden werden kann, ob sie mit dieser Information vereinbar sind (Beyer u.a.
(1991)).

Im folgenden Abschnitt wird das Schéitzen der Kenngrofsen der Grundgesamtheit be-

trachtet, um im Anschluss das Priifen von Hypothesen zu behandeln.

12
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2.6.1 Schatzer

Durch Naherungswerte, sogenannte Schatzwerte, werden unbekannten Kenngréften be-
stimmt. Die Vorschrift zur Berechnung eines Schétzwertes wird als Schatzfunktion oder
Punktschétzung bezeichnet. Diese ist eine Funktion der Stichprobe. Eine Schéitzfunktion

sollte folgenden Kriterien geniigen (Beichelt u. Montgomery (2003)):
1. Erwartungstreue (Unverzerrtheit).

Eine Schiitzfunktion 6 eines Parameters 6 ist erwartungstreu oder unverzerrt, wenn
der Erwartungswert von 0 gleich dem Parameter 6 ist. 0 ist asymptotisch erwartung-
treu, falls bei wachsendem Stichprobenumfang der Grenzwert des Erwartungswertes

von 6 gleich dem Parameter 6 ist.

2. Konsistenz.

Eine Schitzfunktion 6 eines Parameters 6 ist konsistent, wenn 6 mit wachsendem

Stichprobenumfang in Wahrscheinlichkeit gegen 6 konvergiert.

3. Wirksamkeit.

Seien 91 und ég erwartungstreue Schétzfunktionen fiir 6. él heifst wirksamer oder

effizienter als 0, wenn fiir ihre Varianzen V(0;) und V(6) V(61) < V(6,) gilt.

Das Verhaltnis n = KEZI; wird als relativer Wirkungsgrad von 0, in Bezug auf 6,
2

bezeichnet.

4. Asymptotische Normalverteilung.

Eine Schitzfunktion 6 ist bei wachsendem Stichprobenumfang asymptotisch nor-
malverteilt, wenn die standardisierte Schétzfunktion gegen die standardisierte Nor-

malverteilung strebt.

Das arithmetische Mittel X einer Stichprobe vom Umfang n, sieche Formel 2.15, ist eine
erwartungstreue, konsistente, effiziente und asymptotische normalverteilte Schatzfunkti-

on fiir den unbekannten Erwartungswert p der Zufallsvariable in der Grundgesamtheit.
- 1
X==)u (2.15)

Die Stichprobenvarianz oder empirische Varianz, siehe Formel 2.16, ist eine erwar-
2

tungstreue und asymptotisch effiziente Schéatzfunktion fiir die unbekannte Varianz o
der Zufallsvariable in der Grundgesamtheit.

2= 1 S (X - X)° (2.16)

n—1




2 Statistische Grundlagen

Die positive Quadratwurzel von s? wird als empirische Standardabweichung bezeichnet.

Eine geeignete Schatzfunktion fiir die unbekannte, theoretische Verteilungsfunktion
der Grundgesamtheit stellt die empirische Verteilungsfunktion dar, siche Formel 2.3. Der
Satz von Gliwenko besagt, dass die empirische Verteilungsfunktion der Stichprobe vom
Umfang n fiir n — oo mit Wahrscheinlichkeit gleichmafig fiir alle x gegen die theoretische
Verteilungsfunktion der Grundgesamtheit konvergiert (Beyer u.a. (1991)). Daraus folgt,
dass fiir ,,grofe” n die empirische Verteilungsfunktion eine geeignete Schétzfunktion fiir

die theoretische Verteilungsfunktion ist.

2.6.2 Statistische Tests

Das Priifen von Hypothesen erfolgt durch statistische Tests. Diese priifen die Vertei-
lung einer Grundgesamtheit einer Stichprobenvariable oder ihren Kenngréfen anhand
einer gezogenen Stichprobe. Die aus der Stichprobe entnommenen Informationen werden
herangezogen, um Entscheidungen iiber Hypothesen zu treffen. Eine Hypothese ist eine
Annahme iiber unbekannte Eigenschaften der Grundgesamtheit. Es wird zunéchst eine
Nullhypothese Hj aufgestellt, deren Annahme oder Ablehnung durch die Uberpriifung
der Stichprobe festgelegt wird. Neben Hy kénnen auch eine oder mehrere Alternativhy-
pothesen behandelt werden.

Falls die Verteilungsfunktion der Grundgesamtheit bekannt ist und die Hypothese iiber
unbekannte Kenngrofen dieser Verteilung aufgestellt wird, so handelt es sich um eine Pa-
rameterhypothese. Statistische Tests, die diese Hypothese priifen, heifen Parametertests.
Bezieht sich dagegen die Hypothese auf die unbekannte Verteilung der Grundgesamtheit,
so wird sie als Verteilungshypothese oder nichtparametrische Hypothese bezeichnet. Ent-
sprechend wird von nichtparametrischen, parameterfreien oder verteilungsfreien Tests
gesprochen.

Aufgrund der Tatsache, dass der Ausgang des Tests auf Informationen der Stichprobe

basiert, konnen zwei Fehler begangen werden:
e Fehler erster Art: die Nullhypothese wird abgelehnt, obwohl sie richtig ist.

e Fehler zweiter Art: die Nullhypothese wird angenommen, obwohl sie falsch ist.

Die Wahrscheinlichkeit den Fehler erster Art zu begehen, heiftt Irrtumswahrscheinlich-
keit. Diese nimmt den vorzugebenden Wert o an. Typische Werte fiir o sind 0.05 oder
0.01. Die statistische Sicherheit ist somit durch (1 — ) definiert. Durch die Irrtums-

wahrscheinlichkeit wird der Ablehnungsbereich, der sogenannte kritische Bereich, fiir die

14
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Hypothese festgelegt. Wird « kleiner als 0.01 gewéhlt, wird der Nachweis einer falschen
Hypothese schwieriger. Dadurch wéchst in der Folge die Wahrscheinlichkeit eines Fehlers
zweiter Art. Dieser Fehler heiftt Giite oder Trennschérfe des Priifverfahrens und nimmt
den Wert § an.

Fiir die Annahme oder Ablehnung der Nullhypothese wird eine Priifgrofse verwendet.
Die Priifgrofe ist eine Stichprobenfunktion einer zur betrachteten Grundgesamtheit ge-
horenden Stichprobe. Steht die Priifgrofie im Widerspruch zu dem Ablehnungsbereich,
besteht kein Grund zur Ablehnung der Nullhypothese.

Im Folgenden werden zwei parameterfreie Tests, der x2- und der Kolmogorov-Smirnov-
Test, zur Uberpriifung der Hypothese, dass die Grundgesamtheit der betrachteten Stich-
probe einer bestimmten Verteilung folgt, behandelt. Der y2-Test ist fiir beliebige Ver-
teilungen durchfithrbar, wogegen der Kolmogorov-Smirnov-Test nur bei stetigen Vertei-
lungsfunktionen anwendbar ist. In den folgenden Abschnitten wird beschrieben wie beide
Tests die Verteilungsfunktion einer Grundgesamtheit auf eine Normalverteilung iiberprii-

fen.

2.6.2.1 y?- Test

Durch den y2-Test wird die unbekannte Verteilungsfunktion der Grundgesamtheit der
Stichprobe auf die Normalverteilungsfunktion der gleichen Grundgesamtheit gepriift. Die
Nullhypothese Hy sagt folglich aus, ob die Stichprobe in der Grundgesamtheit normal-

verteilt ist:
Hy:F(x)=9 (CL‘;M,O’Z)

Dabei ist F' die unbekannte Verteilungsfunktion der Stichprobe und ® die Verteilungs-
funktion der Normalverteilung mit den Parametern p und o2, siche Formel 2.7. Beide
Kenngroflen werden aus der Stichprobe geschéatzt, d.h. fiir den Erwartungswert wird der
Mittelwert durch Formel 2.15 berechnet und fiir die Varianz wird die empirische Varianz
durch Formel 2.16 verwendet.

Der Wertebereich der Stichprobe wird in k édquidistanten Klassen unterteilt. Die unbe-
kannte Verteilungsfunktion wird durch die absolute Haufigkeit h,, mit (m =1,2,...k)
der Werte in den Klassen représentiert. Diese gibt die Anzahl der Werte in jeder Klasse
an, wie Abschnitt 2.4 beschrieben.

Mit Hilfe von & (ac; Lt 02) lasst sich die Wahrscheinlichkeit p,, dafiir berechnen, dass
ein Wert = in die m-te Klasse fallt. p,, gibt also den Flachenanteil unter der Normal-

verteilungskurve zwischen der oberen und unteren Klassengrenze einer Klasse m an. Um

15



2 Statistische Grundlagen

diese Flidche zu ermitteln, werden die Stichprobenwerte standardisiert, um auf eine Stan-
dardnormalverteilung priifen zu kénnen.
Fiir p,, gilt nach den Formeln 2.8 folgende Gleichung;:
pm:P(xekm):P<0m‘1_“ <z< om—u> :(I)(Om_,u) _®(om_1—u)

o o (o g

Dabei ist o,, die obere und o,,,—1 die untere Klassengrenze der m-ten Klasse. Das Produkt
von n und p,, gibt die theoretische Haufigkeit an. Die Bedingung
npy, > 5 muss erfiillt sein. Ist sie nicht erfiillt, werden Klassen zusammengefasst, indem
die entsprechenden empirischen und theoretischen Haufigkeiten jeweils aufsummiert und
die Klassengrenzen angepasst werden.

Die Differenz zwischen der empirischen und der theoretischen Haufigkeit gibt die Ab-
weichung zwischen der empirischen und theoretischen Verteilung der Stichprobe an. Die
Priifgrofse X?g stellt die Summe der normierten Abweichungen dar und wird wie folgt

berechnet:

By @17)
Xs = I — :
m=1 Pm

Die Priifung auf Normalverteilung schlieft ein, durch die vorgegebene Irrtumswahr-
scheinlichkeit a das Quantil Xi.k_r_l der x2-Verteilung aus entsprechenden Tabellen zu
entnehmen. Die Freiheitsgrade sind durch (k — r — 1) gegeben, r ist dabei die Anzahl der
geschitzten Parameter der angenommenen Verteilungsfunktion. Es gilt 7 = 2 wegen der
Schétzung von p und o2.

Der Quantilwert ist ebenfalls nach folgender Formel zu berechnen. f bezeichnet die
Freiheitsgrade und z, ist dabei das Quantil der Ordnung p der standardisierten Normal-

verteilung.

- (VZT—1+42)"
Xfp ™ 2

Die Nullhypothese wird abgelehnt, falls:
X% > X(Q)z;k—r—l

2.6.2.2 Kolmogorov-Smirnov-Test

Die Nullhypothese iiberpriift die unbekannte Verteilungsfunktion auf eine Normalvertei-
lung. Der Test basiert auf dem maximalen Abstand zwischen der empirischen Vertei-

lungsfunktion und der theoretischen Verteilung, der Normalverteilung.
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Die empirische Verteilung ist durch Formel 2.3 gegeben. Die theoretische Verteilung
wird durch die Fldche unter der Standardnormalverteilung bestimmt. Anschlieltend wer-
den die Funktionswerte der entsprechenden Tabellen entnommen oder approximiert.

Im néchsten Schritt werden Differenzen D) und D! zwischen der empirischen und der
theoretischen Verteilungsfunktion an den Sprungstellen z(;) berechnet. z(;) gibt den Wert

an der i-ten Position der Rangliste an.

1—1

Dj =|F (2(-1)) = ® (2. 0%) | = |—— = P (25 |

i
D! = |F (z3)) = ® (z4); 1, 0%) | = |~ = P(zm) |
Der grofite Wert dieser Differenzen stellt die sogenannte D-Statistik D,, dar:
D, = max (Dj, Dy)

Die D-Statistik wird mit einem kritischen Wert verglichen, um eine Entscheidung iiber
die Nullhypothese zu treffen. Der kritische Wert ist aus Tabellen zu entnehmen oder fiir

beliebige Werte der Irrtumswahrscheinlichkeit o nach folgender Formel

—0.5-In ¢
Dop=1 ———2
n

zu berechnen. Die Nullhypothese wird abgelehnt, wenn die D-Statistik grofer als der
kritische Wert ist.

Voraussetzung fiir den Test ist die Stetigkeit der hypothetischen Verteilung, da in
diesem Fall die Verteilung der Testgrofe davon unabhéngig ist. Die Grofen D), D/ und
D,, sind verteilungsfrei, da sie nur vom Stichprobenumfang abhédngen. Aufserdem muss die
theoretische Verteilungsfunktion vollstdndig spezifiziert werden, da der Fehler zweiter Art
sonst groft wird. Falls die Parameter der hypothetischen Funktion, hier Mittelwert und
Varianz, aus der Stichprobe geschétzt werden, werden die kritischen Werte ,konservativ®
oder ungenau.

Eine Variante des Kolmogorov-Smirnov Tests ist der Lillifors Test. Dieser verlauft nach
dem gleichen Schema, wobei die Bestimmung der kritischen Werte exakter ist. Lillifors
bestimmte diese durch Simulationsstudien. Die Resultate, also die simulierten Quantile,
wurden in Tabellen festgehalten. Die kritischen Werte wurden dabei auf Basis von 1000
zufilligen Beispielen und fiir bestimmte Werte von a (0.2,0.15,0.10,0.05,0.01) erstellt.

Abdi u. Molin (2007) présentieren ein Verfahren zur Berechnung der kritischen Werte
als eine Funktion des Stichprobenumfangs und der Irrtumswahrscheinlichkeit. Dieses Pa-

pier stellt eine alternative Methode vor, um den Ausgang des Tests zu entscheiden. Bei der
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Testdiirchfiihrung werden nicht die kritischen Werte bestimmt, sondern die Wahrschein-
lichkeit einer bestimmten Priifgrofe. Ist diese kleiner als die Irrtumswahrscheinlichkeit,
wird die Nullhypothese abgelehnt. Diese Methode ist auf zwei Nachkommastellen genau.

Hierfiir wird zunachst Grofle A berechnet:

—(by 1)+ /(b + ) — by (b — D;?)
B 2bs
bo = 0.08861783849346,
by = 1.30748185078790,

by =0.08861783849346

Schlieflich wird die Wahrscheinlichkeit der Priifgrofse P (D,,) bestimmt.

P (D,) = — 0.37782822932809A° + 1.67819837908004A"
— 3.02959249450445 A% + 2.80015798142101 4°
— 1.39874347510845A% + 0.40466213484419 A°
— 0.06353440854207 A% + 0.00287462087623 A"
+ 0.00069650013110A4% — 0.00011872227037 A°
+ 0.00000575586834 A0 + ¢

Falls P (D)) kleiner als die Irrtumswahrscheinlichkeit ist, wird die Nullhypothese abge-
lehnt, anderenfalls angenommen.
Mason u. Bell (1986) haben ebenfalls Formeln fiir die Bestimmung der kritischen Werte

entwickelt. Diese sind nur fiir bestimmte a angegeben, siehe Tabelle 2.3.

0.01 1.035
0.05 0.895
0.10 0.819
0.15 0.775

0.20 0.741

Tabelle 2.3 : Kritische Werte fir D,, nach Mason u. Bell (1986).
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Gegeniiberstellung des x2- und des Kolmogorov-Smirnov-Tests Bei dem y2-Test wer-
den unbekannte Parameter geschétzt. Werden diese bei dem Kolmogorov-Smirnov-Test
geschiitzt, ist die Variante von Lilliefors zu benutzen. Bei dem x2-Test gehen Informatio-
nen iiber die Stichprobe durch die Klasseneinteilung verloren, da nach Bosch (1993) nicht
die Verteilung, sondern daraus abgeleitete Klassenwahrscheinlichkeiten getestet werden,
wahrend der Kolmogorov-Smirnov-Test die Stichprobenwerte ohne Informationsverlust
iiber die empirische Verteilungsfunktion benutzt.

Der Kolmogorov-Smirnov-Test ist bei kleinerem Stichprobenumfang dem x2-Test vor-
zuziehen. Der x2-Test sollte dagegen bei grofem Stichprobenumfang benutzt werden, da
die Testgrofe asymptotisch x2-verteilt ist. Der y2-Test ist konsistent und unverfilscht, der
Kolmogorov-Smirnov-Test ist konsistent, aber nicht unverfilscht. Die Konsistenz sichert
in diesem Zusammenhang, dass der Fehler zweiter Art mit wachsendem Stichprobenum-
fang gegen Null konvergiert. Die Unverfilschtheit besagt, dass die Wahrscheinlichkeit,
eine wahre Nullhypothese abzulehnen, nie grofer ist, als wenn die Nullhypothese falsch
ist (Bosch (1993)).
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3 Plagiaterkennung

Ausgangspunkt bei der Plagiaterkennung ist ein verdachtiges Dokument, welches auf
mogliche Plagiatstellen hin untersucht wird. Bei der Analyse des Dokumentes wird dieses
entweder lokal oder global betrachtet. Bei der erstgenannten Herangehensweise werden
die Textabschnitte des Dokumentes untersucht, bei letztgenannten das ganze Dokument
als eine Einheit. Dementsprechend werden Erkennungsmethoden Kategorien der lokalen
und der globalen Dokumentenanalyse zugeordnet. Diese Erkennungsmethoden ziehen bei
der Untersuchung eines Dokumentes eine Dokumentensammlung zum Vergleich heran,
um ein Plagiatvergehen festzustellen. Im Fall, dass keine Dokumentensammlung vor-
liegt, wird versucht Plagiate intrinsisch, also aus dem untersuchten Dokument heraus, zu
erkennen. Meyer zu Eissen u. a. (2007) fassen unterschiedliche Plagiatvergehen und kor-

respondierende Erkennungsmethoden in einer Taxonomie in Abbildung 3.1 zusammen.

GroBer Teil des Dokumentes
Globale Analyse:
Dokumentmodellvergleich (Suffixbaum)

___ Exakte Kopie

Identitétsanalyse Mit Referenzkorpus:

Chunk-Identitdt (MD5-Hash)
Kleiner Teil des Dokumentes

Lokale Analyse
Plagiatvergehen .
Erkennungsmethode < gggf’ al-'[i;;‘zrenzkorpus.
Ubersetzung
Strukturanalyse

GroBer Teil des Dokumentes
L Modifizierte Kopie Globale Analyse:
Dokumentmodellvergleich (Vektorraummodell)

Umformung

Ahnlichkeitsanalyse .
Mit Referenzkorpus:

Fuzzy-Fingerprint
Kleiner Teil des Dokumentes
Lokale Analyse

Ohne Referenzkorpus:
Stilanalyse

Abbildung 3.1 : Tazonomie von Plagiatvergehen in Verbindung mit entsprechenden Erken-

nungsmethoden nach Meyer zu Eissen u. a. (2007).

Die Plagiaterkennung mit einer Dokumentensammlung ist zudem als drei-stufiger Pro-
zess darstellbar (Stein u.a. (2007)):
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1. Heuristisches Retrieval.

Abschnitte eines untersuchten Dokumentes werden in einem Referenzkorpus ge-
sucht. Die zuriickgegebenen Kandidatendokumente, falls vorhanden, enthalten die

entsprechenden Originalpassagen.

2. Detaillierte Analyse.

Die moglicherweise plagiierten Abschnitte jedes Kandidatendokumentes werden mit
dem Anfragedokument verglichen. Wird eine hohe Ahnlichkeit festgestellt, bestitigt
dies den Plagiatverdacht.

3. Wissensbasierte Nachbearbeitung.

Die dhnlichen Abschnitte werden beziiglich ordnungsgeméfer Angaben wie Quel-
lennachweise oder Zitate untersucht. Entsprechend wird ein Plagiatvergehen fest-

gestellt oder verneint.

Erkennungsmethoden werden im zweiten Schritt des Erkennungsprozesses, der detaillier-
ten Analyse, angewandt. Die Plagiatenerkennung ohne Referenzkorpus basiert auf der
Untersuchung des Schreibstils eines Autors, der Stilanalyse. Diese bildet den Schwer-
punkt dieser Arbeit und wird im Kapitel 4 vorgestellt. Im Folgenden wird entsprechend
der Taxonomie 3.1 eine Ubersicht der Erkennungsmethoden gegeben. Deren Ziel ist es,
identische oder dhnliche Dokumente zu finden. Diese deuten, unter Verwendung einer

Dokumentensammlung, auf mogliche Plagiate hin.

Chunk Identity Dieses Verfahren berechnet mittels einer Hashfunktion Hashwerte fiir
jeden Abschnitt eines Dokumentes. Zwei Abschnitte sind identisch, wenn die berechneten

Hashwerte iibereinstimmen.

Fuzzy-Fingerprinting Beim Fuzzy-Fingerprint-Verfahren handelt es sich um einen has-
hbasierten Ansatz, welcher eine Variante des Similarity-Hashings darstellt. Es wird hier-
bei davon ausgegangen, dass bei einer Kollision der Hashwerte die korrespondierenden
Abschnitte eine hohe Ahnlichkeit zueinander aufweisen. Der Ansatz der Chunk Identity
wird auf diese Weise fiir &hnliche Zeichenfolgen erweitert. Eine detaillierte Beschreibung
der Vorgehensweise zur Plagiaterkennung mittels Fuzzy-Fingerprinting ist in Stein u.
Meyer zu Eifsen (2006) zu finden.
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3 Plagiaterkennung

Vektorraummodell Basierend auf der Vereinigungsmenge aller in einer Menge von Do-
kumenten enthaltenen Worter wird ein Wérterbuch gebildet. Dessen Eintrége spannen
einen Vektorraum auf. Jedes Dokument wird durch einen Wortvektor im Vektorraum
reprasentiert. Ein Wortvektor enthélt somit Informationen iiber die im Dokument ent-
haltenen und nicht enthaltenen Worter. Sollen zwei Dokumente miteinander verglichen
werden, so wird der Kosinus des Winkels zwischen den normierten Wortvektoren berech-
net. Je kleiner der Winkel ausféllt, desto dhnlicher sind beide Dokumente. Das normierte
Skalarprodukt beider Wortvektoren heift Kosinus-Ahnlichkeitsma$. Andere Mafe, die im
Vektorraummodell zur Anwendung kommen, sind zum Beispiel das Pseudo-Kosinusmaf,
das Dice-Maf, das Uberdeckungsma® oder das Jaccard-Maf (Ferber (2003)).

Suffixbaummodell Das Suffixbaummodell beriicksichtigt die Beziehung der Worter ei-
nes Dokumentes untereinander, das bedeutet, dass die natiirliche Reihenfolge der Worter
im Gegensatz zum Vektorraummodell beibehalten wird. Ein Suffixbaum ist eine graph-
basierte Datenstruktur. Ein Dokument d wird als Folge von Wortern d = wi ... wp,
betrachtet. Der i-te Suffix des Dokumentes ist diejenige Teilfolge von d, die mit dem
Wort w; anféangt. Ein Suffixbaum von d ist ein beschrifteter Baum, der jeden Suffix von d
entlang des Pfades enthilt, der durch Kanten mit den Woértern des Suffixes beschriftet ist.
Die Ahnlichkeit zweier Dokumente wird durch Uberlappungen von Zeichenfolgen im ge-
meinsamen Suffixbaum der beiden Dokumente festgelegt. Als Ahnlichkeitsmaf dient ein
angepasstes Jaccard-Mafk. Dieses Mak erfasst Ubereinstimmungen der Wortreihenfolge.
Das MafR setzt die Schnittmenge und die Vereinigung der Kantenmengen mit verschie-
dener Beschriftung ins Verhéltnis. Die Beschriftung ist davon abhéngig, ob die Kanten
der jeweiligen Menge wiahrend des Einfiigens von Suffixen des jeweiligen Dokuments im

Suffixbaum traversiert werden (Meyer zu Eifsen u. a. (2005)).

Plagiatvergehen, die durch Ubersetzung eines Dokumentes oder Teile davon in einer
anderen Sprache entstehen, werden durch eine sprachiibergreifende Ahnlichkeitsanaly-
se erkannt. Potthast u.a. (2008) stellen hierzu ein Verfahren zur sprachiibergreifenden

Plagiaterkennung, die Cross-Language-Explicit-Semantic-Analyse (CL-ESA), vor.

Cross-Language-Explicit-Semantic-Analyse Bei diesem Verfahren ermoglicht ein sprach-
iibergreifendes Konzeptraummodell den Inhalt von verschiedensprachigen Dokumenten
einheitlich darzustellen und zu vergleichen. Ein Konzept ist ein sprachunabhéngiges
Merkmal, fiir dieses demnach in jeder Sprache eine Représentation existiert. Grundlage

des Konzeptraummodells ist eine multilinguale Wissensmenge, die Konzepte in verschie-
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3 Plagiaterkennung

denen Sprachen enthélt. Es werden sogenannte Stiitzvektoren erstellt, die das Konzept
in jeder Sprache représentieren. Zur Berechnung des Konzeptvektors fiir ein Dokument
werden diejenigen Stiitzvektoren verwendet, die die Konzepte der Sprache des Dokumen-
tes darstellen. Um eine Ahnlichkeit zwischen zwei verschiedensprachigen Dokumenten
zu bestimmen, wird wiederum der Kosinus des Winkels zwischen den Konzeptvektoren

berechnet.
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4 Modell zur Erfassung von

Stilanderungen als Ausreilder

Die intrinsische Plagiaterkennung basiert auf dem Verfahren der Stilanalyse, das Stil-

anderungen innerhalb eines betrachteten Dokumentes erfasst. Dieses wird in Bezug auf

Anderungen im Schreibstil analysiert. Zu diesem Zweck werden explizit die Abschnitte

des Dokumentes untersucht. Ein Ausreiffer wird dabei als Stilwechsel interpretiert, der

potentiell plagiierte Stellen darstellt.

Der Schreibstil jedes Abschnittes wird mit Hilfe quantifizierbarer Stilmerkmale be-

rechnet. Diese basieren nach Meyer zu Eissen u.a. (2007) auf folgenden semiotischen

Charakteristika:

1.

Auf Zeichenebene definierte Textstatistiken.

Beispiele hierfiir sind die Anzahl der Kommata, die Anzahl der Fragezeichen und

die Wortléange.

. Auf Satzebene definierte syntaktische Merkmale.

Untersucht wird die Satzlinge und es werden Statistiken iiber die Benutzung von

Funktionsworter erhoben.

. Wortart-Merkmale zur Quantifizierung der Benutzung von Wortklassen.

Auszugsweise ist die Anzahl der Adjektive und die der Pronomen zu nennen.

. Geschlossene Mengen, die bestimmte Wortklassen zéhlen.

Beispiele hierfiir sind die Anzahl der Stoppworter und die der Fremdworter.

. Strukturelle Merkmale, die die Textorganisation beschreiben.

Interessant sind hier beispielsweise die Paragraph- und die Kapitellange.

Zur Feststellung von Schreibstilinderungen wird eine formal-mathematische Sicht fiir

das Dokument benétigt. Stein u. Meyer zu Eissen (2007) stellen hierzu eine Stilmodell-

reprasentation flir das Dokument vor. Sei d das untersuchte Dokument und sei weiterhin
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4 Modell zur Erfassung von Stildnderungen als Ausreifier

81,...,8n eine Zerlegung von d in n nicht unterbrochene sich nicht iiberlappende Ab-
schnitte. Sei g1, ..., 0y, eine Menge von Stilmerkmalen, von denen jedes einen Stilaspekt
des Schreibstils quantifiziert, wobei jedes Merkmal einen reellen Wert zu einem Abschnitt

s C d zuordnet:
oi:s—oi(s) ER

Die Stilmodellrepréasentation s eines Abschnittes s wird als m-dimensionaler Vektor

dargestellt:

01 (3)

s = : ,sCd
om (8)

Die Hypothese ist, dass wenn ein Abschnitt s~ C d plagiiert ist, unterscheidet sich
seine Stilmodellreprisentation s~ deutlich von der Stilmodellreprisentation s™, die die
nicht-plagiierten Abschnitte s™ C d beschreibt. Um diesen Unterschied zu erfassen, wird
fiir jeden Abschnitt s der Vektor sa der relativen Abweichungen seiner Stilmerkmale

vom Mittelwert des Dokuments wie folgt berechnet:

o1(s)—c1(d) z
P 1
1@ 0 (s) - 01 (d)

@ ,sCd (4.1)

SA = : = s =

om(s)—om(d)
Om (d) Tm

Ein Beispiel zur Verdeutlichung dieses Sachverhalts. Ein Diplomand schreibt iiberwie-
gend kurze Sétze. Ein Abschnitt in seiner Arbeit besteht jedoch aus langen Sétzen. Das
bedeutet, dass beziiglich des Merkmals ,Satzlinge* die Stilmodellrepréisentation des be-
trachteten Abschnittes stark von der Stilmodellrepréasentation des ganzen Dokumentes
abweicht. Diese Abweichung ist als Ausreifser interpretierbar. Werden beziiglich verschie-
dene Stilmerkmale Ausreifser in diesem Abschnitt entdeckt, so bekraftigen diese die Aus-
sage, dass dieser plagiiert ist. Ziel dieser Arbeit ist es, solche Ausreiler innerhalb eines
Abschnittes zu erkennen, um {iber diesen ein korrektes Plagiaturteil zu féllen.

Fiir die weitere Betrachtung wird das untersuchte Dokument durch eine m x n-Matrix,
siehe Matrix 4.3, dargestellt. Dabei gibt m die Anzahl der Stilmerkmale und n die Anzahl
der Abschnitte des Dokumentes an. Die Vektoren der Form 4.1 sind die Zeilenvektoren der
Matrix. Ein Element x;; stellt dabei den Wert des j-ten Abschnittes fiir die Abweichung
beziiglich des i-ten Stilmerkmals dar:
0i (sj) — 0i (d)

o, (d) y S5 - d (4.2)

Tji =
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4 Modell zur Erfassung von Stildnderungen als Ausreifier

Tl T2 o Tim
Ta1 T2t Tam
d—
Tp—1,1 Tp—-12 *°° Tn—-1m
Tn,1 Tn,2 cee Tn,m

26



5 Funktionen zur
Eine-Klassen-Klassifikation von

Plagiatstellen als Ausreiller

Die Plagiatanalyse verfolgt das Ziel Plagiate innerhalb eines Dokumentes automatisch zu
erkennen. Eine Moglichkeit zur Erkennung ist die Anwendung von Lernverfahren aus dem
Gebiet des maschinellen Lernens. Diese Verfahren lernen aus einer Menge von Beispielen
mit bestimmten Klassenzugehorigkeiten eine Funktion f, um zukiinftig unbekannten Bei-
spielen eine Klasse zuzuordnen. Der Lernvorgang ist als Trainieren und die Zuordnung
als Klassifikation bekannt. Im Fall der Plagiatanalyse sind zwei Klassen vorhanden — die
der nicht-plagiierten Abschnitte und die der plagiierten Abschnitte. Ein Zwei-Klassen-
Lernverfahren wére eine Losung fiir die Zuordnung von Abschnitten zu einer Klasse. Je-
doch existiert keine repréasentative Menge von plagiierten Abschnitten. Plagiatvergehen
werden zudem kaum verdffentlicht und es ist schwierig ,typische* Plagiate zu sammeln.
Die zweite Klasse, die der plagiierten Abschnitte, fehlt demnach. Aus diesem Grund
wird ein Lernverfahren zur Eine-Klassen-Klassifikation, insbesondere Funktionen dieser,
betrachtet.

Die intrinsische Plagiaterkennung ist ein solches Eine-Klasse-Klassifizierungsproblem.
Charakteristisch ist, dass ausschliefslich Informationen iiber eine Klasse gegeben sind
— Informationen iiber die sogenannte Zielklasse. Dagegen gehoren alle anderen Infor-
mationen einer Ausreifserklasse an. Im Fall der intrinsischen Plagiaterkennung formen
die Dokumentbestandteile des vermutlichen Autors, die nicht-plagiierten Abschnitte, die
Zielklasse. Informationen iiber Dokumentbestandteile beliebiger Autoren, die plagiierten
Abschnitte, sind demgegeniiber der Ausreifferklasse zugeordnet. Die Elemente der Ziel-
klasse sind zahlreich vorhanden, wihrend die der Ausreilerklasse unbekannt sind und
fehlen kénnen.

Die Aufgabe eines Lernverfahrens zur Eine-Klassen-Klassifikation besteht im Kontext
der intrinsischen Plagiaterkennung darin, alle Abschnitte zu identifizieren, die zu der Aus-

reifferklasse, der ,Plagiatklasse”, gehoren. Verfahren, die diese Aufgabe leisten, basieren
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5 Funktionen zur FEine-Klassen-Klassifikation von Plagiatstellen als Ausreifier

ausschlieflich auf Elementen aus der Zielklasse. Anhand dieses Wissens muss ein solches
Verfahren in der Lage sein, Ausreifser- von Zielklassenelementen zu trennen. Die Funkti-
on, die durch das Verfahren bestimmt wird, ist bei der Ausreifiererkennung’ einzusetzen.
Die Ausreiftererkennung beantwortet dabei die Frage, ob es sich bei einem untersuchten
Wert des Abschnittes um eine Plagiatstelle, also um einen Ausreifser, handelt.

Der Prozess der Ausreifsererkennung verlduft dabei in zwei Schritten: einer Vorberei-
tung und einer Auswertung. Diese sind an den Vorgang des Trainierens und Klassifizierens
angelehnt. Bei der Vorbereitung werden ausschlieflich Elemente der Zielklasse benotigt,
wahrend bei der Auswertung sowohl Ziel- als auch Ausreifferklassenelemente vorliegen
miissen. Beide Schritte nehmen die Klassenelemente in deren Stilmodellreprésentation,
insbesondere dem Stildnderungsvektor (siehe Formel 4.1) entgegen. Ausreifferklassenele-
mente werden im untersuchten Dokument kiinstlich konstruiert, indem urspriingliche
Abschnitte modifiziert oder fremde Abschnitte eingefiigt werden. Jeder Abschnitt erhélt
zusétzlich eine Information iiber seine Klassenzugehorigkeit.

Das Aktivitdtsdiagramm in Abbildung 5.1 stellt das im Folgenden eingesetzte Verfah-
ren dar. Ziel ist es, Funktionen zur Ausreiffererkennung fiir dieses Verfahren zu bestim-

men.

4 Verlauf eines Eine-Klassen-Klassifikations-Verfahrens

Nicht-plagiierte Bestimmung von
G Funktionen (X, ), 1)
o+ J#hi=1, 0 n,” i

o i=1,.m
Abschnitts- Nicht-plagilerte und Neue AusreiBererkennung:
Verdachtiges unterteilung plagiierte Anwendung der i i

@ Toinema @ vond, Abschnittsvektoren ™\ Funktionen f(X; ) vektoren ber den ()

sistcd si. sy ! v Abschnittsvektor

- J

Abbildung 5.1 : Plagiaterkennung durch Eine-Klassen-Klassifikation als Zwei-Schritt-Prozess.

Die lila eingefirbte Komponenten stellen die Vorbereitung, die grimen die Auswertung dar.

Im Vorbereitungsschritt werden Funktionen aus den Zielklassenelementen bestimmt.
Dies erfordert eine Untersuchung der Komponenten der Abschnittsvektoren. Die Vek-
torkomponente fiir bestimmte Stilinderungsmerkmale z;; sind von Abschnitt zu Ab-
schnitt verschieden. Das bedeutet, dass die Werte x;41;,%j424,...,%,; Realisierungen
einer Stichprobenvariablen Xj;; beschreiben. In Anlehnung an die Dokumentenmatrix
stellen die Spaltenvektoren die Realisierungen der konkreten Stichprobenvariablen dar.
Im Vorbereitungsschritt wird fiir jede Stichprobenvariable X ; eine Funktion f (X} ;) be-

rechnet. Im Auswertungsschritt wird anschliefend fiir jeden Abschnittswert z;; durch die

tengl. Outlier Detection
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5 Funktionen zur FEine-Klassen-Klassifikation von Plagiatstellen als Ausreifier

entsprechende Funktion einen Funktionswert 1);; bestimmt. Somit wird fiir jeden j-ten
Abschnitt sa ein neuer Vektor ¥; erzeugt. Anhand des Abschnittsvektors ¥; erfolgt die
Ausreilsererkennung. Eine Mehrheitsentscheidung beziiglich der Anzahl der gefundenen
Ausreifser im Abschnitt bestimmt schlieflich, ob der betrachtete Abschnitt plagiiert ist
oder nicht. Die Bestimmung der Ausreifier erfolgt durch einen Vergleich jeder Vektorkom-
ponente mit einem Schwellwert. Dieser liegt grundsétzlich bei 0.5. Ist eine Vektorkom-
ponente grofser als dieser Schwellwert, so wird angenommen, dass ein Ausreiffer in dem
betrachteten Abschnitt vorliegt. Abhéngig von der Anzahl der festgestellten Ausreifter
wird der Abschnitt als ein Ausreifserklassenelement angesehen, siche hierzu Abbildung
5.2.

Xi,1 Xj,2 Xj,m Stichprobenvariablen

% + ‘ Ihre Realisierungen
X1 X1 Xym
X, . X X Bestimmung

21722 f2m | der Funktion f(X; )

. X fur jede Stichprobenvariable Xi i

X x % j#, =1, ..,ni=1,..,m

k1 “k2 k.m .

Vorbereitung
Auswertung
Xiet,t Anwendung Wia,1 Bestimmung 1 Mehrheits-
Xk+1,2 der entsprechenden Funktion Wito von AusreiBer 0 entscheidung
o > o EEE— : ———————— > Plagiaturteil
f(Xj, i) fur jede Realisierung der X P >05 . # AusreiBer > Wert
B .

bestimmten Stichprobenvariable XJ- b .
Xie1,m =1, ., ni=1,..,m k+1,m 1

Abbildung 5.2 : Zuerst wird fiir jede Stichprobenvariable der Zielklasse eine Funktion berech-
net. Anschlieflend wird diese fiir die Auswertung der Abschnitte des Dokumentes benutzt. Lila

markierte Abschnitte gehéren der Zielklasse an, grine dagegen sind Ausreiflerklassenelemente.

Die in diesem Kapitel vorzustellenden Funktionen stiitzen sich auf folgende Uberlegun-
gen. Das Dokument besitzt m Stichprobenvariablen mit einer bestimmten Wahrschein-
lichkeitsverteilung. Es wird angenommen, dass die Stichprobenvariablen der Zielklasse,
also die Grundgesamtheiten jeder Stichprobenvariablen, normalverteilt sind. Ausreifser-
klassenelemente werden als gleichverteilt betrachtet. Bei einer normalverteilten Stichpro-
benvariablen treten Werte im Zentrum der Verteilung relativ haufig auf, d.h. die Wahr-
scheinlichkeit solcher Werte ist sehr hoch, wahrend die Wahrscheinlichkeit fiir Werte mit
grofter Abweichung vom Erwartungswert gering ist. Umgekehrt verhélt sich die Betrach-
tung der Wahrscheinlichkeit fiir Ausreifser bei der entsprechenden Stichprobenvariablen:
ein Wert nahe dem Erwartungswert ist unmoglich ein Ausreiffer, wihrend ein Wert mit
grofter Abweichung vom Erwartungswert mit hoher Wahrscheinlichkeit einen Ausreifter
darstellt.
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5 Funktionen zur FEine-Klassen-Klassifikation von Plagiatstellen als Ausreifier

Zunachst wird in diesem Kapitel wird die Normalverteilungsannahme durch einen Ge-
wichtsfaktor beurteilt. Im Anschluss daran werden lineare Funktionen eingefiihrt. Weite-
re lineare Funktionen, die Regressionsgeraden, werden im dritten Abschnitt présentiert.
Die Dichtefunktion der Normalverteilung wird fiir eine weitere Funktion im vierten Ab-
schnitt angewandt, bevor abschliefsfend Ausreifter beziiglich des Interquartilbereiches der

Dichtefunktion der Normalverteilung betrachtet werden.

5.1 Quantifizierung der Normalverteilungsannahme

Zur Uberpriifung der Normalverteilungsannahme der Stichprobenvariablen werden Tests
auf Normalverteilung durchgefiihrt. Hierzu werden der x2- und der Kolmogorov-Smirnov-
Test herangezogen. Im Fall, dass ein Test die Hypothese der Normalverteilung einer
Stichprobenvariable ablehnt, wird die Irrtumswahrscheinlichkeit a als Quantifizierung
verwendet. Wird dagegen die Hypothese angenommen, dient die statistische Sicherheit
(1 — ) als Gewichtung. Diese ist mit der Frage nach der Genauigkeit der Untersuchung
in dem Sinne verbunden, dass bei statistischen Aussagen immer ein Irrtum méglich ist.
Die getroffene Quantifizierung verstérkt die Funktionswerte der Funktionen zur Aus-
reiffererkennung. Die Quantifizierung, auch Faktor genannt, gleicht die Verletzung der
Normalverteilungsannahme aus, die bei einer hohen Varianz der Stichprobenvariable auf-
tritt. Das bedeutet, dass die Abweichung der Werte vom Erwartungswert hoch ist, wie
Abbildung 5.4(a) zeigt. Dadurch ,passt* die Normalverteilung nicht zu der tatséchlichen
Verteilung. Bei einer niedrigen Varianz dagegen ist die Normalverteilungsannahme erfiillt,
siche Abbildung 5.4(b).

Bei der Durchfiihrung der Tests fiir alle Stichprobenvariablen wurde die Hypothese
der Normalverteilung abgelehnt. Aufgrund der Tatsache, dass jede Stichprobenverteilung
ein unterschiedliches ,,Anndherungsprofil“ an die Normalverteilung aufweist, kommt das
Maf des relativen Fehlers fiir die Berechnung eines alternativen Faktors in Frage. Hierbei
handelt es sich um eine dimensionslose Groéfe, die den den Quotient aus dem absoluten
Fehler und dem exakten Zahlenwert bildet. Der relative Fehler wird demnach wie folgt
berechnet:

gemessener Wert — exakter Wert
exakter Wert

Relativer Fehler =

Daraus folgt, dass der relative Fehler r fiir die Stichprobenvariablen und der Normal-

verteilung folgende Form annimmt:

absolute Héufigkeit — theoretisch Haufigkeit  hy,, — npp,

theoretische Haufigkeit NPm
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(a) Hohe Varianz der Stichprobenvariable ,Anzahl  (b) Niedrige Varianz der Stichprobenvariable
der Abkiirzungen“. ,Durchschnittliche Satzlange*.

Abbildung 5.3 : Varianzen fiir zwei Stichprobenvariablen. Die beobachtete Hiufigkeit stellt die
absoluten Hdiufigkeiten der Werte in den Klassen dar. Die erwartete Hdaufigkeit berechnet sich
aus den Wahrscheinlichkeiten der Werte fiir jede Klasse durch die Verteilungsfunktion ® und
den Stichprobenumfang.

Die Notation ist gemif der Berechnung der Priifgrofe bei dem y2- Test, sieche Formel 2.17.
Fiir den gesamten Stichprobenumfang der k-Klassen ergibt sich somit fiir den relativen

Fehler:

1< h np
. m m
r = kzimmln <1, W) , T S [0, 1]

Damit ist der Wert der maximalen relativen Abweichung auf 1 beschrankt. Es wird
berticksichtigt, dass die theoretische H&ufigkeit in bestimmten Intervallen auch keinen
Wert annimmt. Dem Faktor w, der beurteilt, ob die Stichprobenvariable normalverteilt

ist, wird der Wert (1 — r) zugesprochen.

Eine weitere Moglichkeit zur Bestimmung eines Faktors besteht darin, die Quantile
der empirischen Héufigkeit mit den entsprechenden Quantilen der Normalverteilung zu
vergleichen. Graphisch entsteht auf diese Weise ein sogenannter Normal-Quantil-Plot.
Hierbei werden auf der x-Achse die Quantile der beobachteten Haufigkeit aufgetragen,
auf der y-Achse die der Normalverteilung. Falls beide Verteilungstypen iibereinstimmen,
liegen die Punkte auf der Winkelhalbierenden, sieche Abbildung 5.4.
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Erwarteter Wert der Normalverteilung
Erwarteter Wert der Normalverteilung

R 1) ¥ L) ) s -To J5 00 0 1o

Beobachteter Wert Beobachteter Wert

(a) Normal-Quantil-Plot der Stichprobenvariable  (b) Normal-Quantil-Plot der Stichprobenvariable
»2Anzahl der Abkiirzungen*. ,2Durchschnittliche Satzlange*.

Abbildung 5.4 : Normal-Quantil-Plots fiir zwei Stichprobenvariablen. Die Plots wurden durch
die statistische Software SPSS erstellt.

5.2 Lineare Funktionen
Eine lineare Funktion ist eine Gerade mit der Funktionsgleichung:
f(z)=ax+Db,

wobei a die Steigung und b den y-Achsenabschnitt bezeichnen. Die Steigung a einer

Geraden durch zwei gegebenen Punkte 1 und x5 lautet:

— A
p ST Ay 6.1)

Der Achsenabschnitt b einer gegebenen Gerade, die durch die Punkte (z1, f (z1)) und
(z2, f (x2)) geht, ist definiert durch:

_ zaf (w1) — 21 f (71)

Tro — T

b , L2 7& T (5.2)

In unserem Fall werden zwei Geraden auf Basis jeder Stichprobenvariablen X ; der
Zielklasse konstruiert. Der Wertebereich der Stichprobenvariablen wird diskretisiert und
die Werte in Klassen eingeteilt. Als Konsequenz der Normalverteilungsannahme folgt,
dass je weiter ein Wert vom Erwartungswert E (X;;) = p der Stichprobenvariablen
X; entfernt liegt, desto hoher ist die Wahrscheinlichkeit, dass dieser ein Indiz fiir einen
Ausreifser ist. Daher verlduft eine Gerade durch die Punkte (zmin,1) und (E (Xj;;),0),
die andere durch (E (Xj;),0) und (maqz, 1). Dabei stellen 2y, und 2,4, den kleinsten

bzw. groften Wert der Stichprobenvariable dar. Abbildung 5.5 zeigt den Verlauf der
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linearen Funktionen fiir zwei Stichprobenvariablen aus der Zielklasse in Verbindung mit

den dazugehorigen absoluten Haufigkeiten.
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(a) Stichprobenvariable ,Durchschnittliche Satz-  (b) Stichprobenvariable ,Anzahl der Abkiirzun-

lange®. gen‘.
Abbildung 5.5 : Lineare Funktionen und absolute Hdiufigkeiten fiir zwei Stichprobenvariablen.

Die Geraden wurden fir die Klassenmittelpunkte berechnet.

Mittels der Gleichungen 5.1 und 5.2 lassen sich die Steigungen a; und as und Achsen-
abschnitte b; und by dieser beiden Geraden berechnen. Daraus ergeben sich die Werte
5.3 fiir die erste Gerade und 5.4 fur die zweite.

-1 b — E(X;,)
E (Xj,i) — Tmin

(5.3)

1 —E (X))
= ’ 4
b2 Tyaz — F (Xj,i) (5 )

ag = ,
? Tmaz — F (Xj,i)

Im Vorbereitungsschritt werden die Steigungen und y-Achsenabschnitte beider Gera-
den fiir jede Stichprobenvariable der Zielklasse berechnet und gespeichert. Diese Para-
meter werden bei dem Auswertungsschritt in der linearen Funktionsgleichung eingesetzt,
um Ausreiffier zu erkennen. Wenn ein untersuchter Abschnittswert grofer ist als der Er-
wartungswert, der aus der Stichprobenvariable dieses Wertes berechnet wurde, werden
die Parameter der ersten Gerade fiir die Bestimmung des Funktionswertes verwendet,

sonst die der zweiten.

5.3 Regressionsfunktionen

Eine Funktion, die eine gegebene Menge von Punkten (z1,y1), ..., (zn, yn) bezliglich des

quadratischen Fehlers so gut wie moglich annéhert, heifst Regressionsfunktion. Im Fol-
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genden werden lineare Regressionsfunktionen, d.h. Geraden mit der Funktionsgleichung
f(@) = az +b,

mit a als Steigung und b als y-Achsenabschnitt, betrachtet.

Die Ermittlung der Steigung a und des y-Achsenabschnittes b wird aus den konkreten
Wertepaaren (z;,y;) mit i = 1,2,...,n so vorgenommen, dass sich die Regressionsgerade
dieser Punktwolke moglichst gut anpasst. Dazu wird die Methode der kleinsten Quadrate

verwendet, bei der a und b aus folgender Forderung bestimmt werden:

n n n

Z lyi — f (2)]? = Z [yi — (az; + b))* = Z (yi — axz; — b)> — Minimum  (5.5)

i=1 i=1 i=1
a und b sind so zu bestimmen, dass die Quadratsumme der Ordinatendifferenzen zwi-
schen den Wertepaaren und den entsprechenden Punkten auf der gesuchten Gerade mi-
nimiert wird. Die Funktion 5.5 wird nach den beiden unabhéngingen Variablen a und
b partiell abgeleitet. Die jeweiligen Ergebnisse werden auf 0 gesetzt. Es entsteht das

Gleichungssystem:

9|30, (i — ax; — b)?
[ ! ~ }:—QZ 2i—b) =0

n n
nb + aZmi = Zyz
i=1 i=1
n n n
bZazZ +a2x% = Zylxl
=1 =1 i=1

Mit

erhélt man die Losungen a und b. Diese sind Schitzer fiir @ und b.

Do TilYi — % Do Ty Yi _ Sy (i —Z) (yi — 1)
doic1 %2 - % (> xi)Q >y (@i — 33)2

a=a=

(5.6)
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b=b=y—az (5.7)
Die Geradengleichung lautet somit:
j=ar+b=7+a(z— 1) (5.8)

Die Formeln sind aus Beyer u.a. (1991) entnommen.

Fiir die Benutzung dieser Funktion wird eine Klassenunterteilung der Stichprobenva-
riable X;; vorausgesetzt. Seien x1,. ..,z die Mittelpunkte der k Klassen und y1,...,yx
die zugehorigen absoluten Héufigkeiten. Dies ermdglicht die Betrachtung von x; und y;
als ein Wertepaar. Der Mittelpunkt der Klasse e, in der der Erwartungswert E (X;;)
fallt, wird als z. bezeichnet, z. € [z1,...,zk]. Wie bei der linearen Funktion des vor-
hergehenden Abschnittes werden auch hier zwei Geraden beschrieben — die eine verlauft
durch die Punkte (x1,y1), ..., (2, ye), die andere durch (z¢,¥ye), ..., (g, yr). Die erste
Gerade nahert die linke Seite des entstandenen Histogramms an, die zweite die rechte.
Beide treffen sich schliefslich am Punkt (z., y.) und fallen jeweils bis (x1, 1) bei der linken
Gerade bzw. bis (xf, yx) bei der rechten ab. Die Geraden passen sich auf diese Weise den
beobachteten Haufigkeiten der Stichprobvariablen an. Abbildung 5.6 verdeutlicht dies fiir

die zwei Stichprobenvariablen aus der Zielklasse.
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. . . . . . . . . . . . .
-9 -8 -7 -6 -5 -4 -3 -2 -1 0 1 -15 -1 -0.5 0 0.5 1
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Regressionsgerade (rechts)
Beobachtete Haufigkeit .00

Regressionsgerade (links)
Regressionsgerade (rechts)
Beobachtete Haufigkeit :7.0%

(a) Stichprobenvariable ,Anzahl der Abkiirzun-  (b) Stichprobenvariable ,Durchschnittliche Satz-

lange*.
Abbildung 5.6 : Anpassung der Regressionsgeraden an den beobachteten Hdiufigkeiten von zwei

Stichprobenvariablen.

Der Verlauf der Regressionsgeraden in Abbildung 5.6(a) lasst sich durch die Verletzung
der getroffenen Annahme der Normalverteilung erklaren. Die meisten Werte dieser Stich-
probe liegen aufgrund der hohen Varianz nicht symmetrisch um den Erwartungswert.

Hinzu kommt, dass durch die iterative Berechnung der Parameter der Regressionsgera-
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den, siehe den Quotienten der Summen in Formel 5.6, jedes betrachtete Wertepaar den
Verlauf der Geraden verdndert. Solche Félle sind nicht auszuschliefien.

Das Ziel der Funktionen der Regressionsgeraden ist es jedoch, dass das Minimum bei
(e, ye) und das Maximum bei (z1,y1) bzw. (zk,yr) angenommen wird. Ein Wert nahe
T sagt aus, dass kein Ausreifser vorliegt. Daher miissen beide Geraden in y-Richtung
gespiegelt werden. Dies zieht die Verdnderung des Vorzeichens der Steigungen beider
Geraden nach sich. Anschliefend werden die Geraden verschoben, so dass beide durch
den Punkt (z., 0) gehen. In diesem Fall wird ein neuer y-Achsenabschnitt berechnet. Diese

Transformationen werden fiir zwei Stichprobenvariablen in Abbildung 5.7 dargestellt.
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Abbildung 5.7 : Urspringliche und modifizierte Regressionsgeraden und absolute Hdaufigkeiten

fiir zwei Stichprobenvariablen.

Die Steigungen é; und as und Achsenabschnitte b; und by der modifizierten Geraden

lassen sich wie folgt fiir die jeweilige Gerade berechnen:

>iet (2 —7) (yi — 7)
> ie (i — 53)2

a1 = — , b1 =aixe

k _ -
X Yice (@i —2)(y;—y) .
ag = — , by =asx,

Z?:e (l‘] - j)Q

Da es sich bei den Regressionsgeraden ebenfalls um lineare Funktionen handelt, fallen

sie in den meisten Fillen zusammen, sieche dazu Abbildung 5.8.

Wie bei dem linearen Funktionen aus dem vorhergehenden Abschnitt werden auch hier
der Anstieg und der Achsenabschnitt der beiden modifizierten Funktionen anhand der
Zielklassen-Stichprobenvariablen im Vorbereitungsschritt berechnet und gespeichert, um

dann bei der Auswertung diese fiir die entsprechenden Abschnittswerte zu benutzen. Ist
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Abbildung 5.8 : Vergleich zwischen den Geraden der linearen Funktion und den Regressionsge-

raden fir zwei Stichprobenvariablen.

ein untersuchter Abschnittswert grofer als z., der aus der Stichprobenvariablen dieses
Wertes berechnet wurde, werden die gespeicherten Werte der ersten Geraden verwendet,

andernfalls die der zweiten.

5.4 Relative Abweichungen durch die Dichtefunktion der

Normalverteilung

Im Folgenden wird die Dichtefunktion der Normalverteilung ¢ (93; 1, 0’2) fiir die Bestim-
mung einer weiteren Funktion zur Ausreifsererkennung betrachtet. Die Kenngréfen der
Dichtefunktion fiir eine Stichprobenvariable X;; sind der Erwartungswert E (X;;) und
die Varianz V' (X ;). Beide Kenngrofien werden durch die Werte der Stichprobenvariablen
geschitzt. Eine Schétzfunktion fiir den Erwartungswert ist das arithmetische Mittel. Fiir
die Varianz bietet die empirische Varianz einen Berechnungsweg. Abbildung 5.9 zeigt die
Dichtefunktion fiir zwei Stichprobenvariablen.

Im Vorbereitungsschritt werden die Kenngréfsen der Dichtefunktion fiir jede Stichpro-
benvariable berechnet und gespeichert. Bei der Auswertung eines Abschnittes wird fiir
jeden Abschnittswert x;; folgende Funktion verwendet:

F(ay) = o (B (X)) E(Xj), V(X)) — @ (50 B (X)) , V(X))
p (B (Xji); E(Xj4),V (X))

Diese Funktion berechnet die relative Abweichung eines Wertes vom Erwartungswert

durch die Dichtefunktion. Diese Abweichung ist fiir Werte in der Nahe des Erwartungs-
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Abbildung 5.9 : Dichtefunktionen von zwei Stichprobenvariablen.

wertes niedrig, wahrend sie mit steigendem Abstand wéchst. Diese Tatsache wird wie-

derum fiir die Ausreilererkennung eingesetzt.

5.5 Ausreiller auBerhalb des verstarkten Interquartilbereiches

der Dichtefunktion der Normalverteilung

Die Dichtefunktion der Normalverteilung einer Stichprobenvariablen wird im Folgenden
als Funktion fiir die Ausreifererkennung verwendet. Wie bei der vorhergehenden Funktion
werden auch hier im Vorbereitungsschritt die Kenngréften der Dichtefunktion fiir jede
Stichprobenvariable berechnet und gespeichert. Bei der Auswertung werden allerdings
diejenigen Funktionswerte der Dichtefunktion als Ausreiffer betrachtet, die auferhalb
des linksseitig und rechtsseitig verstarkten Interquartilbereiches der Dichtefunktion der
entsprechenden Stichprobenvariable liegen. Der Interquartilbereich IQR wird aus der
Differenz des 3. und 1. Quartils berechnet:

IQR = Q3 — Q1

Dieser umfasst die Hélfte aller Werte. Die Berechnung des 1. und 3. Quartils erfolgt nach
der Methode von Mendenhall und Sincich (Weisstein (2007)):

n+1
Q1 =2, l=_ 1 J
3n+3
Q3 = T(y), u= 1 J
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zq) und () sind dabei die Werte an den Positionen [ und u der Rangliste der Stichpro-
benwerte. Ein Wert, der aufterhalb des 1.5-fachen des unteren und oberen Quartils fallt,

heifst Ausreifser. Dieser befindet sich in folgenden Bereichen:

Q3+ 1.5 - IQR < Ausreiffer < @1 — 1.5 - IQR
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6 Evaluierung der Funktionen zur

Eine-Klassen-Klassifikation

Im Folgenden werden die in Kapitel 5 vorgestellten Funktionen ausgewertet. Zur Be-
wertung der Funktionen werden im ersten Abschnitt Giitemafe eingefithrt. Im zweiten
Abschnitt wird das Klassifikationsverfahren Support-Vektor-Maschine vorgestellt. An-
schlieffend wird der Experimentaufbau beschrieben, der der Analyse der Funktionen im

letzten Abschnitt zugrunde liegt.

6.1 Giitemalle zur Bewertung der Funktionen

Precision und Recall sind Giitemafe zur Bewertung und zum Vergleich von Information
Retrieval Systemen (Rijsbergen (1979)). An ein System wird eine Anfrage gestellt. Dieses
gibt entsprechend der Anfrage eine Menge an relevanten und irrelevanten Antworten
zuriick. Precision beschreibt dabei die Genauigkeit der Antwort auf die Anfrage. Sie gibt
den Anteil der relevanten Antworten in der Ergebnismenge an. Recall stellt dagegen
die Vollstandigkeit der Antwort auf die Anfrage dar, indem die gefundenen relevanten
Antworten angegeben werde. Beide Giitemafe nehmen Werte aus dem Intervall [0; 1] an.

Deren Berechnung erfolgt nach dem Schema in Abbildung 6.1.

Tatsachliche

Zugehdorigkeit Berechnungsschema
Plagiat Kein Plagiat
Q = a) b)
5 © Plagiat Richtig Falsch Precision P= —2
g D Positiv Positiv a+b
$ 5
g% ©) d)
= Kein Plagiat Falsch Richtig a
o 3 =
> N Negativ Negativ Recall R = a+c

Abbildung 6.1 : Berechnung von Precision und Recall nach Wikipedia (2008).
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Die Anfrage stellt im Fall der Plagiaterkennung die Suche nach plagiierten Stellen in
einem verdichtigen Dokument dar. Die Relevanz beschreibt die Ubereinstimmung der
tatséchlich plagiierten Abschnitte und die vom Verfahren durch die Funktionen als plagi-
iert eingestuften Abschnitte. Precision bezeichnet den Anteil der plagiierten Abschnitte
unter den gefundenen, Recall den Anteil der plagiierten Abschnitte, die gefunden wurden.
Falls alle relevanten Abschnitte gefunden werden, betrégt der Recall 1. Die Precision ist
1, falls alle gefundenen Abschnitte relevant sind, d.h. alle Abschnitte der Ergebnismenge
relevant sind. Umgekehrt gilt, falls die Ergebnismenge keine relevanten Abschnitte ent-
hélt, sind beide Giitemafse 0. Bei der Auswertung werden immer beide Werte betrachtet.

Das F-Maf kombiniert die beiden vorgestellten Giitemafse, indem dieses das harmoni-
sche Mittel beider bildet:

2 - Precision - Recall

F-Maf =

Precision + Recall

6.2 Support-Vektor-Maschine (SVM)

Die Support-Vektor-Maschine ist ein Klassifikationsverfahren, das auf der statistischen
Lerntheorie basiert. Anhand einer Trainingsmenge, die positiven und negativen Beispie-
len enthélt, bzw. Ziel- und Ausreilerobjekte, wird eine trennende Hyperebene berechnet.
Ziel ist es, den kiirzesten Abstand von Punkten beider Seiten zur Ebene zu maximieren,
um so eine optimale Hyperebene zu finden. Das Maximieren der Breite der Hyperebe-
ne ist ein Optimierungsproblem. Stiitzvektoren®, die zur Trainingsmenge gehéren und
einen minimalen Abstand von der Hyperebene haben, bestimmen die Lage der Hyper-
ebene. Nicht linear trennbare Daten werden in einem hoherdimensionalen Raum durch
eine Kernelfunktion iiberfiihrt, so dass sie linear trennbar werden. Dies wird als ,kernel
trick” bezeichnet. Im Testfall neuer Objekte wird die Zugehorigkeit der Elemente zu einer
bestimmten Klasse durch die Hyperebene bestimmt.

Im Papier von Scholkopf u. a. (1999) wird das das Eine-Klassen-Klassifizierungsproblem
durch den Support-Vektor-Algorithmus betrachtet. Die Funktionsweise einer Eine-Klassen-
SVM wird dabei vorgestellt. Nach der Transformation im Merkmalsraum wird versucht,
die Daten mit grofitem Abstand vom Ursprung zu trennen. Anschliefend wird die Standard-
SVM-Technik, die Zwei-Klassen-SVM, eingesetzt. Fiir neue Punkte wird ihre Zuordnung
durch ihre Lage beziiglich der Hyperebene bestimmt. Die Zielsetzung ist wie folgt formu-
liert. Gegeben sei eine Datenmenge mit einer bestimmten Wahrscheinlichkeitsverteilung

P. Gesucht ist eine Teilmenge S von P, so dass die Wahrscheinlichkeit, dass ein Testpunkt

1engl. support vectors
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aus P, der auferhalb von S liegt, durch einen zuvor spezifizierten Wert, der zwischen 0
und 1 liegt, begrenzt ist. Es wird eine binédre Funktion f konstruiert, die positive Werte
innerhalb und negative Werte auferhalb von S annimmt, also im Komplement S. f ist
folglich positiv im Bereich, der die meisten Datenvektoren erfasst, und negativ sonst.
f wird durch eine Kernel-Erweiterung im Sinne der Stiitzvektoren bestimmt, wobei die
Trenngrenze maximiert oder Aquivalent dazu die Lange der Gewichtsvektoren kontrolliert
wird.

Manevitz u. Yousef (2002) stellen eine Ausreifer-SVM vor, die nicht nur den Ursprung
als zugehorig zur Ausreifserklasse annimmt, wie dies bei der Eine-Klassen-SVM ist, son-
dern auch alle Datenpunkte die nahe genug am Ursprung liegen. Falls ein Dokumenten-
vektor wenige Komponenten ungleich Null besitzt, so ist dies ein Anzeichen dafiir, dass
das Dokument wenige Elemente mit der gewahlten Teilmenge teilt. Dieser Vektor gilt als
nicht reprasentativ fiir die Klasse und wird schliefslich als Ausreiffer erkannt. Die Anzahl
der Merkmale mit Werten verschieden von Null und kleiner als eine vorbestimmte Grenze
sind, bestimmen den Vektor als negatives Beispiel.

Vorteile von SVMs sind der Schutz vor Uberanpassung an den Trainingsdaten und die
Verarbeitung grofer Datenmengen. Nachteilig ist die empirische Suche nach Parametern
fiir die Kernelfunktion und der unklare Variableneinfluss (Eitrich (2003)).

6.3 Experimente

Die intrinsische Plagiaterkennung mit Ausreifern basiert auf der Untersuchung von ein-
zelnen Abschnitten aus Dokumenten. Zur Verfligung stand die Dokumentensammlung
nach Coriand (2008). Diese enthélt 70 Dissertationen aus verschiedenen wissenschaftli-
chen Bereichen. 30 davon wurden dahingehend manipuliert, dass jeweils Plagiatstellen
mit dhnlicher Thematik eingefiigt wurden. Mit Hilfe der Kombinatorik entstanden aus
diesen 30 Dokumenten durch Variieren der Anzahl der plagiierten Abschnitte 720 Testdo-
kumente. Die 40 Originaldokumente wurden zu dieser Dokumentenmenge hinzugefiigt,
so dass sich eine Gesamtmenge von 760 Dokumenten ergab. Die Dokumente wurden
in Abschnitte fester Grofse unterteilt. Die Abschnittsgréfe variiert von 500, 1000, 1500
und 2000 Woértern. Die Abschnitte werden schliefslich durch ihre Stilmodellreprésentation
dargestellt.

Die Abschnittsvektoren der Stilmodellreprésentation werden fiir die im vorhergehen-
den Kapitel vorgestellten Funktionen als Eingabe verwendet. Ein Teil der Zielklassenele-
mente wird im Vorbereitungsschritt dazu benutzt, um die Funktionen zu spezifizieren.

Im Auswertungsschritt werden anschlieffend auf die gleiche Anzahl von Ziel- uns Aus-
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reifferklassenelemente diese Funktionen angewandt, um Ausreifser innerhalb der neuen
Abschnittsvektoren, die aus den Funktionen berechnet wurden, zu finden. Die Anzahl
der Ausreifier, deren Auftreten vorausgesetzt wird, um den Abschnitt als plagiiert zu
bestimmen, wird bei der Analyse der Funktionen variiert. Diese liegen zwischen 1 und 6.
Somit ist bestimmbar, fiir welche Anzahl an Ausreiftern die Funktionen die beste Erken-
nungsleistung besitzen.

Zudem werden die durch die Funktionen transformierten Abschnittsvektoren durch
Eine-Klassen-SVM klassifiziert. Diese wird mit Zielklassenelementen trainiert und mit
gleicher Anzahl Ziel- und Ausreiferklassenelementen getestet. Die Implementation einer
Eine-Klassen-SVM, der Libsvm (Chang u. Lin), wird dabei benutzt.

6.4 Analyse der Funktionen

Bei der intrinsischen Plagiaterkennung mit Ausreifsern ist das Ziel eine hohe Precision zu
erreichen. Thre Werte sollten besser als 0.5 sein, da 0.5 schon mit einem zufélligen Ziehen
erreicht werden kann. Der Recall spielt dabei eine nebensédchliche Rolle. Es ist zu erwar-
ten, dass, je mehr Ausreiffer in einem Abschnitt erkannt werden, die Wahrscheinlichkeit
zunimmt, den Abschnitt korrekt als plagiiert einzustufen.

Die Dichtefunktion der Normalverteilung und die Erweiterung durch relative Abwei-
chungen, siehe Abschnitt 5.4, wird durch die Bezeichnung DF-Abweichungen abgekiirzt.
Des Weiteren wird auch fiir die Ausreifser aufterhalb des verstarkten Interquartilbereiches
der Dichtefunktion der Normalverteilung, siche Abschnitt 5.5, die Abkiirzung DF-IQR-

Bereich verwendet.

Aus den Abbildungen 6.2, 6.3, 6.4 und 6.5 ist zu schlieften, dass fiir die Festlegung auf
einen Ausreiffer pro Abschnitt alle Funktionen beziiglich Precision und Recall die beste
Retrieval-Eigenschaft liefern. Bereits ab zwei Ausreifsern fallt der Recall starker ab als die
Precision steigt, so dass ab zwei Ausreifern weniger giinstige Ergebnisse erzielt werden.

Die Anforderung einer hohen Precision erfiillen die Funktionen der linearen Funktio-
nen und der Regressionsgeraden. Bei einem Ausreiffer und einer Abschnittsgrofe von 500,
1000 oder 1500 Wortern sind die Funktionen DF-Abweichungen und DF-IQR-Bereich be-
zogen auf das F-Mafs am besten: fiir DF-Abweichungen wird ein Wert von 0.708 bei 1500
Worter erreicht, fiir DF-IQR-Bereich 0.75 bei 500 und 1000 Worter. Bei 2000 Wortern
und einen Ausreifser sind die Funktionen DF-Abweichungen und die linearen Funktionen
mit F-Mafs von 0.756 bzw. 0.735 am besten.
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Bei der Eine-Klassen-SVM wird ein hoher Recall bei gleichzeitig geringerer Precision
erreicht. Obwohl die Precision geringfiigig niedriger als bei den Ausreifserfunktionen ist,
ist der Recall deutlich héher. Dieser liegt fiir alle Abschnittsgrofen im Schnitt bei 0.911.
Das F-Mafs bei der Abschnittsgréfse von 1500 Worter fiir die DF-Abweichungen-Funktion
liegt mit 0.759 deutlich hoher als der Wert, der bei einem Ausreiffer mittels derselben
Funktion erzielt wird. Im Gegensatz dazu ist jedoch das F-Maf der DF-IQR-Bereich-
Funktion bei 500 und 1000 Wértern mit 0.69 und 0.68 unter der Ausreiffererkennung mit
0.75. Bei Abschnittsgrofe von 2000 Wérter ist das F-Mafs fiir DF-Abweichungen 0.824,
fiir die linearen Funktionen 0.85.

Zusammenfassend erzielt die Eine-Klassen-SVM bessere Ergebnisse auf den Daten fiir
alle Funktionen aufer die DF-IQR-Bereich-Funktion. Die Precision schwankt im Bereich
zwischen 0.581 und 0.775. Die Funktionen haben wie erwartet eine hohe Precision bei
steigender Anzahl der Ausreifter, der Recall ist dafiir aber schlechter als bei der Eine-
Klassen-SVM. Der Kompromiss zwischen Precision und Recall ist bei der Eine-Klassen-
SVM besser.

1t

0.8 b

06 [

Precision
Recall

04

0.2 -

0

1 1 1 1
1 2 3 4 5 6

Anzahl der AusreiBer Anzahl der AusreiBer
Lineare Funktionen DF-Abweichungen - Lineare Funktionen DF-Abweichungen -
Regressionsfunktionen DF-IQR-Bereich Regressionsfunktionen DF-IQR-Bereich
(a) Precision (b) Recall

Abbildung 6.2 : Precision und Recall fiir 500 Worter langen Textabschnitten.
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Abbildung 6.3 : Precision und Recall fiir 1000 Wérter langen Textabschnitten.
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Abbildung 6.4 : Precision und Recall fiir 1500 Wérter langen Textabschnitten.
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Abbildung 6.5 : Precision und Recall fiir 2000 Wérter langen Textabschnitten.
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Abbildung 6.6 : Precision und Recall der Fine-Klassen-SVM.
Abschnittsgrofie 500 W 1000 W 1500 W 2000 W
Funktion P R P R P R P R
Lineare Funktionen 0.701 0.876 0.664 0.902 0.683 0.932 0.775 0.950
Regressionsfunktionen 0.688 0.878 0.66 0.893 0.695 0.932 0.763 0.935
DF-Abweichungen 0.723 0.918 0.753 0.946 0.626 0.965 0.709 0.985
DF-IQR-Bereich 0.581 0.873 0.547 0.919 0.590 0.925 0.767 0.89

Tabelle 6.1 : Ergebnisse der Fine-Klassen-SVM der verschiedenen Funktionen fir Textabschnit-
ten mit 500, 1000, 1500 und 2000 Worter. W steht fiir die Worteranzahl eines Abschnittes, P

fiir die Precision und R fir den Recall.
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7 Zusammenfassung und Ausblick

Ziel dieser Arbeit war es, mit Hilfe von Ausreifern Plagiatstellen zu erkennen. Dazu wur-
de die intrinsische Plagiatanalyse durch Funktionen zur Ausreiffererkennung erweitert.
Die intrinsische Plagiatanalyse fithrt eine Stilmodellreprisentation fiir ein untersuchtes
Dokument ein. Diese quantifiziert den Schreibstil des Autors durch Stilmerkmale. Weicht
die Stilmodellrepréisentation eines Abschnittes von der des Dokumentes ab, so ist dies ein
Hinweis auf einen Stilwechsel. Ausreifser stellen diesen Wechsel dar. Um solche Ausreifter
zu erkennen wurden Eine-Klassen-Klassifikations-Funktionen vorgestellt. Diese wurden
durch eine gegebene Klasse, die der nicht-plagiierten Abschnitte, bestimmt und auf nicht-
plagiiete und plagiierte Abschnitte angewandt. Dabei wurde die Stilmodellreprésentation
eines Abschnittes durch diese Funktionen in einem neuen Vektor iiberfiihrt. Die Unter-
suchung der Vektorkomponenten stellt dabei Ausreifler fest. Es wurden lineare Funktio-
nen, Regressionsfunktionen und die Dichtefunktion der Normalverteilung fiir zwei weitere
Funktionen verwendet. Diese bestimmen relative Abweichungen der Werte der Dichte-
funktion und untersuchen Ausreiler aufserhalb des verstirkten Interquartilbereiches der
Dichtefunktion. Bei der Auswertung ergab sich eine hohe Precision bei steigender An-
zahl an erkannten Ausreifern pro Abschnitt. Fiir die Funktionen betrégt die Precision
durchschnittlich 63.8%, wenn ausschlieflich ein Ausreifer herangezogen wird. Fiir sechs
Ausreifter erhoht sich die Precision um tiber 20% auf 86%. Im Gegenzug verringert sich
jedoch der Recall von 80.1% auf 17.17%. Die Klassifikation durch Eine-Klassen-SVM

ergibt eine durchschnittliche Precision von 68.2% bei einem Recall von 91.1%.

Zur Verbesserung der derzeitigen Ergebnisse wird vorgeschlagen, Methoden zur Kom-
bination der Funktionen zur Ausreifererkennung anzuwenden. Regeln zur Kombinati-
on von Eine-Klassen-Klassifizierer werden in Tax u. Duin (2001) vorgestellt. Folgende
Regeln sind dabei gegeben: Mittelwert-Votum, gewichtetes Mittelwert-Votum, Produkt-
Votum, Mittelwert der geschitzten Wahrscheinlichkeiten und Produktkombination der
Wahrscheinlichkeiten. Des Weiteren ist zu untersuchen, inwieweit Ensemble-Methoden

fiir Eine-Klassen-Klassifizierer geeignet sind. Ensemble-Methoden betrachten Klassifizie-
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7 Zusammenfassung und Ausblick

rer als Gruppe, um die Nachteile der einzelnen Klassifizierer aufzuwiegen. Beispiele fiir

solche Methoden sind Bagging, Boosting, Cascading, Random Forests und Stacking.
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A Ubersicht von Verfahren zur

Eine-Klasse-Klassifikation

Dieses Kapitel stellt Methoden zur Losung des Eine-Klassen-Klassifikationsproblem vor.
Tabelle A.1 fasst die verschiedenen Verfahren und dazugehorige Referenzen zusammen.
Detaillierte Angaben dazu sind in Tax (2001) zu finden.

Folgende Methoden zur Eine-Klasse-Klassifikation werden unterschieden:

1. Erkennungsmethoden fiir Ausreifser.

Diese Methoden werden anhand ihrer Erkennungsstrategie unterteilt:

e Methoden, die auf Klassifikation und Lernverfahren basieren.

Diese erzeugen Ausreifier kiinstlich um die Zielklasse. Anschliefsend wird ein
Klassifizierer trainiert, so dass er zwischen Ziel- und Ausreifserklasse unter-
scheiden kann. In Meyer zu Eifen u. Stein (2006) wird die intrinsischen Pla-
giaterkennung mittels Stilanalyse behandelt. Dabei wird ein Korpus mit Ob-
jekten der Ziel- und der Ausreifierklasse erzeugt. Auf dieser Grundlage werden

anschliefend eine Diskriminanzanalyse und die SVM angewendet.

e Methoden fiir die Klassifizierungs- oder Regressionsprobleme.
Anstatt die wahrscheinlichsten Gewichte fiir den Klassifizierer zu benutzen,
die den Klassifizierungsfehler in einer gegebenen Trainingsmenge minimieren,
wird die Wahrscheinlichkeit der Korrektheit der Gewichte fiir den Klassifizierer
verwendet.

e Dichtemethoden.
Hierbei wird die Wahrscheinlichkeitsverteilung der Merkmale der Zielklasse
geschétzt. Ausreifer werden als gleichverteilt angenommen. Durch Anwen-
dung des Satzes von Bayes werden diese von der Zielklasse getrennt. Diese

Vorgehensweise wird in Stein u. Meyer zu Eissen (2007) beschrieben.

2. Begrenzungsmethoden
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A Ubersicht von Verfahren zur Eine-Klasse-Klassifikation

Diese Methoden fokussieren auf die Grenze zwischen Ziel- und Ausreifferklasse.
Die Berechnung der Grenze basiert auf der Entfernung der Objekte innerhalb der
Zielklasse.

Ein Beispiel fiir eine Begrenzungsmethode ist die k-centers-Methode (Ypma u.
Duin (1998)). Dieses Verfahren ist eine Variante des k-means-Clustering, wobei
die Clusterzentren ausschliefilich auf einem pro Trainingsobjekt beschrénkt sind.
Die Clusterzentren werden so auf den Trainingsobjekten platziert, dass die maxi-
male Distanz aller minimalen Distanzen zwischen den Trainingsobjekten und den
Clusterzentren minimiert wird. Die Methode ist sensitiv zu Ausreifsern in der Trai-
ningsmenge. Die Entfernung eines Testobjekts zu der Zielklasse wird berechnet, um

seine Zugehorigkeit zu einer Klasse zu ermitteln.

Die Methode des Ndéchsten-Nachbarn (NN-d) wird aus einer lokalen Dichteschét-
zung durch den Néachsten-Nachbarn-Klassifiziers abgeleitet. Bei der NN-d Dich-
teschéitzung wird eine Zelle, hdufig eine Hypersphére in d-Dimensionen, um das
Testobjekt zentriert und seine lokale Dichte berechnet. Bei dem Eine-Klassen-
Klassifizier-NN-d wird ein Testobjekt akzeptiert, wenn seine lokale Dichte grofser

oder gleich der lokalen Dichte seines ersten Nachbarn aus der Trainingsmenge ist.

. Rekonstruktionsmethoden

Diese modellieren den Erzeugungsprozess der Objekte. Wenn es moglich ist, ein
Objekt im Modell zu dekodieren und seine Merkmale zu rekonstruieren, wird der
Rekonstruktionsfehler dazu benutzt, die Anpassung des Objekts am Modell zu
messen. Je kleiner dieser Fehler ist, desto besser passt das Objekt zum Modell und

desto wahrscheinlicher handelt es sich um keinen Ausreifer.

Als Rekonstruktionsmethoden werden das k-means-Clustering und die Learning
Vector Quantization (LVQ) betrachtet. Bei beiden Methoden wird vorausgesetzt,
dass die Daten geklumpt sind und durch Prototypobjekte oder Codebook-Vektoren
charakterisiert werden. Meistens werden die Zielobjekte durch den néchsten Pro-
totypvektor reprasentiert, der mittels der euklidischen Distanz gemessen wird. Bei
dem k-means-Clustering wird der Fehler als die minimale Differenz zwischen dem
Objekt und dem Prototypvektor minimiert. Die Entfernung eines Objektes zu der
Zielklasse ist definiert als die quadratische Distanz des Objektes zum néchsten

Prototypen.

Der LVQ-Algorithmus ist eine iiberwachte Version des k-means-Clustering und

wird hauptséchlich zur Klassifizierung verwendet. Jedes Trainingsobjekt besitzt
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eine Clusterzugehorigkeit. LVQ wird auf einem neuronalen Netz trainiert, wobei

der Klassifizierungsfehler minimiert wird.

Einordnung Verfahren

Dichtemethoden Gauft-Modell
Bishop (1995)
Mischung aus Gaufs-Modellen
Duda u. Hart (1991)
Parzen Dichte
Parzen (1962)

Begrenzungsmethoden k-centers-Methode
Ypma u. Duin (1998)
Methode des Néchsten Nachbarn (NN-d)
Duda u. Hart (1991)
Support Vector Data Description (SVDD)
Tax (2001)

Rekonstruktionsmethoden k-means-Clustering
Bishop (1995)
Learning Vector Quantization (LVQ)
Carpenter u. a. (1991)
Self-organizing Maps (SOM)
Kohonen (1997)
Principal Component analysis (PCA)
Bishop (1995)
Mischung aus PCA
Tipping u. Bishop (1999)
Diabolo Netzwerke
Hertz u.a. (1991)
Auto-encoder Netzwerke

Japkowicz u. a. (1995)

Tabelle A.1 Ubersicht der Eine-Klassen-Klassifikations-Methoden nach Tax (2001).
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B Ubersicht von Verfahren zur

Ausreilererkennung

Dieses Kapitel bietet eine Zusammenstellung verschiedener Verfahren auf dem Gebiet
der Ausreifsererkennung. Es werden Familien verwandter Verfahren und dazugehorige
Beispiele kurz beschrieben. Tabelle B.1 fasst die verschiedenen Verfahren und korrespon-

dierende Referenzen zusammen.

Verteilungsbasierte Ausreilererkennung Verteilungsbasierte Ansétze zur Erkennung
von Ausreifsern beziehen sich auf statistische Verteilungen wie die Gaufs- oder Poisson-
Verteilung. Die zugrunde liegende Verteilung wird modelliert. Die Definition der Ausrei-
Ker ist hierbei abhéngig von den Eigenschaften der Verteilung.

Statistische Tests auf Ausreifern, sogenannte Discordancy Tests, wurden von Barnett
u. Lewis (1994) fir verschiedene Sachlagen entwickelt. Diese sind abhéngig von der Ver-
teilung, deren (un)bekannten Parametern, der Anzahl der Ausreiffer oder dem Typ der
Ausreifser. Letztere identifizieren einen Extremwert in der Datenmenge als einen Ausrei-
lser. Folgende Tests, die in diese Kategorie fallen, setzen eine Normalverteilung voraus,
so dass ein Test auf Normalverteilung diesen Tests vorausgehen sollte. Die Werte der

betrachteten Stichprobe miissen zudem aufsteigend geordnet werden.

e Grubbs-Test.

Der Grubbs-Test iiberpriift, ob der erste (kleinste) und der letzte (grofte) Wert z(y)
bzw. () einer Stichprobe der Groke n Ausreifser sind. Die Hypothese lautet, dass
beide Werte keine Ausreifer sind. Dazu wird die Abweichung zum arithmetischen
Mittel z ins Verhiltnis mit der Standardabweichung s gesetzt. Die Hypothese wird

verworfen, falls die Priifgrofen 77 und T3 folgende Bedingungen erfiillen:

T—x 1

Tl :T() > Tn;l—a
Tip) — T

Tn :% > Tn;l—a
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Die kritischen Werte T},.1—, bei einer bestimmten Irrtumswahrscheinlichkeit o kén-

nen aus entsprechenden Tabellen eingesehen werden (Insight (1997)).

Dixon’s r-Statistiken.

Die Hypothesen entsprechen denen des Grubbs-Tests. Bei diesem Test werden Ver-
héltnisse von Spannweiten definiert. Diese werden wieder fiir den ersten (1) und

den letzten (n) Wert angegeben:
LTa+k) — Q)
T(n—g) =~ T(1)

g (n) =020 gy 9= 0,1,
L(n) = T(1+k)

rkg(l): k:172ﬂg:07172

Der Test berticksichtigt die g grofiten und £ kleinsten Werte neben dem ersten und
letzten Wert. Die Hypothesen werden bei der Irrtumswahrscheinlichkeit o abge-
lehnt, falls der Wert 744 (1) bzw. ri, (n) den kritischen Wert 744 n.1—o {ibersteigt.

Die kritischen Werte sind Dixon (1951) zu entnehmen.

David-Hartley-Pearson-Test.

Die Hypothese lautet, dass der kleinste oder der grofite Wert zur Stichprobe gehort.
Diese wird abgelehnt, falls gilt:

T(p) — T
Q = ) W > Qn;l—a

\/ﬁ Y (e - 7)°

Trifft diese Bedingung zu, wird der kleinste oder der grofite Wert als Ausreifser be-

handelt. Die Entscheidung ist abhéngig davon, welcher der beiden Werte die grofste
Differenz vom Mittelwert Z besitzt. Die kritischen Werte bei einer bestimmten Irr-

tumswahrscheinlichkeit « finden sich in Hartung (1987).

Bie diesen Methoden wirkt sich nachteiig aus, dass die Verteilung a priori gegeben sein

muss, also Wissen, was in den meisten Féllen nicht vorhanden ist. Ein weiterer Nachteil

ist, das die Mehrzahl der Tests univariat ist, d.h. sie analysieren nur eine Zufallsvariable.

Tiefenbasierte Ausreillererkennung Jedes Datenobjekt, bzw. jeder Datenwert, wird

als ein Punkt in einem m-dimensionalen Raum dargestellt. Dabei wird dem Datenobjekt

ein Tiefenwert zugeordnet. Die Datenobjekte werden in Ebenen geméf der Tiefe geord-

net. Beziiglich der Ausreiffererkennung sind Ausreifser Datenobjekte, die in der kleinsten
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B Ubersicht von Verfahren zur Ausreilererkennung

Ebene liegen (Ruts u. Rousseceuw (1996)). Dieser Ansatz hebt die Nachteile der vertei-
lungsbasierten Methoden auf, ist aber abhéngig von der Berechnung der Ebenen. Diese
basiert auf der Berechnung von m-konvexen Hiillen. Dieser Prozess ist exponentiell und

ist praktisch ungeeignet fiir Dimensionen gréfer zwei.

Entfernungsbasierte Ausreillererkennung FEin Datenobjekt ist ein entfernungsbasierter
Ausreifler in einer Datenmenge, wenn hochstens n Datenobjekte innerhalb einer bestimm-
ten Entfernung vom Ausreifier liegen. Diese Begriffsbildung verallgemeinert mehrere Kon-
zepte. Eines davon basiert auf der Entfernung eines Datenpunktes zu seinem k-néchsten
Nachbarn. Nach der Anordnung der Daten entsprechend ihrer Entfernung zum k-néchsten
Nachbarn werden die top-k Punkte als Ausreifer identifiziert (Ramaswamy u.a. (2000)).

Ausreifser in einer Normalverteilung werden nach der sogenannten ,Drei-Sigma-Regel*
bestimmt. Ausreifser sind in diesem Fall Werte, die im Bereich aufserhalb des dreifachen
der Standardabweichung um den Erwartungswert liegen. Diese Regel basiert auf der Tat-
sache, dass 99.73 % der Gesamtflache in diesem Bereich liegt. Auferhalb davon befinden
sich kaum giiltige Beobachtungen.

Ein weiteres Beispiel ist die Beobachtung von Residuen im Regressionsmodell zur Fest-
legung von Ausreiffern. Die Unterschiede der beobachteten und angepassten Werte werden

ausgewertet. Ausreifser sind diejenigen Residuen, die grofe Differenzen aufweisen.

Dichtebasierte Ausreillererkennung Jedem Datenobjekt wird ein Ausreifser-Faktor zu-
gewiesen, d.h. ein Grad, zudem ein Objekt als Ausreifer betrachtet werden kann. Dieser
Grad heikt local outlier factor (LOF). Er ist lokal beziiglich einer begrenzten Nachbar-
schaft. Zur Bestimmung des Faktors wird diese Nachbarschaft und die Dichte der Objekte
benutzt (Breunig u.a. (2000)).

Raumliche Ausreillererkennung Réumliche Verfahren erkennen Ausreifer daran, dass
diese gegeniiber ihren direkten rdumlichen Nachbarn starke Abweichungen in den nicht-
rdumlichen Attributen aufweisen. Nichtrdumliche Attribute beziehen sich nicht auf die
Position eines Objektes im Raum. Ein rdumlicher Ausreifser ist eine lokale Instabilitét in
ihren nichtrdumlichen Attributen oder ein raumlich referenziertes Objekt, dessen nicht-
rdumliche Attribute extrem relativ zu seiner Nachbarschaft sind, auch wenn sie sich nicht

signifikant von der gesamten Population unterscheiden (Shekhar u.a. (2003)).
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B Ubersicht von Verfahren zur Ausreilererkennung

Clustering Verfahren Clustering Methoden bei der Ausreifiererkennung bestimmen Aus-
reiffer als Objekte, die nach dem Clustering keinen Cluster zugeordnet wurden. Ausreifier
liegen also in keinem Cluster, sie sind ,,Nebenprodukte oder Rauschen. Allgemein werden
Ausreifser wihrend des Clustering-Prozesses toleriert oder ignoriert.

Im Kontext der clusterbasierten Ausreifererkennung stellen Dantong u.a. (1999) eine
Methode vor, die auf Wavelet Transformation basiert und die Ausreifser durch Entfernen
von Clustern aus der urspriinglichen Datenmenge identifiziert.

Jaing u.a. (2001) présentieren ein zwei-phasen Clustering-Algorithmus fiir Ausreifserer-
kennung. In der ersten Phase wird der k-means (Hartigan u. Wong (1979)) Algorithmus
modifiziert, indem ein neues Clusterzentrum gebildet wird, falls die neue Eingabe weit
genug von allen Clusterzentren liegt. Datenpunkte im gleichen Cluster dhneln entweder
allen Ausreifsern oder allen Nicht-Ausreiftern. In der zweiten Phase wird ein minimaler
Spannbaum erzeugt. Die kleinsten Cluster, also Badume mit der geringsten Anzahl an

Knoten, werden als Ausreiffer betrachtet.

AusreiBererkennung durch Betrachtung von semantischem Wissen He u.a. (a) be-
trachten zusétzlich Attribute, die Klasseninformationen zu den Objekten enthalten. Es
wird vorausgesetzt, dass die benutzten Clustering-Algorithmen Objekte aufgrund der
Ahnlichkeit jeweils demselben Cluster zuordnen und dass Objekte der gleichen Klasse
ein dhnliches Verhalten aufweisen. Semantische Ausreiffer werden als Datenpunkte defi-
niert, die sich anders verhalten als die Punkte derselben Klasse. Jedem Objekt wird ein
sogenannter semantic outlier factor (SOF) zugewiesen. Er besteht aus dem Produkt der
Rate der Objekte mit der gleichen Klassenzugehorigkeit im Cluster und dem Mafs, welches
die durchschnittliche Ahnlichkeit des betrachteten Objektes zu den Objekten derselben
Klasse aufweist. Der resultierende Wert wird ins Verhéltnis gesetzt zu der Frequenz der

Objektklasse in der Datenmenge.

Einordnung Verfahren

Verteilungsbasiert Ausreifser in Normalverteilungen
Freedman u. a. (1978)
Ausreifser in univariaten Regressionsmodellen
Draper u. Smith (1966)
Ausreifser in multivariaten Regressionsmodellen

Rousseeuw u. Leroy (1987)
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Einordnung Verfahren

Ausreifter in Exponentialverteilungen
Pawlitschko (2000)

Statistische Unterscheidbarkeitstest
Barnett u. Lewis (1994)

Uberwachte Lernverfahren

Yamanishi u. a. (2000) , Yamanishi u. ichi Takeuchi (2001)

Tiefenbasiert Tiefenbasierte konvexe Hiillen/
Tiefenkonturen/
ISODEPTH
Ruts u. Rousseeuw (1996)
Verbesserte Tiefenkonturen, FDC
Johnson u. a. (1998)
Schéltiefen

Preparata u. Shamos (1998)

Entfernungsbasiert Unifizierte entfernungsbasierte
UO(p,D) bzw. DB(p,D)-Ausreifser
Knorr u. Ng (1998) , Knorr u. Ng (1997)
Entfernungsbasiert /Intensional Knowledge
Knorr u. Ng (1999)
Entfernungsbasiert zum k-néchsten Nachbarn
Ramaswamy u. a. (2000)
Entfernungsbasiert mit zufélliger einfacher Beschneidung
Bay u. Schwabacher (2003)
Extended Distance Based Outlier

Zhixiang

Dichtebasiert Lokale dichtebasierte Ausreifer-LOF
Breunig u. a. (2000)
Top-n LOF Ausreifier
Jin u.a. (2001)
Dichtebasierte Ausreifser in Projektionen

Aggarwal u. Yu (2001)
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Einordnung

Verfahren

Sequentielle Ausnahmen

Simple Deviation with Smoothing Factor
Arning u. a. (1996)
k-d Baum Ausreifier

Chaudhary u. a.

Clustering Verfahren

Clustereleminierung

Clustering mit Ausreifferbehandlung
Jaing u.a. (2001)

Clusterbasierte lokale Ausreifser CBLOF
He u.a. (b)

Raumliche Ausreifter

Unified Spatial Ausreifser

Shekhar u.a. (b) , Shekhar u.a. (a)
Graphbasierte Spatial Ausreifter
Shekhar u.a. (2001)

Spatial Temporal Ausreiffer

Chen u. Li (2004)

Semantische Ausreifler

Semantische Ausreifier-SOF
He u.a. (a)
Klassenbasierte Ausreifser

He u.a. (2005a)

Weitere Ansatze

Biased Sampling for Clustering and Outlier Detection
Kollios u. a. (2003)

Complementarity of Clustering and Outlier Detection
Zhixiang

Outlier Detection with Replicator Neural Networks
Hawkins u. a. (2002)

Hypergraph basierte Ausreifier

Wei u. a.

Connectivity Based Outlier

Tang u. a. (2002)

Local heuristic based Outlier search

Frequent Pattern based Outlier
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Einordnung Verfahren

He u. Xu (2005)
Unified Subspace Outlier Ensemble Framework

He u.a. (2005b)

Tabelle B.1 Ubersicht verschiedenen Verfahren zur Ausreifererkennung nach Deutsch (2006).
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