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Zusammenfassung

In eine Suchsitzung fallen eine oder mehrere Suchanfragen eines Benutzers,
die auf die gleiche Intention zuriickzufiithren sind und in einem relativ kurzen
Zeitraum erfolgen. Durch den, im Vergleich zu einer einzelnen Anfrage hoheren
Informationsgehalt einer Suchsitzung kénnen hierauf autbauende Algorithmen
und Retrieval Verfahren eine bessere Giite erreichen. Eine aussagesichere De-
tektierung von Suchsitzungen ist hierbei die Voraussetzung, um aus mehreren
Anfragen die Intention des Benutzers genauer bestimmen zu kénnen.

Wir entwickeln auf Grundlage der geometrischen Methode ein kaskadieren-
des Verfahren, welches verschiedene Merkmale zur Detektierung einer Suchsit-
zung beriicksichtigt. Unser priméres Ziel ist die Optimierung der konkurrie-
renden Eigenschaften Giite und Laufzeit. Zudem mochten wir Suchsitzungen
mit einer maximalen Genauigkeit bestimmen, indem wir einen Teil der Such-
sichtzungen ignorieren, die nicht mit einer hohen Aussagesicherheit detektiert
wurden. Die Quantifizierung der einzelnen Merkmale erfolgt kaskadierend hin-
sichtlich des benétigten Aufwands. Wenn bereits ein , kostengiinstiges“ Merk-
mal eine hohe Aussagesicherheit erméglicht, werden keine weiteren Merkmale
quantifiziert. Neben einigen Merkmalen, die die eigentliche Suchanfrage und
den Zeitpunkt behandeln, quantifizieren wir ein Merkmal auf Basis der expli-
ziten semantischen Analyse (ESA). In einem letzen Schritt ermitteln wir ein,
dass Ahnlichkeitsmaf durch die erweiterte Reprisentation der Ergebnisse einer
Suchmaschine gebildet wird.

Unser kaskadierendes Verfahren verbessert die erreichte Giite im Vergleich
zu einem Referenzwert von Fpg—;5 = 0,918 auf Fs—15 = 0,932. Fiir den iiber-
wiegenden Anteil von 74,6% der Suchanfragen, kann ein F-Measure in der
Hohe von 0,975 bestimmt werden. Des Weiteren konnten wir zeigen, dass die
Aussagesicherheit einer FSA auf Basis der Wikipedia eine so hohe Giite er-
reicht, sodass ein AhnlichkeitsmaB auf Basis der Ergebnisse einer Suchmaschi-
ne fiir die betrachtete Problemstellung nur noch eine marginale Verbesserung
ermoglicht.
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Kapitel 1

Einleitung

Aktuelle Internetsuchmaschinen erméglichen es uns durch ihre Technologien,
die immer grofler werdenden Dokumentenkollektionen des WWW erfassen und
auswerten zu kénnen. Von Dezember 2008 bis Dezember 2009 erhohte sich die
Anzahl der weltweiten Suchanfragen um 46%. Pro Tag wurden in diesem Be-
obachtungszeitraum durchschnittlich 4 Milliarden Suchanfragen gestellt [cI10].
Das ldasst auf den Stellenwert von Suchmaschinen in unserem Umgang mit dem
WWW schlielen. Entsprechend ausgepragt und vielféltig sind die Bestrebun-
gen zur Optimierung von Suchmaschinen.

Das iibergeordnete Ziel vieler Studien ist es, die Suche fiir den Benutzer
so effektiv und effizient wie méoglich zu gestalten und somit die Zufriedenheit
bei der Nutzung einer Internetsuchmaschine zu maximieren. Fiir den iiberwie-
genden Teil, 90-95% der Suchanfragen, konnen die heutigen Suchmaschinen
Resultate in ausreichender Giite liefern [ZCBY10]. Fiir die restlichen 5-10%
der Anfragen ist es nach wie vor schwierig, der Intention des Benutzers ent-
sprechende Suchergebnisse zu erreichen.

Genauer betrachtet ist die Suche iiber eine computerbasierte Schnittstelle
ein komplexer Prozess, der sich iiber mehrere Suchanfragen erstrecken kann.
Dieser Prozess folgt meistens dem klassischen Prinzip ,, Versuch und Irrtum*.
Ein Benutzer sucht so lange, bis entweder sein Ziel erreicht ist oder er die Su-
che abbricht [Swa77]. Aus jeder nicht zufriedenstellend beantworteten Anfrage
kann der Benutzer schlieffen, dass er seine Suchanfrage verédndern muss. Zum
Beispiel ist ein géngiges Verdanderungsmuster von Anfragen deren Umformulie-
rung in Form einer Generalisierung oder einer Spezialisierung der vorherigen
Suchanfrage. Im Fall der Generalisierung versucht der Benutzer, durch die Ent-
fernung von Termen die Ergebnisanzahl zu erhohen. Durch das Hinzufiigen von
Termen versucht er im Fall der Spezialisierung seine Anfrage zu konkretisieren,
um so eine eingeschranktere Ergebnismenge zu erhalten.
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Nach Silverstein et al. [SMHM99] besteht eine Suchsitzung® aus einer oder
mehreren Anfragen, die in einem relativ kurzen Zeitraum erfolgen, und die
einem spezifischen Informationsbedarf des Benutzers entsprechen.

Unter anderem ist diese Definition fiir die korrekte Validierung einer Such-
maschine mafigeblich. Wenn der Benutzer auf kein einziges der présentier-
ten Ergebnisse klickt, ist dies ein Indiz fiir eine nicht erfolgreich beantwortete
Suchanfrage. Einzeln betrachtet ist das bei 30% aller Anfragen der Fall [Yu04].
Da nicht jede Suchanfrage einer neuen Intention des Benutzers entspricht, ist
diese Betrachtung natiirlich ungenau. Eine Validierung einer Suchmaschine
ist demnach differenzierter und préziser, wenn mehrere zusammengehérende
Anfragen auch zusammen betrachtet werden und ein wechselnder Informati-
onsbedarf beriicksichtigt wird.

Durch den hoheren Informationsgehalt von mehreren, zusammengefassten
Suchanfragen lasst sich die Intention des Benutzers im Vergleich zu einer einzel-
nen Anfrage besser ermitteln. Suchsitzungen kénnen demzufolge als Grundlage
fiir eine erweiterte Reprisentation einer Suchanfrage dienen. Somit erméglicht
das Modell einer Suchsitzung darauf aufbauende Funktionen und Algorithmen,
wie zum Beispiel relevance feedback [RLO3, SJOOO], mazimum query oder query
cover [SH10], die gegebenenfalls fiir den Benutzer eine optimalere Ergebnis-
menge erreichen.

Eine moglichst korrekte Aufteilung von Anfragen in Suchsitzungen ist dafiir
allerdings die Voraussetzung. Die Qualitét der hierauf aufbauenden Funktionen
und Algorithmen zur Verbesserung der Suchergebnisse kann nur so gut sein,
wie die Qualitdt der ihnen zugrunde liegenden Suchsitzungen. Wir widmen
uns daher der wichtigen Frage, welche aufeinanderfolgenden Anfragen eines
Benutzers in einem, beziehungsweise in keinem Zusammenhang stehen.

AnonID Query QueryTime ItemRank ClickURL

68501 cadaver museum 2006-03-27 17:31:10 7 http://news...

68501 museum of sience and 2006-03-27 17:38:25 1 http://www.m..
industry in tampa florida

68501 clip art 2006-04-10 20:02:06 2 http://www.c..

68501 easter 2006-04-10 20:11:57

68501 easter bunny clip art 2006-04-11 19:14:29 1 http://www.w. .

Abbildung 1.1: Charakteristischer Auszug einer Anfrage-Log-Datei

Als Datenbasis dient eine Anfrage-Log-Datei der AOL-Suchmaschine aus dem
Jahr 2006. Anhand eines exemplarischen Auszugs (Abb. 1.1) ldsst sich erken-
nen, welche Informationen vorliegen. Es ist protokolliert, wann welcher Be-

Tm engl.: search session. Weitere Schlagworter vergleichbarer Arbeiten: session detection,
task detection, session boundary, sessionization, session segmentation, query chains.
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nutzer welche Anfrage an die Suchmaschine gesendet hat. Weiterhin ist pro-
tokolliert, ob ein oder mehrere der présentierten Ergebnisse vom Benutzer
aufgerufen wurden. In diesem Fall wird die Domain der entsprechenden Ziel-
URL sowie der Rang der Platzierung dieser URL innerhalb der Suchergebnisse
angegeben.

Das Ziel dieser Arbeit ist die Umsetzung eines kaskadierenden Verfahrens,
welches verschiedene Merkmale zur Detektierung einer Suchsitzung verwen-
det. Die Beriicksichtigung des zeitlichen Abstands zweier Suchanfragen und
ein simpler Vergleich beider Zeichenketten erfolgen in einem ersten Schritt.
Als Basis zur Detektierung der Suchsitzungen anhand zweier aufeinanderfol-
gender Suchanfragen dient hierbei das Geometrische Verfahren von Gayo-
Avello [Gay09], dass diese beiden Merkmale in ein Verhéltnis setzt. Darauf
aufbauend soll unser kaskadierendes Verfahren, je nach Fall, erweiterte Merk-
male quantifizieren, falls der erste Schritt nicht zu einem zufriedenstellenden
Ergebnis fithrt. Dazu werden verschiedene Merkmale und mégliche Ahnlich-
keitsmafle evaluiert und gegeniibergestellt. Ein Beispiel ist die Erweiterung
einer Suchanfrage um die Ergebnisse einer Suchmaschine oder ein Ahnlich-
keitsmafl basierend auf der expliziten semantischen Analyse (ESA). Die Lauf-
zeit der jeweiligen Quantifizierung fiir die verschiedenen Merkmale wird in
unserem Verfahren beriicksichtigt, um eine moglichst effiziente Methode zu
entwickeln. Entsprechend dem Verhéltnis zwischen den jeweiligen ,,Kosten*
zur Quantifizierung eines Merkmals mit einer ldngeren Laufzeit und der er-
reichten Aussagesicherheit der bisherigen Merkmale soll entschieden werden,
ob ein Abbruch oder eine Fortfiihrung der Merkmalsquantifizierung fiir ein
Anfragepaar erfolgt.

Das kaskadierende Verfahren wird auf der Grundlage einer umfangreichen
Recherche und der Evaluierung bestehender Forschungsergebnisse entwickelt.
Es wird untersucht, mit welcher jeweiligen Aussagesicherheit die einzelnen
Suchsitzungen korrekt detektiert werden. Diese Information ermdoglicht es den
auf Suchsitzungen aufbauenden Verfahren zur Optimierung der Suchergeb-
nisse, zum Beispiel nur die Suchsitzungen zu beriicksichtigen, die mit einer
ausreichend hohen Wahrscheinlichkeit richtig detektiert wurden.

Die Arbeit ist wie folgt gegliedert: Das nachfolgende Kapitel 2 zeigt vorhan-
dene Uberlegungen zur Datenaufbereitung sowie eine Ubersicht der Merkmale
und Verfahren in der Literatur. Eine ausfiihrliche Erlauterung und Evaluierung
des von uns entwickelten Verfahrens findet sich in Kapitel 3. Das Kapitel 4 fasst
die Ergebnisse zusammen, diskutiert diese und schliefit mit einem Ausblick die
Arbeit ab.



Kapitel 2

Verwandte Arbeiten

2.1 Datenaufbereitung

Interessant fiir weitergehende Uberlegungen sind in der Regel nur die von rea-
len Menschen gestellten Suchanfragen. Computergenerierte Anfragen sollten
dafiir im Vorfeld aus einer Anfrage-Log-Datei entfernt werden. Diese werden
automatisch, durch sogenannte software agents oder auch bots, aus unterschied-
lichen Motiven generiert und abgesendet. Ebenso sollten die Suchanfragen von
Meta-Suchmaschinen entfernt werden, da diese von vielen unterschiedlichen
Benutzern erstellt und nicht eindeutig einzelnen Personen zugeordnet werden
kénnen.

Mit der Zielsetzung, nur die sinnvollen Anfragen fiir weitere Untersuchun-
gen zu verwenden, wird in den nachfolgend beschriebenen Arbeiten versucht,
diese beiden Gruppen zu entfernen. Einige Arbeiten basieren auf der Annah-
me, dass eine erhthte Anfrageanzahl im Verhéltnis zu einem zeitlichen Inter-
vall auf eine nicht-menschliche Quelle schlielen lédsst. Die Grofie des zeitlichen
Intervalls basiert oft auf der Definition einer search episode. Dies entspricht
iiblicherweise der Menge aller Anfragen eines Benutzers iiber den Zeitraum
eines Tages [JSBO7|, in der Form einer Gruppierung der Anfragen iiber ein
Intervall von 24 Stunden.

Um die entsprechenden Anfragen zu entfernen, ignoriert Gayo-Avello bei-
spielsweise alle search episodes, die mehr als 100 Anfragen aufweisen [Gay09].
Fraglich ist bei diesem Ansatz, warum sich die Filterung nur auf die Suchan-
fragen der entsprechenden search episodes eines Benutzers und nicht auf alle
Anfragen eines Benutzers bezieht. Gayo-Avello weift in seiner Arbeit allerdings
auch darauf hin, dass nach seiner Filterung nach wie vor Anfragen von software
agents enthalten sind. Bei Stichproben st6ft er nach wie vor auf Anfragen, die
eindeutig software agents zuzuordnen sind.

Bei Buzikashvili [Buz07] wird ein &hnlicher Ansatz verfolgt. Hier werden
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mit dem sogenannten Dynamic Sliding Window Verfahren bei unterschiedli-
chen Intervall-Langen zwei Werte in einem zeitlichen Intervall untersucht. Die
Anfragen eines Benutzers werden aussortiert, wenn eine gewisse Anzahl an
Anfragen oder eine bestimmte Anzahl anderer Interaktionen® mit der Such-
maschine {iberschritten wird.

Zhang und Moffat [ZMO06] verfolgen ebenfalls den Ansatz von maximal
100 Anfragen, allerdings innerhalb einer Suchsitzung. Zudem werden nur die
Suchsitzungen verwendet, denen mindestens ein Klick auf ein Resultat der Su-
chergebnisseite folgt. Dieser Ansatz entfernt dadurch aber auch viele Anfragen,
die von realen Personen stammen.

Bei Duskin und Feitelson [DF09] wird neben der Anfrageanzahl ein exzes-
sives Anfrageverhalten untersucht. Alle Benutzer mit durschnittlich mehr als
einer Anfrage pro Sekunde werden entfernt. Interessant ist hierbei die Uber-
legung, neben den beiden bekannten Klassifizierungen zwischen menschlichen
und nicht-menschlichen Anfragen eine Dritte einzufiihren: ,, unbekannt“. Die-
se Gruppe enthélt die Anfragen, bei denen nicht sicher zwischen menschli-
chen und maschinellen Quellen unterschieden werden kann. In ihrer Arbeit
untersuchen Duskin und Feitelson drei unterschiedliche Anfrage-Log-Dateien
und bestimmen dabei fiir die ,,unbekannte* Gruppe einen Anteil zwischen 3%
und 17%. Ein dementsprechend hoher Anteil an Anfragen muss jeweils entfernt
werden, um mit hoher Wahrscheinlichkeit nur menschliche, beziehungsweise
nicht-menschliche Anfragen zu erhalten.

Die Arbeit von Jansen et al. [JMSP06] untersucht weitere Eigenschaften,
wie zum Beispiel die Verwendung von Booleschen Ausdriicken (OR, AND, NOT)
und Operatoren (“, -, +), die aber leider keine weiteren Riickschliisse auf die
Unterscheidung der Gruppen zulassen.

Wir untersuchen in dieser Arbeit die vorgestellten Ideen und experimentie-
ren mit verschiedenen Filter-Regeln, um Anfragen zu entfernen und von der
weiteren Betrachtung auszuschlieen. Bei ndherer Betrachtung wird sich zei-
gen, dass die beiden Filter-Regeln von Gayo-Avello [Gay09] und von Duskin
und Feitelson [DF09] dquivalent sind, sodass nur die Quantifizierung einer
dieser beiden Eigenschaften notig ist. Des Weiteren entfernen wir Benutzer,
deren Median der Zeichenanzahl der Anfragen sehr lang ist. Benutzer fiir die
eine weitere Betrachtung uninteressant ist, werden ebenso entfernt. So sind
zum Beispiel alle Benutzer, mit nur einer Suchanfrage fiir eine Untersuchung
hinsichtlich der Gruppierung von Anfragen in Suchsitzungen irrelevant.

Von dem Ansatz, die Anfragen im Vorfeld in search episodes zu gruppieren
sehen wir ab, da dieser zum Beispiel eine Zeitzonenverschiebung des Benut-
zers oder dessen mogliche tagesiibergreifende Benutzung einer Suchmaschine

1Zum Beispiel der Aufruf eines Resultats aus der Suchergebnismenge.
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nicht beriicksichtigt. Die oben genannten Eigenschaften setzen wir hingegen
mit der Gesamtzeitspanne seiner Aktivitéit in ein Verhéltnis. Dies erlaubt uns
eine Betrachtung, die den Charakter der Benutzung frei von Tageszeiten wider-
spiegelt. Um die Zeitspanne zu normalisieren, werden langere Pausen zwischen
zwei Interaktionen eines Benutzer mit der Suchmaschine von der Gesamtzeit-
spanne subtrahiert. So kénnen wir sicherstellen, dass zum Beispiel Benutzer,
die téglich suchen, mit denen, die im Durchschnitt nur wochentlich suchen,
vergleichbar sind.

2.2 Merkmale und Verfahren zur Detektierung
von Suchsitzungen

Zwischen je zwei aufeinanderfolgenden Anfragen eines Benutzers ist die Frage
zu kléren, ob es sich hierbei um eine Sitzungsfortfiihrung oder um eine neue
Suchsitzung handelt. Dazu konnen verschiedene Merkmale herangezogen wer-
den, die im weiteren Verlauf dieses Abschnitts ndher erlautert werden. Unter-
schiedliche Verfahren kombinieren diese Merkmale, durch heuristische Anséatze
oder maschinelle Lernverfahren, um eine geeignete Losung fiir diese Problem-
stellung zu evaluieren. Diese werden am Ende dieses Abschnitts vorgestellt.

2.2.1 Zeitlicher Abstand zweier Anfragen

Je grofler der zeitliche Abstand zwischen zwei Anfragen eines Benutzers, umso
wahrscheinlicher ist es, dass diese zwei Suchanfragen jeweils zwei unterschied-
lichen Suchsitzungen zuzuordnen sind [SMHM99]. Dazu werden in der Lite-
ratur Schwellwerte, wie weit zwei aufeinanderfolgende Suchanfragen maximal
auseinanderliegen diirfen, um sie noch in einer Suchsitzung zusammenfassen
zu konnen, definiert oder ermittelt.

Statische Schwellwerte. FEinige Studien fithren Untersuchungen mit ver-
schiedenen statischen Schwellwerten mit zum Teil variierenden Ergebnissen
durch. Catledge und Pitkow [CP95] analysieren mit einem modifizierten Brow-
ser das Verhalten der Benutzer. Der durchschnittliche Abstand zwischen zwei
Interaktionen liegt bei 9,3 Minuten. Mit der Annahme, dass die statistisch si-
gnifikanten Aktionen eine 1,5-fache Standardabweichung aufweisen, ermitteln
Catledge und Pitkow 25,5 Minuten als Schwellwert.

Die folgendenen Studien beruhen auf unterschiedlichen Anfrage-Log-
Dateien. He und Gorker [HGOO] evaluieren eine Serie von Schwellwerten zwi-
schen 1 und 200 Minuten. Als bester Schwellwert werden 10 bis 15 Minuten an-
genommen. Downey et al. [DDHO07] kommen zu dem Schluss, dass ein Schwell-
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wert von 30 Minuten zu einem zufriedenstellenden Ergebnis fiihrt. Es ist also
nachvollziehbar, wenn Murray et al. [MLCO06] feststellen, dass ein statischer
Schwellwert zu wenig Signifikanz aufweist und mit unterschiedlichen Korpo-
ra variiert. Jones und Klinkner [JKO08] erlautern zudem, dass unabhéngig von
dem gewahlten Schwellwert dieses Merkmal eine Genauigkeit von maximal 70%
erreichen kann.

Benutzerorientierte Schwellwerte. Murray et al. [MLCO06] versuchen an-
hand der Verteilung der jeweiligen Absténde zweier Anfragen eines Benutzers,
mithilfe des hierarchical agglomerative clustering (HAC), einen individuellen
Schwellwert pro Benutzer zu ermitteln. Derjenige Abstand zweier Suchanfragen
wird hierbei gew&hlt, der im Verhéltnis zu der Verteilung der jeweils individu-
ellen zeitlichen Abstédnde die maximale Varianz aufweist. Der néchstkleinere
zeitliche Abstand wird als Schwellwert fiir diesen Benutzer definiert.

Murray et al. merken an, dass das Merkmal des zeitlichen Abstands nur
die Aktivitdt des Benutzers widerspiegelt. Dies hat nur eine beschrinkte Aus-
sagekraft iiber die Fortfiihrung oder den Beginn einer Suchsitzung. Somit ist
es ohne weitere Merkmale nicht moglich, Suchsitzungen mit einer hohen Ge-
nauigkeit zu bestimmen. Daher verwenden wir in dieser Arbeit den zeitlichen
Abstand in Kombination mit der lexikalischen Merkmalsquantifizierung (vgl.
Abschnitt 2.2.2) und anderen Merkmalen (vgl. Abschnitt 2.2.3). Die Kombina-
tion mit weiteren Merkmalen ist auch héufig in der Literatur zu finden. Diese
stellen wir in den Abschnitten 2.2.5 und 2.2.6 vor. Durch eine Gegeniiberstel-
lung einiger systemorientierter Schwellwerte mit dem Verfahren von Murray et
al. [MLCO6], kommen wir zu dem Schluss, dass das hierarchical agglomerative
clustering die Aussagesicherheit gegeniiber einem systemorientierten Schwell-
wert nicht verbessert.

2.2.2 Lexikalische Ahnlichkeit

Um einen Themenwechsel und damit eine neue Suchsitzung zu erkennen, ana-
lysieren einige Arbeiten den Inhalt der Anfragen. Der Vergleich der Zeichen-
ketten zweier Suchanfragen kann mit unterschiedlichen Verfahren umgesetzt
werden.

Veranderungsmuster. Viele Arbeiten beschreiben géngige Verdnderungs-
muster zweier aufeinanderfolgender Suchanfragen eines Benutzers und katego-
risieren diese in verschiedene Klassen [Gay09, HGH02, LH99, O0S08, Spi07].
Je nach den gegebenen Informationen variieren die Klassen geringfiigig. Die
moglichen Interaktionen eines Benutzers mit einer Suchmaschine sind in den
jeweiligen Anfrage-Log-Dateien unterschiedlich detailliert erfasst. Zum Beispiel
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sind in einigen Log-Dateien Ereignisse, wie das Besuchen einer weiteren Seite
der Suchergebnisse, protokolliert. Eine weitere mogliche Information ist der Ur-
sprung einer Anfrage aufgrund zusétzlicher Bedienungsmoglichkeiten, wie die
Verwendung einer Vorschlag-Funktion. Da dies bei der AOL-Log-Datei nicht
der Fall ist, verwenden wir nur die Klassen, die sich auf die Suchanfrage als
solches beziehen:

1. Wiederholung: Die vorausgegangene Suchanfrage wird wiederholt.

2. Generalisierung: Durch das Weglassen von Termen aus der vorangegan-
genen Suchanfrage wird versucht, die Ergebnismenge zu vergréfern.

3. Spezialisierung: Durch Hinzufiigen von Termen zu der vorangegangenen
Anfrage versucht der Benutzer, die Ergebnisse einzuschrénken.

4. Umformulierung: Die vorherige Anfrage wird mithilfe anderer Suchworter
umformuliert, da der Benutzer mit dem Suchergebnis nicht zufrieden ist.

5. Neu: Die Anfrage befasst sich mit einem neuen Informationsbedarf.

Aufeinanderfolgende Suchanfragen der ersten drei Klassen sind leicht zuzuord-
nen, da dies mit gingigen AhnlichkeitsmaBen fiir Zeichenketten gut moglich ist
(vgl. néchster Absatz). Die Differenzierung der beiden letzten Klassen stellt al-
lerdings eine Herausforderung dar, wie auch das vocabulary-mismatch Problem
aufzeigt [Gay09]. Zum Beispiel sind die beiden Synonyme ,IR“ und , informa-
tion retrieval “ semantisch sehr dhnlich, konnen allerdings nur schwer als solche
ermittelt werden.

Ahnlichkeit von Zeichenketten. Um die Ahnlichkeit zweier Zeichenketten
zu ermitteln, ist eine einfache Mo6glichkeit, die Terme der Zeichenketten mitein-
ander zu vergleichen. Jansen et al. [JBS09, JSB07] und Ozmutlu et al. [OOS08]
vermuten zum Beispiel eine Themenédnderung, wenn kein einziger Term zweier
Suchanfragen iibereinstimmt.

Die in diesem Abschnitt vorgestellten Methoden werden von den jeweili-
gen Autoren haufig kombiniert und fiir verschiedene maschinelle Lernverfahren
verwendet. Wie auch bei den zeitlichen Untersuchungen variieren die Ergeb-
nisse.

Als ein passendes Ahnlichkeitsma$ fiir das Abéndern von Zeichenketten
wird die normalisierte Levenshtein-Distanz oft zum Vergleichen von Suchan-
fragen verwendet (etwa in [SLY*10, LOP*10]). Hierbei wird die Mindestanzahl
von Operationen ermittelt, die notwendig ist, um eine Zeichenkette x in eine
andere Zeichenkette y abzuindern. Jones und Klinkner [JKO8] bewerten die
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Levenshtein-Distanz als das aussagekriftigste Merkmal zum Vergleich zweier
Zeichenketten im Rahmen von Suchanfragen.

Einfache Vergleiche von n-Grammen sind ein weiterer Ansatz. Zhang und
Moffat [ZMO06] ermitteln den Jaccard-Koeffizienten, indem sie die Anzahl iiber-
einstimmender Trigramme zweier Suchanfragen zur Anzahl aller Trigramme
beider Anfragen ins Verhéltnis setzen. Sun et al. [SLY'10] losen die Problem-
stellung vergleichbar und bewerten den Jaccard-Koeffizienten von n-Grammen
als das signifikanteste lexikalische Merkmal. Je nach untersuchter Anfrage-
Log-Datei bestimmen sie unterschiedliche Léngen n. Fiir die in dieser Ar-
beit untersuchte AOL-Log-Datei wird die beste Lénge der n-Gramme mit
6 angegeben. Gayo-Avello [Gay09] quantifiziert ein nicht néher spezifiziertes
Verhiltnis iiber zwei Vektorrepréisentationen der jeweiligen n-Gramme. Luc-
chese et al. [LOP*10] nehmen an, dass das Minimum der jeweils ermittel-
ten Levenshtein-Distanz und des Jaccard-Koeffizienten von Trigrammen ein
addquates Mittel ist. Buzikashvili [Buz06a] verwendet ebenfalls n-Gramme fiir
seine Untersuchungen, geht hierauf aber nicht weiter ein. Jones und Klinkner
untersuchen hingegen nur einen Ansatz mit zwei restriktiveren Regeln, die le-
diglich die Anzahl gleicher Buchstaben am Anfang oder am Ende eines jeden
Terms beriicksichtigen.

Gayo-Avello hilt fest, dass sich eher Vorteile durch die Beriicksichtigung
von n-Grammen ergeben als durch den Vergleich von Termen. Der {ibliche An-
satz, bei Textvergleichen Terme auf den Wortstamm zuriickzufiihren, entfallt
so laut [Gay09] im Bezug auf die Ermittlung eines AhnlichkeitsmafBes. Trotz
fehlerhafter Eingaben, wie zum Beispiel bei verdrehter Reihenfolge von Buch-
staben, kann eine hohe Ahnlichkeit festgestellt werden, da ein Vergleich mit n-
Grammen durch geringfiigig geénderte Zeichenketten nur gering beeinflusst
wird.

In der ersten Stufe unseres kaskadierenden Verfahrens quantifizieren wir
ein einfaches Merkmal wie die Generalisierung oder die Spezialisierung einer
Suchanfrage. Falls eine Anfrage die darauffolgende enthélt (oder im umgekehr-
ten Fall) und diese beiden Anfragen einen maximalen zeitlichen Abstand nicht
iiberschreiten, folgern wir eine Sitzungsfortfiihrung. Als das beste lexikalische
Merkmal der darauf aufbauenden geometrischen Methode ermitteln wir die
Kosinusdhnlichkeit von n- bis m-Grammen mit den Léngen n = 3 und m = 8.

2.2.3 Erweiterte Ahnlichkeitsmafle

Da Anfragen sehr kurz sind und nur wenig Text aufweisen, ist eine Betrach-
tung der Zeichenketten fiir ein Ahnlichkeitsmaf$ oft nicht ausreichend [CC04].
Besonders die Differenzierung zwischen der Umformulierung vorheriger An-
fragen und der Formulierung einer neuen Intention, ist eine Herausforderung.
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Daher ist eine Représentation einer Anfrage wiinschenswert, die einen héheren
Informationsgehalt als die urspriingliche Suchanfrage aufweist und somit eine
geeignetere Grundlage fiir eine Unterscheidung bieten kann.

Erweiterung durch Teile der Ergebnismenge. FEine Idee ist es, die Er-
gebnisse einer Suchmaschine fiir ein Ahnlichkeitsma$ zu verwenden [MDMO7].
Radlinski und Joachims [RJ05] vergleichen lediglich die URLs der ersten 10 Er-
gebnisse zweier Suchanfragen auf Ubereinstimmung. Die Ergebnismenge bein-
haltet noch weitere Daten, wie den Titel und einen kurzen Text-Auszug, die
fiir einen Vergleich verwendet werden kénnen. Zudem koénnen die verlinkten
Dokumente der Resultate analysiert werden.

Die Verfahren der nachfolgend genannten Arbeiten stimmen nahezu iiber—
ein und variieren nur in der Anzahl der verwendeten Resultate. Von den Re-
sultaten einer Anfrage werden die ersten 10 [Gay09], iiber 50 [Gay09, JKOS,
STZ05], 100 [CCO04] bis zu 500 [MDMO07] verwendet. Diesen Verfahren liegen
jeweils stoppwortgefiltert die Titel und die Text-Ausziige der Ergebnis-Seiten
zugrunde. Dabei werden Terme entfernt, die sehr haufig vorkommen und nur
eine syntaktische oder ein grammatikalische Funktion besitzen. Zum Beispiel
‘a’, ’of’, ’the’, ’and’ und weitere. Diese stoppwortgefilterten Inhalte kénnen
als eine erweiterte Représentation der Suchanfragen interpretiert werden. Die
Ahnlichkeit zweier Anfragen wird ermittelt, indem die jeweiligen Reprisenta-
tionen tf-idf-gewichtet iiber die Kosinuséhnlichkeit verglichen werden. Wenn
das erste Resultat auf einen Wikipedia-Artikel verlinkt, beriicksichtigt Gayo-
Avello [Gay09] zudem die ersten 4 KB dieses Artikels.

Fiir die erweiterte Reprisentation, die Sahami und Heilman [SHO6] ver-
wenden, wird hingegen der vollstédndige Inhalt der Dokumente beriicksichtigt,
die in den Ergebnissen der Suchmaschine verlinkt sind.

Gayo-Avello ermittelt seine untersuchte Erweiterung der Suchanfragen,
im Vergleich zu anderen Ahnlichkeitsmafien, als eines der aussagekriftigeren.
Auch Jones und Klinkner evaluieren dieses Ahnlichkeitsmaf8 in ihrer Arbeit
und stellen es anderen gegeniiber. Als Resultat ihrer Experimente ermitteln
sie es als das Beste.

Die Ermittlung der Daten erfolgt in der Regel {iber computergenerierte
Anfragen an eine Suchmaschinen-API. Da Netzwerkanfragen iiber Intranet-
grenzen hinaus sehr teuer sind, versuchen wir in unserem Verfahren, Teile der
Ergebnismenge nur dann miteinzubeziehen, wenn giinstigere Merkmale nicht
geniigend Aussagekraft aufweisen. Die drei unterschiedlichen Methoden, (1)
nur die URLs, (2) den Inhalt der Ergebnisseiten oder (3) den Inhalt der Er-
gebnisdokumente fiir den Vergleich zu verwenden, werden von uns evaluiert.
Zudem werden wir die bestmdogliche Giite fiir die Anzahl der ersten 10, 20 und
50 Ergebnisse gegeniiberstellen.

11
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Erweiterung durch Konzepte. Gabrilovich und Markovitch erértern, dass
der aufbereitete Inhalt eines Wikipedia-Artikels als ein erweitertes seman-
tisches Konzept fiir den eigentlichen Begriff des Artikel-Themas verwendet
werden kann [GMO7]. Die von Gabrilovich und Markovitch vorgestellte expli-
zite semantische Analyse (ESA) basiert auf dem Vektorraummodell und ist
ein empirisch begriindetes, kollektionsrelatives Retrieval Modell [SA09]. Eine
Term-Dokument-Matrix wird durch eine tf - idf-gewichtete Indexierung von
Wikipedia-Artikeln erstellt. Mit dieser vorbereiteten Datenbasis lisst sich eine
Vektor-Reprisentation von gewichteten Konzept-Ahnlichkeiten eines gegebe-
nen Textes erzeugen. Diese Vektor-Reprisentation fiir einen gegebenen Text
verwenden Gabrilovich und Markovitch als ein Ahnlichkeitsma8 fiir Textfrag-
mente und Zeichenketten, in dem sie die Kosinusdhnlichkeit dieser ermitteln.
Fiir unsere Problemstellung, dem Vergleich zweier Suchanfragen, wurde diese
Idee bereits aufgegriffen. Lucchese et al. [LOP*10] evaluieren diese erweiterte
Reprisentation dhnlicher Wikipedia-Artikel als ein Ahnlichkeitsmaf im Kon-
text der Detektierung von Suchsitzungen. Neben den Artikeln der Wikipedia
verwenden sie zudem die Artikel der Wiktionary-Webseite. Nach der Idee von
Jones und Klinkner [JKO08] vergleichen Lucchese et al. alle Anfragen und grup-
pieren sie unabhéngig der sequentiellen Abfolge. In ihren Experimenten konnen
sie damit bessere Ergebnisse erreichen, als es im Vergleich zu n-Grammen oder
der Levenshtein-Distanz der Fall ist.

Der Vorteil der ESA ist, dass die Merkmalsquantifizierung zur Laufzeit
relativ kostengiinstig erfolgen kann, wenn die Daten schon lokal aufbereitet
vorliegen. In unserem Verfahren werden wir die ESA daher vor einer moglichen
Anfrageerweiterung durch Teile der Suchergebnismenge beriicksichtigen, falls
uns die ESA fiir unsere Problemstellung eine verbesserte Aussagesicherheit
ermoglicht. Um eine bestmdogliche Giite in einem ausgewogenen Verhéltnis zu
den benoétigten Ressourcen zu erreichen, werden wir mit einer verschiedenen
Anzahl von Artikeln experimentieren. Nach Stein und Anderka [AS09, SA09]
ist eine Kollektionsgrofle zwischen 50.000 und 100.000 Artikeln fiir eine hohe
Giite, und eine Grofle von 1.000 Artikeln fiir eine hohe Effizienz notig.

2.2.4 Weitere Betrachtung

Uber die Ahnlichkeit der Zeichenketten und der erweiterten Reprisentatio-
nen hinaus lassen sich Suchanfragen nach der Intention der Benutzer katego-
risieren. Unter Umstédnden kénnen Riickschliisse gezogen werden, die bei einer
Betrachtung von Suchsitzungen relevant sind. Eine hierarchische Einordnung
der Intention der jeweiligen Anfragen ermdoglicht es, langere Suchsitzungen zu
detektieren, die wiederum durch andere unterbrochen werden.

12
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Kategorisierung der Intention. Nach Broder [Bro02| kann die Intention
eines Benutzers in die folgenden 3 Kategorien unterteilt werden:

1. Navigation: Der Benutzer mochte eine bestimmte Webseite aufrufen.
2. Information: Er mochte einen bestimmten Informationsbedarf decken.

3. Transaktion: Der Benutzer mochte eine bestimmte Transaktion ausfithren
(zum Beispiel eine Datei herunterladen oder ein Produkt bestellen).

Aufbauend auf dieser Einteilung haben sich weitere Autoren mit diesem The-
ma beschiftigt [ZCBY10, RL04]. Allerdings ist diese Kategorisierung bisher bei
keinem Verfahren verwendet worden, dass Suchsitzungen detektiert. Wir ha-
ben in dieser Arbeit analysiert, ob sich aus der Unterscheidung der einzelnen
Kategorien auf einen Zusammenhang im Sinne von Suchsitzungen schlieffen
lasst. Jedoch konnten wir keinen Zusammenhang ableiten.

Multitasking und hierarchische Relation. Spink et al. ermitteln in ih-
ren Arbeiten zwischen 61% und 83% der Suchsitzungen (detektiert iiber zeit-
liche Schwellwerte) mit mehr als einer Intention und erldutern hieran den Be-
griff Multitasking [SPJP06, SO0O02]. Nach der Definition von Silverstein et
al. [SMHMO99], ziehen wir es allerdings vor, verschiedene Intentionen als ein-
zelne Suchsitzungen aufzufassen.

Buzikashvili [Buz06a, Buz06b] bezeichnet die sequentielle Abfolge verschie-
dener Intentionen, wie es Spink et al. als Multitasking interpretieren, daher
auch als ,, Pseudo-Multitasking “. Er unterteilt reales Multitasking in 2 Grup-
pen. Wenn ein Such-Ziel durch wenige andere Anfragen kurz unterbrochen und
dann wieder fortgesetzt wird, definiert Buzikashvili eine ,,einhiillende* Art. Er
ermittelt fiir diese Gruppe nur einen geringen Anteil, von maximal 1% der
untersuchten Suchsitzungen. Die zweite Gruppe beschreibt er als ,zufélliges
Multitasking, wobei sich hier zwei oder mehr Such-Ziele jeweils abwechseln.
Innerhalb kurzer Untersuchungsperioden von einigen Stunden lésst sich diese
Charakteristik der zweiten Gruppe nicht ermitteln. Doch je ldnger der analy-
sierte Zeitraum, desto mehr Suchsitzungen lassen sich zusammenfassen. Das
ist darauf zuriickzufithren, dass Wiederholungen der gleichen Such-Ziele und
-anfragen der Benutzer in einem grofleren Betrachtungszeitraum haufiger auf-
treten.

Seco und Cardoso [SC06] betrachten hingegen nicht die sequentielle Rei-
henfolge der Suchsitzungen, sondern beriicksichtigen alle vorherigen Sitzungen
anhand eines zeitlichen Schwellwerts von 60 Minuten. Nach jedem neuen An-
fragevergleich werden die Suchsitzungen dieser Gruppe iiberpriift, ob diese
jeweils in Relation mit dem Zeitstempel der aktuell betrachteten Anfrage den
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Schwellwert des zeitlichen Abstands iiberschreiten. Diese Sitzungen werden je-
weils auf eine Termiiberlappung mit den Suchsitzungen untersucht, die noch
einen zeitlichen Abstand unterhalb des Schwellwerts von 60 Minuten aufwei-
sen. Wenn mindestens ein Term iibereinstimmt, werden jeweils zwei Sitzungen
zusammengefiihrt. Der Anteil der so zusammengefiithrten Suchsitzungen liegt
laut Seco und Cardoso bei 1.7%, was ebenfalls auf einen geringen Anteil zeit-
nahen Multitaskings schlieflen 1asst.

Jones und Klinkner verfolgen einen anderen Ansatz und entwickeln eine
Einteilung in Such-Ziele und iibergeordnete Such-Missionen [LOP*10, JKO8].
Hiermit ist gemeint, dass sich mehrere, unter Umsténden nur wenig &hnli-
che Suchsitzungen, durch einen gemeinsamen Kontext zusammenfassen lassen.
Zum Beispiel die einzelnen Such-Ziele mit den jeweiligen Intentionen (1) Uber-
nachtungsmoglichkeiten an einem Urlaubsort zu erkunden, (2) einen Wechsel-
kurs fiir Devisen zu ermitteln und (3) entsprechende Fliige zu buchen, lassen
sich in der {ibergeordneten Such-Mission ,,Urlaubsplanung“ zusammenfassen.

Wir haben die Anfrage-Log-Datei ausgehend von Buzikashvilis Definition
der ,einhiillenden “ Art untersucht. Spink et al. und Buzikashvili verwenden fiir
ihre Uberlegungen nur ein lexikalisches AhnlichkeitsmaB. Fiir unsere Analyse
quantifizieren wir hingegen analog zu Jones und Klinkner weitere Merkma-
le. Leider blieben diese Experimente ohne Ergebnis, wobei allerdings erwahnt
werden muss, dass die von uns zur Giitepriifung verwendete annotierte Teil-
menge der Anfrage-Log-Datei ein mogliches Multitasking nicht berticksichtigt.
Stichproben sowie ermittelte Ahnlichkeitsverteilungen lassen zwar ein sinnvol-
les Zusammenfallen von Suchsitzungen vermuten, sind aber ohne eine geeignete
Evaluierung nicht zu verifizieren.

2.2.5 Heuristische Verfahren

Die simpleren Heuristiken verwenden nur ein einziges Merkmal, wie etwa den
zeitlichen Abstand zweier Anfragen, und erzielen damit unzureichende Ergeb-
nisse aufgrund der erlduterten Schwéchen. In der Literatur finden sich jedoch
auch einige heuristische Verfahren, die mehrere Merkmale zu einer Entschei-
dungsfindung kombinieren. Diese werden in diesem Abschnitt vorgestellt.

Regelbasiert. Huang und Efthimiadis [HE09] verwenden einen einfachen
regelbasierten Klassifizierer?, um fiir zwei aufeinanderfolgende Suchanfragen
eines Benutzers zwischen einer Sitzungsfortfithrung und einer neuen Suchsit-
zung zu unterscheiden. Wenn eine der folgenden lexikalischen Regeln greift,
wird die Sitzung fortgefiithrt. Sie beschreiben Thre Merkmals-Regeln als eine

2Quellcode: http://jeffhuang.com/reformulationClassifier.py
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,, Taxonomie der Umformulierung“. Die Merkmalsquantifizierung erfolgt in den
folgenden Schritten:

1. Anderung der Termreihenfolge.
2. Anderung von Leerzeichen oder gednderte Zeichensetzung.
3. Hinzufiigen von Termen.
4. Loschen von Termen.
5. Loschen von URL-spezifischen Parametern.
6. Riickfithrung auf den Wortstamm von Termen.
7. Abkiirzung von Termen.
8. Abkiirzungen zu vollen Termen ausschreiben.
9. Loschen eines Préfix oder Suffix der Anfrage.
10. Hinzufiigen eines Prifix oder Suffix zur Anfrage.

11. Ersetzung von Termen (Synonym, Hyponym, Hypernym, Meronym, Ho-
lonym) iiber Wordnet Database?.

12. Levenshtein-Distanz <= 2.

Wenn ein Merkmal die beiden Suchanfragen eines Benutzers mit der entspre-
chenden Regel als gleiche Suchsitzung detektiert, werden die weiteren Merk-
male nicht quantifiziert. Diese Implementierungsentscheidung von Huang und
Efthimiadis wird hinsichtlich der Laufzeit leider nicht weiter diskutiert. Der
zeitliche Abstand zweier Suchanfragen wird bei ihrem Verfahren nicht beriick-
sichtigt.

Seco und Cardoso [SC06] kombinieren hingegen den zeitlichen Abstand
zweier Suchanfragen eines Benutzers mit einem einfachen lexikalischen Ahn-
lichkeitsmafl. Die Terme der Anfragen werden hierzu auf den Wortstamm
zuriickgefithrt. Wenn die Suchanfragen nicht weiter als 60 Minuten ausein-
anderliegen und mindestens ein Term iiberlappt, werden die Anfragen in einer
Suchsitzung zusammengefiihrt. Des Weiteren werden in einem zweiten Schritt
dhnliche Suchsitzungen zusammengefiihrt (vgl. Abschnitt 2.2.4).

3http://wordnet.princeton.edu/
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Dynamic Sliding Window. Buzikashvili [Buz07, Buz06b| verwendet dieses
Verfahren lediglich zur Entfernung von nicht-menschlichen Suchanfragen (vgl.
Abschnitt 2.1). Shi und Yang [SY06] nutzen es hingegen auch zur Segmen-
tierung von Suchsitzungen. Wenn zwei Suchanfragen eines Benutzers weniger
als 5 Minuten auseinanderliegen, und die Suchsitzung eine Gesamtlénge von
24 Stunden nicht {iberschreitet, fiigen Shi und Yang diese Anfrage der Such-
sitzung hinzu. Falls die Anfrage mit mehr als 5 und weniger als 60 Minuten
Abstand auf die vorherige abgesendet wurde, wird eine (invertierte) normali-
sierte Levenshtein-Distanz auf Term-Basis ermittelt. Bei einem Wert grofler als
0,4 wird angenommen, dass die Anfrage, unabhéngig von der zuvor definierten
Maximalldnge einer Suchsitzung von 24 Stunden, der aktuellen Suchsitzung
zuzuordnen ist.

Geometrische Methode. Gayo-Avello [Gay09] untersucht in seiner Arbeit
cinige Verfahren aus der Literatur (unter anderem [O0S08, OOB07, JSBO7,
MLCO06, SC06, SY06, Buz06a, Buz06b, STZ05, OC05a, HGH02]) und ver-
gleicht diese mit der von ihm vorgestellten Idee der geometrischen Metho-
de. Seine Evaluierungen basieren auf mehreren unterschiedlichen Anfrage-Log-
Dateien, wobei der Durchschnitt der erreichten Aussage-Sicherheit jeweils fiir
einen Vergleich der verschiedenen Verfahren herangezogen wird. Als das aus-
sagesicherste Verfahren ermittelt Gayo-Avello seine eigene geometrische Me-
thode, welche wir deshalb als Grundlage dieser Arbeit verwenden.

Die geometrische Methode durchlduft sequentiell die nach Zeit sortierten
Anfragen eines Benutzers aus der Anfrage-Log-Datei und quantifiziert zwei
Merkmale fiir die aktuell untersuchte Anfrage in Bezug auf die aktuell betrach-
tete Suchsitzung. Die Suchsitzung beinhaltet eine oder mehrere der vorherigen
Suchanfragen mit der Ausnahme des ersten Iterations-Schritts jedes Benutzers,
da hier keine vorherige Anfrage vorhanden ist. In dem Fall der Detektierung
einer Sitzungsfortfithrung wird die aktuelle Anfrage der Suchsitzung zugeord-
net, und die nichste Suchanfrage des Benutzers mit der Suchsitzung verglichen.
Wenn hingegen mit einer Suchanfrage eine neue Suchsitzung detektiert wird,
gilt die aktuelle Suchsitzung als beendet. Die untersuchte Suchanfrage wird ei-
ner neu generierten Suchsitzung zugeordnet, und die néchste Suchanfrage mit
dieser neuen Suchsitzung verglichen.

Die Problemstellung, bei jedem Iterations-Schritt zwischen einer Sitzungs-
fortfithrung und einer neuen Suchsitzung zu unterscheiden, 16st Gayo-Avello
wie folgt: Er ermittelt den zeitlichen Abstand zwischen der aktuell untersuch-
ten Suchanfrage und der letzten Suchanfrage der aktuellen Suchsitzung eines
Benutzers. Diesen Abstand setzt er in Relation mit einem lexikalischen Merk-
mal, das iiber ein Vektorraummodell die iibereinstimmenden n-Gramme der
aktuell untersuchten Suchanfrage im Bezug zu den n-Grammen der aktuellen
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Suchsitzung in ein Verhéltnis setzt. Gayo-Avello spezifiziert jedoch nicht, fiir
welche Werte n er die n-Gramme quantifiziert.

Um diese beiden Merkmale in Relation betrachten zu konnen, werden diese
auf eine géngige Mafizahl mit einem Wert von 0 bis 1 normalisiert. Fiir das zeit-
liche Merkmal gilt dabei, dass zwei nahezu zeitgleich abgesendete Suchanfragen
den Ahnlichkeits-Wert 1, und zwei Suchanfragen mit einem zeitlichen Abstand
grofler einem definierten Maximum von 24 Stunden den Wert 0 erhalten. Das
lexikalische Merkmal wird aus dem Verhéltnis der Anzahl der {ibereinstim-
menden n-Gramme im Bezug zur Gesamtanzahl der enthaltenen n-Gramme
bestimmt. Wenn bei der untersuchten Suchanfrage kein einziges n-Gramm mit
der aktuellen Suchsitzung iiberlappt, entspricht das einer lexikalischen Ahn-
lichkeit von 0. Nur fiir den Fall, dass alle n-Gramme der Suchsitzung mit allen
n-Grammen der untersuchten Anfrage vollstindig {ibereinstimmen, wird ein
maximaler Wert von 1 ermittelt?.

1 7\
zeitlich weit entfernte, \

0,8 r aber nahezu identische
Suchanfragen

Suchsitzungs-
fortfiihrung

0,6

neue Suchsitzung
0,4 \
0,2

sehr zeitnahe,//\
unterschiedliche Anfragen

0 0,2 0,4 0,6 0,8 1
Zeitliche Ahnlichkeit

Lexikalische Ahnlichkeit

Abbildung 2.1: Klassifizierungsgrundlage der geometrischen Methode

Diese beiden quantifizierten Merkmale werden im R? aufgetragen (vgl. Ab-
bildung 2.1). Um bei der Analyse einer Anfrage eines Benutzers zwischen den
beiden Féllen, also der Fortfiihrung einer Suchsitzung und dem Beginn einer
neuen Suchsitzung zu unterscheiden, wird von Gayo-Avello eine Funktion be-
stimmt. Er verwendet hierzu die Kreisfunktion mit einem Radius » = 1 und

‘Die von Gayo-Avello [Gay09] definierten Merkmale haben wir invertiert. Wir ziehen
eine Betrachtung vor, bei der dhnliche Objekte ein gréfleres Ahnlichkeitsmafl ergeben, als
undhnliche Objekte.
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mit dem Mittelpunkt des Kreises im Ursprung. Alle Punkte, die innerhalb des
Kreises liegen, haben zu Folge, dass die aktuell untersuchte Anfrage eines Be-
nutzer einer neuen Suchsitzung zugeordnet wird. Alle Punkte der Anfragen,
die auBlerhalb der Funktion liegen, haben eine Sitzungsfortfiihrung zur Folge.

Sun et al. [SYL109] verwenden die geometrische Methode, um eine Anfrage-
Log-Datei der chinesischen Suchmaschine Sogou in Suchsitzungen zu segmen-
tieren. Abgesehen von einigen Abweichungen, die den Charakter des chinesi-
schen Alphabets betreffen, machen sie drei konkrete Verbesserungsvorschliage
und erzielen damit bessere Resultate.

Zunichst gewichten sie das zeitliche Merkmal mit f(t) = 1—((1—¢)"/*) und
evaluieren diese Idee fiir £ = 2, 3,4. Diesen Schritt begriinden sie damit, dass
bei ihren Untersuchungen der Anteil von Suchanfragen mit einem sehr kleinen
zeitlichen Abstand iiberproportional hoch ist. Fiir das lexikalische Merkmal
verwenden Sun et al. alle n-Gramme mit n < m, wobei m = 4. Die einzelnen
n-Gramme w; ... w, gewichten Sun et al. iiber die Gewichtungs-Funktion

1
14100 - log (w)

count(wi...wn)

,n>1

w(wy ... wy,) =

=1
14100 - log (loteldength ) »

count(wi...wn)
mit dem Ziel, lingere und insbesondere neue n-Gramme einer Suchanfrage
stiarker zu beriicksichtigen. Die Funktion count(w; ...w,) ermittelt das Vor-
kommen des n-Gramms in der aktuell betrachteten Suchsitzung und der be-
trachteten Anfrage. Der Parameter total_length entspricht der Gesamt-Zei-
chenanzahl der Suchsitzung und der Anfrage.

Fiir ihren dritten Verbesserungsvorschlag beziehen sie in ihre Uberlegun-
gen die Anzahl der Klicks auf die Resultate der Suchergebnisseite mit ein. Sie
argumentieren, dass sehr wenige Klicks auf ein Ende der aktuellen Suchsitzung
schliefen lassen. Klickt der Benutzer hingegen auf keines der ihm présentierten
Ergebnisse oder aber auf sehr viele, deuten dieses Sun et al. als eine nicht zufrie-
denstellend beantwortete Anfrage und daher als eine hohere Wahrscheinlichkeit
fiir eine Sitzungsfortfithrung. Um nun die Detektierung von neuen Suchsitzun-
gen zu erhohen (falls wenige Klicks erfolgten) vergroflern sie den Radius der
Kreisfunktion um ¢ = m. Hierbei entspricht click_count der An-
zahl der Ergebnisse, die der Benutzer fiir eine Suchanfrage aufgerufen hat.

Aufbauend auf Gayo-Avellos Verfahren werden wir verschiedene Ideen eva-
luieren und versuchen, das geometrische Verfahren zu verbessern. Mit den drei
unterschiedlichen von Sun et al. vorgestellten Gewichtsfunktionen lielen sich
jedoch keine Verbesserungen erreichen.
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KAPITEL 2. VERWANDTE ARBEITEN

2.2.6 Maschinelle Lernverfahren

Die vorliegende Arbeit beschéftigt sich iiberwiegend mit der Fragestellung,
welche ,teuer” zu quantifizierenden Merkmale in welchen bestimmten Féllen
zu einem aussagekraftigeren Ergebnis fithren. So konnen wir bei einem Grofiteil
der Suchanfragen darauf verzichten, da hierbei die giinstig zu quantifizierenden
Merkmale eine ausreichende Aussagesicherheit garantieren.

Viele der verschiedenen maschinellen Lernverfahren, die in der Literatur
evaluiert werden, setzen die Quantifizierung aller Merkmale voraus und sind
somit fiir unsere Uberlegungen uninteressant. Zudem quantifizieren die mei-
sten der vorgestellten Arbeiten nur den zeitlichen Abstand und ein einfaches
lexikalisches Merkmal durch die simple Bedingung, dass mindest ein Term
iiberlappt. Daher beschranken wir uns in dieser Arbeit darauf, diese Verfahren
nur kurz aufzulisten.

Die Arbeiten von Ozmutlu und Cavdur [OC05a], sowie He et al. [HGHO02)]
basieren auf der Evidenztheorie nach Dempster und Shafer. Ozmutlu et
al. [0OB07] ermitteln die Suchsitzung mithilfe einer Monte-Carlo-Simulation.
Beiden Verfahren werden von Gayo-Avello mit seiner geometrischen Methode
verglichen und als qualitativ schlechter bewertet [Gay09].

Ozmutlu und Cavdur [OC05b] trainieren ein neuronales Netz, um Suchsit-
zungen zu detektieren. Ozmutlu et al. [OOS08] verwenden das Verfahren der
multiplen linearen Regression. Die in der Literatur angegebene Genauigkeit
dieser beiden Verfahren ist ebenfalls nicht so aussagekriftig wie die Ergebnisse
der geometrischen Methode.

Lediglich Jones und Klinkner [JKO08] quantifizieren weitere Merkmale iiber
die oben genannten hinaus. Mithilfe des Verfahrens der logistischen Regressi-
on experimentieren sie mit vielen verschiedenen Merkmalen der verschiedenen
Merkmals-Kategorien. Neben dem zeitlichen Abstand und einfachen lexikali-
schen Merkmalen, wie zum Beispiel der Levenshtein-Distanz oder die Untersu-
chung auf bestimmte Termiiberlappung, verwenden sie mehrere Anfrage-Log-
Datei-Merkmale sowie die Erweiterung durch Teile der Ergebnismenge einer
Suchmaschine. Als Ergebnis bleiben je die acht aussagekréftigsten Merkmale
differenziert, fiir die beiden Félle der Suchsitzungsfortfithrung und zur Detek-
tierung von neuen Suchsitzungen, iibrig. Das Verfahren von Jones und Klinkner
ist das einzige in der aktuellen Literatur, welches bessere Ergebnisse erzielt als
die geometrische Methode von Gayo-Avello. Allerdings erldutern sie, dass die
Quantifizierung dafiir sehr aufwendig ist. Aus diesem Grund versuchen wir die
geometrische Methode von Gayo-Avello in einem kaskadierenden Verfahren zu
erweitern, um diese besonders , kostengiinstig® zu verbessern. Eine Entschei-
dung fiir einen dhnlichen Ansatz, wie Jones und Klinkner ihn gewihlt haben,
wiirde diese Zielsetzung nicht ermoglichen.
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Kapitel 3

Detektierung von Suchsitzungen

3.1 Notation und Basisdefinitionen

Eine Anfrage-Log-Datei einer Suchmaschine ist eine Folge von Nutzeraktionen.
Wir betrachten fiir unsere weiteren Uberlegungen alle Aktionen A eines Be-
nutzers. Dabei protokolliert a; die i-te Aktion des Benutzers und ist ein Tupel
der Form a; := (u;, t;, q;), bestehend aus der Nutzer-ID w;, einem Zeitstempel ¢;
mit Datum und Uhrzeit der Aktion und der entsprechenden Suchanfrage g¢;.
Alle Aktionen, die einen Klick auf ein Ergebnis protokollieren, erweitern die-
ses 3-Tupel um die Domain d; und den Rang r; dieser Webseite innerhalb der
priasentierten Ergebnisse. Folglich entspricht eine solche Klick-Aktion einem 5-
Tupel von Werten der Form a; := (u;, t;, ¢;, d;, r;). Die Liste A ist nach der zeit-
lichen Abfolge der Aktionen, bestimmt durch den Zeitstempel ¢;, sortiert. Ziel
ist es nun, alle Aktionen A eines Benutzers nach der Definition von Silverstein
et al. [SMHM99] in nicht iiberlappende Suchsitzungen S = s1,...,5j,..., 53|
zu gruppieren. Dabei beinhaltet eine Suchsitzung s; eines Benutzers eine oder
mehrere aufeinanderfolgende Aktionen. Somit ist eine Suchsitzung eine Kon-
katenation von Aktionen in der Form s; =ago...0q;0...0q mit [ >k >0
und [ < |A|. Alle Aktionen A eines Benutzers konnen somit auch als eine
Konkatenation seiner Suchsitzungen A = s; 0. .. o 5/ aufgefasst werden.

Um die Aktionen in Suchsitzungen zu gruppieren, werden iterativ die Merk-
male des Aktionspaares a;_1; und a; quantifiziert. Wéahrend jedes Iterations-
schritts muss also zwischen je zwei Aktionen entschieden werden, ob diese in
zwei unterschiedliche Sitzungen fallen. Die aktuell betrachtete Aktion a; wird
somit entweder der Suchsitzung s;, in welcher mindestens die Aktion a;_; er-
fasst ist, oder einer neuen Suchsitzung s, zugeordnet.
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KAPITEL 3. DETEKTIERUNG VON SUCHSITZUNGEN

3.2 Datenbasis

Unseren Experimenten liegt eine Anfrage-Log-Datei der AOL-Suchmaschine
aus dem Jahr 2006 zugrunde. Diese beinhaltet 36 Millionen Aktionen
von 657416 unterschiedlichen Benutzern in einem Zeitraum von 3 Monaten.
Die Verteilung der Suchaktionen pro Benutzer kann der Abbildung 3.1 entnom-
men werden. Die Darstellung ist doppelt logarithmisch. Die Skaleninvarianz der
Verteilung &hnelt erwartungsgeméf der power law-Verteilung. Dieser Verlauf
ist darauf zuriickzufiihren, dass relativ wenige Benutzer relativ viele Aktionen,
und relativ viele Benutzer relativ wenige Aktionen ausgefiithrt haben.

10000

Aktionen pro Benutzer

1000

T

v \

10

# Aktionen / Benutzer

10 100 1000 10000
# Benutzer

Abbildung 3.1: Verteilung der Anzahl Suchaktionen pro Benutzer

Eine Teilmenge dieser Anfrage-Log-Datei von 11.484 Aktionen von 214 un-
terschiedlichen Benutzern wurde von Gayo-Avello [Gay09] vorsegmentiert und
steht uns zur Analyse zur Verfiigung. Bei dieser manuellen Annotierung wurden
anteilig nicht alle urspriinglichen Aktionen eines Benutzers erfasst. Allerdings
dhnelt diese Teilmenge, im Sinne der Verteilung, den Ursprungsdaten. Die ma-
nuell segmentierten Suchsitzungen beinhalten durchschnittlich 2,7 Suchaktio-
nen. Mit dieser Teilmenge werden wir unsere Experimente durchfithren, um die
Giite unseres Verfahrens zu priifen. Eigentlich ist aber das Ziel, mit unserem
Verfahren die gesamte Anfrage-Log-Datei zu segmentieren. Fiir diesen Schritt
ist eine vorherige Datenaufbereitung nétig. Zum Beispiel haben 73.764 Benut-
zer im gesamten Untersuchungszeitraum nur eine einzige Suchanfrage abge-
sendet und sind somit fiir unsere Fragestellung uninteressant.

21
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3.3 Datenaufbereitung

Ziel der Datenaufbereitung ist die Entfernung von unerwiinschten Daten, um
nur die von realen Menschen gestellten Suchanfragen zu beriicksichtigen (vgl. Ab-
schnitt 2.1). Des Weiteren werden im Vorfeld alle Aktionen entfernt, die fiir
eine Detektierung von Suchsitzungen nicht relevant sind.

Fiir die weitergehenden Uberlegungen betrachten wir jeweils alle einzelnen
Aktionen a eines Benutzers. Somit werden alle Suchanfragen sowie auch alle
Klicks auf die Webseiten der Ergebnisliste erfasst.

Von einer vorherigen Gruppierung der Aktionen in Form von search epi-
sodes iiber einem Intervall von 24 Stunden, wie es haufig in der Literatur
angewendet wird [Gay09, JS06, JSB07, SYL09], sehen wir ab. Um eine zeitli-
che Betrachtung im Verhéltnis zur Aktionsanzahl eines Benutzer zu normieren,
entfernen wir groflere Aktivitédtspausen. Der zeitliche Abstand zweier aufein-
anderfolgender Aktionen wird hierzu durch

Joftset (@i) = t; — tiy

ermittelt. Falls der zeitliche Abstand einen Schwellwert iiberschreitet, wird
dieser von der Gesamtzeitspanne der Benutzeraktivitét (¢4 — 1) subtrahiert.
Wenn wir die Summe aller in Frage kommenden zeitlichen Abstédnde ermitteln,
erhalten wir einen Zeitraum, der die reale Nutzungszeit geeignet widerspiegelt:

Al
offset \ g s Joffset \Wi ) — T
factivity(A) - (t|A| - tl) B Z {g " (a ) ioisetgfll; Z T

=2

Dabei bestimmt der Schwellwert 7' den maximalen Abstand zwischen zwei
aufeinanderfolgenden Aktionen, sodass dieser als aktiver Zeitraum mit bertick-
sichtigt wird. Wir wéhlen fiir unsere Experimente einen maximalen Abstand
von T = 6 Stunden, sodass alle ldngeren Aktivitédtspausen abgezogen wer-
den. Dieser relativ hohe Schwellwert begriindet sich dadurch, dass es fiir eine
unter den Benutzern vergleichbare Quantifizierung geniigt, lediglich langere
Absténde hierfiir zu berticksichtigen.

Um schlieflich die Aktionen zu entfernen, die als nicht-menschliche Anfrage-
Quellen einzuordnen sind, werden in der Literatur zwei mogliche Eigenschaf-
ten beschrieben: Zum einen ein festgelegtes Maximum an Aktionen im Bezug
zu einer Zeitspanne (zum Beispiel eines Tages) [Buz07, Gay09], zum anderen
ein durchschnittlicher, minimaler Abstand zwischen zwei aufeinanderfolgen-
den Aktionen [DF09]. Da beide Werte durch ein Verhiltnis zwischen einer
zeitlichen Grofle und der Anfrageanzahl ermittelt werden, erweisen sich beide
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Eigenschaften als dquivalent. Daher ist nur die Quantifizierung einer dieser bei-
den Regeln nétig. Wir quantifizieren den durchschnittlichen Abstand zwischen
allen Aktionen des Benutzers mit

activi A
f avg_offset (A) = ft’ij‘()

und erhalten somit das Verhéltnis der Anzahl der abgesendeten Aktionen zu
einer angendherten Nutzungszeit. Alle Benutzer, die einen bestimmten Schwell-
wert fiir favg oftset (A) unterschreiten, werden entfernt.

Mit der Zielsetzung, die Anfrage-Log-Datei in méglichst lange Suchsitzun-
gen hoher Giite zu segmentieren, mochten wir auch die Benutzer entfernen, die
nur sporadisch gesucht haben. Diese sind fiir die Detektierung von Suchsitzun-
gen irrelevant. Durch die beschriebene Subtraktion der Aktivitdtspausen von
der Gesamtzeit entfernen wir mit dem fyug offset(A) Ansatz ebenfalls diese Be-
nutzer, die zwar nicht unbedingt ein exzessives Interaktions-Verhalten aufwei-
sen, aber ihre Aktion nur vereinzelt mit grofferen Aktivitéits-Pausen abgesendet
haben. Somit entfernen wir mit unserem Ansatz basierend auf factivity (A) deut-
lich mehr Aktionen, als wenn wir stattdessen die Gesamtzeitspanne (¢4 — 1)
zugrunde legen wiirden. Die unterschiedliche Verteilung der aussortierten Ak-
tionen je Benutzer, entsprechend den beiden Varianten, kann der Abbildung 3.2
entnommen werden. Das Diagramm ist einfach logarithmisch und verdeut-
licht die unterschiedlichen Quantitéten der beiden Verteilungen fiir die gesamte
AOL Anfrage-Log-Datei.

50
45 gesamte Zeitspanne
40 aktive Zeitspanne ——— §
35 E
30
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# ausortierte Aktionen
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# ausortierter Benutzer

Abbildung 3.2: Verteilung aussortierter Aktionen je Benutzer fiir die gesamte
Zeitspanne (t)4 — t1) im Vergleich zur aktiven Zeitspanne fuyg offset (A)

Nach Duskin und Feitelson [DF09] ist es fiir einen erheblichen Teil der Aktio-
nen schwierig, mit Sicherheit zwischen menschlichen und nicht-menschlichen
Quellen zu unterscheiden. Aufbauend auf dieser Argumentation wéhlen wir un-
sere Schwellwerte entsprechend, sodass infrage kommende Aktionen grofziigig
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entfernt werden. Zum Beispiel interpretieren wir das lokale Maximum in Abbil-
dung 3.3 bei 2 Sekunden als ein klares Indiz fiir nicht menschliche Quellen. Das
Diagramm zeigt fiir die jeweiligen Schwellwerte die durchschnittliche Anzahl
an Aktionen je aussortierter Benutzer nach fayg ofiset(A). Ein Schwellwert bei
2 Sekunden betrifft allerdings nur einen sehr geringen Teil in Hohe von 0,7% der
gesamten Aktionen. Um aber deutlich mehr Aktionen zu entfernen, wéhlen wir
fir favg ofiset (A) einen entsprechend hoheren Schwellwert in Hohe von 10 Sekun-
den. Hierbei ist die durchschnittliche Aktionsanzahl der aussortieren Benutzer
entsprechend geringer.
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Abbildung 3.3: Verlauf der durchschnittlichen Aktionsanzahl der aussortierten
Benutzer nach verschiedenen Schwellwerten fiir den minimalen durchschnittli-
chen Zeitabstand fayg offset (A)

Falls ein Benutzer als eine nicht-menschliche oder als eine irrelevante Quelle
klassifiziert wird, entfernen wir gleich alle Aktionen A des Benutzers. Gayo-
Avellos Ansatz [Gay09], nur den Teil der in den betrachteten search episodes
enthaltenen Aktionen eines Benutzers zu entfernen, ist uns nicht konsequent
genug. Die Verteilung der aus dem gesamten AOL Anfrage-Log aussortierten
Aktionen je Benutzer, basierend auf Gayo-Avellos Ansatz (vgl. Abbildung 3.4),
zeigt deutlich, dass bei seiner Idee der {iberwiegende Teil der Nutzer nur partiell
entfernt wird.

Neben der beschriebenen Filterregel fayg ofiset(\A) < 10 Sekunden miissen
weitere Regeln definiert werden. In einem ersten Schritt ignorieren wir, wie
bereits weiter vorn erwahnt, alle Benutzer mit nur einer Aktion, da fiir die-
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Abbildung 3.4: Anteil aussortierter Aktionen je Benutzer auf Basis von search
episodes [Gay09]

se keine Suchsitzungen mit mehreren Aktionen entstehen kénnen. Nach der
Filterregel favg offset(4) < 10 Sekunden entfernen wir abschlieend alle Benut-
zer, fiir die der Median der Anfragelinge mehr als 100 Zeichen aufweist, da
solche Benutzer auch eher als nicht-menschliche Quellen zu klassifizieren sind.
Bei einer durchschnittlichen Lénge in der englischen Sprache von 4,5 Zeichen
je Wort, entsprechen 100 Zeichen einer Lénge von ungefihr 20 Woértern, was
wir fiir das Verhalten eines menschlichen Benutzer als unrealistisch erachten.
Fiir eine nach der Zeichenldnge sortierte Liste Q = (qi,...,q,) der Anfragen
aller Aktionen eines Benutzers wird der Median der Anfrageliange wie folgt
ermittelt:

count_chars(qn+1) , n ungerade

fmed,chars ( Q) = {

2
count_chars(qz) , n gerade

Dabei zahlt die Funktion count_chars(q) die Zeichen der Anfragen. Der ent-
sprechende Anteil aussortierter Aktionen (vgl. Tabelle 3.1) ist allerdings sehr
klein.

Einige Anfragen enthalten offensichtliche Uberreste einer Kodierung, zum
Beispiel in der Form:

johnson 20county 20community 20college 20kansas
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Wir entfernen jeweils die iibriggebliebenen Zeichenketten ,,20“ und verwenden
diese Anfragen im weiteren Prozess unberiicksichtigt dieser Korrektur.

Alle Eigenschaften, die wir fiir das Entfernen von Benutzern aus der AOL
Anfrage-Log-Datei bertiicksichtigen, sind in der Tabelle 3.1 aufgefithrt. Wir
entfernen insgesamt 959.641 Aktionen (2,64%) und 130.292 Benutzer (21,7%).

Beschreibung Definition % A % U
1. | nur eine Aktion Al =1 0,16 % | 9,49 %
im  Durchschnitt — weniger | favg offset(A) < 10s, 2,48 % | 12,17 %
als 10 Sekunden zwischen je | T'= 6h
zwei Aktionen
3. | Median der Anfragenlinge | fied_chars(Q) > 100 | < 0,01 % | 0,04 %
grofer als 100

Gesamt: 2,64 % | 21,70 %

Tabelle 3.1: Verwendete Filter-Regeln, um Benutzer zu entfernen und deren
jeweils entfernter Anteil aus der AOL Anfrage-Log-Datei

3.4 Kaskadierendes Verfahren

Das von uns entwickelte kaskadierende Verfahren soll in mehreren Schritten die
hochstmogliche Aussagesicherheit auf Basis der einzelnen Merkmale ermogli-
chen, ohne dabei unnotig viele Merkmale zu quantifizieren. Um zwischen der
Giite der Ergebnisse und den Kosten, um diese zu ermitteln, ein ausgewoge-
nes Verhiltnis zu erreichen, werden die einzelnen Schritte in der Reihenfolge
ihres Laufzeitverhaltens ausgefithrt. Wenn uns die ermittelte Ahnlichkeit eines
der Merkmale eine hohe Aussagesicherheit bei der Unterscheidung zwischen ei-
ner Suchsitzungsfortfithrung und dem Beginn einer neuen Sitzung ermdoglicht,
bricht die Quantifizierung der weiteren Merkmale fiir dieses Anfragepaar daher
ab.

Mit einem ersten Schritt ermitteln wir einen Teil der einfacheren Félle
der Wiederholung, Generalisierung und Spezialisierung (vgl. Abschnitt 2.2.2)
einer vorangegangenen Suchanfrage. Wenn eine der beiden Suchanfragen die
andere vollstédndig beinhaltet und deren zeitlicher Abstand einen Schwellwert
von 30 Minuten nicht iiberschreitet, kénnen wir mit sehr hoher Sicherheit aus-
sagen, dass diese in einer Sitzung zusammenfallen. Da fiir diese beiden Suchan-
fragen mit der nachfolgenden Merkmalsquantifizierung der geometrischen Me-
thode ebenso das gleiche Resultat zu erwarten ist, fithren wir die Giite dieser
ersten Quantisierung nicht gesondert auf. Durch diesen Schritt werden 39,8%
aller Anfragenpaare der annotierten Teilmenge beriicksichtigt, sodass fiir diese
keine weiteren Merkmale nétig sind.

26



KAPITEL 3. DETEKTIERUNG VON SUCHSITZUNGEN

Genralisierung /

Spezialisierung + zeitl.

Abstand erfassen
geometrische
Methode

Suchsitzungs-
fortfiihrung

SR

neue Suchsitzung

Abbildung 3.5: Idee des kaskadierenden Verfahrens

Die einzelnen Schritte unseres kaskadierenden Verfahrens sind in der Ab-
bildung 3.5 skizziert. Nach dem erlduterten ersten Schritt, der die einfacheren
Félle der Generalisierung und Spezialisierung ermittelt, quantifizieren wir das
AhnlichkeitsmaB nach der geometrischen Methode. Wenn wir fiir bestimmte
Anfragenpaare eine nicht ausreichende Aussagesicherheit bestimmen koénnen,
werden wir mit der expliziten semantischen Analyse (ESA) und der Erwei-
terung der Anfragen iiber Ergebnisse einer Suchmaschine versuchen, diese zu
erh6hen. Wir betrachten die Schritte sequentiell und analysieren die jeweils
erreichte Giite anhand der folgenden standardisierten Mafizahlen:

Nirueshitt = Anzahl Sitzungsgrenzen der Trainingsmenge.
Nirvecont = Anzahl Sitzungsfortfiihrungen der Trainingsmenge.
Ngnite = Anzahl Sitzungsgrenzen der Hypothese.
Nanifeacorrect = Anzahl iibereinstimmender Sitzungsgrenzen.
Nype-a-errors = Anzahl falsch hinzugefiigter Sitzungsgrenzen.

N Type-B-errors = Anzahl falsch entfernter Sitzungsgrenzen.
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Diese werden dazu verwendet, die im Information Retrieval weitverbreiteten
Giite-Mafe

precisz’on . Nshift&correct
Nshift
recall — Nshift&correct
true_shift
(1+ 3?) - precision - recall
F-Measureg = P

(5% - precision + recall

zu ermitteln. Die Anzahl der falsch hinzugefiigten oder entfernten Sitzungs-
grenzen werden von den obigen Maflen allerdings unterbewertet, sodass wir
zudem die beiden Fehler-MaBle error-per-response-fill (ERR) und slot error
rate (SER) [MKSW99] bestimmen:

ERR = Ntruejhift + Nshift -2 Nshift&correct

Ntruejhift + Nshift - Nshift&correct

SER = Ntruejhift + Nshift —2- Nshift&correct

Ntrue,shift

Des Weiteren bestimmen wir die allgemeine Genauigkeit (engl. accuracy) fiir
die beiden Félle einer Sitzungsfortfiihrung ACC.., einer Sitzungs-
grenze ACCypig, und deren Durchschnitt ACCjy,:

ACC L= 1 _— N Type-A-errors
cont —

N true_cont

ACC - 1— NTypo—B—orrors
shift —
Ntruejhift

Ntrue,shift ' AOCshift + Ntrue,cont : ACCcont
Ntrueshift + Ntrue,cont

ACClyy =

Fiir unsere Experimente bestimmen wir als das mafligebliche Giite-
Maf3 F-Measures—; 5, da wir falsch zusammengefiigte Suchsitzungen als ein
sehr viel hoheres Problem ansehen, als félschlich eingefiigte Suchsitzungsgren-
zen. Durch eine angestrebte Optimierung des F-Measure mit 5 = 1,5 werden
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wir zwar kiirzere Suchsitzungen ermitteln, aber dafiir mit der héheren Aussa-
gesicherheit, dass alle Aktionen einer Suchsitzung auch tatséchlich zusammen
in diese Sitzung gehoren.

3.4.1 Zeitlicher Abstand zweier Anfragen

Die Verwendung eines statischen, zeitlichen Merkmals zur Unterscheidung zwi-
schen Sitzungsgrenze und Sitzungsfortfithrung ist simpel. Wenn der ermittelte
Abstand fogset(a;) zwischen den aufeinanderfolgenden Aktionen a; ; und a;
einen Schwellwert T iiberschreitet, beginnt bei a; eine neue Suchsitzung. An-
dernfalls wird diese Aktion a; zur Suchsitzung von a;_; hinzugefiigt.

10000 10000

Sitzungsfortfiihrung Sitzungsfortfiihrung
neue Suchsitzung - neue Suchsitzung -

1000 -
\ 1000 |
100

# Aktions—-Paare
# Aktions-Paare

100

0h 4h 8h 12h 16h 20h 24h 0h 02h 04h 06h 08h 1h
zeitlicher Abstand zeitlicher Abstand

Abbildung 3.6: Verteilung der zeitlichen Ahnlichkeit frime(@;)

Um das Diskriminanzverhalten dieses Merkmals zu untersuchen, normalisieren
wir die Absténde der Aktionen zu einem moglichem Maximum von 24 Stunden.
Das heifit, dass alle Aktionspaare mit einem Abstand kleiner als 24 Stunden
ein AhnlichkeitsmaB in Hohe von

frime(a;) = fof;%dhai)

ergeben. Alle Aktionspaare mit einem gréferen Abstand erhalten fiir das Ahn-
lichkeitsmafl fiime(a;) = 0.

Die Verteilungen in Abbildung 3.6 basieren auf der von Gayo-Avello [Gay09]
manuell annotierten Teilmenge der AOL Anfrage-Log-Datei. Dabei sind alle
Aktionspaare separat fiir die Klassen ,neue Suchsitzungen“ und ,,Sitzungs-
fortfithrung “ aufgetragen. Es ldsst sich erkennen, dass dieses Merkmal nur eine
begrenzte Aussagesicherheit besitzt. Unsere Experimente bestétigen nochmals
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die bereits in der Literatur [JK08, MLCO06] erlduterte Schwiche des zeitli-
chen Merkmals als alleiniges Merkmal fiir eine Entscheidung. Die Ergebnisse
fiir verschiedene Schwellwerte T" konnen den Tabellen 3.2 und 3.3 entnommen
werden.

precision  recall Fg_q Fg_15 ERR SER

T=1h 0,91156  0,68903 0,78483 0,74499 0,35414 0,37782
T =30 min 0,88232 0,73880 0,80420 0,77772 0,32747 0,35974
T =15min 0,80669 0,82347 0,81500 0,81824 0,31224 0,37386
T =5 min 0,75448 0,87571 0,81059 0,83446 0,31850 0,40926

Tabelle 3.2: Giite des zeitlichen Merkmals fogget (@)

AC C. shift Acccont ACC&VE

T=1h 0,68903  0,96373  0,892258
T'=30min 0,73880  0,94654  0,89249
T'=15min 0,79351 091672  0,88466
T = 5 min 0,87571  0,84540  0,85329

Tabelle 3.3: Genauigkeit des zeitlichen Merkmals fogset (@;)

Zusatzlich zu einem statischen, zeitlichen Merkmal experimentieren wir mit
dem von Murray et al. [MLCO06] (vgl. Abschnitt 2.1) vorgestellten hierarchical
agglomerative clustering (HAC). Das HAC ermittelt iiber die Verteilung der
zeitlichen Absténde eines Benutzers einen Schwellwert, der fiir diesen Benut-
zer als Entscheidungsgrundlage dient. Zusétzlich definieren wir mit HACyax
und mit HACy,;, eine Ober- und Unterschranke fiir den individuell ermittelten
zeitlichen Abstand. Leider konnte keines der Ergebnisse iiberzeugen. Eine dhn-
liche Giite, im Vergleich zu einem systemorientierten Schwellwert, wurde nur
erreicht, wenn der Zeitraum zwischen HAC;, und HAC,.x vergleichsweise
klein gew#hlt wurde. Damit stimmen unsere Untersuchungen mit denen von
Gayo-Avello [Gay09] insofern iiberein, als dass mit dem Verfahren von Murray
et al. [MLCO6] keine besseren Ergebnisse erreicht werden konnen.

3.4.2 Lexikalische Ahnlichkeit

Die lexikalischen Ahnlichkeitsmafie basieren auf dem Anfrage-Inhalt ¢ der Ak-
tionen, wobei die beiden Zeichenketten zweier aufeinanderfolgender Aktionen
in der Literatur auf unterschiedliche Weise miteinander verglichen werden. Ein
einfach zu quantifizierendes Merkmal ist die Termiiberlappung in der Form
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count_terms_in_common(q;_1, q;)

ftermOver (al) = count_terms (qZ) 7

wobei count_terms_in_common(q,q’) die iibereinstimmenden Terme der An-
fragen ¢ und gprime z&hlt. Die Funktion count_terms(q) ermittelt die jewei-
lige Term-Anzahl der Zeichenkette ¢. Ein AhnlichkeitsmaB basierend auf der
Levensthein-Distanz ist naheliegend, da eine anteilige Umformulierung von
Suchanfragen auf eine Suchsitzungsfortfiihrung schliefen ldsst (vgl. Ab-
schnitt 2.2.2). Die Funktion

levDistance(q;_1, ¢;)

evDist \Usi ) = 1—-
Frevpist(a:) count_chars(gi—1) + count_chars(q;)

ermittelt dabei ein normalisiertes Ahnlichkeitsma8. Dabei bestimmt die Funk-
tion lev Distance(q, q') die eigentliche Levenshtein-Distanz und count_chars(q)
die Anzahl der jeweiligen Zeichen.

Fiir dieses Ahnlichkeitsma8 ist nur die Quantifizierung eines Aktions-
paars (a;_1, a;) sinnvoll. Fiir die Termiiberlappung, sowie fiir die nachfolgenden
lexikalischen Ahnlichkeitsmafie, wurde alternativ auch mit der Quantifizierung
aller Aktionen a € s; der aktuell betrachteten Suchsitzung (anstatt nur der
Aktion a;_1) experimentiert und den Ergebnissen der urspriinglichen Betrach-
tung auf Basis der Aktion a;_; gegeniibergestellt. Fiir die Termiiberlappung
erreicht die Quantifizierung gegeniiber der Aktion a; ;, im Vergleich zu der
Quantifizierung gegeniiber der gesamten Suchsitzung, die bessere Giite. Fiir
die beiden anderen AhnlichkeitsmaBe ist hingegen der Vergleich der Suchsit-
zung mit der aktuell betrachteten Aktion aussagekréftiger. Diese beiden wei-
teren AhnlichkeitsmaBe der Literatur basieren auf n-m-Grammen. Zum einen
wird der Jaccard-Koeffizient bestimmt,

count_in_common(ngramm,, ,.(s;), ngramm,, ,.(a;))

fjachoef(Sjaai) = Hngramm (CL)H
n,m\-"t

zum anderen die Kosinusahnlichkeit:

ngramm,, ,,(s;)" - ngramm,, ,,,(a;)

Jfeossim (85, ;) = ngramm,, ,.(s;)| - |ngramm,, . (a;)||

Mit ngrammy, ,(...) werden alle moglichen n- bis m-Gramme einer Aktion oder
Sitzung in Form eines Vektors ermittelt. Ubereinstimmenden n-m-Gramme
zahlt die Funktion count_in_common(ngramm,, ,.(s;), ngramm,, . (a;)).
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Abbildung 3.7: Ahnlichkeits-Verteilungen der verschiedenen lexikalischen
Merkmale

Wir haben fiir verschiedene Werte n und m jeweils die beiden Merk-
male fiacckoef(Sj, @) Und feossim (S, a;) quantifiziert und gegeniibergestellt. Zu-
dem wurde fiir alle Ahnlichkeitsmafe ein angendhertes Optimum fiir die je-
weiligen Schwellwerte durch Stichproben ermittelt. Die Termiiberlappung dis-
kriminiert am besten bei einem Schwellwert von 0,6. Das heifit, dass minde-
stens 60% der Terme iibereinstimmen miissen, sodass diese Aktionen in einer
Suchsitzung zusammenfallen. Fiir das auf der Levensthein-Distanz basierende
Ahnlichkeitsma$ ermitteln wir einen Schwellwert von 0,5. Von allen probier-
ten Langen n,m = 1,...,20 mit m > n erreichte der Jaccard-Koeffizient der
n-m-Gramme das beste Ergebnis mit n = 3,m = 4 bei einem Schwellwert
von 0,3. Fiir die Kosinusdhnlichkeit sind 3 bis 5-Gramme und ein Schwellwert
von 0,25 die Parameter mit der hochsten Giite. Die Verteilungen auf Basis der
von Gayo-Avello [Gay09] manuell annotierten Teilmenge der AOL Anfrage-
Log-Datei fiir die verschiedenen AhnlichkeitsmaBe sind in Abbildung 3.7 ge-
geniibergestellt. Die jeweils bestmdglichen Ergebnisse sind in den Tabellen 3.4
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und 3.5 aufgefiihrt.

precision  recall Fg_q Fg_15 FERR SER

FrermOver (@) 0,68081  0,92944 0,78593 0,83555 0,35265 0,50631
FrevDist (as) 0,70431  0,94182 0,80593 0,85328 0,32505 0,45358
fiacckoof(sj,ai)  0,81197  0,92053 0,86285 0,88415 0,24122  0,29265
feossim (s, @) 0,82310  0,92275 0,87008 0,88961 0,22996 0,27556

Tabelle 3.4: Giite der lexikalischen Merkmale

ACCShift Acccont ACCan

FrermOver (@) 0,02944  0,76360  0,80675
FlovDist (as) 0,04182  0,78549  0,82617
FfiaccKoet(sj, ai)  0,92053  0,88435  0,89376
feossim (55, a;)  0,92275  0,89241  0.90031

Tabelle 3.5: Genauigkeit der lexikalischen Merkmale

3.4.3 Geometrische Methode

Die geometrische Methode kombiniert das lexikalisches Merkmal feossim (85, @)
und das zeitliche Merkmal fime(a;). Diese beiden Ahnlichkeitsmafie in der

Form des Vektors
v = <fcosSim(Sja az))
ftime(ai>

bilden die Entscheidungsgrundlage fiir die geometrische Methode. Eine Léange
des Vektors v > 1 entspricht dabei einer Abtragung der Werte im R? au-
Berhalb des Einheitskreises und laut [Gay09] einer Sitzungsfortfithrung. Ein
resultierender Vektor mit einer Lénge < 1 liegt innerhalb des Einheitskreises
und entspricht einer neuen Suchsitzung (vgl. Abbildung 3.8). Somit gilt fiir die
Ermittlung des AhnlichkeitsmaBes der geometrischen Methode

vy = {0 e 1120
1

) ‘Sjlzov

wobei der Fall |s;| = 0 immer nur fiir den ersten Iterations-Schritt eines Be-
nutzers gilt. Bei einem Wert fiir fgeom(S;j, @;) > 1 wird die Aktion a; der Such-
sitzung s; zugeordnet. Falls der ermittelte Wert unter 1 fillt, beginnt mit der
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Aktion a; eine neue Suchsitzung s;;1. Fiir den néchsten Iterationsschritt wird
somit in diesem Fall, neben dem obligatorischen Heraufzédhlen der Laufvaria-
ble 7, die Laufvariable j der aktuell betrachteten Suchsitzung um 1 erhoht.

.

: - A + +
| +
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Sitzungsfortfihrung + neue Suchsitzung +

Abbildung 3.8: Verteilung der lexikalischen Ahnlichkeit im Verhéltnis zur zeit-
lichen Ahnlichkeit
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Lange des ermittelten AhnlichkeitsmaB

Abbildung 3.9: Verteilung der Entscheidungsgrundlage der geometrischen Me-
thode

In den Diagrammen in Abbildung 3.8 sind fiir alle Aktionen das jeweili-
ge lexikalische dem zeitlichen Ahnlichkeitsmafl gegeniibergestellt. Die beiden
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Klassen, Suchsitzungsfortfithrung (rot) und neue Suchsitzung (schwarz), sind
separat aufgefithrt, um bei moglichen Uberlagerungen der Punktwolken eine
fehlerfreie Darstellung zu ermdoglichen.

Die Verteilung der ermittelten Ahnlichkeit nach fycom(s;,a;) kann der Ab-
bildung 3.9 entnommen werden. Das lokale Maximum der Verteilung beider
Klassen bei 1 ist darauf zuriickzufithren, dass in vielen Féllen eines der beiden
zugrunde liegenden AhnlichkeitsmaBe zum Maximum 1, das andere MaB da-
bei hingegen gegen 0 tendiert. Wie auch Abbildung 3.8 zeigt, ist der erheblich
groflere Anteil dabei zeitlich sehr nah, aber lexikalisch kaum &hnlich.
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0,8 0,8
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< =
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Abbildung 3.10: # Falsch hinzugefiigte / entfernte Sitzungsgrenzen im Ver-
gleich zur prozentualen Verteilung

Die Diagramme in Abbildung 3.10 veranschaulichen diesen Zusammenhang
im Detail. Beide Diagramme sind partiell in Quadranten unterteilt. Im linken
Diagramm ist die Anzahl der fehlerhaften klassifizierten Sitzungsfortfithrungen
sowie die Anzahl der fehlerhaften klassifizierten Suchsitzungsgrenzen je Qua-
drant abgetragen. Das rechte Diagramm veranschaulicht den jeweiligen Anteil
aller entsprechend quantifizierten Aktionen in Prozent.

In den oben links markierten Eckbereich in Abbildung 3.10 fallen nur weni-
ge Anfragen. Unsere Untersuchungen haben gezeigt, dass wir das bestmégliche
Ergebnis fiir diesen Teil der Aktionen ermitteln kénnen, wenn wir alle Aktio-
nen mit einer zeitlichen Ahnlichkeit frime(a;) < 0,1 als den Beginn einer neuen
Suchsitzung interpretieren. Somit gilt

feom Si, Qi 7fime a; 20’1
fgeom,cut(sj,ai) = g ( J ) % ( )
O ) ftime(ai) < O, 1
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fiir unsere manuelle Optimierung des Verfahrens.

Der unten rechts markierte Problembereich enthélt einen erheblichen An-
teil der Anfragen, bei denen es schwierig ist, mit Sicherheit zwischen einer
Sitzungsfortfithrung und einer neuen Suchsitzung zu unterscheiden. Fiir den
grofien Anteil an Aktionen (41,3%), die in zwei verschiedene Suchsitzungen
gehoren und in diese 2 Quadranten fallen, ist die Aussagesicherheit mit 73 feh-
lerhaften Aktionen noch passabel. Fiir die Aktionen (7,7%), die hierbei einer
Suchsitzung zuzuordnen sind, ist der Fehler mit 597 betroffenen Aktionen hin-
sichtlich der Gesamtgiite gravierend.

Aufgrund dieser Ergebnisse werden wir fiir Aktionen, die in diesen Bereich
fallen, in weiteren kaskadierenden Schritten weitere Merkmale zur Entschei-
dung heranziehen, um die Aussagesicherheit bestmdoglich zu erhéhen. Sollte
kein weiteres Merkmal zu einer gewiinschten Verbesserung fithren, werden wir
die in diesem Bereich liegenden Suchsitzungen bei der Segmentierung der ge-
samten Log-Datei in einem Nachbereitungsschritt entfernen. Dabei ist das Ziel,
eine Teilmenge von Suchsitzungen von sehr hoher Giite zu bestimmen. Es ist
daher nicht notwendig, alle Sitzungen zu bestimmen.

Da in dem Problembereich rechts unten das lexikalische Ahnlichkeitsmaf
relativ schwach ist, liegt die Vermutung nahe, dass es sich dabei um Aktio-
nen handelt, die entweder dem Verdnderungsmuster Neu oder Umformulie-
rung zuzuordnen sind (vgl. Abschnitt 2.2.2). Daher erachten wir die explizite
semantische Analyse und den Vergleich der Ergebnisse einer Suchmaschine als
adiquate weitere AhnlichkeitsmaBe, deren Ergebnisse in den nichsten beiden
Abschnitten erldutert werden.

precision  recall Fg_q Fg_15 ERR SER

feeom_org(Sj, @;) 0,86726  0,94306 0,90357 0,91836 0,17590 0,20129
feeom(Sj, ai) 0,85574 095172 0,90118 0,91997 0,17986 0,20871
Jeeom_cut (5j, a;) 0,85533  0,96608 0,90734 0,92907 0,16961 0,19733

Facomsample(sj,a:)  0,96742  0,97845 0,97291 0,97503 0,05276  0,05450

Tabelle 3.6: Giite der geometrischen Methode

ACCShift ACCcont ACCan

facom org(55, i) 0,94306  0,91936  0,92785
feeom (85, i) 0,95172  0,91037 0,92113
faeom_cut (85, a;) 0,96608  0,90871  0,92364

fecom_sample(Sj,a;)  0,97845  0,98730  0,98579

Tabelle 3.7: Genauigkeit der geometrischen Methode
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Die einzelnen Ergebnisse der geometrischen Methode sind in den beiden Ta-
bellen 3.6 und 3.7 erfasst. Dabei entspricht fgeom org den originalen Werten von
Gayo-Avello [Gay09]. Die Funktion feeom(Sj,a;) entspricht unserem Ergebnis
fir unsere gewéhlten n-m-Gramme. Darauf aufbauend folgt feeom cut(S;,@:)-
Als letztes Ergebnis ermitteln wir mit feeom sample das Optimum, wobei der
untere Problembereich nicht beriicksichtigt wird.

3.4.4 Explizite semantische Analyse (ESA)

Die explizite semantische Analyse (ESA) ist ein kollektionsrelatives Retrieval
Verfahren. Vorgestellt von Gabrilovich und Markovitch [GMO7], beruht die
Idee der ESA auf der Charakteristik der Wikipedia beziehungsweise eines Le-
xikons im Allgemeinen. Nach ihrer Hypothese kann eine Vektorrepréasentation
eines Wikipedia-Artikels als ein semantisches Konzept fiir das beschriebene
Artikelthema dienen.

Aufbau des invertierten Index

Termy

Termz
erstelle
invertierten |:{> Terms | -O—O0—0—0—0
Index Terma W—/
gewichtete Liste
Termn
von Konzepten

(Wikipedia Artikeln)

Ahnlichkeitsermittiung

- - [T —
Semantischer Kosinus-
Interpreter ahnlichkeit
g — — [T —
gewichtete
Vektoren von
Konzepten

Abbildung 3.11: Schematische Darstellung der ESA nach [GMO07]

Das Verfahren bedarf eines Aufbereitungsschritts, wie die Abbildung 3.11
erlautert. Auf Basis einer Auswahl von Wikipedia-Artikeln wird eine tf - idf-
gewichtete Term-Dokument-Matrix erzeugt. Diese dient als Basis fiir einen
invertierten Index. Fiir zwei zu vergleichende Texte wird entsprechend des
Vokabulars je eine transponierte Vektorreprasentation erstellt und mit der dem
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Index zugrunde liegenden Matrix multipliziert. Diese beiden Produkte bilden je
einen Vektor, der nach der Ahnlichkeit zum Eingabetext gewichtete Konzepte
enthélt. Mit dem Kosinus des Winkels zwischen den beiden Vektoren wird
schlieBlich das Ahnlichkeitsmafl Vesa (85, a;) quantifiziert.

Wie im vorherigen Abschnitt 3.4.3 erlautert, werden wir nur fiir den Teil
der Anfragen die in einen bestimmten Problembereich fallen, das Ahnlichkeits-
mafl Yesa(s;, a;) quantifizieren. Falls die Bedingungen

frime(a;) > 0,8 und

fcosSim(Sja ai) < 0)4

erfiillt sind, quantifizieren wir dieses Merkmal wie folgt:

1 ’ Soesa(sia ai) > Tesa

fcasaesa(s j o ai) -

! fgeom,cut(sja ai) ) Soesa(sia ai) S Tesa
Ist eine hohe Aussagesicherheit mit pega(s;, ;) < Tosa nicht gegeben, wird das
ZUuvor quantiﬁzigrte Merkmal fgeom cut(S;, a;) herangezogen. Die Verteilung der
quantifizierten Ahnlichkeit ist in der Abbildung 3.12 dargestellt.
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Abbildung 3.12: Verteilung der Ahnlichkeit fiir ein Merkmal auf Basis der ESA

Da die explizite semantische Analyse in das generalisierten Vektorraum-
modell transformiert werden kann [SA09], sind die einzelnen Terme nach ihrer
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Kookkurrenz gewichtet. Wir haben die ESA fiir verschiedene Kollektionsgréfien
evaluiert. Nach Anderka und Stein [AS09] variiert mit einer unterschiedlichen
zugrunde liegenden Dokumentanzahl die Giite nur gering. Wie den Tabellen 3.8
und 3.9 zu entnehmen ist, konnen wir dieses bestitigen. Da eine Verarbeitung
einer Kollektionsgrofle von 100.000 Dokumenten keine besondere Herausforde-
rung fiir aktuelle Computer-Systeme darstellt, und diese eine marginal héhere
Giite aufweist, habe wir uns fiir die Kollektionsgrofle von 100.000 entschieden.

precision  recall Fg_q Fg_15 ERR SER

1.000  0,85561  0,96831 0,90848 0,93059 0,16770 0,19510

10.000  0,86180  0,96187 0,90909 0,92869 0,16667 0,19237

100.000  0,85805  0,96831 0,90986 0,93148 0,16539 0,19188

ca. 3,5 Millionen  0,85677  0,96856 0,90924 0,93117 0,16642 0,19337

Tabelle 3.8: Giite der ESA fgeom_ esa(s;, a;) fiir verschiedene Kollektionsgrofien

ACCShift ACCcont ACC&V%

1.000 0,96831  0,90871  0,92422

10.000 0,96187  0,91383  0,93785

100.000 0,96831  0,91051  0,92555

ca. 3,5 Millionen  0,96856  0,90954  0,92490

Tabelle 3.9: Genauigkeit der ESA fyeom esa(Sj, a;) fiir verschiedene Kollektions-
grofen

3.4.5 Erweiterte Reprisentation

Wie in Abschnitt 2.2.3 erldutert, ist die erweitere Reprisentation in der Lite-
ratur ein héufig verwendetes Merkmal, um zwischen einer Sitzungsfortfithrung
und einer neuen Suchsitzung zu unterscheiden. Auf Basis der Ergebnisse einer
Suchmaschine wird dazu eine erweiterte Représentation einer Suchanfrage er-
stellt und auf dessen Grundlage das AhnlichkeitsmaB Ose(8i, @;) ermittelt. Je
nach Verfahren werden hierzu die URLs der Ergebnisse, die durch die Ergeb-
nisliste gegebenen Seitentitel und Text-Ausziige, und die Ergebnisdokumen-
te quantifiziert. Die Ahnlichkeit auf Basis der URLs wird iiber den Jaccard-
Koeffizienten bestimmt. Die Ahnlichkeitsermittlung der beiden anderen Vari-
anten zweier erweiterter Repréasentationen erfolgt iiber die Kosinusédhnlichkeit
nach dem standardisierten Vektorraummodel. Dementsprechend erfolgt eine
tf - idf-Gewichtung der einzelnen Terme.
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# Aktions-Paare

# Aktions—-Paare

Abbildung 3.13: Ahnlichkeits-Verteilungen der ESA im Vergleich zu den ver-
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schiedenen Merkmalen auf Basis der Ergebnisse einer Suchmaschine

Wir haben mit allen genannten Moglichkeiten experimentiert und die ein-
zelnen Resultate fiir eine Ergebnisanzahl von 10, 20 und 50 Dokumenten eva-
luiert. Die Verteilungen der Ahnlichkeitsmafle der einzelnen Merkmale im Ver-

gleich zur ESA sind in der Abbildung 3.13 aufgetragen.

Analog zu dem Merkmal fyeom esa(Sj,@;) ermitteln wir das Merkmal der
erweiterten Représentation feasese(S;,@i) (search results) nur dann, wenn die

Bedingungen

erfiillt sind, in der Form

ftime(ai) > 078 9

Spesa(sia ai) S Tesa
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1 ) SOSP(Sia ai) > Tsr

Frmn35,1) =
casesEATg Y T fgeom,cut(sjy ai) ) str(sia ai) < Tsr'
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Abbildung 3.14: Ahnlichkeitsverteilungen der ESA im Vergleich zu den ver-
schiedenen Merkmalen auf Basis der Ergebnisse einer Suchmaschine

Die Diagramme in Abbildung 3.14 zeigen den Einfluss der beriicksichtigten
Ergebnisanzahl, sowie die Redundanz zwischen der £SA und dem Merkmal der
erweiterten Représentation fiir die Variante der Ergebnisdokumente. Ersteres
lasst sich im Vergleich zwischen der linken (20 Dokumente) und der rechten
Seite (50 Dokumente) ablesen. Die Redundanz der Diskriminanz beider Merk-
male ist dadurch erkennbar, dass oben die Verteilung von feascsr(Sj,@;) ohne
das vorherige Merkmal fgeom_ esa(Sj, @;) und unten die Verteilung die Ahnlichkeit
der feascsr(85,a;) mit dem vorgeschalteten fyeom esa(s;, ;) abgetragen ist. Die
Experimente bestétigten das Erwartbare, sodass mehr als 10 bis 20 beriicksich-
tigte Ergebnisse die Giite negativ beeinflussen. Des Weiteren ist die £SA in der
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Aussagesicherheit mit dem Merkmal der erweiterten Reprasentation deckungs-
gleich, sodass nur eine von neun Varianten eine marginale Verbesserung der
Giite ermoglicht. Interessant ist, dass es sich hierbei um die Quantifizierung
des Jaccard-Koeffizienten der iibereinstimmende URLs der ersten 10 Ergeb-
nisse handelt. Das entsprechende Ergebnis ist in den Tabellen 3.10 und 3.11
vermerkt.

precision  recall Fg_q Fg_15 ERR SER
feasest(s5,a;)  0,86174  0,96757 0,91159 0,93234 0,16245 0,18767

Tabelle 3.10: Giite der feascse(Sj, a;) fiir die ersten 10 URLs

AC Cshjft ACCcont ACC&V%
fcascsr(sju az) 0,96757 0,91328 0,92740

Tabelle 3.11: Genauigkeit der feasc (S5, a;) fir die ersten 10 URLs

Da die erweiterte Représentation der Suchanfragen mit den Ergebnissen
einer Suchmaschine der letzte Schritt unsers kaskadierenden Verfahren ist, ist
diese diesem gleichzusetzen:

fcascade(sj> ai) = fcasc,sr(sﬁ ai)

Wie bereits weiter oben erwéhnt, mochten wir in der Anwendung unseres Ver-
fahrens fiir die gesamten AOL Log-Datei nur die Suchsitzungen verwenden,
fiir die wir eine hohe Aussagesicherheit gewéhrleisten kénnen. Somit sollen
alle Suchsitzungen entfernt werden die als ,,unsicher“ gelten. Wenn die Bedin-
gungen

ftime(ai> > 0,8,
fcosSim(Sj;az’> <04,
@esa(siy ai) S Tesa lll'ld

@sr(sia ai) S Tsr
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erfiillt sind, ermittelt dieses Verfahren

1 ) fcasc,sr(sia ai) > Tstrict,max
fcasc,sample(sjv ai) = 0 ) fcasc,sr(sia az’) < Tstrict,min

—1 ) ,I'Strictjnax Z fcasc,sr(sia ai) Z Tstrict,min

drei verschiedene Klassen. Eine Quantifizierung feascsample(Sj,a;) = 1 ent-
spricht einer Sitzungsfortfithrung, feascsampie(Sj,@;) = 0 einer neuen Suchsit-
zung und feascsample(S5, @) = —1 der neu eingefiihrten Klasse ,,unsicher .
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Kapitel 4

Zusammenfassung und Awusblick

Wir haben auf Grundlage der geometrischen Methode [Gay09] und verschie-
dener weiterer Merkmale ein kaskadierendes Verfahren feascade(s;,a;) zur De-
tektierung von Suchsitzungen entwickelt, wobei eine hohere Giite bei einem
kleinstmoglichen Effizienzverlust erreicht wird. Darauf aufbauend konnten wir
zudem fur einen Anteil der Aktionen (74,6%) iiber eine zusitzliche Filterim-
plementierung feascsample(S;, @) eine noch sehr viel hohere Aussagesicherheit
erreichen. Ein Vorteil ergibt sich hierbei fiir die Abtastung einer Untermen-
ge aus einer Anfrage-Log-Datei und deren Segmentierung in Suchsitzungen,
sofern nicht alle Anfragen zwingend beriicksichtigt werden miissen.

precision  recall Fg_q Fg_15 ERR SER

focom.org(5j,ai)  0,86726  0,94306 0,90357 0,91836 0,17590 0,20129
feascade(55,a;)  0,86174  0,96757 091159 0,93234 0,16245 0,18767

Feasesample (55, @) 0,96799  0,97884 0,97339 0,97548 0,05185 0,05353

Tabelle 4.1: Giite der kaskadierenden  Verfahren — feascade(Sj, @;)
und feasc_sample(S5, @;) im Vergleich zur geometrischen Methode fgeom_org(Sj, @;)

ACCShjft ACCcont AOC&Vg

focom.org(5j,a;)  0,94306  0,91936  0,92785
Ffeascade(55,ai)  0,96757  0,91328  0,92740

feasesample(5j,a;)  0,97884  0,98826  0,98628

Tabelle 4.2: Genauigkeit der kaskadierenden Verfahren (feascade(S;, @)
und feascsample(8;, @;) im Vergleich zur geometrischen Methode fgeom org(S;, @)
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KAPITEL 4. ZUSAMMENFASSUNG UND AUSBLICK

Die Ergebnisse der beiden Verfahren sind in den beiden Tabellen 4.1 und 4.2
den Ergebnissen der geometrischen Methode fgeom org(S;, @) von Gayo-Avello
gegeniibergestellt [Gay09]. Wir orientieren uns in erster Linie am Giitemafl
F-Measure mit g = 1,5, da wir ein fehlerhaftes Zusammenfallen von zwei
unterschiedlichen Suchsitzungen als das schwerwiegendere Problem definieren.

Die Abbildung 4.1 veranschaulicht den Ablauf des kaskadierenden Verfah-
rens feascade(Sj, @;) im Detail. Um die Aktionen der Benutzer in Suchsitzungen
zu gruppieren, werden iterativ je nach Fall verschiedene Merkmale der aufein-
anderfolgenden Aktionspaare quantifiziert.

Generalisierung /
Spezialisierung + zeitl.
Abstand

geometrische
Methode

Suchsitzungs-
fortfiihrung

SR

neue Suchsitzung

Abbildung 4.1: Funktionsweise des kaskadierenden Verfahrens feascade(s;, @;)

In einem ersten Schritt versuchen wir zunéchst, einfache Fille wie Wieder-
holung oder Generalisierung und Spezialisierung einer Suchanfrage zu detek-
tieren, indem wir priifen, ob eine der Suchanfragen die andere enthélt. Die
weiteren Merkmale werden anhand ihrer ,, Kosten“, also ihrer Laufzeit, schritt-
weise quantifiziert. Falls ein Merkmal mit geniigender Sicherheit die beiden
zu vergleichenden Aktionen klassifizieren kann, bricht der Schritt ab, ohne die
iiberfliissigen Merkmale zu ermitteln. Als weiteres Merkmal quantifizieren wir
eine optimierte Variante der geometrischen Methode. Falls bestimmte Bedin-
gungen erfiillt sind, ermitteln wir ein Ahnlichkeitsmaf das auf der expliziten
semantischen Analyse basiert. Zuletzt ermitteln wir als das ,teuerste* Merk-
mal ein Ahnlichkeitsma8l auf Basis der Suchergebnisse beider Suchanfragen.
Wenn auch die weiteren Merkmale keine genaue Entscheidung ermoglichen,
wird die geometrische Methode als das noch am stérksten diskriminierende
Merkmal verwendet.

In Abbildung 4.2 ist die erweitere Filterimplementierung feasc sample(S;, @;) des
kaskadierenden Verfahrens feascade(S;, @;) schematisch erldutert. Das Verfahren
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Generalisierung /
Spezialisierung + zeitl.

Abstand
geometrische
Methode
Suchsitzungs-
fortfihrung

neue Suchsitzung é<

<

explizite
geometrische
Methode

"unbekannt" O

Abbildung 4.2: Funktionsweise des kaskadierenden Verfahrens feasc sample(Sj, @;)

andert sich nur in dem Detail, wobei eine striktere Variante der geometrischen
Methode angewendet wird. Diese klassifiziert neben den Féllen einer Sitzungs-
fortfiihrung und einer neuen Suchsitzung einen weiteren Fall: ,junsicher“.

Neben der Entwicklung dieser beiden optimierten Verfahren konnten wir
zudem feststellen, dass fiir diese Problemstellung bei einem zugrundeliegendem
Ahnlichkeitsma$ auf Basis einer ESA die Quantifizierung einer erweiterten Re-
prasentation nur eine sehr marginale Verbesserung der Giite bewirken kann.
Diese ist so gering, das in Anbetracht der Kosten zu erwigen wire, diese nicht
zu beriicksichtigen. Das grofite Problem ist hierbei die mangelnde Transpa-
renz beziiglich der Rangbestimmung, sodass voraussichtliche viele unbekannte
Variablen das Ergebnis beeinflussen.
Eine offene Fragestellung ist nach wie vor der Aspekt des Multitaskings. Des
Weiteren ist es interessant, ob sich ein Verfahren mit vergleichbaren oder viel-
leicht sogar besseren Stérken, durch ein maschinelles Lernverfahren realisieren
lasst.

Abschlieflend betrachtet konnten wir zeigen, dass die Kombination meh-
rere Merkmale zur Suchsitzungsdetektierung die erhoffte Steigerung der Giite
ermoglicht.
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